
Нейрокомпьютинг

Ежов Александр Александрович
Шумский Сергей Александрович 

В этом курсе лекций, прочитанном авторами в Финансово-Аналитическом Колледже МИФИ, мы знакомим читателя с основами нейросетевой обработки данных и примерами типовых применений, преимущественно в области финансов и бизнеса. 

Опыт авторов свидетельствует, что главным препятствием к широкому практическому применению нейрокомпьютинга служит недостаточное понимание его основ. Этот курс писался с целью восполнить этот пробел. Поэтому основное внимание здесь уделяется описанию принципов нейросетевой обработки данных, их потенциальных возможностей и преимуществ, а также подробному разбору нескольких конкретных применений. Упор делается на концептуальной стороне дела, а не на описании конкретных алгоритмов. Предполагается, что в случае необходимости читатель сможет воспользоваться одним из многочисленных коммерческих нейро-эмуляторов, а не возьмется программировать нейросети "с нуля" на С++. Главная задача курса - научить читателя "видеть" нейросетевые постановки задач в его повседневной работе, помочь ему автоматизировать рутинную обработку сложной многофакторной информации с помощью современного математического аппарата - искусственных нейронных сетей. Хотя авторы старались избегать математических выкладок и, по возможности, упростить изложение, хотелось бы заранее предупредить, что материал этого курса рассчитан на достаточно подготовленного читателя - как минимум студента старших курсов. "Идеальный" читатель - студент, научный работник, финансовый аналитик, консультант, брокер или просто бизнесмен, желающий повысить эффективность своего бизнеса путем более вдумчивой работы с доступной ему информацией.

Введение. Компьютеры и Мозг

Нейрокомпьютеры попадают в заголовки газет. Что отличает обработку информации в мозге и в современных компьютерах? Символьная и образная информация. Перспективы нейрокомпьютинга.

( Мы наблюдаем удивительное явление: из такого, безусловно, пустого, абсолютно безличного материала как цифровая машина, удалось, благодаря специальным программам, сконструировать настоящие личности … 
С.Лем, Non serviam
( Правый мозг любит сладкое больше, чем левый. … И где же тут парадокс? - спросил я, стараясь как можно незаметнее оттолкнуть левую руку, которая опять совала мне пряник в рот.
С.Лем, Мир на Земле
Для чего и для кого написана эта книга

В этой книге, основанной на курсе лекций, прочитанном авторами в Финансово-Аналитическом Колледже МИФИ, мы знакомим читателя с основами нейросетевой обработки данных и примерами типовых применений, преимущественно в области финансов и бизнеса. 

Наш опыт свидетельствует, что главным препятствием к широкому практическому применению нейрокомпьютинга служит недостаточное понимание его основ. Эта книга писалась с целью восполнить этот пробел. Поэтому основное внимание здесь уделяется описанию принципов нейросетевой обработки данных, их потенциальных возможностей и преимуществ, а также подробному разбору нескольких конкретных применений. Упор делается на концептуальной стороне дела, а не на описании конкретных алгоритмов. Предполагается, что в случае необходимости читатель сможет воспользоваться одним из многочисленных коммерческих нейро-эмуляторов, а не возьмется программировать нейросети "с нуля" на С++. Главная задача книги - научить читателя "видеть" нейросетевые постановки задач в его повседневной работе, помочь ему автоматизировать рутинную обработку сложной многофакторной информации с помощью современного математического аппарата - искусственных нейронных сетей.

Хотя мы старались избегать математических выкладок и, по возможности, упростить изложение, хотелось бы заранее предупредить, что материал этой книги рассчитан на достаточно подготовленного читателя - как минимум студента старших курсов. Наш "идеальный" читатель - студент, научный работник, финансовый аналитик, консультант, брокер или просто бизнесмен, желающий повысить эффективность своего бизнеса путем более вдумчивой работы с доступной ему информацией.

Нейрокомпьютеры в заголовках газет
Одной из характерных черт нейрокомпьютинга является обучение на примерах. Поэтому и мы начнем с серии примеров, которые лучше любых описаний наметят возможные области практических приложений нейросетей и подкрепят решимость читателя заняться их изучением. В последнее время в прессе все чаще стали мелькать сообщения где, так или иначе, упоминаются искусственные нейронные сети. Вот только несколько выдержек, иллюстрирующих возможные области применений нейросетей: 

· Автопилотируемый  гиперзвуковой самолет-разведчик. Названный LoFLYTE (Low-Observable Flight Test Experiment) реактивный беспилотный самолет длиной 2,5 м был разработан для NASA и Air Force фирмой Accurate Automation Corp., Chattanooga, TN в рамках программы поддержки малого инновационного бизнеса. Это экспериментальная разработка для исследования новых принципов пилотирования, включая нейронные сети, позволяющие автопилоту обучаться, копируя приемы пилотирования летчика. Со временем нейросети перенимают опыт управления, а скорость обработки информации позволит быстро находить выход в экстремальных и аварийных ситуациях. LoFLYTE предназначен для полетов со скоростью 4-5 Махов, когда скорости реакции пилота может не хватить для адекватного реагирования на изменения режима полета. (Пресс-релиз NASA №96-154 от 2 августа 1996 г. )

· Системы безопасности в аэропортах. Американская фирма SAIC (Science Application International Corporation) использовала нейронные сети в своем проекте TNA. TNA представляет собой ящик стоимостью $750.000, который способен обнаруживать пластиковую взрывчатку в запакованном багаже. TNA бомбардирует багаж медленными нейтронами, вызывающими вторичное гамма-излучение, спектр которого анализируется нейронной сетью. Система обнаруживает взрывчатку с вероятностью выше 97% и просматривает 10 мест багажа в минуту (для Международного Аэропорта Лос-Анжелеса потребуется 10 таких систем общей стоимостью около $8 млн.). SAIC получила  контракт на разработку TNA  от Федерального Управления по Авиации (FAA) в 1986 г и вначале пыталась для классификации спектров реализовать линейно-дискриминантный метод. Такой подход, однако, требовал крайне нежелательной предварительной сортировки багажа по габаритам. SAIC регулярно получала финансирование от FAA, близился день демонстрации… И тогда корпорация решила использовать нейронные сети. В итоге система с требуемыми параметрами была доработана в кратчайший срок.

( Нейросети на финансовых рынках. Американский Citibank использует нейросетевые предсказания с 1990 года. В 1992 году, по свидетельству журнала The Economist, автоматический дилинг показывал доходность 25% годовых, что намного  превышает показатели большинства брокеров. Chemical Bank использует нейро-систему фирмы Neural Data для предварительной обработки транзакций на валютных биржах 23 стран, фильтруя “подозрительные” сделки. Fidelity of Boston использует нейросети при управлении портфелями с суммарным объемом $3 миллиарда. Полностью автоматизированные системы ведения портфелей с использованием нейросетей применяют, например, Deere & Co - на сумму $100 млн. и LBS Capital - на сумму $400 млн. В последнем случае экспертная система объединяется с примерно 900 нейросетями. Труды лишь одного семинара “Искусственный интеллект на Уолл-стрит” составляют шесть увесистых томов. 

· Распознавание краденных кредитных карт. В 1986 году известный конструктор нейрокомпьютеров профессор Роберт Хехт-Нильсен основал компанию HNC. Переключившись в 1990 году с призводства нейрокомпьютеров на предоставление конкретных решений в различных областях, HNC Software Corp. является сейчас лидером на рынке контроля транзакций по пластиковым картам. Ее основной продукт Falcon (Сокол), выпущенный в сентябре 1992 г.,  контролирует сейчас более 220 млн. карточных счетов, выявляя и предотвращая в реальном времени подозрительные сделки по, возможно, краденным кредитным/дебетным картам. Искусственные нейросети обучаются типичному поведению клиентов, различая резкую смену характера покупок, сигнализирующую о возможной краже. Ежегодные потери крупных банков от подобных краж измеряются десятками миллионов долларов, и когда в 1994 г. впервые за всю историю пластиковых карт эти потери пошли на убыль, этот прогресс пресса связывала с успешным внедрением системы Falcon. Клиентами HNC Software являются 16 из 25 крупнейших в мире эмитентов пластиковых карт. (Пресс-релиз HNC Software http://www.hnc.com)
· Активная реклама в Internet. Нейросетевой продукт SelectCast фирмы Aptex Software Inc. (дочерней фирмы HNC Software Corp.) выявляет профили интересов пользователей Internet и предлагает им соответствующим образом отфильтрованную рекламу. В июле 1997 года один из лидеров поискового рынка Internet - Excite, Inc. лицензировала SelectCast для использования на своих поисковых серверах. После установки на серверах Excite и Infoseek, нейросетевая реклама охватит около трети всех пользователей Internet. Согласно проведенным исследованиям, установлено, что отклик на такую активную рекламу в среднем вдвое выше, чем на обычную рекламу, размещаемую в Сети. А на отдельные виды рекламы отклик возрос впятеро. Заметим, что рекламный сектор Internet переживает сейчас период бурного развития. Результаты первого полугодия 1997 года свидетельствуют о годовом темпе роста 250%, что в денежном выражении составит в 1997 году $400 млн. (Scientific American, Dec 1997, “On-line Advertising goes one-on-one”.)

· Мониторинг и персонализированная рассылка новостей. Распознавание темы текстовых сообщений - другой пример успешного использования искусственных нейросетей. Сервер новостей Convectis (продукт все той же Aptex Software Inc. http://www.aptex.com) выбран в июне 1997г. лидером персонализированной доставки новостей в Internet - PointCast Inc. - для автоматической рубрикации сообщений по категориям. Сверяя значения слов по контексту, Convectis способен в реальном масштабе времени распознавать тематику и рубрицировать огромные потоки текстовых сообщений, передаваемых по сетям Reuters, NBC, CBS и др. Так, например, информационное агентство Scoop, специализирующееся на поставке бизнес-новостей и также лицензировавшее Convectis в июле 1997г., использует свыше 1600 источников информации. После анализа сообщения Convectis генерирует аннотацию, список ключевых слов и список рубрик, к которым относится данное сообщение. Существуют и другие электронные агентства новостей, использующие нейросети для рубрикации и персонализации информации (см., например, http://www.wisewire-corp.com)

Приведенные выше примеры свидетельствуют о том, что нейросетевая обработка данных постепенно становится неотъемлемой компонентой высоких технологий, определяющих жизнь современного мира. На них будут опираться новые военные доктрины, они будут контролировать нашу безопасность и торговать на электронных биржах, на них основываются нарождающиеся масс-медиа в глобальной сети Internet. Интерфейс с этой глобальной Сетью, постепенно превращающейся в единый распределенный компьютер, также, по-видимому, будет основываться на нейросетевых обучаемых агентах - представителях пользователя в Сети.

Что же это такое - искусственные нейронные сети? Какое отношение имеют искусственные нейросети к естественным? Чем отличается нейрокомпьютинг от обычных методов компьютерного моделирования? Каковы его "экологические ниши" в мире информационных технологий и перспективы на будущее? Этим вопросам и будет посвящена данная, вводная, глава нашей книги.

Для начала попробуем описать особенности обработки информации мозгом. Посмотрим, что из того, на что способен мозг, еще по большей части недоступно современным системам обработки  информации.  

Как мозг обрабатывает информацию

Из чего построен мозг

Мозг построен из клеток двух типов: глиальных и нейронов. И хотя роль глии в его работе, видимо, довольно значительна, большинство исследователей полагает, что в основном понимание работы мозга может быть достигнуто при изучении нейронов, объединенных в единую связанную сеть. Эта парадигма и используется при построении, изучении и применении искусственных нейронных сетей, которым посвящена эта книга. 

· Следует, однако, заметить, что имеются и другие точки зрения. В частности, такие ученые как Пенроуз и Хамерофф считают, что главные события происходят не в нейронной сети, а в самих клетках, а именно в их цитоскелетоне, в так называемых микротрубочках. Согласно их точке зрения, и память, и даже сознание определяются конформационными изменениями белков во внутриклеточных структурах и связанными с ними квантовыми эффектами. 

Количество нейронов в мозге оценивается величиной 1010-1011. Типичные нейроны имеют тело клетки (сому), множество ветвящихся коротких отростков - дендритов  и единственный длинный и тонкий отросток - аксон.  На конце аксон также разветвляется и образует контакты с дендритами других нейронов - синапсы (Рисунок 1). 
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Рисунок 1. Схема нейрона и межнейронного взаимодействия

Внутриклеточное пространство нейрона имеет отрицательный электрический потенциал по отношению к внеклеточному (-70 mV), то есть клетка в целом поляризована. Поляризация возникает за счет избирательной проницаемости клеточной мембраны для ионов натрия и калия, приводящей к разнице их концентраций внутри и вне клетки. Однако если внешним образом достаточно сильно
 изменить потенциал мембраны одного нейрона (передатчика) вблизи выхода аксона из его клеточного тела, то проницаемость мембраны меняется и перераспределение ионов во внутриклеточном и внеклеточном пространстве аксона приводит к распространению по нему волны кратковременной деполяризации. Электрический импульс,  распространившись по всем ветвлениям окончания аксона со скоростью около 100 м/с, достигает синапсов, расположенных в местах его контакта с дендритами или сомой других клеток.  Под воздействием этого импульса в синапсах выделяются специальные химические вещества - нейромедиаторы, которые, пересекая синаптическую щель, взаимодействуют с мембраной нейрона-приемника и изменяют ее потенциал. Таким образом, воздействие передается от одного нейрона к другим. Заметим, что это воздействие может являться как возбуждающим - способствующим дальнейшей генерации волны деполяризации в нейроне-приемнике, так и ингибирующим - препятствующим такой генерации. Тип воздействия определяется химической природой нейромедиатора, выделяющегося в синапсе. 

После генерации импульса нейрон некоторое время (период рефрактерности) не может активироваться. Поэтому частота, с которой нейрон  может генерировать импульсы, ограничивается примерно 100 Гц.

Каждый из нейронов устанавливает синаптические связи в среднем с 104 другими нейронами. Поэтому число связей в мозге оценивается в 1014  -1015. Очень грубо можно считать, что нейроны мозга могут находиться в двух состояниях - возбужденном (когда они предают свое воздействие другим нейронам) и покоящемся (когда такой передачи нет). 

До сих пор неизвестно, каким кодом пользуется нервная система для передачи взаимодействия. Может быть, он является бинарным, и значение имеют указанные состояния нейронов. Возможно, важна частота электрической активности нейронов, кодирующая интенсивность сигнала. Например, у нейронов коры эта частота может быть пропорциональна вероятности  некоторого события.  Наконец, информация может содержаться не в импульсных процессах, а в более медленных изменениях потенциала мембраны, которые не всегда активируют клетку (т.е. не превышают порога активации). Однако при любом предположении модель сети взаимодействующих нейронов оказывается исключительно богатой и обладающей свойствами, которые можно сопоставить с реальными возможностями мозга.  

Структура и функции мозга 

Мозг управляет организмом в целом, его восприятием окружения, движением, поддержанием важнейших функций жизнедеятельности, оперативно реагируя на всевозможные изменения среды. Генетическая программа организма, конечно, тоже способна адаптироваться к изменяющимся условиям, но очень медленно, за счет крайне редких полезных мутаций. Если использовать только этот способ, то необходимо производить огромное потомство, только малая часть которого выживает. Этим методом пользуются низшие формы жизни - такие как бактерии и вирусы. Высшие же формы в ходе эволюции выработали у себя способность к изменению и адаптации в течение жизни - благодаря особому свойству своей нервной системы - пластичности. Поэтому у высших животных потомство немногочисленно, зато мозг сильно развит.
 

Объем накопленной в мозге информации вначале дополнял, а затем и превзошел (у рептилий и млекопитающих) объем наследственной информации, закодированной в  ДНК (см. Рисунок 2). Можно сказать, что генетическая информация у высших организмов исполняет роль ракеты-носителя, направляя процесс построения организма. Затем управление передается адаптирующейся к внешнему миру нервной системе, вершиной которой и является мозг. 
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Рисунок 2. Сравнение наследственной и приобретенной информации для различных видов организмов

В строении мозга как на фотографии запечатлен весь эволюционный путь его развития. Так, мозг человека фактически включает в себя три больших отдела,  управляющие наиболее древней структурой (нейрошасси), доставшейся нам еще от рыб и амфибий, и ответственной за поддержание жизнедеятельности и размножение.   Первый отдел - рептильный комплекс - возник несколько сот миллионов лет назад и помогает нам ориентироваться в пространстве. Второй отдел - лимбическая система - образовался около ста пятидесяти миллионов лет назад. Благодаря ей мы обладаем эмоциями. Наконец, последнее достижение - новая кора, особо развитая у человека, позволяет  нам говорить и логически мыслить.  

В фантастических романах прошлого человек будущего (или инопланетный гуманоид) иногда изображался как хилое существо с огромным мозгом.
 На самом деле, и при нынешних его размерах (примерно 5% от общего веса тела) мозг человека потребляет около 20% кислорода и, следовательно, энергии. При этом он обычно не задействован "на полную мощность": одновременно активны в нем лишь 2-3% нейронов
. Благодаря такой избыточности, мозг человека обладает огромным запасом прочности, позволяющим ему работать даже, несмотря на серьезные повреждения и утраты. Этой способности лишены современные компьютеры.

· Известны случаи, когда человек продолжал сознательную жизнь после удаления большей части коры головного мозга. В одном из них, молодой человек, получивший в автокатастрофе травмы черепа, оцененные как несовместимые с жизнью, выжил, и, несмотря на удаление в ходе многочисленных операций большой части тканей мозга (включая обе лобных доли!), возвратился к работе  директором коммерческого буфета. Известный пример проявления компенсаторных  возможностей дает мозг Ленина. Для него были характерны многочисленные поражения коры левого полушария, отягощенные колоссальной нагрузкой (при письме) на управляемую им правую руку, и обращающие на себя внимание хорошо развитые слои клеток в правом полушарии.  

Восприятие

В дополнение к эволюционному разделению частей мозга, о котором мы говорили выше, в нервной системе явно различаются три типа нейронных структур: сенсорные, внутренние и эффекторные. Первые связывают наш мозг с внешним миром и обеспечивают поступление в него зрительной, слуховой, вкусовой, обонятельной и осязательной информации. Есть у нас и шестое чувство - чувство равновесия, за которое отвечает вестибулярный аппарат. Его особенность заключается в том, что он не вынесен наружу. Эффекторные нейроны управляют мышцами, внутренними органами, стенками сосудов и пр. Мозг, таким образом, контролирует работу сердца, дыхание, кровяное давление, температуру, поддерживает нужное содержание кислорода в крови, осуществляет гормональную регуляцию и пр. Промежуточные нейроны обрабатывают информацию, получаемую от сенсорных и передаваемую эффекторным нейронам.

Существующие компьютерные системы позволяют вводить в них изображения, звуковую и другие виды информации. Однако, в отличие от компьютера, снабженного сканером, телекамерой и микрофоном, мозг обладает вниманием, свойством, которое позволяет ему сосредотачиваться на важной в данный момент информации и игнорировать несущественную. Эффективные системы предобработки сенсорной информации, вырабатываемые в течение жизни путем обучения, позволяют мозгу эффективно распознавать сенсорные образы - способность, пока мало освоенная современными компьютерами.

· В восьмидесятые годы была объявлена программа создания компьютеров 5-го поколения. Эти компьютеры должны были иметь средства работы с реальными данными окружающего мира - изображениями, мелодиями, текстами и пр. Однако, как стало ясно теперь, полноценное решение этой задачи возможно только нейрокомпьютерами - системами, работа которых основывается на использовании архитектуры и свойств биологической нервной ткани.

Память 

Компьютеры имеют память! В нее можно записать программы, данные, изображения, что угодно. Однако все они хранятся как некоторые именованные переменные. Специальные процедуры хеширования позволяют вычислить по имени переменной ее адрес в физической памяти, и именно по этому адресу будет искаться соответствующая запись. Никакой связи между адресом, по которому находятся данные, и содержанием самих данных не существует. Такая адресация предполагает пассивность данных в процессе поиска. Это обстоятельство чрезвычайно затрудняет поиск данных с частично известным содержанием.

Мозг использует другой способ поиска информации - не по адресу, а по содержанию, вернее, по его достаточно представительной части. Вспомните телепередачу “Угадай мелодию”, в которой участникам предлагается восстановить текст куплета по нескольким нотам мелодии. Очевидно, что эти ноты составляют лишь часть песни, в которой музыка вместе с текстом составляют единый информационный образ. 

Память, способная восстанавливать полную информацию по ее достаточной части (двух нот в нашем примере недостаточно) называется содержательно-адресованной. При этом мозг  способен извлекать информацию и в случае, если исходные данные (ключ) являются не собственно ее частью, но связаны с ней устойчивой связью (в случае, если  мелодию не удается узнать по нотам, она может быть восстановлена мозгом, если в поле его зрения попадется машущий крылами Валдис Пельш). Такая память называется в общем случае ассоциативной (авто- или гетеро-, соответственно).

· Трудно поверить, но в довоенном Токио не существовало нумерации домов, и таксисты доставляли пассажиров в нужное место, пользуясь информацией типа за трехэтажным домом с синей крышей мимо высокого забора до старой сливы. Таким образом, они использовали ассоциативную память, потребность в которой сильно упала после прихода американцев и присвоения жилищам адресов (вспомните пресловутый угол 5-й авеню и 42-й улицы). 

Итак, наша память имеет ассоциативный содержательно-адресованный характер. Но это еще не все. Она является также и распределенной. Это означает, что в мозге нет специализированного нейрона, отвечающего, например, за распознавание вашей бабушки
. Наоборот, в запоминании некоторой информации участвует множество нейронов, так что гибель некоторых из них обычно не удаляет соответствующий образ из памяти.  Более того, мозг обладает огромной компенсаторной способностью: поражение обширных участков приводит к тому, что соответствующие функции берут на себя другие его части. Такое свойство систем называется робастностью (robust - крепкий, здоровый). Вспомните, что произойдет с вашей программой в компьютере, если в ней запортить несколько бит - и Вы оцените достоинства хранения информации в мозге.

· Заметим, что распределенность не предполагает бесструктурность. Мозгу присуща определенная пространственная локализация функций. Так, в области затылка расположена зрительная кора, а лобные доли ответственны за планирование поведения. Интересно, что открытие различных по функциям отделов коры мозга произошло благодаря невысокой скорости, с которой вылетали пули из русских винтовок во время русско-японской войны. Такие пули, попадая японским солдатам в голову, не убивали их, но поражали те или иные участки мозга. Изучая таких пациентов, японские врачи смогли впервые связать расстройства восприятия и поведения  с местом поражения коры. 

Наконец, важнейшим свойством нашей памяти является ее активность. Суриков  не видел, как Суворов переходит через Альпы, но создал в своем сознании соответствующий образ и материализовал его на холсте. Еще более причудливые  примеры активности памяти могут быть найдены на картинах Босха. 

· Активность памяти есть внутреннее свойство мозга, присущее не только изобретателям и ученым, а каждому человеку. Вспомним  Булгакова:  “- Читаю, читаю, - рассказывал  слесарь корреспонденту, - слова все легкие: Мечислав, Богуслав, и хоть убей не помню - какой кто. ... Помню одно: Мандриан. Какой думаю Мандриан? Нет там никакого Мандриана. На левой стороне есть два Баранецких. Один господин Адриан, другой Мариан.  А у меня Мандриан.” 

Итак, человеческая память отличается от компьютерной тем, что она: содержательно-адресованая, ассоциативная, распределенная,  робастная и активная. 

Мышление

Обсуждение способности к мышлению наиболее важно с точки зрения сопоставления традиционной вычислительной техники и нейрокомпьютеров. Казалось бы, современные компьютеры способны решать задачи высокого интеллектуального уровня. Они могут интегрировать сложнейшие системы дифференциальных уравнений, осуществлять логический вывод и как следствие - рассчитывать свойства веществ и играть в шахматы лучше человека. 

Однако все их достижения связаны с тем, что решение этих проблем может быть формализовано и представлено в виде последовательностей арифметических и логических операций  - алгоритмов. Современный компьютер является ни чем иным, как чрезвычайно быстродействующим арифмометром, способным выполнить любую инструкцию, заключенную в программе.  Структура компьютера является реализацией универсальной машины Тьюринга, и эта структура полностью отделена и независима от данных, которые обрабатываются компьютером при решении конкретной задачи.  

Математические вычисления и логический вывод доступны и мозгу человека. Однако они не исчерпывают того, что мы понимаем под мышлением. Удивительным образом, за реализацию соответствующих функций ответственно одно, левое, полушарие человеческого мозга.  Его работа позволяет нам говорить, строить грамматически правильные  фразы, писать. Оно ответственно за наше восприятие времени и, похоже, вследствие этого обрабатывает информацию последовательно, шаг за шагом. 

· Любопытна гипотеза, связывающая именно левое полушарие с его способностью понимать, что такое время, с тем, как мать держит младенца.  Обычно ей удобно держать его на левой руке - тогда правая свободна для кормления, игры и пр. Вследствие такого положения ребенок прижимается к груди матери правым ухом и именно им слышит удары ее сердца. Правая часть тела, однако, связана с противоположным, левым, полушарием, которое и знакомится с первым метрономом, задающим временной отсчет жизни  новорожденного. 

В свое время, известный американский математик, лауреат Нобелевской премии по экономике Ричард Беллман заметил, что современные компьютеры по своей природе наиболее приспособлены для решения задач с начальными условиями (задачи Коши). Такие задачи могут быть решены последовательным получением решения от одного момента времени к другому, начиная с начального условия. В известном смысле, вся современная наука является результатом выдающегося и не всегда явно осознаваемого открытия Ньютона, впервые отделившего законы природы от начальных условий. Можно сказать, что традиционные компьютеры, в которых алгоритм отделен от данных, являются  парафразом этого достижения. Из вышесказанного следует, что принципы работы обычных компьютеров оказываются в некотором смысле аналогичными принципам обработки информации именно левым полушарием мозга человека.    

Однако, математика, логика и наука в целом являются позднейшими достижениями человеческого мышления. То есть, развитие вычислительной техники стартовало с имитации наиболее поздних находок эволюции человеческого мозга. Пропущенным оказался целый пласт его возможностей, которые реализованы в другом, правом, полушарии.

Что характерно для обработки информации в правом полушарии? Множество исследований свидетельствуют в пользу того, что оно ответственно за наше восприятие пространства, за смысл слов, интуицию, воображение, образное мышление. Похоже, что в отличие от левого полушария, оно обрабатывает информацию параллельным способом. Правое полушарие почти не умеет говорить, но знает, что значат грамматически правильные фразы левого полушария. 

· В отличие от левого полушария, правое не знает глаголов и может оперировать лишь с существительными. Более того, оно, по-видимому, не способно лгать. Действительно, ложь требует построения логического отрицания, что не под силу правому полушарию.

Нейрокомпьютеры и являются теми системами, которые должны реализовать  возможности, заложенные в правом полушарии мозга.   

Одним из основных отличий правого полушария от левого является то, что оно работает не с  абстрактными именами объектов - символами, а с образами конкретных объектов, информацию о которых мозг получает из внешнего мира. В каком-то смысле оно пользуется правилом “Лучше один раз увидеть, чем сто раз услышать”. Все виденное нами в жизни хранится в правом полушарии, все имена - в левом. Можно сказать, что понятие “собака” известно левому полушарию, а вот образ конкретной Жучки находится в правом. 

Хотя правое полушарие и не знакомо с логикой и математикой, оно способно учиться узнавать предметы просто по их предъявлению, а не по описанию, в его подходах данные и метод составляют единое целое. Способность правого полушария обучаться на примерах объясняется в теории нейронных сетей пластичностью синаптических связей - их способностью менять свою силу, настраиваясь на решение определенной задачи. 

Воображение и интуиция, которые также связываются с работой правого полушария, дают нам возможность принимать решение в тех случаях, когда никакого рецепта не существует. Они являются более древними изобретениями мозга, чем логическое мышление и имеют прямую связь с творчеством. Очень ярко эта творческая активность проявляется в способности видеть сны. Изобретение сна, играющего, по всей видимости, важную роль в упорядочивании сенсорной информации, является древним достижением эволюции. Из млекопитающих только ехидна и дельфин не видят снов. Дельфин лишен их потому, что его полушария спят по очереди -  для сна со сновидениями этого недостаточно.

· Оказывается, во время сна наш мозг расходует на 10% больше  энергии, нежели во время бодрствования (мозг потребляет около 25 ватт). В определенные периоды (в фазах так называемого парадоксального сна) человеческий мозг, по-видимому, осуществляет очень важную процедуру обработки информации, полученной днем. Часто именно во сне людям приходило решение важных проблем (открытие периодической таблицы химических элементов Менделеевым, формулы бензола Кекуле - множество таких случаев собрано Адамаром). В опытах с животными (крысами) было установлено, что в стрессовых условиях, требующих принятия важных решений, доля парадоксального сна у них резко увеличивается. Нормальный человек видит сны 1.5-2 часа в течение сна, новорожденный - в течение 8 часов. Плод в чреве матери “видит” сны в течение 12 часов! 

Обычные компьютеры не знают и не имитируют ничего подобного сну. Это может быть важным указанием на то, что творческие процедуры на них вряд ли реализуемы.  Напротив, как мы увидим далее,  в нейронных сетях и нейрокомпьютерах процедуры, имитирующие сон, имеют очень важное значение.

Мозг, компьютеры и нейрокомпьютеры

Право-лево-полушарный симбиоз

Нейрокомпьютеры, как мы видим, вовсе не призваны заменить существующие традиционные вычислительные машины. Они лишь восполняют те возможности, для которых не удается построить формальных алгоритмических схем. Подобно тому, как в человеческом мозге левое и правое полушарие работают в диалоге и сообща, современные информационные системы должны использовать симбиоз традиционных компьютеров и нейромашин для полноценной и продуктивной обработки информации (см. Рисунок 3).  
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Рисунок 3. Симбиоз традиционных и нейро-компьютеров сродни симбиозу правого и левого полушарий головного мозга

Однако, поскольку наш курс посвящен именно нейрокомпьютерам, мы хотели бы, все же, еще раз подчеркнуть важность именно правополушарной обработки информации.  С этой целью мы приведем отрывок из доклада академика Владимира Игоревича Арнольда, сделанного в 1997 году и посвященного “жестким” и “мягким” математическим моделям. Содержание его как нельзя лучше поддерживает наш вывод.

“В истории России был премьер-министр с математическим образованием (окончивший Санкт-Петербургский университет по математике в школе Чебышева). Вот как он описывает разницу между мягким и жестким математическим моделированием (С.Ю.Витте. Воспоминания, т.3, гл.5):

“Между математиками есть двоякого рода люди: 
1) математики-философы, т.е. математики высшей математической мысли, для которых цифры и вычисления есть ремесло; для этого рода математиков  цифры и исчисления не имеют никакого значения, их увлекают не цифры и исчисления, а сами математические идеи. Одним словом, это математики, так сказать чистой философской математики; 
2) напротив, есть такие математики, которых философия математики, математические идеи не трогают, которые всю суть математики видят в исчислениях, цифрах и формулах...    Математики-философы, к которым принадлежу и я, относятся всегда с презрением к математикам-исчислителям, а математики-исчислители, среди которых есть много ученых весьма знаменитых, смотрят на математиков-философов как на людей в известном смысле “тронутых”  “.

Сейчас мы знаем, что описанные Витте различия имеют физиологическое происхождение. Наш мозг состоит из двух полушарий. Левое отвечает за умножение многочленов, языки, шахматы, интриги  и последовательности силлогизмов, а правое  - за пространственную ориентацию, интуицию и все необходимое в реальной жизни. У  “математиков - исчислителей” по терминологии Витте гипертрофировано левое полушарие, обычно за счет правого. Это заболевание и составляет их силу (вспомним “Защиту Лужина” Набокова).  Но доминирование математиков этого типа и привело к засилью аксиоматически - схоластической математики, особенно в преподавании (в том числе и в средней школе), на которое общество естественно и законно реагирует резко отрицательно. Результатом явилось повсеместно наблюдаемое отвращение к математике и стремление всех правителей отомстить за перенесенные в школе унижения ее изничтожением.

Мягкое моделирование требует гармоничной работы обоих полушарий мозга.”

Мягкие модели, о которых говорит Арнольд, это модели, поддающиеся изменениям, точное значение параметров в них не имеет значения. Эта мягкость и представляет главное достоинство нейросетевых моделей, которые лежат в основе архитектур будущих нейрокомпьютеров.

Встречная эволюция мозга и компьютеров

Итак, мы описали особенности двух парадигм обработки информации - "логической" и "образной". Первая доминирует в существующих компьютерах, вторая - лежит в основе работы мозга, хотя человеческий мозг отличает от мозга прочих животных наличие обоих компонент мышления. Для полноценного существования в окружающем нас мире ценны оба способа обработки информации. И они рано или поздно возникают - как в ходе биологической эволюции, так и в процессе эволюции компьютеров, но, что характерно, - в разной последовательности. Биологическая эволюция шла "от образов - к логике". (Вспомним три слоя мозга: древнейший - ориентация в пространстве, более новый - эмоции, и новейшая кора - речь и логика). Компьютеры же, напротив, начав с логики, лишь спустя несколько десятилетий начинают осваивать распознавание образов. 

Откуда такое различие в направлениях развития? Что касается развития Жизни - понятно. На ранних этапах эволюции требовалось лишь правильно реагировать на внешние воздействия. Задача понимания законов действительности, их формализации для передачи из поколения в поколение возникла лишь с появлением социальных животных и языка. Мыслить логически - роскошь, доступная лишь тем, кто сумел выжить в миллиардолетней борьбе за существование. А компьютеры? Почему они не пошли по тому же пути? Почему мы узнаем о существовании нейрокомпьютеров на пятом десятке лет компьютерной гонки? Для ответа на этот вопрос, ключевой для понимания перспектив нейрокомпьютинга, необходимо бросить хотя бы беглый взгляд на историю развития компьютеров.

Эволюция компьютеров: от вычислений - к распознаванию образов

Первые компьютеры: супер-калькуляторы

Технические предпосылки создания компьютеров накапливались постепенно. Механические калькуляторы существовали еще со времен Паскаля. Теория универсального компьютера была разработана англичанином Аланом Тьюрингом в 30-х годах. А новую элементную базу (лампы) подготовило широкое распространение радиотехники. Требовался лишь толчок со стороны практики, должна была возникнуть задача, которую было бы невозможно решить без ЭВМ. Такую задачу предоставила Вторая Мировая Война. Для военных нужд потребовался супер-калькулятор. Сначала это были задачи рассчета баллистических траекторий и составления баллистических таблиц корректировки стрельбы. Затем появился новый класс задач, связанных с созданием атомного оружия, и с тех пор военные неизменно выступали как основные заказчики супер-вычислителей. 

· Одной из главных задач Лаборатории баллистических исследований министерства обороны США был расчет баллистических траекторий и составление корректировочных таблиц. Каждая такая таблица содержала более 2000 траекторий, и лаборатория не справлялась с объемом вычислений, несмотря на свой раздувшийся штат: около ста квалифицированных математиков, усиленных несколькими сотнями подсобных вычислителей, окончивших 3-х месячные подготовительные курсы. Под давлением этих обстоятельств в 1943г. армия заключила с расположенным неподалеку Высшим техническим училищем Пенсильванского университета, где в помощь лаборатории был создан специальный вычислительный центр, контракт на $400 тысяч для создания первого электронного компьютера ENIAC. Руководили проектом Джон Мочли и Прес Экерт (последнему в день подписания контракта исполнилось 24 года). ENIAC был построен уже после  окончания войны. Он потреблял 130 кВт, содержал 18 000 ламп, работающих с тактовой частотой 100 кГц, и мог производить 300 операций умножения в секунду. 

Таким образом, в момент своего появления компьютеры занимались исключительно вычислениями, что и отразилось в их названии. Вычисления по заранее разработанному алгоритму требовали одного: очень много раз повторять однотипную череду операций. На решение таких - алгоритмических - задач и были нацелены ЭВМ 40-х и 50-х годов. 

Последовательная архитектура первых ЭВМ была продиктована их чрезвычайной дороговизной. Это позволяло обойтись минимумом аппаратуры, минимизировать издержки вычислений. Машинные ресурсы всячески экономились, и всю заботу о составлении алгоритмов и переводе их в машинные коды брали на себя люди. 

К моменту появления первых ЭВМ война уже кончилась, но потребность в вычислениях осталась. Правда, в 50-х годы приобрести ЭВМ могли себе позволить лишь крупные научные центры и государственные учреждения. В 60-х, после появления серийных ЭВМ, центральный компьютер появился и в коммерческих фирмах.

От вычислений - к обработке символов

Переход к транзисторам, а потом - внедрение интегральных схем, делало компьютеры все более доступными. Удешевление машинного времени позволяло перекладывать на них все больше рутинной работы, должным образом формализованной и созревшей, таким образом, для автоматизации.

Движущей силой нового, "демократического" этапа развития вычислительной техники стала автоматизация труда информационных работников - белых воротничков. До появления ЭВМ автоматизация производства затрагивала, в основном, труд рабочих - синих воротничков. Работа же с информацией по-прежнему опиралась на бумажную технологию прошлых веков. По мере усложнения производства это приводило к постоянному разрастанию штатов и росту издержек. Использование компьютеров для автоматизации конторского труда давало максимальную экономическую отдачу. Появилась концепция "безбумажного офиса", основанная на компьютерной обработке символьной информации - как числовой, так и текстовой. Компьютеры перестали восприниматься только как калькуляторы, а превратились в средства работы с текстовыми документами, хранения и обработки баз данных.

Новое качество придало компьютерным технологиям появление персональных ЭВМ и распространение компьютерных сетей. Эти два новшества приблизили компьютер к рядовому человеку и сделали для него потенциально доступной всю информацию, накопленную в мире. Выход компьютеров "в массы" сопровождался, с одной стороны, невиданными ранее темпами удешевления электронной обработки данных, с другой - качественной "гуманизацией" компьютерного интерфейса. 

От символов - к образам

Именно интерфейс пользователя, делающий удобным и комфортным человеко-машинное общение стал двигателем нового этапа развития ЭВМ. Узким местом, снижающим эффективность человеко-машинного симбиоза, является неспособность современных ЭВМ оперировать сенсорной или, более обще - образной информацией. Человек, мозг которого ориентирован именно на такого рода информацию, является сейчас единственным связующим звеном между миром абстрактных символов, перерабатываемых компьютерами, и внешним миром.

Неспособность компьютеров видеть, слышать и ощущать не позволяет им освободить людей от их теперешних обязанностей “универсальных манипуляторов” и контролеров при машинном производстве. Отсутствие сенсорного восприятия мира компьютерами делает доступные им модели мира беспомощными. Компьютерный "кретинизм" мешает в человеко-машинном общении, не дает возможности объяснить компьютерам самые элементарные для человека понятия. 

Между тем, уже сейчас стоимость компьютерной обработки информации и стоимость человеческого мышления почти сравнялись.

· В мозгу человека около 1010 нейронов, из которых ежемоментно активизировано примерно 108, работащих с характерной частотой 102 Гц. Принимая в качестве зарплаты "белого воротничка" $30,000 в год получим оценку стоимости обработки информации человеком:
Человек:         (1010 оп/c 3 107 c/год) / (30 000 $/год)  = 1013 оп/$
Вычисления на современном персональном компьютере производительностью 107 оп/с при амортизации около $300 в год стоят лишь на порядок меньше:
Универсальный процессор:    (107  оп/c 3 107 c/год) / (3 00 $/год)  = 1012 оп/$.
Специализированные процессоры (например, сигнальные процессоры DSP), как правило, дают дополнительный выигрыш  в стоимости вычислений примерно на порядок:
Специализированный процессор:    (108  оп/c 3 107 c/год) / (3 00 $/год)  = 1013 оп/$, 
примерно сравниваясь с человеком при таком способе сопоставления.
Конечно, не следует относиться к этим оценкам слишком уж серьезно, т.к. "операции" в этих случаях имеют совершенно разный смысл. Нейрон обрабатывает ~104 аналоговых значений синапсов, тогда как процессоры оперируют единичными, хотя и 32-разрядными операндами.  Однако, принимая во внимание перспективы аналоговых СБИС, позволяющих повысить производительность на 3-4 порядка, “экономическое” превосходство компьютеров - вопрос ближайшего будущего, в пределах нанешнего поколения людей. И победа Deep Blue над Каспаровым - лишь первая ласточка грядущих перемен.
Следовательно, становится экономически целесообразным переложить все рутинные человеческие функции на компьютеры: все, что может быть формализовано немедленно превращается в программные продукты и включается в производственный процесс. 

Однако наращивание темпов компьютеризации наталкивается на ограниченные возможности современных компьютеров в решении неалгоритмизируемых задач - обработке образов. Это и есть то узкое место, которое сейчас резко сужает возможные области применения компьютеров и, соответственно, - емкость потенциального рынка. Искусственные нейросети призваны “расшить” это узкое место, обеспечив компьютерам способность оперировать образной информацией.

Символы и образы, алгоритмы и обучение

Трудности современной схемотехники

Главное отличительное свойство образов - большая информационная насыщенность, или, выражаясь языком электротехники, широкополосность информации. Иными словами, образ характеризуется числом бит на порядки превосходящим информационную размерность символа. Сравните 32-64-разрядные машинные слова современных ЭВМ и графические образы, характеризуемые мегабайтами информации. При этом образ является единым информационным объектом. Многие его атрибуты (например, связность областей) являются глобальными - их нельзя вычленить, обрабатывая отдельные части образа независимо. 

Можно, конечно, обрабатывать образы последовательно, шаг за шагом, небольшими порциями - символами, как это до сих пор и делают компьютеры. Машинные слова современных процессоров имеют размерности от 16 до 64. Однако это с неизбежностью замедляет вычисления. Повышение параллелизма за счет увеличения разрядности универсальных процессоров идет медленно и с большим трудом, т.к. сопровождается резким усложнением их структуры. Согласно эмпирическому закону Рента, число элементов современных электронных схем, оперирующих n-разрядной информацией, растет как n4.8 (см. Рис. 1). 

[image: image4.wmf]10

30

100

1E+00

1E+01

1E+02

1E+03

1E+04

1E+05

1E+06

N ~ 

n

4.8

Число вентилей 

N

Число выходов 

n


Рисунок 1. Эмпирическая зависимость числа вентилей в микропроцессорах от количества входов-выходов.

Очевидно, что эта тенденция, распространенная на размерность n > 100, приводит к нереалистичным размерам электронных схем. Следовательно, коренное увеличение быстродействия, требуемое для обработки образов в реальном времени, должно сопровождаться коренным изменением схемотехники. Должны появиться специализированные процессоры образов, построенные на новых принципах, отличных от используемых в универсальных компьютерах. 

Специфика этого нового поколения процессоров диктуется самой природой образной информации - ее широкополосностью.

Специфика образной информации 

Широкополосность образов имеет далеко идущие последствия. Пусть компьютер манипулирует n-разрядными символами. Количество информации, требуемое для описания произвольного преобразования таких символов, составляет 

 бит. Иными словами, для описания произвольного алгоритма обработки n-разрядных символов потребуется 2n таких символов. Это типичный пример "комбинаторного взрыва".

	Разрядность n 
машинных
 слов
	Длина произвольного алгоритма

	8
	256 B

	16
	128 KB

	32
	16 GB

	…
	…

	1024
	21000 B


Таблица 1. Длина алгоритма произвольного преобразования n-разрядных символов.

Отсюда и следует качественное различие обработки символьной (малоразрядной) и образной (многоразрядной) информации. Для символов в принципе возможно описать любой способ их обработки. Для образов это в принципе невозможно. Естественно, существуют относительно тривиальные преобразования образов, поддающиеся формализации, т.е. имеющие компактное описание. На таких операциях построены графические ускорители и программные пакеты обработки изображений. Однако, в общем случае операции с образами неформализуемы. Преобразование образов, следовательно, должно основываться на алгоритмах, описанных лишь частично.

Для таких неформализуемых задач частичным описанием алгоритма является некое подмножеством полной таблицы преобразований - множество примеров, или обучающее множество. Возникает новый класс задач - восстановления алгоритма по набору примеров,  обучения на примерах. 

Процессоры образов должны обладать способностью обобщения конечного числа примеров на потенциально необозримое множество возможных ситуаций, иными словами, способностью предсказуемого поведения в новых ситуациях. В этом своем качестве они противоположны обычным компьютером, где алгоритм в явном виде задает поведение во всех мыслимых ситуациях.

Итак, возникает новая парадигма вычислительных машин: алгоритмы, порождаемые данными в универсальном процессе обучения, специализированные для данного класса операций с образами, адаптированные под конкретные информационные задачи. Это - естественный путь развития вычислительной техники, который обеспечивает одновременно и универсальность и простоту архитектуры таких универсальных спец-процессоров. 

Нейрокомпьютеры

Нейрокомпьютинг, как Вы уже догадались, как раз и является описанной выше новой парадигмой вычислительных систем. Основная задача нейрокомпьютеров - обработка образов, основанная на обучении - та же, что и у биологических нейросистем. Подобно биологическим, искусственные нейросети нацелены на параллельную обработку широкополосных образов. В новой схемотехнике, как и в мозгу, остутствуют общие шины, нет разделения на активный процессор и пассивную память. Вычисления, как и обучение, распределены по всем активным элементам - нейронам, каждый из которых есть элементарный процессор образов, т.к. производит хотя и простейшую операцию, но сразу над большим количеством входов. Как вычисления, так и обучение полностью параллельны. В этом сила природных нейрокомпьютеров. Это дает возможность решать задачи, непосильные даже самым мощным суперкомпьютерам, несмотря на миллионнократную разницу в быстродействии элементной базы. 

Перспективы нейрокомпьютинга

Вписав появление нейрокомпьютинга в общий процесс эволюции компьютеров, мы получаем возможность заглянуть в ближайшее будущее - экстраполируя сегодняшние тенденции.

Вездесущие умные нейрочипы

Сегодняшний нейрокомпьютинг проходит "обкатку", в основном, в программном продукте для задач ассоциативной обработки данных, редко используя при этом свой "параллельный" потенциал. Такие приложения как раз и являются основной темой данной книги. Эпоха истинного - параллельного - нейрокомпьютинга начнется с выходом на рынок широкого ассортимента аппаратных средств - специализированных нейрочипов для обработки изображений, речи и прочей сенсорной информации. Можно представить себе, например, дверные замки, распознающие хозяина по виду,  голосу, и быть может, запаху в совокупности. Системы жизнеобеспечения жилищ станут адаптивными и обучаемыми. Все бытовые приборы поумнеют и приобретут способность угадывать, что от них требуется именно в данный момент. Провозвестником таких изменений можно считать нейросетевой блок адаптивного управления в недавно появившемся пылесосе фирмы Samsung. 

Сенсорные датчики приобретут способность реагировать, а регулирующие системы - ощущать. Умные контроллеры, распознающие потенциально опасные ситуации и умеющие принимать адекватные превентивные решения, получат распространение в сложных электрических и тепловых сетях. На них будут основываться системы регулирования транспортными потоками и потоками данных в компьютерных сетях и сотовой связи. 

Операционные системы будущего

Однако, наибольшие изменения, коснутся, по-видимому, самих компьютеров. По мнению Билла Гейтса, главы небезызвестной Microsoft, высказанному им на собрании совета директоров, через 10 лет 90% операционной системы будет занято решением задач распознавания образов. Таким образом, при проектировании будущих поколений компьютеров нейрокомпьютинг выдвигается на первый план. 

Можно даже представить себе примерный сценарий проникновения нейросистем в компьютеры будущего, связанный с развитием глобальной сети Internet. Сейчас именно она направляет развитие компьютерных систем, постепенно превращая разрозненную сеть персоналок, рабочих станций и мэйнфреймов в единый мировой сетевой компьютер с неограниченными информационными ресурсами. Известная фирма Forrester Research, занимающаяся прогнозированием рынков, оценивает рынок услуг, связанных с Internet, в 2001 году на уровне $350 млрд. Практически все крупные компьютерные фирмы уже включились в борьбу за этот гигантский потенциальный рынок. Достаточно упомянуть ту же Microsoft, тратящую по $100 млн. в год только на исследования, связанные с Internet. 

И подобно тому, как эпоха великих открытий XV века стимулировала развитие астрономии и точной механики для совершенствования навигационных приборов, освоение нового - информационного - океана требует развития новых средств навигации - ассоциативного поиска, создания адаптивных и автономных агентов. (Уже сейчас индексация Сети ведется автономными роботами.) Вспомним, каким мощным стимулом развития персональных ЭВМ был удобный графический интерфейс пользователя. Новый интерфейс пользователя для работы в Сети будет основываться на агентах, представляющих интересы пользователя в сети. Этот новый вид программного обеспечения, получивший название agentware, претендует на центральное место в будущей системе человеко-машинного общения. Между тем, первые экземпляры agentware уже появились на рынке, и что характерно, многие основаны на технологии нейросетей (см., например, http://www.agentware.com). Это, по-видимому, сегодня кратчайший путь к созданию легко обучаемых автономных электронных секретарей. Естественно предположить, что именно на этом направлении, в силу его стратегической важности, в ближайшем будущем будет достигнут наибольший прогресс.

Видимо, искусственный интеллект, о котором так долго говорили и спорили, начнет, наконец, материализовываться в этих пока что очень примитивных нейро-агентах. Вскоре электронные агенты вынуждены будут вступить в общение не только со своим хозяином и пассивными данными, но и с другими такими же агентами. В Сети возникнет новый социум с новыми правилами отношений. Разум же и личность, напомним, - понятия социальные. Агенты, учащиеся принимать решения от лица пользователя в социальном окружении, неизбежно приобретут все атрибуты личности.

Но это в будущем. Современный же нейрокомпьютинг - только первая ласточка. В наше время эта технология распознавания ситуаций и принятия решений отрабатывается в конкретных, четко очерченных областях (например, игра на бирже), не требующих знания социального контекста, пока недоступного компьютерам. До принятия действительно значимых управленческих решений нейрокомпьютерами еще очень далеко. Но дорогу осилит идущий.
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Нейрокомпьютеры: какие они?

Как начинался нейрокомпьютинг? Как выглядят современные нейрокомпьютеры? Какова их производительность и цена? Нейрокомпьютеры и нейро-эмуляторы. Как и где используют нейрокомпьютинг? Основные парадигмы нейрокомпьютинга. Анатомия нейросетей. Классификация нейро-архитектур. 
( В науке мало пользы от моделей, которые рабски подчиняются всем нашим желаниям. Мы хотим иметь модели, которые дерзят нам, модели, которые имеют свой собственный ум. Мы хотим получить из наших моделей больше, чем мы в них вложили. 
Т.Тоффоли, Н.Маролус, Машины клеточных автоматов
( Хватит. Пора, наконец, рассказать правду про моего друга ЭПИКАКа. Тем более что он обошелся налогоплательщикам в 776 434 927 долларов 54 цента. Раз они выложили такие денежки, то имеют полное право узнать чистую правду.                              К.Воннегут, ЭПИКАК 
Краткая история нейрокомпьютинга
В прошлой главе появление нейрокомпьютеров представлено как закономерный этап развития вычислительной техники. В результате, у читателя может сложиться впечатление, что и сама идея нейрокомпьютинга - недавнее изобретение. Это, однако, не так. Пути Эволюции редко бывают прямыми. Идеи нейрокомпьютинга появились практически одновременно с зарождением последовательных ЭВМ.

· Ключевая работа Мак Каллока и Питтса по нейро-вычислениям (McCulloch and Pitts, 1943) появилась в 1943 году, на два года раньше знаменитой докладной записки фон Неймана о принципах организации вычислений в последовательных универсальных ЭВМ. 

Однако, должны были пройти многие десятилетия, прежде чем радикальное удешевление аппаратуры позволило им заявить о себе в полный голос. Дело в том, что последовательная архитектура обладает весьма ценным преимуществом перед параллельной, решающим на ранних стадиях развития вычислительной техники. А именно, она позволяет получать полезные результаты уже при минимальном количестве аппаратуры. В следующей главе мы покажем, что обучение нейросетей требует больших вычислительных затрат (сложность обучения растет как третья степень размерности задачи). Поэтому нейрокомпьютинг предъявляет достаточно жесткие требования к вычислительной мощности аппаратуры. Только совсем недавно, когда рядовому пользователю PC
 стала доступна производительность супер-ЭВМ 70-х, нейросетевые методы решения прикладных задач стали приобретать популярность. Как мы увидим далее в этой главе, даже сейчас "настоящие" параллельные нейрокомпьютеры еще слишком дороги и не получили пока широкого распространения. Что уж говорить о конце 50-х, начале 60-х, когда появились первые образцы нейрокомпьютеров.

· Первый экспериментальный нейрокомпьютер Snark был построен Марвином Минским в 1951 году. Однако он не был приспособлен к решению практически интересных задач, и первый успех нейрокомпьютинга связывают с разработкой другого американца - Френка Розенблатта - персептроном (от английского perception - восприятие) (Rosenblatt, 1961). Персептрон был впервые смоделирован на универсальной  ЭВМ IBM-704 в 1958 году, причем его обучение требовало около получаса машинного времени. Аппаратный вариант - Mark I Perceptron, был построен в 1960 году и предназначался для распознавания зрительных образов. Его рецепторное поле состояло из 400 пикселей (матрица фотоприемников 20x20), и он успешно справлялся с решением ряда задач - мог различать некоторые буквы. Однако по причинам, которые станут понятны по мере знакомства с теорией нейросетей, возможности первых персептронов были весьма ограничены. Позднее, в 1969 году Минский в соавторстве с Пейпертом дает математическое обоснование принципиальной, как им казалось, ограниченности персептронов (Minsky and Papert, 1969), что послужило началом охлаждения научных кругов к нейрокомпьютингу. Исследования в этом направлении были свернуты вплоть до 1983 года, когда они, наконец, получили  финансирование от Агентства Перспективных Военных Исследований США, DARPA. Этот факт стал сигналом к началу нового нейросетевого бума.

Интерес широкой научной общественности к нейросетям пробудился в начале 80-х годов после теоретических работ физика Джона Хопфилда (Hopfield, 1982, 1984). Он и его многочисленные последователи обогатили теорию параллельных вычислений многими идеями из арсенала физики, такими как коллективные взаимодействия нейронов, энергия сети, температура обучения и т.д.

Однако настоящий бум практических применений нейросетей начался после публикации Румельхартом с соавторами метода обучения многослойного персептрона, названного ими  методом обратного распространения ошибки (error backpropagation) (Rumelhart et. al., 1986). Ограничения персептронов, о которых писали Минский и Пейперт, оказались преодолимыми, а возможности вычислительной техники - достаточными для решения широкого круга прикладных задач.

Далее в этой главе мы вкратце опишем современное (правда, чрезвычайно быстро меняющееся) состояние нейрокомпьютинга: нейросетевые продукты (как специализированное  hardware, так и более доступное software), их сегодняшние применения, а также основные принципы нейровычислений.

Современные нейрокомпьютеры

Элементная база нейрокомпьютеров

Практически все действующие нейрокомпьютеры используют традиционную элементную базу: микроэлектронные СБИС. Сотни миллиардов долларов, уже вложенные в развитие этой технологии, дают ей решающее преимущество перед другими альтернативами, такими, как оптические вычисления. 

Современная электроника опирается, в основном, на цифровую обработку сигналов, устойчивую к помехам и технологическим отклонениям в параметрах базовых злементов. Цифровая схемотехника предоставляет нейро-конструкторам наиболее богатый инструментарий. Поэтому неудивительно, что наибольшее распространение получили именно цифровые нейрокомпьютеры. Это по существу - специализированные матричные ускорители, использующие матричный, послойный характер обработки сигналов в нейросетях. Широко используются стандартные процессоры обработки сигналов (DSP - Digital Signal Processors), оптимизированные под такие операции.

· Примером современного DSP-процессора, приспособленного для ускорения нейро-вычислений является продукт Texas Instruments TMS320C80 производительностью 2 млрд. операций в секунду. Этот кристалл включает пять процессоров и реализует сразу две технологии - DSP и RISK (4 32-разрядных сигнальных процессора с фиксированной точкой и управляющий процессор с плавающей арифметикой).

Однако, сама природа нейросетевой обработки информации - аналоговая, и дополнительного выигрыша в скорости вычислений (по некоторым оценкам ~103-104) и плотности вычислительных элементов можно добиться, используя специализированную аналоговую элементную базу (Mead, 1989). Наиболее перспективны, по-видимому, аналоговые микросхемы с локальными связями между элементами (т.н. клеточные нейросети, CNN - Cellular Neural Networks), например силиконовая ретина фирмы Synaptics. С другой стороны, разработка аналоговых чипов с использованием нетрадиционных схемотехнических решений требует дополнительных и немалых затрат. В настоящее время эти работы на Западе развернуты широким фронтом, например, в рамках проекта SCX-1 (Silicon Cortex - кремниевая кора). Этот проект отличает принципиальная ориентация на массовых производителей аппаратуры, обеспечиваемая совместимостью разрабатываемых нейроплат со стандартами шины VME. Вот как оценивает перспективы этих разработок один из пионеров российского нейрокомпьютинга Феликс Владимирович Широков:

"Системы промышленной автоматизации, построенные на VME, обретут нейроморфный мозг, способность видеть и слышать, ощущать электрические и магнитные поля, воспринимать ультразвуки и радиацию. Они смогут анализировать обстановку и принимать решения. Это будет прививкой разума системам промышленной автоматизации.." (Широков, 1998.)

Преимущества обоих подходов пытаются совместить гибридные микросхемы, имеющие цифровой интерфейс с остальной аппаратурой, но исполняющие наиболее массовые операции аналоговым способом. 

Приведенные ниже таблицы (Таблица 1 и Таблица 2) дают некоторое представление о сильных и слабых сторонах различных элементных баз и достигнутых результатах.

Таблица 1. Сравнение типов элементной базы

	Тип элементной базы
	Преимущества 
	Недостатки

	Аналоговая оптическая
	Допускает массовые межсоединения
	Нет замкнутой технологии оптических вычислений

	Аналоговая электрическая
	Концептуальная простота схемотехники, выигрыш в емкости схем и скорости вычислений 
	Жесткие технологические требования, чувствительность к дефектам и внешним воздействиям, малая точность вычислений, трудность реализации массовых соединений

	Цифровая электрическая
	Развитая замкнутая технология, точность вычислений,  устойчивость к технологическим вариациям 
	Сложность схемных решений, многотактовое выполнение базовых операций, трудность реализации массовых соединений

	Гибридная (аналого-цифровая схемотехника, оптоэлектроника)
	Аналоговое ускорение базовых операций при цифровом интерфейсе с внешними устройствами, возможности оптической коммутации
	Требует дополнительных технологических разработок 


Таблица 2. Сравнительные характеристики некоторых нейросхем
	Название нейросхемы 
(фирма-производитель)
	Тип элементной базы 
	Емкость (кол-во нейронов / кол-во синапсов)
	Производительность (кол-во умножений с сумированием в сек)

	Silicon Retina (Synaptics)
	Аналоговая 
	48 x 48
	?

	ETANN (Intel)
	Аналоговая 
	64 / 104
	2 109

	N64000 (Inova)
	Цифровая 
	64 / 105
	9 108

	MA-16 (Siemens)
	Цифровая 
	16 / 256
	4 108

	RN-200 (Ricoh)
	Гибридная 
	16 / 256
	3 109

	NeuroClassifier (Mesa Research Institute)
	Гибридная 
	7 / 426
	2 1010


Как устроены нейрокомпьютеры

Преимущества нейрокомпьютинга состоит в возможности организовать массовые параллельные вычисления. Поэтому базовые процессорные элементы обычно соединяют в вычислительные комплексы: как можно больше - на одном чипе, а что не поместилось - в мультипроцессорные платы. 

Эти платы затем либо вставляют в персональные компьютеры и рабочие станции в качестве нейро-ускорителей, либо собирают в полномасштабные нейрокомпьютеры. В последнем случае избегают задержек в относительно медленных системных шинах PC, правда, ценой удорожания аппаратуры.

Таблица 3. Сравнительные характеристики некоторых нейрокомпьютеров
	Название нейросхемы, 
фирма-производитель
	Тип 
	Количество процессорных элементов
	Производительность (кол-во умножений с суммированием в сек)
	Ориенти-ровочная цена, $

	CNAPS/PC
(Adaptive Solutions)
	PC-ускоритель  
	2 CNAPS-1016 процессора (128 нейронов)
	2.5 10 9
	~ 10 4

	CNAPS
(Adaptive Solutions)
	Нейро-компьютер
	8 CNAPS-1016 процессоров (512 нейронов)
	10 10
	~ 10 5

	SYNAPSE-1 
(Siemens)
	Нейро-компьютер
	8 MA-16 процессоров (512 нейронов)
	3 10 9
	~ 10 5


Сравнение вычислительных возможностей искусственных и природных нейросетей

Из приведенных в предыдущих таблицах данных следует, что возможности современных нейрокомпьютеров пока довольно скромны, особенно в сравнении с биологическими нейросистемами (см. Рисунок 4). Они едва-едва достигли уровня мухи и еще не дотягивают до таракана.

[image: image5.wmf]10

2

10

3

10

4

10

5

10

6

10

7

10

8

10

9

10

10

10

11

10

12

10

13

10

14

10

15

10

3

10

4

10

5

10

6

10

7

10

8

10

9

10

10

10

11

10

12

10

13

10

14

10

15

10

16

10

17

Пиявка

Червь

Муха

Таракан

Пчела

Человек

Кол-во синапсов

Скорость (син/с)

SYNAPSE1

CNAPS


Рисунок 4 Сравнение современных нейрокомпьютеров с природными нейросистемами

Вспомним, однако, искусство маневра, характерное для полета мухи, и возможности современных нейрокомпьютеров уже не покажутся такими уж скромными.

Сравнение стоимости обычных и нейро-вычислений

Производительность современных персональных компьютеров составляет примерно 107 операций с плавающей точкой в секунду (при тактовой частоте системной шины 66 МГц, положив в среднем 6 тактов на одну операцию). Итак, при стоимости всего на порядок больше обычных PC, нейроускоритель в несколько сот раз превосходит их в быстродействии. Таким образом, удельная стоимость современных нейровычислений, примерно, на порядок ниже, чем у традиционных компьютеров. Это всего лишь следствие специализации матричных процессоров (DSP), имеющих ту же элементную базу, что и универсальные микропроцессоры. 

Однако, выигрыш на один порядок в стоимости вычислений редко когда способен стать решающим аргументом для использования специализированной аппаратуры, сопряженным с дополнительными затратами, в том числе на обучение персонала. Поэтому реально нейрокомпьютеры используются в специализированных системах, когда требуется обучать и постоянно переобучать сотни нейросетей, объединенных в единые информационные комплексы, или в системах реального времени, где скорость обработки данных критична. 

· Например, при обработке экспериментов на современных ускорителях элементарных частиц скорость поступления событий достигает десятков МГц, тогда как конечная информация записывается на ленту со скоростью десятки Гц. Т.е. требуется отбор одного события из миллиона - причем в реальном масштабе времени. Для этого используют несколько каскадов фильтрации событий. Здесь-то вычислительные возможности параллельных нейрокомпьютеров оказываются весьма кстати. Так, в эксперименте H1 на ускорителе HERA всю аппаратную часть фильтрации событий планируется реализовать на основе нейроплат CNAPS (данные 1994 г.). 

Большинство же прикладных систем нейросетевой обработки данных использует эмуляцию нейросетей на обычных компьютерах, в частности на PC. Такие программы называются нейро-эмуляторами.

Доступность и возросшие вычислительные возможности современных компьютеров привели к широкому распространению программ, использующих принципы нейросетевой обработки данных, о которых мы поговорим подробнее в следующих разделах, но исполняемых на последовательных компьютерах. Этот подход не использует преимуществ присущего нейро-вычислениям параллелизма,  ориентируясь исключительно на способность нейросетей решать неформализуемые задачи
. 

Преимущества нейро-эмуляторов

Преимущества таких "виртуальных" нейрокомпьютеров для относительно небольших задач очевидны:

· Во-первых, не надо тратиться на новую аппаратуру, если можно загрузить уже имеющиеся компьютеры общего назначения.

· Во-вторых, пользователь не должен осваивать особенности программирования на спец-процессорах и способы их сопряжения с базовым компьютером.

· Наконец, универсальные ЭВМ не накладывают никаких ограничений на структуру сетей и способы их обучения, тогда как спец-процессоры зачастую имеют ограниченный набор "зашитых" в них функций активации и достигают пиковой производительности лишь на определенном круге задач.

В общем, если речь идет не о распознавании изображений в реальном времени или других приложениях такого рода, а, скажем, об обработке и анализе обычных баз данных, не имеет особого смысла связываться с нейро-ускорителями. Скорее всего, производительности хорошей PC окажется вполне достаточно. Поскольку большинство финансовых применений относится пока имено к этому классу задач, мы будем ориентировать нашего читателя на использование нейро-эмуляторов. Несколько условно нейро-software можно разделить на готовые нейро-пакеты общего назначения, более дорогие системы разработки нейроприложений, обладающие большими возможностями, но требующие и больших знаний, и, наконец, готовые комплексные решения с элементами нейросетевой обработки информации, обычно скрытыми от глаз пользователя.

Готовые нейро-пакеты

Это законченные независимые программные продукты, предназначенные для широкого класса задач, в основном - для предсказаний и статистической обработки данных. Большинство из имеющихся на рынке нейропакетов имеет дружественный интерфейс пользователя, не требующий знакомства с языками программирования. 

· Множество нейро-эмуляторов начального уровня можно найти в Internet как shareware или freeware. Это, обычно, многослойные персептроны с одним или несколькими правилами обучения. Исключение составляет вполне профессиональный Штутгартский симулятор с большим набором возможностей, работающий, правда, только на UNIX-машинах. Коммерческие пакеты отличаются от свободно распространяемых большим набором средств импорта и предобработки данных, дополнительными возможностями по анализу значимости входов и оптимизации структуры сети. Стоимость коммерческих эмуляторов - масштаба $1000. Как правило, такие пакеты (BrainMaker Professional, NeuroForecaster, Лора-IQ300) имеют собственный встроенный блок предобработки данных, хотя иногда для этой цели удобнее использовать стандартные электронные таблицы. Так, нейро-продукты группы нейрокомпьютинга ФИАН встраивается непосредственно в Microsoft Excel в качестве специализированных функций обработки данных. При этом всю предобработку данных и визуализацию результатов можно проводить стандартными средствами Excel, который, кроме того, имеет богатый и расширяемый набор конверторов для импорта и экспорта данных.

Такие пакеты нацелены на решение информационных задач в диалоговом режиме - при непосредственном участии пользователя. Они не применимы в условиях потоковой обработки данных. Кроме того, они не приспособлены для разработки сложных систем обработки данных, состоящих из многих блоков, содержащих, скажем, сотни нейросетей, адаптивно настраивающихся и дообучающихся на вновь поступающих данных. Разработка таких "серьезных"  систем требует специального инструментария.

Инструменты разработки нейроприложений

Главное, что отличает этот класс программного обеспечения - способность генерировать "отчуждаемые" нейросетевые продукты, т.е. генерировать программный код, использующий обученные нейросети для обработки данных. Такой код может быть встроен в качестве подсистемы в любые сколь угодно сложные информационные комплексы.
 

· Примерами подобных систем, способных генерировать исходные тексты программ  являются NeuralWorks Professional II Plus (стоимостью от $3000) фирмы NeuralWare и отечественный Neural Bench (нейро-верстак). Последний интересен, кроме прочего, тем, что может генерировать коды на многих языках, включая Java. Такие Java-апплеты могут использоваться для организации различного рода сервисов в глобальных и локальных сетях. Удобным инструментом разработки сложных нейросистем является MATLAB с прилагающимся к нему нейросетевым инструментарием, органично вписавшимся в матричную идеологию этой системы. MATLAB предоставляет удобную среду для синтеза нейросетевых методик с прочими методами обработки данных (wavelet-анализ, статистика, финансовый анализ и т.д.). Разработанные в системе MATLAB  приложения могут быть, затем перетранслированы в C++. 

Подобные средства разработки используются фирмами, в частности, для создания основанных на нейросетевой обработке данных готовых решений в различных областях.

Готовые решения на основе нейросетей

Это - конечный результат. Здесь нейросети спрятаны от пользователя в недрах готовых автоматизированных комплексов, предназначенных для решения конкретных производственных задач. Например, уже упоминавшийся продукт Falcon встраивается в банковскую автоматизированную систему обслуживания платежей по пластиковым карточкам. В другом случае это будет автоматизированная система управления заводом или реактором. Конечного пользователя, как правило, не интересует способ достижения результата, ему важно лишь качество продукта. Поскольку многие такие готовые решения обладают уникальными возможностями (пока специалисты по нейрокомпьютингу еще в дефиците) и обеспечивают реальные конкурентные преимущества, их цена может быть довольно высока - порядка $106 - гораздо выше, чем стоимость нейро-hardware. 

· Испанская компания SEMP занимается повышением эффективности обслуживания кредитных карт VISA, эмитируемых испанскими банками. Количество подобных транзакций - от 500,000 до 1,000,000 в день. Нейросетевая система, разработанная для нее учеными из Мадридского Института Инженерии Знаний (Instituto de Ingenieria del Conocimiento), уменьшила вероятность несанкционированного использования карт на 30-40% для основных каналов мошенничества. 

Нейросетевой консалтинг

Описание рынка нейро-продуктов будет не полным без упоминания о нейро-консалтинге. Вместо того чтобы продавать готовые программы либо инструменты для их разработки, можно торговать и услугами. Например, до изобретения радио большим спросом пользовались барометры, как инструменты предсказания погоды. Теперь же мы просто узнаем погоду по радио или TV, а не предсказываем ее кустарными методами. Некоторые задачи, например такие, как предсказание рыночных временных рядов, являются настолько сложными, что доступны лишь настоящим профессионалам. Не каждая компания может позволить себе издержки, ассоциируемые с передовыми научными разработками (например, постоянное участие в международных конференциях). Поэтому приобретают популярность фирмы, единственной продукцией которых являются предсказания рынков. При большом числе клиентов цена таких предсказаний может быть весьма умеренной.

· Примером здесь может служить Prediction Company,  основанная в 1991 году физиками Дойном Фармером и Норманом Паккардом - специалистами в области динамического хаоса. Первый до этого руководил группой исследования сложных систем в ядерной лаборатории Лос Аламоса, а второй работал в Институте Перспективных Исследований в Принстоне (где когда-то трудился Эйнштейн). Продукция компании пользуется большим успехом среди Швейцарских банков, скупающих прогнозы "на корню" для игры на фондовых и валютных рынках.

Таблица 4.  Секторы рынка нейросетевых программных продуктов
	Сегмент рынка нейро-продуктов
	Преимущества продукции
	Недостатки продукции

	Нейро-пакеты общего назначения
	Не требуют самостоятельного программирования, легко осваиваются, инструмент быстрого и дешевого решения прикладных задач
	Не способны к расширению, не способны генерировать отчуждаемые приложения, не могут использоваться для разработки сложных систем или их подсистем

	Системы разработки нейроприложений
	Могут использоваться для создания сложных систем обработки данных в реальном времени (или их подсистем)
	Требуют навыков программирования, более глубокого знания нейросетей

	Готовые решения на основе нейросетей 
	Не предполагают знакомства пользователя с нейросетями, предоставляют комплексное решение проблемы
	Как правило - дорогое удовольствие

	Нейро-консалтинг
	Не предполагает участия пользователя в получении прогнозов, потенциальная дешевизна услуг
	Нет возможности дополнить предсказания своим know how. Доступность конфиде-нциальной информации 


Рынок нейропродукции

Объем рынка нейропродукции, структуру которого мы попытались выше очертить, растет стремительными темпами: по разным оценкам - от 30% до 50% в год, перевалив недавно за миллиард долларов (Рисунок 5).
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Рисунок 5. Рост объемов продаж нейропродукции

· Такой же рост наблюдался в начале 80-х годов на формирующемся в то время рынке персональных компьютеров. Миллиардный оборот тогда явился сигналом для вступления на этот рынок гиганта компьютерной индустрии - IBM. Все мы прекрасно помним, как в результате возникшей конкуренции за деньги конечного пользователя преобразился весь компьютерный мир… 

Нейрокомпьютеры и их программные эмуляторы, естественно, интересны не сами по себе, а как инструмент решения практических задач. Только в этом случае нейропродукция будет обладать потребительской стоимостью и иметь соответствующий объем рынка. Где же и как используется нейросетевая продукция сегодня?

Какие задачи решают нейросети

Нейросети наиболее приспособлены к решению широкого круга задач, так или иначе связанных с обработкой образов. Вот список типичных постановок задач для нейросетей:

· Аппроксимация функций по набору точек (регрессия)

· Классификация данных по заданному набору классов

· Кластеризация данных с выявлением заранее неизвестных классов-прототипов

· Сжатие информации

· Восстановление утраченных данных

· Ассоциативная память

· Оптимизация, оптимальное управление

Этот список можно было бы продолжить и дальше. Заметим, однако, что между всеми этими внешне различными постановками задач существует глубокое родство. За ними просматривается некий единый прототип, позволяющий при известной доле воображения сводить их друг к другу.

Возьмем, например, задачу аппроксимации функции по набору точек. Это типичный пример некорректной задачи, т.е. задачи, не имеющей единственного решения. Чтобы добиться единственности, такие задачи надо регуляризировать - дополнить требованием минимизации некоторого регуляризирующего функционала. Минимизация такого функционала и является целью обучения нейросети. Задачи оптимизации также сводятся к минимизации целевых функций при заданном наборе ограничений. С другой стороны, классификация - это ни что иное, как аппроксимация функции с дискретными значениями (идентификаторами классов), хотя ее можно рассматривать и как частный случай заполнения пропусков в базах данных, в данном случае - в колонке идентификаторов класса.  Задача восстановления утраченных данных, в свою очередь - это ассоциативная память, восстанавливающая прообраз по его части. Такими прообразами в задаче кластеризации выступают центры кластеров. Наконец, если информацию удается восстановить по какой-нибудь ее части, значит, мы добились сжатия этой информации, и т.д.

Многие представители разных наук, занимающихся перечисленными выше задачами и уже накопившими изрядный опыт их решения, видят в нейросетях лишь перепев уже известных им мотивов. Каждый полагает, что перевод его методов на новый язык нейросетевых схем ничего принципиально нового не дает. Статистики говорят, что нейросети - это всего лишь частный способ статистической обработки данных, специалисты по оптимизации - что методы обучения нейросетей давно известны в их области, теория аппроксимации функций рассматривает нейросети наряду с другими методами многомерной аппроксимации. Нам же представляется, что именно синтез различных методов и идей в едином нейросетевом подходе и является неоценимым достоинством нейрокомпьютинга. Нейрокомпьютинг предоставляет единую методологию решения очень широкого круга практически интересных задач. Это, как правило, ускоряет и удешевляет разработку приложений. Причем, что обычно забывают за неразвитостью соответствующего hardware, но что, видимо, в конце концов сыграет решающую роль, нейросетевые алгоритмы решения всех перечисленных выше задач заведомо параллельны. Следовательно, все, что может быть решено - может быть при желании решено гораздо быстрее и дешевле.

Где применяются нейросети

Наверное, в каждой предметной области при ближайшем расмотрении можно найти постановки нейросетевых задач. Список областей, где решение такого рода задач имеет практическое значение уже сейчас, приведенный ниже, ограничен лишь опасением утомить читателя. По этой же причине мы ограничились единственным примером конкретного применения в каждой из этих областей.

· Экономика и бизнес: предсказание рынков, автоматический дилинг, оценка риска невозврата кредитов, предсказание банкротств, оценка стоимости недвижимости, выявление пере- и недооцененных компаний, автоматическое рейтингование, оптимизация портфелей, оптимизация товарных и денежных потоков, автоматическое считывание чеков и форм, безопасность транзакций по пластиковым карточкам.

· Программное обеспечение компании RETEK, дочерней фирмы HNC Software, - лидер среди крупных ритейлоров с оборотом свыше $1 млрд. Ее последний продукт января 1998 года Retek Predictive Enterprise Solution включает развитые средства нейросетевого анализа больших потоков данных, характерных для крупной розничной торговли. Он также содержит прогнозный блок, чтобы можно было заранее просчитать последствия тех или иных решений. (http://www.retek.com)

· Медицина: обработка медицинских изображений, мониторинг состояния пациентов, диагностика, факторный анализ эффективности лечения, очистка показаний приборов от шумов.

· Группа НейроКомп из Красноярска (под руководством Александра Николаевича Горбаня) совместно с Красноярским межобластном офтальмологическом центром им. Макарова разработали систему ранней диагностики меланомы сосудистой оболочки глаза. Этот вид рака составляют почти 90% всех внутриглазных опухолей и легко диагностируется лишь на поздней стадии. Метод основан на косвенном измерении содержания меланина в ресницах. Полученные данные спектрофотометрии, а также общие характеристики обследуемого (пол, возраст и др.) подаются на входные синапсы 43-нейронного классификатора. Нейросеть решает, имеется ли у пациента опухоль, и если да, то определяет ее стадию, выдавая, кроме этого, процентную вероятность своей уверенности (http://www.chat.ru/~neurocom/). 

· Авионика: обучаемые автопилоты, распознавание сигналов радаров, адаптивное пилотирование сильно поврежденного самолета. 

· Компания McDonnell Douglas Electronic Systems разработала автоматический переключатель режимов полета в реальном масштабе времени в зависимости от вида повреждения самолета. Данные от 20 сенсорных датчиков и сигналов от пилота используются нейросетью для выработки около 100 аэродинамических параметров полета. Сильной стороной является возможность сети адаптироваться к непредсказуемым аэродинамическим режимам, таким как потеря части крыла и т.д. (SIGNAL Magazin, февраль 1991)

· Связь: сжатие видео-информации, быстрое кодирование-декодирование, оптимизация сотовых сетей и схем маршрутизации пакетов.

· Нейросети уже продемонстрировали коэффициент сжатия 120:1 для черно-белого видео. Цветное видео допускает примерно вдвое большую степень сжатия 240:1 за счет специальной схемы кодирования цветов. (http://www.ee.duke.edu/~cec/JPL/paper.html)

· Интернет: ассоциативный поиск информации, электронные секретари и агенты пользователя в сети, фильтрация информации в push-системах, коллаборативная фильтрация, рубрикация новостных лент, адресная реклама, адресный маркетинг для электронной торговли.

· Фирма Autonomy отделилась от родительской фирмы Neurodynamics в июне 1996 года с уставным капиталом $45 млн и идеей продвижения на рынок Internet электронных нейросетевых агентов. Согласно ее пресс-релизу, первоначальные вложения окупились уже через год. Компания производит семейство продуктов AGENTWARE, создающих и использующих профили интересов пользователей в виде персональных автономных нейро-агентов. Такие компактные нейро-агенты (<1 Кб) могут представлять пользователя в любом из продуктов компании. Например, агенты могут служить в качестве нейро-секретарей, фильтруя поступающую по информационным каналам информацию. Они также могут постоянно находиться на сервере провайдера, или посылаться для поиска в удаленных базах данных, осуществляя отбор данных на месте. В будущем, когда эта технология получит достаточное распространение, она позволит снизить нагрузку на трафик Сети. (http://www.agentware.com)

· Автоматизация производства: оптимизация режимов производственного процесса, комплексная диагностика качества продукции (ультразвук, оптика, гамма-излучение, …), мониторинг и визуализация многомерной диспетчерской информации, предупреждение аварийных ситуаций, робототехника.

· Ford Motors Company внедрила у себя нейросистему для диагностики двигателей после неудачных попыток построить экспертную систему, т.к. хотя опытный механик и может диагностировать неисправности он не в состоянии описать алгоритм такого распознавания. На вход нейро-системы подаются данные от 31 датчика. Нейросеть обучалась различным видам неисправностей по 868 примерам. “После полного цикла обучения качество диагностирования неисправностей сетью достигло уровня наших лучших экспертов, и значительно превосходило их в скорости.“ (Marko K, et. al. , Ford Motors Company, Automative Control Systems Diagnostics, IJCNN 1989)

· Политические технологии: анализ и обобщение социологических опросов, предсказание динамики рейтингов, выявление значимых факторов, объективная кластеризация электората, визуализация социальной динамики населения.

· Уже упоминавшаяся ранее группа НейроКомп из Красноярска довольно уверенно предсказывает результаты президентских выборов в США на основании анкеты из 12 вопросов. Причем, анализ обученной нейросети позволил выявить пять ключевых вопросов, ответы на которых формируют два главных фактора, определяющих успех президентской кампании. Этот пример будет рассмотрен более подробно в главе, посвященной извлечению знаний с помощью нейросетей. 

· Безопасность и охранные системы: системы идентификации личности, распознавание голоса, лиц в толпе, распознавание автомобильных номеров, анализ аэро-космических снимков, мониторинг информационных потоков, обнаружение подделок.

· Ввод и обработка информации: Обработка рукописных чеков, распознавание подписей, отпечатков пальцев и голоса. Ввод в компьютер финансовых и налоговых документов.
· Разработанные итальянской фирмой RES Informatica нейросетевые пакеты серии FlexRead, используются для распознавания и автоматического ввода рукописных платежных документов и налоговых деклараций. В первом случае они применяются для распознавания не только количества товаров и их стоимости, но также и формата документа. В случае налоговых деклараций распознаются фискальные коды и суммы налогов.

· Геологоразведка: анализ сейсмических данных, ассоциативные методики поиска полезных ископаемых, оценка ресурсов месторождений.
Обилие приведенных выше применений нейросетей - не рекламный трюк. Просто нейросети - это не что иное, как новый инструмент анализа данных. И лучше других им может воспользоваться именно специалист в своей предметной области. Основные трудности на пути еще более широкого распространения нейротехнологий - в неумении широкого круга профессионалов формулировать свои проблемы в терминах, допускающих простое нейросетевое решение. Данный курс призван как раз помочь усвоить типовые  постановки задач для нейросетей. Для этого, прежде всего, нужно четко представлять себе основные особенности нейросетевой обработки информации - парадигмы нейрокомпьютинга.
Парадигмы нейрокомпьютинга

Что такое парадигмы

Парадигмы нейрокомпьютинга - это родовые черты, объединяющие принципы работы и обучения всех нейрокомпьютеров. Главное, что их объединяет - нацеленность на обработку образов. Эта их особенность, аналогичная способу функционирования мозга, уже обсуждалась ранее во вводной главе. Теперь же мы сформулируем эти парадигмы в концентрированном виде безотносительно к биологическим прототипам, как способы обработки данных. Эти общие сведения послужат фундаментом для более подробного разбора отдельных нейро-архитектур в последующих главах.

Коннекционизм

Отличительной чертой нейросетей является глобальность связей. Базовые элементы искусственных нейросетей - формальные нейроны - изначально нацелены на работу с широкополосной информацией. Каждый нейрон нейросети, как правило, связан со всеми нейронами предыдущего слоя обработки данных (см. Рисунок 6, иллюстрирующий наиболее широко распространенную в современных приложениях архитектуру многослойного персептрона). В этом основное отличие формальных нейронов от базовых элементов последовательных ЭВМ - логических вентилей, имеющих лишь два входа. В итоге, универсальные процессоры имеют сложную архитектуру, основанную на иерархии модулей, каждый из которых выполняет строго определенную функцию. Напротив, архитектура нейросетей проста и универсальна. Специализация связей возникает на этапе их обучения под влиянием конкретных данных.
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Рисунок 6. Глобальность связей в искуственных нейросетях
Типичный формальный нейрон производит простейшую операцию - взвешивает значения своих входов со своими же локально хранимыми весами и производит над их суммой нелинейное преобразование: 







Рисунок 7. Нейрон производит нелинейную операцию над линейной комбинацией входов

Нелинейность выходной функции активации 

 принципиальна. Если бы нейроны были линейными элементами, то любая последовательность нейронов также производила бы линейное преобразование, и вся нейросеть была бы эквивалентна одному нейрону (или одному слою нейронов - в случае нескольких выходов). Нелинейность разрушает линейную суперпозицию и приводит к тому, что возможности нейросети существенно выше возможностей отдельных нейронов.

Локальность и параллелизм вычислений

Массовый параллелизм нейро-вычислений, необходимый для эффективной обработки образов, обеспечивается локальностью обработки информации в нейросетях. Каждый нейрон реагирует лишь на локальную информацию, поступающую к нему в данный момент от связанных с ним таких же нейронов, без апелляции к общему плану вычислений, обычной для универсальных ЭВМ. Таким образом, нейросетевые алгоритмы локальны, и нейроны способны функционировать параллельно.

Программирование: обучение, основанное на данных

Отсутствие глобального плана вычислений в нейросетях предполагает и особый характер их программирования. Оно также носит локальный характер: каждый нейрон изменяет свои “подгоночные параметры” - синаптические веса - в соответствии с поступающей к нему локальной информацией об эффективности работы всей сети как целого. Режим распространения такой информации по сети и соответствующей ей адаптации нейронов носит характер обучения. Такой способ программирования позволяет эффективно учесть специфику требуемого от сети способа обработки данных, ибо алгоритм не задается заранее, а порождается самими данными - примерами, на которых сеть обучается. Именно таким образом в процессе самообучения биологические нейросети выработали столь эффективные алгоритмы обработки сенсорной информации.

Характерной особенностью нейросетей является их способность к обобщению, позволяющая обучать сеть на ничтожной доле  всех возможных ситуаций, с которыми ей, может быть, придется столкнуться в процессе функционирования. В этом их разительное отличие от обычных ЭВМ, программа которых должна заранее предусматривать их поведение во всех возможных ситуациях. Эта же их способность позволяет кардинально удешевить процесс разработки приложений.

Универсальность обучающих алгоритмов

Привлекательной чертой нейрокомпьютинга является единый принцип обучения нейросетей - минимизация эмпирической ошибки. Функция ошибки, оценивающая данную конфигурацию  сети,  задается извне - в зависимости от того, какую цель преследует обучение. Но далее сеть начинает постепенно модифицировать свою конфигурацию - состояние всех своих синаптических весов - таким образом, чтобы минимизировать эту ошибку. В итоге, в процессе обучения сеть все лучше справляется с возложенной на нее задачей.

Не вдаваясь в математические тонкости, образно этот процесс можно представить себе как поиск минимума функции ошибки E(w), зависящей от набора всех синаптических весов сети w (см. Рисунок 8). 




Рисунок 8. Обучение сети как задача оптимизации

Базовой идеей всех алгоритмов обучения является учет локального градиента в пространстве конфигураций для выбора траектории быстрейшего спуска по функции ошибки. Функция ошибки, однако, может иметь множество локальных минимумов, представляющих суб-оптимальные решения. Поэтому градиентные методы обычно дополняются элементами стохастической оптимизации, чтобы предотвратить застревание конфигурации сети в таких локальных минимумах. Идеальный метод обучения должен найти глобальный оптимум конфигурации сети
.

В дальнейшем нам встретится множество конкретных методов обучения сетей с разными конфигурациями межнейронных связей. Чтобы не потерять за деревьями леса, полезно заранее ознакомиться с базовыми нейро-архитектурами. В следующем разделе мы приведем такого рода классификацию, основанную на способах кодирования информации в сетях (обучения) и декодирования (обработки) информации нейросетями.

Классификация базовых нейроархитектур

Типы обучения нейросети

Ошибка сети зависит, как уже говорилось, от конфигурации сети - совокупности всех ее синаптических весов. Но эта зависимость не прямая, а опосредованная. Ведь непосредственные значения весов скрыты от внешнего наблюдателя. Для него сеть - своего рода черный ящик, и оценивать ее работу он может лишь основываясь на ее поведении, т.е. на том, каковы значения выходов сети при данных входах.  Иными словами, в общем виде функция ошибки имеет вид:



.

Здесь 

- набор примеров (т.е. пар входов-выходов), на которых обучается нейросеть, а 

 - реальные значения выходов нейросети, зависящие от конкретных значений ее синаптических весов. Такой способ обучения, когда действительный выход нейросети сравнивают с эталонным, называют обучением с учителем.  

Иногда выходная информация известна не полностью. Например, вместо эталонных ответов известно лишь хуже или лучше данная конфигурация сети справляется с задачей (вспомним детскую игру “холоднее-горячее” или лабораторную мышь в лабиринте с лакомствами и электрошоком). Этот тип обучения называют обучением с подкреплением (reinforcement learning).
Вообще говоря, возможен и такой режим обучения, когда желаемые значения выходов вообще неизвестны, и сеть обучается только на наборе входных данных 

:



.

Такой режим обучения сети называют обучением без учителя. В этом случае сети предлагается самой найти скрытые закономерности в массиве данных. Так, избыточность данных допускает сжатие информации, и сеть можно научить находить наиболее компактное представление таких данных, т.е. произвести оптимальное кодировние данного вида входной информации.

Таблица 5. Сравнение режимов обучения нейросетей

	Вид обучения: 
	С "учителем"
	С "подкреплением"
	Без "учителя"

	Что подается в качестве обучающих примеров
	Набор пар входов-выходов 


	Оценка выходов сети 


	Только набор входных значений 



	Что требуется от сети
	Найти функцию, обоб-щающую примеры, в случае дискретных 

- классифицировать вхо-ды. В целом - научиться реагировать схожим образом в схожих ситуациях. 
	Научиться заданной “правильной”  линии поведения.
	Найти закономерности в массиве данных, отыскать порождающую данные функцию распределения, найти более компактное описание данных.


С практической точки зрения, "помеченные" данные 

зачастую дороги и не столь многочисленны, как "непомеченные" 

, например, в случае, когда "учителем" является человек - эксперт. В силу этого обстоятельства на таких данных можно обучить лишь относительно простые и компактные нейросети. Напротив, нейросети, обучаемые без учителя часто используют для переработки больших массивов "сырых" данных - в качестве предобрабатывающих фильтров. Указанное различие исчезает, когда данные естественным образом распадаются на входы-выходы, например при предсказании временных рядов, где следующее значение ряда является выходом, а предыдущие несколько значений - соответствующими входами обучаемой нейросети.

Архитектура связей

На способ обработки информации решающим образом сказывается наличие или отсутствие в сети петель обратных связей.  Если обратные связи между нейронами отсутствуют (т.е. сеть имеет структуру последовательных слоев, где каждый нейрон получает информацию только с предыдущих слоев), обработка информации в сети однонаправленна. Входной сигнал обрабатывается последовательностью слоев и ответ гарантированно получается через число тактов равное числу слоев. 

Наличие же обратных связей может сделать динамику нейросети (называемой в этом случае рекуррентной) непредсказуемой. В принципе, сеть может "зациклиться" и не выдать ответа никогда. Причем, согласно Тьюрингу, не существует алгоритма, позволяющего для произвольной сети определить придут ли когда-либо ее элементы в состояние равновесия (т.н. проблема останова). 

Вообще говоря, то, что нейроны в рекуррентных сетях по многу раз принимают участие в обработке информации позволяет таким сетям производить более разнообразную и глубокую обработку информации. Но в этом случае следует принимать специальные меры к тому, чтобы сеть не зацикливалась (например, использовать симметричные связи, как в сети Хопфилда, или принудительно ограничивать число итераций, как это делается в эмуляторе MultiNeuron группы НейроКомп). 
Таблица 6. Сравнение архитектур связей нейросетей

	Сравнение сетей: 
	 Без обратных связей (многослойные)
	С обратными связями

	Преимущества
	Простота реализации. Гарантированное получение ответа после прохождения данных по слоям.
	Минимизация размеров сети - нейроны многократно участвуют в обработке данных. Меньший объем сети облегчает процесс обучения.

	Недостатки
	Требуется большее число нейронов для алгоритмов одного и того же уровня сложности. Следствие -  большая сложность обучения.
	Требуются специальные условия, гарантирующие сходимость вычислений. 


Классификация по типу связей и типу обучения (Encoding-Decoding)

Ограничившись лишь двумя описанными выше факторами, разделяющими сети по типу обучения (программирования) и функционирования, получим следующую полезную классификацию базовых нейро-архитектур, впервые предложенную, по-видимому, Бартом Коско (Таблица 7). 

Таблица 7. Классификация нейросетей

	Тиб обучения (Coding) ( 
Тип связей (Decoding) (
	С "учителем"
	Без "учителя"

	 Без обратных связей 
	Многослойные персептроны (аппроксимация функций,  классификация)
	Соревновательные сети, карты Кохонена  (сжатие данных, выделение признаков) 

	С обратными связями
	Рекуррентные аппроксиматоры (предсказание временных рядов, обучение в режиме on-line)
	Сеть Хопфилда (ассоциативная память, кластеризация данных, оптимизация)


В этой таблице различные архитектуры сетей, которые встретятся нам далее в этой книге, распределены по ячейкам в зависимости от способа обработки ими информации и способа их обучения. В скобках указаны основные типы задач, обычно решаемых данным классом нейросетей. 

В следующих главах, после более близкого знакомства с перечисленными выше основными нейро-архитектурами, мы рассмотрим конкретные примеры задач из области финансов и бизнеса, интересные с практической точки зрения.
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Обучение с учителем: Распознавание образов

Персептроны. Прототипы задач: аппроксимация многомерных функций, классификация образов. Возможности персептронов. Обучение с обратным распространением ошибки. Эффект обобщения и переобучение. Оптимизация размеров сети: разрежение связей и конструктивные алгоритмы.

( Английской грамматикой в объеме Basic English первым овладел Proteus orator mirabilis, тогда как E.coli eloquentissima даже в 21 000 поколении делал, увы, грамматические ошибки.
С.Лем,  Эрунтика

( … постарайся, насколько можешь отвечать о чем я буду спрашивать тебя. И, если я по рассмотрении твоего ответа найду в нем нечто призрачное и неистинное, незаметно выну это и отброшу… 
Платон, Теэтет

Персептроны. Прототипы задач
Сети, о которых пойдет речь в этой главе, являются основной "рабочей лошадкой" современного нейрокомпьютинга. Подавляющее большинство приложений связано именно с применением таких многослойных персептронов или для краткости просто персептронов (напомним, что это название происходит от английского perception - восприятие, т.к. первый образец такого рода машин предназначался как раз для моделирования зрения). Как правило, используются именно сети, состоящие из последовательных слоев нейронов. Хотя любую сеть без обратных связей можно представить в виде последовательных слоев, именно наличие многих нейронов в каждом слое позволяет существенно ускорить вычисления используя матричные ускорители.

В немалой степени популярность персептронов обусловлена широким кругом доступных им задач. В общем виде они решают задачу аппроксимации многомерных функций, т.е. построения многомерного отображения 

, обобщающего заданный набор примеров 

. 

В зависимости от типа выходных переменных (тип входных не имеет решающего значения), аппроксимация функций может принимать вид 

· Классификации (дискретный набор выходных значений), или

· Регрессии (непрерывные выходные значения)

Многие практические задачи распознавания образов, фильтрации шумов, предсказания временных рядов и др. сводится к этим базовым прототипическим постановкам.

Причина популярности персептронов кроется в том, что для своего круга задач они являются во-первых универсальными, а во-вторых - эффективными с точки зрения вычислительной сложности устройствами. В этой главе мы затронем оба аспекта. 

Возможности многослойных персептронов

Изучение возможностей многослойных персептронов удобнее начать со свойств его основного компонента и одновременно простейшего персептрона - отдельного нейрона. 

Нейрон - классификатор

Простейшим устройством распознавания образов, принадлежащим к рассматриваемому классу сетей, является одиночный нейрон, превращающий входной вектор признаков в скалярный ответ, зависящий от линейной комбинации входных переменных:




Здесь и далее мы предполагаем наличие у каждого нейрона дополнительного единичного входа с нулевым индексом, значение которого постоянно: 

. Это позволит упростить выражения, трактуя все синаптические веса 

, включая порог 

, единым образом.

Скалярный выход нейрона можно использовать в качестве т.н. дискриминантной функции. Этим термином в теории распознавания образов называют индикатор принадлежности входного вектора к одному из заданных классов. Так, если входные векторы могут принадлежать одному из двух классов, нейрон способен различить тип входа, например, следующим образом: если 

, входной вектор принадлежит первому классу, в противном случае - второму. 

Поскольку дискриминантная функция зависит лишь от линейной комбинации входов, нейрон является линейным дискриминатором. В некоторых простейших ситуациях линейный дискриминатор - наилучший из возможных, а именно - в случае, когда вероятности принадлежности входных векторов к классу k задаются гауссовыми распределениями 

 с одинаковыми ковариационными матрицами 

. В этом случае границы, разделяющие области, где вероятность одного класса больше, чем вероятность остальных, состоят из  гиперплоскостей.
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В более общем случае поверхности раздела между классами можно описывать приближенно набором гиперплоскостей - но для этого уже потребуется несколько линейных дискриминаторов - нейронов.

Выбор функции активации

Монотонные функции активации 

 не влияют на классификацию. Но их значимость можно повысить, выбрав таким образом, чтобы можно было трактовать выходы нейронов как вероятности принадлежности к соответствующему классу, что дает дополнительную информацию при классификации. Так, можно показать, что в упомянутом выше случае гауссовых распределений вероятности, сигмоидная функция активации нейрона 

 дает вероятность принадлежности к  соответствующему классу.

Двухслойные персептроны

Возможности линейного дискриминатора весьма ограничены. Он способен правильно решать лишь ограниченный круг задач - когда классы, подлежащие классификации линейно-разделимы, т.е. могут быть разделены гиперплоскостью. 




В d-мерном пространстве гиперплоскость может разделить произвольным образом лишь d+1 точки. Например, на плоскости можно произвольным образом разделить по двум классам три точки, но четыре - в общем случае уже невозможно. В случае плоскости это очевидно из приведенного примера, для большего числа измерений - следует из простых комбинаторных соображений. Если точек больше чем d+1 всегда существуют такие способы их разбиения по двум классам, которые нельзя осуществить с помощью одной гиперплоскости. Однако этого можно достичь с помощью нескольких гиперплоскостей.

Для решения таких более сложных классификационных задач необходимо усложнить сеть, вводя дополнительные (их называют скрытыми) слои нейронов, производящих промежуточную предобработку входных данных таким образом, чтобы выходной нейрон-классификатор получал на свои входы уже линейно-разделимые множества.

Причем легко показать, что, в принципе, всегда можно обойтись всего лишь одним скрытым слоем, содержащим достаточно большое число нейронов. Действительно, увеличение скрытого слоя повышает размерность пространства, в котором выходной нейрон производит дихотомию, что, как отмечалось выше, облегчает его задачу. 

Не вдаваясь в излишние подробности, резюмируем результаты многих исследований аппроксимирующих способностей персептронов.

· Сеть с одним скрытым слоем, содержащим H нейронов со ступенчатой функцией активации, способна осуществить произвольную классификацию  Hd точек d-мерного пространства (т.е. классифицмровать Hd  примеров).

· Одного скрытого слоя нейронов с сигмоидной функцией активации достаточно для аппроксимации любой границы между классами со сколь угодно высокой точностью. 

Для задач аппроксимации последний результат переформулируется следующим образом:

· Одного скрытого слоя нейронов с сигмоидной функцией активации достаточно для аппроксимации любой функции со сколь угодно высокой точностью. (Более того, такая сеть может одновременно аппроксимировать и саму функцию, и ее производные.)

Точность аппроксимации возрастает с числом нейронов скрытого слоя. При 

 нейронах ошибка оценивается как 

.  Эта оценка понадобится нам в дальнейшем.

Персептрон Розенблатта

Исторически, первые персептроны, предложенные  Фрэнком Розенблаттом в 1958 г., имели два слоя нейронов. Однако, собственно обучающимся был лишь один, последний слой. Первый (скрытый) слой состоял из нейронов  с фиксированными случайными весами. Эти, по терминологии Розенблатта - ассоциирующие, нейроны получали сигналы от случайно выбранных точек рецепторного поля. Именно в этом признаковом пространстве персептрон осуществлял линейную дискриминацию подаваемых на вход образов.
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Результаты своих исследований Розенблатт изложил в книге "Принципы нейродинамики: Персептроны и теория механизмов мозга". Уже из самого названия чувствуется какое большое значение придавалось этому относительно простому обучающемуся устройству. Однако, многочисленные эксперименты показали неровный характер обучаемости персептронов. Некоторые задачи решались относительно легко, тогда как другие - вообще не поддавались обучению. В отсутствие теории объяснить эти эксперименты и определить перспективы практического использования персептронов было невозможно.

Подобного рода теория появилась к 1969г. с выходом в свет книги Марвина Минского и Сеймура Пейперта "Персептроны". Минский и Пейперт показали, что если элементы скрытого слоя фиксированы, их количество либо их сложность экспоненциально возрастает с ростом размерности задачи (числа рецепторов). Тем самым, теряется их основное преимущество - способность решать задачи произвольной сложности при помощи простых элементов. 

Реальный же выход состоял в том, чтобы использовать адаптивные элементы на скрытом слое, т.е. подбирать веса и первого и второго слоев. Однако в то время этого делать не умели. Каким же образом находить синаптические веса сети, дающие оптимальную классификацию входных векторов? 

Основы индуктивного метода
Прежде чем ответить на этот вопрос, следует задать критерий оптимальности. Поскольку нейросети осуществляют статистическую обработку данных, нам следует обратиться к основам математической статистики - индуктивному методу.

Байесовский подход

Основная проблема статистики - обобщение эмпирических данных. В формализованном виде задача состоит в выборе наилучшей модели (гипотезы, объясняющей наблюдаемые данные) из некоторого доступного множества. Для решения этой задачи надо уметь оценивать степень достоверности той или иной гипотезы. Математическая формулировка этого подхода содержится в знаменитой теореме Байеса. 

Обозначим весь набор имеющихся данных 

, а гипотезы, объясняющие эти данные (в нашем случае - нейросети), как 

. Предполагается, что каждая такая гипотеза объясняет данные с большей или меньшей степенью вероятности 

. Теорема Байеса дает решение обратной задачи - определить степень достоверности гипотез

, исходя из их успехов в объяснении данных. Согласно этой теореме, достоверность гипотезы пропорциональна ее успеху, а также ее априорной вероятности,

, известной из других соображений, не относящихся к данной серии наблюдений:



.

· В этом современном виде теорема Байеса была на самом деле сформулирована Лапласом. Томасу Байесу принадлежит сама постановка задачи. Он сформулировал ее как обратную известной задаче Бернулли. Если Бернулли искал вероятность различных исходов бросания "кривой" монеты, то Байес, наоборот, стремился определить степень этой "кривизны" по эмпирически наблюдаемым исходам бросания монеты. В его решении отсутствовала априорная вероятность.

Наилучшая модель определяется максимизацией 

 или ее логарифма, что дает один и тот же результат в силу монотонности логарифмической функции. Логарифмы удобны тем, что произведение вероятностей независимых событий они переводят в сумму их логарифмов:



.








(1)

(Знаменатель не зависит от модели и не влияет на выбор лучшей.)

Выписанная выше формула является базовой для понимания основ обучения нейросетей, т.к. она задает критерий оптимальности обучения, к которому надо стремиться. Мы еще неоднократно вернемся к ней на протяжении этой главы. Обсудим, прежде всего, значение обоих членов в правой части полученного выражения.

Принцип максимального правдоподобия (maximum likelihood)

Заметим, прежде всего, что второй член в правой части выражения (1) не зависит от данных. Первый же, отражающий эмпирический опыт, как правило, имеет вид колокола тем более узкого, чем больше объем имеющихся в распоряжении данных (см. Рисунок 2).
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Рисунок 2. 

Действительно, чем больше данных - тем точнее может быть проверены следствия конкурирующих гипотез, и, следовательно, тем точнее будет выбор наилучшей. 

 Следовательно, при стремлении количества данных к бесконечности, последним членом можно пренебречь. Это приближение:



 

получило название принципа максимального правдоподобия (Фишер) и характерно для т.н. параметрической статистики, в которой модель представляет собой семейство решений с небольшим и фиксированным набором параметров. 

Отрицательный логарифм вероятности имеет смысл эмпирической ошибки при подгонке данных с помощью имеющихся в моделе свободных параметорв. 

Например, в задаче аппроксимации функций обычно предполагается, что данные порождаются некоторой неизвестной функцией, которую и надо восстановить, но их “истинные” значения искажены случайным гауссовым шумом. Таким образом, условная вероятность набора данных 

 для модели 

, зависящей от настраиваемых параметров 

, имеет гауссово распределение:



,



.

Отрицательный логарифм, таким образом, пропорционален сумме квадратов, и аппроксиация функции сводится к минимизации среднеквадратичной ошибки:



.

Принцип минимальной длины описания (minimum description length)

В случае нейросетевого моделирования число параметров, как правило, велико, более того, размер сети, как правило, соотносится с объемом обучающей выборки, т.е. число параметров зависит от числа данных. В принципе, как отмечалось далее, взяв достаточно большую нейросеть, можно приблизить имеющиеся данные со сколь угодно большой точностью. Между тем, зачастую это не то, что нам надо. Например, правильная аппроксимация зашумленной функции по определению должна давать ошибку - порядка дисперсии шума. 

Учет второго члена формулы (1) позволяет наложить необходимые ограничения на сложность модели, подавляя, например, излишнее количество настроечных параметров. Смысл совместной оптимизации эмпирической ошибки и сложности модели дает принцип минимальной длины описания. 

Согласно этому принципу следует минимизировать общую длину описания данных с помощью модели и описания самой модели. Чтобы увидеть это перепишем формулу (1) в виде:




Первый член, как мы убедились, есть эмпирическая ошибка. Чем она меньше - тем меньше бит потребуется для исправления предсказаний модели. Если модель предсказывает все данные точно, длина описания ошибки равна нулю. Второй член имеет смысл количества информации, необходимого для выбора конкретной модели из множества с априорным распределением вероятностей 

. 

Очень сильный результат теории индуктивного вывода, принадлежащий Рисанену, ограничивает ожидаемую ошибку модели на новых данных степенью сжатия информации с помощью этой модели. Чем меньше описанная выше суммарная длина описания, тем надежнее предсказания такой модели.

Этот вывод пригодится нам позднее - для выбора оптимального размера нейросетей. Пока же предположим, что цель обучения сформулирована - имеется подлежащий минимизации функционал ошибки 

, зависящий от всех настроечных весов нейросети. Наша ближайшая задача – понять, каким образом можно найти значения этих весов, минимизируещие такой функционал.

Градиентное обучение многослойных персептронов
Градиентное обучение

Наиболее общим способом оптимизации нейросети является итерационная (постепенная) процедура подбора весов, называемая обучением, в данном случае - обучением с учителем, поскольку опирается на обучающую выборку примеров 

, например - примеров правильной классификации.

Когда функционал ошибки задан, и задача сводится к его минимизации, можно предложить, например, следующую итерационную процедуру подбора весов: 

 или, что то же самое: 

.

Здесь 

 - темп обучения на шаге 

. Можно показать что, постепенно уменьшая темп обучения, например по закону 

, описанная выше процедура приводит к нахождению локального минимума ошибки.

Исторически наибольшую трудность на пути к эффективному правилу обучения многослойных персептронов вызвала процедура эффективного расчета градиента функции ошибки

. Дело в том, что ошибка сети определяется по ее выходам, т.е. непосредственно связаня лишь с выходным слоем весов. Вопрос состоял в том, как определить ошибку для нейронов на скрытых слоях, чтобы найти производные по соответствующим весам. Нужна была процедура передачи ошибки с выходного слоя к предшествующим слоям сети, в направлении обратном обработке входной информации. Поэтому такой метод, когда он был найден, получил название метода обратного распространения ошибки.

Метод обратного распространения ошибки

Ключ к обучению многослойных персептронов оказался настолько простым и очевидным, что, как оказалось, неоднократно переоткрывался. 

· Так, например, базовый алгоритм был изложен в диссертации Пола Вербоса (Paul Werbos) 1974 года, но тогда не привлек к себе должного внимания. Рождение алгоритма back-propagation (обратного распространения ошибки) для широкой публики связано с работой группы PDP (Parallel Distributed Processing), освещенной в двухтомном труде 1986г. Именно там, в статье Румельхарта, Хинтона и Уильямса была изложена теория обучения многослойного персептрона. 

Между тем, в случае дифференцируемых функций активации рецепт нахождения производных по любому весу сети дается т.н. цепным правилом дифференцирования, известным любому первокурснику. Суть метода back-propagation - в эффективном воплощении этого правила.

· Фрэнк Розенблаттом использовал в своем персептроне недифференцируемую ступенчатую функцию активации. Возможно, именно это помешало ему найти эфективный алгоритм обучения, хотя сам термин Back Propagation восходит к его попыткам обобщить свое правило обучения одного нейрона на многослойную сеть. Как знать, используй Розенблатт вместо ступенчатой функции активации - сигмоидную, может быть его судьба сложилась бы по-другому.

Разберем этот ключевой для нейрокомпьютинга метод несколько подробнее. Обозначим входы n-го слоя нейронов  

. Нейроны этого слоя вычисляют соответствующие линейные комбинации:




и передают их на следующий слой, пропуская через нелинейную функцию активации (для простоты - одну и ту же, хотя это совсем необязательно):



.

Для построения алгоритма обучения нам надо знать производную ошибки по каждому из весов сети:



.

Таким образом, вклад в общую ошибку каждого веса вычисляется локально, простым умножением невязки нейрона 

на значение соответствующего входа. (Из-за этого, в случае когда веса изменяют по направлению скорейшего спуска 

, такое правило обучения  называют дельта-правилом.) 

Входы каждого слоя вычисляются последовательно от первого слоя к последнему во время прямого распространения сигнала:



,

а невязки каждого слоя вычисляются во время обратного распространения ошибки от последнего слоя (где они определяются по выходам сети) к первому:



.

Последняя формула получена применением цепного правила к производной 




и означает, что чем сильнее учитывается активация данного нейрона на следующем слое, тем больше его ответственность за общую ошибку.

Эффективность алгоритма back-propagation 

Важность изложенного выше алгоритма back-propagation в том, что он дает чрезвычайно эффективный способ нахождения градиента функции ошибки

. Если обозначить общее число весов в сети как 

, то необходимое для вычисления градиента число операций растет пропорционально 

, т.е. этот алгоритм имеет сложность 

. Напротив, прямое вычисление градиента по формуле 




потребовала бы 

 прямых прогонов через сеть, требующих 

 операций каждый. Таким образом "наивный" алгоритм имеет сложность 

, что существенно хуже, чем у алгоритма back-propagation.

Использование алгоритма back-propagation 

При оценке значения алгоритма back-propagation важно различать нахождение градиента ошибки 

 и его использование для обучения. Иногда под этим именем понимают именно конкретный тип итерационного обучения, предложенный в статье Румельхарта с соавторами. Этот простейший тип обучения (метод скорейшего спуска) обладает рядом недостатков. Существуют много гораздо более хороших алгоритмов обучения, использующих градиент ошибки более эффективно. Ниже мы перечислим некоторые из них, наиболее часто используемые на практике. Подчеркнем, однако, что все они, так или иначе, используют изложенный выше метод back-propagation  для нахождения градиента ошибки.

Итак, простейший способ использования градиента при обучении - изменение весов пропорционально градиенту - т.н. метод наискорейшего спуска:



.

Этот метод оказывается, однако, чрезвычайно неэффективен в случае, когда производные по различным весам сильно отличаются, т.е. рельеф функции ошибки напоминает не яму, а длинный овраг. Это соответствует ситуации, когда активация некоторых из сигмоидных нейронов близка по модулю к 1 или, что то же самое - когда модуль некоторых весов много больше 1. В этом случае для плавного уменьшения ошибки необходимо выбирать очень маленький темп обучения, диктуемый максимальной производной (шириной оврага), тогда как расстояние до минимума по порядку величины определяется минимальной производной (длиной оврага). В итоге обучение становится неприемлемо медленным. Кроме того, на самом дне оврага неизбежно возникают осцилляции, и обучение теряет привлекательное свойство монотонности убывания ошибки.
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Рисунок 3.
Простейшим усовершенствованием метода скорейшего спуска является введение момента 

, когда влияние градиента на изменение весов накапливается со временем:



.

Качественно влияние момента на процесс обучения можно пояснить следующим образом. Допустим, что градиент меняется плавно, так что на протяжении некоторого времени его изменением можно пренебречь (мы находимся далеко от дна оврага). Тогда изменение весов можно записать в виде:



,

т.е. в этом случае эффективный темп обучения увеличивается, причем существенно, если момент 

. Напротив, вблизи дна оврага, когда направление градиента то и дело меняет знак из-за описанных выше осцилляций, эффективный темп обучения замедляется до значения близкого к 

:



.
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Рисунок 4. 

Дополнительное преимущество от введения момента - появляющаяся у алгоритма способность преодолевать мелкие локальные минимумы. Это свойство можно увидеть, записав разностное уравнение для обучения в виде дифференциального. Тогда обучение методом скорейшего спуска будет описываться уравненем движения тела в вязкой среде: 

. Введение момента соответствует появлению у такого гипотетического тела инерции, т.е. массы 

: 

. В итоге, "разогнавшись", тело может по инерции преодолевать небольшие локальные минимумы ошибки, застревая лишь в относительно глубоких, значимых минимумах.

Одним из недостатков описанного метода является введение еще одного глобального настроечного параметра. Мы же, наоборот, должны стремиться к отсутствию таких навязываемых алгоритму извне параметров. Идеальной является ситуация, когда все параметры обучения сами настраиваются в процессе обучения, извлекая информацию о характере рельефа функции ошибки из самого хода обучения. Примером весьма удачного алгоритма обучения является т.н. RPROP (от resilient - эластичный), в котором каждый вес имеет свой адаптивно настраиваемый темп обучения.

RPROP стремится избежать замедления темпа обучения на плоских “равнинах” ландшафта функции ошибки, характерного для схем, где изменения весов пропорциональны величине градиента. Вместо этого RPROP использует лишь знаки частных производных по каждому весу. 




Величина шага обновления - своя для каждого веса и адаптируется в процессе обучения:




Если знак производной по данному весу изменил направление, значит, предыдущее значение шага по данной координате было слишком велико, и алгоритм уменьшает его в 

 раз. В противном случае шаг увеличивается в 

 раз для ускорения обучения вдали от минимума. 

Мы не затронули здесь более изощренных методов обучения, таких как метод сопряженного градиента, а также методов второго порядка, которые используют не только информацию о градиенте функции ошибки, но и информацию о вторых производных. Их разбор вряд ли уместен при первом кратком знакомстве с основами нейрокомпьютинга.

Вычислительная сложность обучения

Ранее при обсуждении истории нейрокомпьютинга мы ссылались на относительную трудоемкость процесса обучения. Чтобы иметь хотя бы приблизительное представление о связанных с обучением вычислительных затратах, приведем качественную оценку вычислительной сложности алгоритмов обучения. 

Пусть как всегда 

- число синаптических весов  сети (weights), а 

- число обучающих примеров (patterns). Тогда для однократного вычисления градиента функции ошибки 

 требуется порядка 

 операций. Допустим для простоты, что мы достаточно близки к  искомому минимуму и можем вблизи этого минимума аппроксимировать функцию ошибки квадратичным выражением 

. Здесь 

 - 

матрица вторых производных в точке минимума 

.  Оценив эту матрицу по локальной информации (для чего потребуется 

 операций метода back-propagation), можно попасть из любой точки в минимум за один шаг. На этой стратегии построены методы вторго порядка (метод Ньютона). Альтернативная стратегия - найти требуемые  

 параметров за 

 шагов метода первого порядка, затратив на каждом шаге 

 операций. Именно такую скорость сходимости (

 итераций) имеют лучшие алгоритмы первого порядка (например, метод сопряженного градиента). В обоих случаях оптимистическая оценка сложности обучения сети (т.к. она получена для простейшего из всех возможных - квадратичного - рельефа) составляет 

 операций. 

Оптимизация размеров сети
В описанных до сих пор методах обучения значения весов подбиралось в сети с заданной топологией связей. А как выбирать саму структуру сети: число слоев и количество нейронов в этих слоях? Решающим, как мы увидим, является выбор соотношения между числом весов и числом примеров. Зададимся поэтому теперь следующим вопросом: 

· Как связаны между собой число примеров 

 и число весов в сети 

? 

Ошибка аппроксимации

Рассмотрим для определенности двухслойную сеть (т.е. сеть с одним скрытым слоем). Точность аппроксимации функций такой сетью, как уже говорилось, возрастает с числом нейронов скрытого слоя. При 

 нейронах ошибка оценивается как 

. Поскольку число выходов сети не превышает, а как правило - много меньше числа входов, основное число весов в двухслойной сети сосредоточено в первом слое, т.е. 

. В этом случае средняя ошибка аппроксимации выразится через общее число весов в сети следующим образом:

 

.



















 где 

 - размерность входов.

Наши недостатки, как известно - продолжения наших достоинств. И упомянутая выше универсальность персептронов превращается одновременно в одну из главных проблем обучающихся алгоритмов, известную как проблема переобучения.

Переобучение

Суть этой проблемы лучше всего объяснить на конкретном примере. Пусть обучающие примеры порождаются некоторой функцией, которую нам и хотелось бы воспроизвести. В теории обучения такую функцию называют учителем. При конечном числе обучающих примеров всегда возможно построить нейросеть с нулевой ошибкой обучения, т.е. ошибкой, определенной на множестве обучающих примеров. Для этого нужно взять сеть с числом весов большим, чем число примеров. Действительно, чтобы воспроизвести каждый пример у нас имеется 

 уравнений для 

 неизвестных. И если число неизвестных меньше числа уравнений, такая система является недоопределенной и допускает бесконечно много решений. В этом-то и состоит основная проблема: у нас не хватает информации, чтобы выбрать единственное правильное решение - функцию-учителя. В итоге выбранная случайным образом функция дает плохие предсказания на новых примерах, отсутствовавших в обучающей выборке, хотя последнюю сеть воспроизвела без ошибок. Вместо того, чтобы обобщить известные примеры, сеть запомнила их. Этот эффект и называется переобучением.

На самом деле, задачей теории обучения является не минимизация ошибки обучения, а минимизация ошибки обобщения, определенной для всех возможных в будущем примеров. Именно такая сеть будет обладать максимальной предсказательной способностью. И трудность здесь состоит в том, что реально наблюдаемой является именно и только ошибка обучения. Ошибку обобщения можно лишь оценить, опираясь на те или иные соображения.

В этой связи вспомним изложенный в начале этой главы принцип минимальной длины описания. Согласно этому общему принципу, ошибка предсказаний сети на новых данных определяется общей длиной описания данных с помощью модели вместе с описанием самой модели:




Первый член этого выражения отвечает наблюдаемой ошибке обучения. Мы оценили его выше. Теперь обратимся к оценке второго члена, регуляризирующего обучение.

Ошибка, связанная со сложностью модели

Описание сети сводится, в основном, к передаче значений ее весов. При заданной точности такое описание потребует порядка




бит. Следовательно удельную ошибку на один пример, связанную со сложностью модели, можно оценить следующим образом:



.

Она, как мы видим, монотонно спадает с ростом числа примеров.

Действительно, для однозначного определения  подгоночных параметров (весов сети) по 

 заданным примерам необходимо, чтобы система 

 уравнений была переопределена, т.е. число параметров 

 было больше числа уравнений. Чем больше степень переопределенности, тем меньше результат обучения зависит от конкретного выбора подмножества обучающих примеров. Определенная выше составляющая ошибки обобщения, как раз и связана с вариациями решения, обусловленными конечностью числа примеров.

Оптимизация размера сети

Итак, мы оценили обе составляющих ошибки обобщения сети. Важно, что эти составляющие по-разному зависят от размера сети (числа весов), что предполагает возможность выбора оптимального размера, минимизирующего общую ошибку:



.

Минимум ошибки (знак равенства) достигается при оптимальном числе весов в сети 



,

соответствующих числу нейронов в скрытом слое равному по порядку величины:



.

Этот результат можно теперь использовать для получения окончательной оценки сложности обучения (

 - от английского complexity)




Отсюда можно сделать следующий практический вывод: нейроэмуляторам с производительностью современных персональных компьютеров (

 операций в секунду) вполне доступны анализ баз данных с числом примеров 

 и размерностью входов 

. Типичное время обучения при этом составит 

 секунд, т.е. от десятков минут до несколько часов. Поскольку производственный  цикл нейроанализа предполагает обучение нескольких, иногда - многих сетей, такой размер баз данных, представляется предельным для нейротехнологии на персональных компьютерах.  Эти оценки поясняют также относительно позднее появление нейрокомпьютинга: для решения практически интересных задач требуется производительность суперкомпьютеров 70-х годов.

Согласно полученным выше оценкам ошибка классификации на таком классе задач порядка 10%. Это, конечно, не означает, что с такой точностью можно предсказывать что угодно. Многие относительно простые задачи классификации решаются с большей точностью, поскольку их эффективная размерность гораздо меньше, чем число входных переменных. Напротив, для рыночных котировок достижение соотношения правильных и неправильных предсказаний 65:35  уже можно считать удачей. Действительно, приведенные выше оценки предполагали отсутствие случайного шума в примерах. Шумовая составляющая ошибки предсказаний должна быть добавлена к полученной выше оценке. Для сильно зашумленных  рыночных временных рядов именно она определяет предельную точность предсказаний. Подробнее эти вопросы будут освещены в отдельной главе, посвященной предсказанию зашумленных временных рядов.

Другой вывод из вышеприведенных качественных оценок - обязательность этапа предобработки  высокоразмерных данных. Невозможно классифицировать непосредственно картинки с размерностью 

. Из оценки точности классификации следует, что это потребует числа обучающих примеров по крайней мере такого же порядка, т.е. сложность обучения будет порядка 

. Современным нейрокомпьютерам с производительностью  

 операций в секунду потребовалось бы несколько лет обучения распознаванию таких образов. Зрительная система человека, составляющая несколько процентов коры головного мозга, т.е. обладающая производительностью 

 способна обучаться распознаванию таких образов за несколько часов. В действительности, зрительный нерв содержит как раз около 

 нервных волокон. Напомним, однако, что в сетчатке глаза содержится порядка 

 клеток-рецепторов. Таким образом, уже в самом глазе происходит существенный этап предобработки исходного сигнала, и в мозг поступает уже такая информация, которую он способен усвоить. (Непосредственное распознавание образов с 

 потребовало бы обучения на протяжении 

 секунд, т.е. около 300 лет.) 

Методы предобработки сигналов и формирования относительно малоразмерного пространства признаков являются важнейшей составляющей нейроанализа и будут подробно рассмотрены далее в отдельной главе.  

Адаптивная оптимизации архитектуры сети
Итак, мы выяснили, что существует оптимальная сложность сети, зависящая от количества примеров, и даже получили оценку размеров скрытого слоя для двухслойных сетей. Однако в общем случае следует опираться не на грубые оценки, а на более надежные механизмы адаптации сложности нейросетевых моделей к данным для каждой конкретной задачи.

Для борьбы с переобучением в нейрокомпьютинге используются три основных подхода:

· Ранняя остановка обучения

· Прореживание связей (метод от большого - к малому)

· Поэтапное наращивание сети (от малого - к большому)

Валидация обучения

Прежде всего, для любого из перечисленных методов необходимо определить критерий оптимальной сложности сети - эмпирический метод оценки ошибки обобщения. Поскольку ошибка обобщения определена для данных, которые не входят в обучающее множество, очевидным решением проблемы служит разделение всех имеющихся в нашем распоряжении данных на два множества: обучающее - на котором подбираются конкретные значения весов, и валидационного - на котором оценивается предсказательные способности сети и выбирается оптимальная сложность модели. На самом деле, должно быть еще и третье - тестовое множество, которое вообще не влияет на обучение и используется лишь для оценки предсказательных возможностей уже обученной сети.
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Рисунок 5
Ранняя остановка обучения

Обучение сетей обычно начинается с малых случайных значений весов. Пока значения весов малы по сравнением с характерным масштабом нелинейной функции активации (обычно принимаемом равным единице), вся сеть представляет из себя суперпозицию линейных преобразований, т.е. является также линейным преобразованием с эффективным числом параметров равным числу входов, умноженному на число выходов. По мере возрастания весов и степень нелинейности, а вместе с ней и эффективное число параметров возрастает, пока не сравняется с общим числом весов в сети.

В методе ранней остановки обучение прекращается в момент, когда сложность сети достигнет оптимального значения. Этот момент оценивается по поведению во времени ошибки валидации.  Рисунок 6 дает качественное представление об этой методике.
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Рисунок 6. 

Эта методика привлекательна своей простотой. Но она имеет и свои слабые стороны: слишком большая сеть будет останавливать свое обучение на ранних стадиях, когда нелинейности еще не успели проявиться в полную силу. Т.е. эта методика чревата нахождением слабо-нелинейных решений. На поиск сильно нелинейных решений нацелен метод прореживания весов, который, в отличае от предыдущего, эффективно подавляет именно малые значения весов.

Прореживание связей

Эта методика стремится сократить разнообразие возможных конфигураций обученных нейросетей при минимальной потере их аппроксимирующих способностей. Для этого вместо колоколообразной формы априорной функции распределения весов, характерной для обычного обучения, когда веса “расползаются” из начала координат, применяется такой алгоритм обучения, при котором функция распределения весов сосредоточена в основном в “нелинейной” области относительно обльших значений весов (см. Рисунок 7).
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Рисунок 7
Этого достигают введением соответствующей штрафной составляющей в функционал ошибки. Например, априорной функции распределения:



,

имеющую максимум в вершинах гиперкуба с 

, соответствует штрафной член:




в функционале ошибки. Дополнительная составляющая градиента




исчезающе мала для больших весов, 

, и пропорциональна величине малых весов, 

. Соответственно, на больших штрафная функция практически не сказывается, тогда как малые веса экспоненциально затухают. 

Таким образом, происходит эффективное вымывание малых весов (weights elimination), т.е. прореживание малозначимых связей. Противоположная методика предполагает, напротив,  поэтапное наращивание сложности сети. Соответствующее семейство алгоритмов обучения называют конструктивными алгоритмами.

Конструктивные алгоритмы

Эти алгоритмы характеризуются относительно быстрым темпом обучения, поскольку разделяют сложную задачу обучения большой многослойной сети на ряд более простых задач, обычно - обучения однослойных подсетей, составляющих большую сеть. Поскольку сложность обучения пропорциональна квадрату числа весов, обучение “по частям” выгоднее, чем обучение целого:



.

Для примера опишем так называемую каскад-корреляционную методику обучения нейросетей. Конструирование сети начинается с единственного выходного нейрона и происходит путем добавления каждый раз по одному промежуточному нейрону (см. Рисунок 8).
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Рисунок 8. 

Эти промежуточные нейроны имеют фиксированные веса, выбираемые таким образом, чтобы выход добавляемых нейронов в максимальной степени коррелировал с ошибками сети на данный момент (откуда и название таких сетей). Поскольку веса промежуточных нейронов после добавления не меняются, их выходы для каждого значения входов можно вычислить лишь однажды. Таким образом, каждый добавляемый нейрон можно трактовать как дополнительный признак входной информации, максимально полезный для уменьшения ошибки обучения на данном этапе роста сети. Оптимальная сложность сети может определяться, например, с помощью валидационного множества.
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Обучение без учителя: Сжатие информации

Прототипы задач: кластеризация данных, анализ главных компонент, сжатие информации. Хеббовское обучение. Автоассоциативные сети. Конкурентное обучение. Сети Кохонена. Гибридные архитектуры. 

( … а мудрость его все возрастала, причиняя ему страдание полнотой своей.
Ф.Ницше, Так говорил Заратустра
Обобщение данных. Прототипы задач
В этой главе рассматривается новый тип обучения нейросетей - обучение без учителя (или для краткости - самообучение), когда сеть самостоятельно формирует свои выходы, адаптируясь к поступающим на ее входы сигналам. Как и прежде, такое обучение предполагает минимизацию некоторого целевого функционала. Задание такого функционала формирует цель, в соответствии с которой сеть осуществляет преобразование входной информации. 

В отсутствие внешней цели, "учителем" сети могут служить лишь сами данные, т.е. имеющаяся в них информация, закономерности, отличающие входные данные от случайного шума. Лишь такая избыточность позволяет находить более компактное описание данных, что, согласно общему принципу, изложенному в предыдущей главе, и является обобщением эмпирических данных. Сжатие данных, уменьшение степени их избыточности, использующее существующие в них закономерности, может существенно облегчить последующую работу с данными, выделяя действительно независимые признаки. Поэтому самообучающиеся сети чаще всего используются именно для предобработки "сырых" данных. Практически, адаптивные сети кодируют входную информацию наиболее компактным при заданных ограничениях кодом.

Длина описания данных пропорциональна, во-первых, разрядности данных 

 (т.е. числу бит), определяющей возможное разнообразие принимаемых ими значений, и, во-вторых, размерности даных 

, т.е. числу компонент входных векторов 

. Соответственно, можно различить два предельных типа кодирования, использующих противоположные способы сжатия информации:

· Понижение размерности данных с минимальной потерей информации. (Сети, например, способны осуществлять анализ главных компонент данных, выделять наборы независимых признаков.) 

· Уменьшение разнообразия данных за счет выделения конечного набора прототипов, и отнесения данных к одному из таких типов. (Кластеризация данных, квантование непрерывной входной информации.)
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Рисунок 9. Два типа сжатия информации. Понижение размерности (a) позволяет описывать данные меньшим числом компонент. Кластеризация или квантование (b) позволяет снизить разнообразие данных,  уменьшая число бит, требуемых для описания данных.

Возможно также объединение обоих типов кодирования. Например, очень богат приложениями метод топографических карт (или самоорганизующихся карт Кохонена - по имени предложившего их финского ученого), когда сами прототипы упорядочены в пространстве низкой размерности. Например, входные данные можно отобразить на упорядоченную двумерную сеть прототипов так, что появляется возможность визуализации многомерных данных. 

Как и в случае с персептронами начать изучение нового типа обучения лучше с простейшей сети, состоящей из одного нейрона.

Нейрон - индикатор
Рассмотрим, какие возможности по адаптивной обработке данных имеет единичный нейрон, и как можно сформулировать правила его обучения. В силу локальности нейросетевых алгоритмов, это базовое правило можно будет потом легко распространить и на сети из многих нейронов.

Постановка задачи

В простейшей постановке нейрон с одним выходом и d входами обучается на наборе d-мерных данных 

. В этой главе мы сосредоточимся, в основном, на обучении однослойных сетей, для которых нелинейность функции активации не принципиальна. Поэтому можно упростить рассмотрение, ограничившись линейной функции активации. Выход такого нейрона является линейной комбинацией его входов
:



.




Рисунок 10. Сжатие информации линейным нейроном
Амплитуда этого выхода после соответствующего обучения (т.е. выбора весов по набору примеров 

) может служить индикатором того, насколько данный вход соответствует обучающей выборке. Иными словами, нейрон может стать индикатором принадлежности входной информации к заданной группе примеров. 

Правило обучения Хебба

Правило обучения отдельного нейрона-индикатора по-необходимости локально, т.е. базируется только на информации непосредственно доступной самому нейрону - значениях его входов и выхода. Это правило, носящее имя канадского ученого Хебба, играет фундаментальную роль в нейрокомпьютинге, ибо содержит как в зародыше основные свойства самоорганизации нейронных сетей.

Согласно Хеббу (Hebb, 1949), изменение весов нейрона при предъявлении ему 

-го примера пропорционально его входам и выходу:



, или в векторном виде: 

.

Если сформулировать обучение как задачу оптимизации, мы увидим, что обучающийся по Хеббу нейрон стремится увеличить амплитуду своего выхода:



,

где усреднение проводится по обучающей выборке 

. Вспомним, что обучение с учителем, напротив, базировалось на идее уменьшения среднего квадрата отклонения от эталона, чему соответствует знак минус в обучении по дельта-правилу. В отсутствие эталона минимизировать нечего: минимизация амплитуды выхода привела бы лишь к уменьшению чувствительности выходов к значениям входов. Максимизация амплитуды, напротив, делает нейрон как можно более чувствительным к различиям входной информации, т.е. превращает его в полезный индикатор.

Указанное различие в целях обучения носит принципиальный характер, т.к. минимум ошибки 

 в данном случае отсутствует. Поэтому обучение по Хеббу в том виде, в каком оно описано выше, на практике не применимо, т.к. приводит к неограниченному возрастанию амплитуды весов.

Правило обучения Ойа

От этого недостатка, однако, можно довольно просто избавиться, добавив член, препятствующий возрастанию весов. Так, правило обучения Ойа:



, или в векторном виде: 

,

максимизирует чувствительность выхода нейрона при ограниченной амплитуде весов. В этом легко убедиться, приравняв среднее изменение весов нулю. Умножив затем правую часть на 

, видим, что в равновесии: 

. Таким образом, веса обученного нейрона расположены на гипер-сфере: 

.
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Рисунок 11. При обучении по правилу Ойа, вектор весов нейрона располагается на гипер-сфере в направлении, максимизирующем проекцию входных векторов. 

Отметим, что это правило обучения по существу эквивалентно дельта-правилу, только обращенному назад - от входов к выходам (т.е. при замене 

). Нейрон как бы старается воспроизвести значения своих входов по заданному выходу. Тем самым, такое обучение стремится максимально повысить чувствительность единственного выхода-индикатора к многомерной входной информации, являя собой пример оптимального сжатия информации.

Эту же ситуацию можно описать и по-другому. Представим себе персептрон с одним (здесь - линейным) нейроном на скрытом слое, в котором число входов и выходов совпадает, причем веса с одинаковыми индексами в обоих слоях одинаковы. Будем учить этот персептрон воспроизводить в выходном слое значения своих выходов. При этом, дельта-правило обучения верхнего (а тем самым и нижнего) слоя примет вид правила Ойа:



.
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Рисунок 12. Автоассоциативная сеть с узким горлом - аналог правила                                                           обучения Ойа

Таким образом, существует определенная параллель между самообучающимися сетями и т.н. автоассоциативными сетями, в которых учителем для выходов являются значения входов. Подобного рода нейросети с узким горлом также способны осуществлять сжатие информации.

Взаимодействие нейронов: анализ главных компонент
Единственный нейрон осуществляет предельное сжатие многомерной информации, выделяя лишь одну скалярную характеристику многомерных данных. Каким бы оптимальным ни было сжатие информации, редко когда удается полностью охарактеризовать многомерные данные всего одним признаком. Однако наращиванием числа нейронов можно увеличить выходную информацию. В этом разделе мы обобщим найденное ранее правило обучения на случай нескольких нейронов в самообучающемся слое, опираясь на отмеченную выше аналогию с автоассоциативными сетями. 

Постановка задачи

Итак, пусть теперь на том же наборе d-мерных данных 

 обучается m линейных нейронов:



   

.




Рисунок 13. Слой линейных нейронов
Мы хотим, чтобы амплитуды выходных нейронов были набором независимых индикаторов, максимально полно отражающих информацию о многомерном входе сети.  

Необходимость взаимодействия нейронов

Если мы просто поместим несколько нейронов в выходной слой и будем обучать каждый из них независимо от других, мы добьемся лишь многократного дублирования одного и того же выхода. Очевидно, что для получения нескольких содержательных признаков на выходе исходное правило обучения должно быть каким-то образом модифицировано - за счет включения взаимодействия между нейронами. 

Самообучающийся слой

В нашей трактовке правила обучения отдельного нейрона, последний пытается воспроизвести значения своих входов по амплитуде своего выхода. Обобщая это наблюдение, логично было бы предложить правило, по которому значения входов восстанавливаются по всей выходой информации. Следуя этой линии рассуждений получаем правило Ойа для однослойной сети:



, 

или в векторном виде: 

.

Такое обучение эквивалентно сети с узким горлом из 

 скрытых линейных нейронов, обученной воспроизводитьна выходе значения своих входов. 
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Рисунок 14. Автоассоциативная сеть с узким горлом - аналог правила обучения Ойа

Скрытый слой такой сети, так же как и слой Ойа, осуществляет оптимальное кодирование входных данных, и содержит максимально возможное при данных ограничениях количество информации.

Сравнение с традиционным статистическим анализом

Вывод о способности нейронных сетей самостоятельно выделять наиболее значимые признаки в потоках информации, обучаясь по очень простым локальным правилам, важен с общенаучной точки зрения. Изучение этих механизмов помогает глубже понять как функционирует мозг. Однако есть ли в описанных выше нейроалгоритмах какой-нибудь практический смысл? 

Действительно, для этих целей существуют хорошо известные алгоритмы стандартного статистического анализа. В частности, анализ главных компонент также выделяет основные признаки, осуществляя оптимальное линейное сжатие информации. Более того, можно показать, что сжатие информации слоем Ойа эквивалентно анализу главных компонент
. Это и не удивительно, поскольку оба метода оптимальны при одних и тех же ограничениях. 

Однако стандартный анализ главных компонент дает решение в явном виде, через последовательность матричных операций, а не итерационно, как в случае нейросетевых алгоритмов. Так что при отсутствии высокопараллельных нейроускорителей на практике удобнее пользоваться матричными методами, а не обучать нейросети. Есть ли тогда практический смысл в изложенных выше итеративных нейросетевых алгоритмах?

Конечно же есть, по крайней мере по двум причинам:

· Во-первых, иногда обучение необходимо проводить в режиме on-line, т.е. на ходу адаптироваться к меняющемуся потоку данных. Примером может служить борьба с нестационарными помехами в каналах связи.  Итерационные методы идеально подходят в этой ситуации, когда нет возможности собрать воедино весь набор примеров и произвести необходимые матричные операции над ним.

· Во-вторых, и это, видимо, главное, нейроалгоритмы легко обобщаются на случай нелинейного сжатия информации, когда никаких явных решений уже не существует. Никто не мешает нам заменить линейные нейроны в описанных выше сетях - нелинейными. С минимальными видоизменениями нейроалгоритмы будут работать и в этом случае, всегда находя оптимальное сжатие при наложенных нами ограничениях. Таким образом, нейроалгоритмы представляют собой удобный инструмент нелинейного анализа, позволяющий относительно легко находить способы глубокого сжатия информации и выделения нетривиальных признаков.

Иногда,даже простая замена линейной функции активации нейронов на сигмоидную в найденном выше правиле обучения:




приводит к новому качеству (Oja, et al, 1991). Такой алгоритм, в частности, с успехом применялся для разделения смешанных неизвестным образом сигналов (т.н. blind signal separation). Эту задачу каждый из нас вынужден решать, когда хочет выделить речь одного человека в шуме общего разговора. 

Однако нас здесь интересуют не конкретные алгоритмы, а, скорее, общие принципы выделения значимых признаков, на которых имеет смысл остановиться несколько более подробно.

Нелинейный анализ главных компонент

Целевая функция

Наглядной демонстрацией полезности нелинейного анализа главных компонент является следующий простой пример (см. Рисунок 15).
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Рисунок 15. Анализ главных компонент дает линейное подпространство, минимизирующее отклонение данных (a). Он не способен, однако, выявить одномерный характер распределения данных в случае (b). Для их одномерной параметризации нужны нелинейные координаты. 

Он показывает, что в общем случае нас интересует нелинейное преобразование 

, 

, сохраняющее максимальное количество информации о распределении данных в обучающей выборке 

 и являющееся наиболее сжатым представлением этих данных. Такое представление данных, не поддающееся дальнейшему сжатию, обладает максимальной энтропией, т.е. их статистическое распределение не отличимо от случайного шума. Таким образом, в общем случае целевой функцией при сжатии данных является максимизация энтропии: 

. Естественно, при этом предполагается ограниченность диапазона изменения выходов, например: 

 во избежании неограниченного роста энтропии
.

Автоассоциативные сети

Весьма общим подходом к понижению размерности является использование нелинейных автоассоциативных сетей. В общем случае они должны содержать как минимум три скрытых слоя нейронов. Средний слой - узкое горло, будет в результате обучения выдавать сжатое представление данных 

. Первый скрытый слой нужен для осуществления произвольного нелинейного кодирования, а последний - для нахождения соответствующего декодера (Рисунок 16).
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Рисунок 16. Понижение размерности с помощью автоассоциативных сетей. Минимизация ошибки воспроизведения сетью своих входов эквивалентна оптимальному кодированию в узком горле сети.

Задачей автоассоциативных сетей, как уже говорилось, является воспроизведение на выходе сети значений своих входов. Вторая половина сети - декодер - при этом опирается лишь на кодированную информацию в узком горле сети. Качество воспроизведения данных по их кодированному представлению измеряется условной энтропией 

. Чем она меньше, тем меньше неопределенность, т.е. лучше воспроизведение. Нетрудно показать, что минимизация неопределенности эквивалентна максимизации энтропии кодирования:



.

Действительно, механическая процедура кодирования не вносит дополнительной неопределенности, так что совместная энтропия входов и их кодового представления равна энтропии самих входов 

 и, следовательно, не зависит от параметров сети.

Привлекательной чертой такого подхода к сжатию информации является его общность. Однако многочисленные локальные минимумы и трудоемкость обучения существенно снижают его практическую ценность.  

Более компактные схемы сжатия обеспечивает метод предикторов.

Предикторы

Условие максимизации совместной энтропии выходов можно переписать в виде:



Условные вероятности, входящие в это выражение, характеризуют разброс предсказаний каждого выхода, основанного на знании других выходов, стоящих справа от горизонтальной черты. Предположим, что мы используем дополнительные сети-предикторы, по одной для каждого выхода, специально обучаемые такому предсказанию (Рисунок 17). 
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Рисунок 17. Выделение независимых компонент с использованием предикторов.
Обозначим 

 выход сети-предиктора, предсказывающей значение переменной 

. Целевой функцией  такой сети будет минимизация ошибки предсказания: 

. Отталкиваясь от значений 

, основная сеть будет, напротив, максимизировать отклонение от предсказаний, ставя себе целью:



.

Таким образом, во взаимном соревновании основная и дополнительные сети обеспечивают постепенное выявление статистически независимых признаков, осуществляющих оптимальное кодирование.

Размер сетей-предикторов определяется количеством выходов сети 

, так что их суммарный объем, как правило, много меньше, чем размер декодера в автоассоциативной сети, определяемый числом входов 

. В этом и состоит основное преимущества данного подхода.

Латеральные связи

Предикторы вводят связи между признаками, обеспечивающие их статистическую независимость. В частном случае линейных предикторов дополнительные сети вырождаются в латеральные связи между нейронами последнего слоя. Эти связи обучаются таким образом, чтобы выходы нейронов этого слоя были некоррелированы.

Между тем, можно предложить и такую схему латеральных связей, которая, наоборот, обеспечивает максимальную коррелированность выходов. Допустим, например, что выход каждого нейрона подается на его вход с положительным весом, а на вход остальных нейронов слоя - с отрицательным. Тем самым, каждый нейрон будет усиливать свой выход и подавлять активность остальных. При логистической функции активации, препятствующей бесконечному росту, победителем в этой борьбе выйдет нейрон с максимальным первоначальным значением выхода. Его значение возрастет до единицы, а активность остальных нейронов затухнет до нуля. 

Такие соревновательные слои нейронов также можно использовать для сжатия информации, но это сжатие будет основано на совершенно других принципах. 

Соревнование нейронов: кластеризация
В начале данной главы мы упомянули два главных способа уменьшения избыточности: снижение размерности данных и уменьшение их разнообразия при той же размерности. До сих пор речь шла о первом способе. Обратимся теперь к второму. Этот способ подразумевает другие правила обучения нейронов.

Победитель забирает все

В Хеббовском и производных от него алгоритмах обучения активность выходных нейронов стремится быть по возможности более независимой друг от друга. Напротив, в соревновательном обучении, к рассмотрению которого мы приступаем, выходы сети максимально скоррелированы: при любом значении входа активность всех нейронов, кроме т.н. нейрона-победителя одинакова и равна нулю. Такой режим функционирования сети называется победитель забирает все.  

Нейрон-победитель (с индексом 

), свой для каждого входного вектора, будет служить прототипом этого вектора. Поэтому победитель выбирается так, что его вектор весов 

, определенный в том же 

-мерном пространстве, находится ближе к данному входному вектору 

, чем у всех остальных нейронов : 

 для всех 

. Если, как это обычно и делается (вспомним слой Ойа), применять правила обучения нейронов, обеспечивающие одинаковую нормировку всех весов, например, 

, то победителем окажется нейрон, дающий наибольший отклик на данный входной стимул: 

. Выход такого нейрона усиливается до единичного, а остальных - подавляется до нуля.

Количество нейронов в соревновательном слое определяет максимальное разнообразие выходов и выбирается в соответствии с требуемой степенью детализации входной информации. Обученная сеть может затем классифицировать входы: нейрон-победитель определяет к какому классу относится данный входной вектор.

В отличае от обучения с учителем, самообучение не предполагает априорного задания  структуры классов. Входные векторы должны быть разбиты по категориям (кластерам) согласуясь с внутренними закономерностями самих данных. В этом и состоит задача обучения  соревновательного слоя нейронов.

Алгоритм обучения соревновательного слоя нейронов

Базовый алгоритм обучения соревновательного слоя остается неизменым:



,

поскольку задача сети также осталась прежней - как можно точнее отразить входную информацию в выходах сети. Отличае появляется лишь из-за нового способа кодирования выходной информации. В соревновательном слое лишь один нейрон - победитель имеет ненулевой (единичный) выход. Соответственно, в согласии с выписанным выше правилом, лишь его веса корректируются по предъявлении данного примера, причем для победителя правило обучения имеет вид:



.

Описанный выше базовый алгоритм обучения на практике обычно несколько модифицируют, т.к. он, например, допускает существование т.н. мертвых нейронов, которые никогда не выигрывают, и, следовательно, бесполезны. Самый простой способ избежать их появления - выбирать в качестве начальных значений весов случайно выбранные в обучающей выборке входные вектора. 

Такой способ хорош еще и тем, что при достаточно большом числе прототипов он способствует равной "нагрузке" всех нейронов-прототипов. Это соответствует максимизации энтропии выходов в случае соревновательного слоя. В идеале каждый из нейронов соревновательного слоя должен одинаково часто становились победителем, чтобы априори невозможно было бы предсказать какой из них победит при случайном выборе входного вектора из обучающей выборки. 

Наиболее быструю сходимость обеспечивает пакетный (batch) режим обучения, когда веса изменяются лишь после предъявления всех примеров. В этом случае можно сделать приращения не малыми, помещая вес нейрона на следующем шаге сразу в центр тяжести всех входных векторов, относящихся к его ячейке. Такой алгоритм сходится за 

 итераций.

Кластеризация и квантование

Записав правило соревновательного обучения в градиентном виде: 

, легко убедиться, что оно минимизирует квадратичное отклонение входных векторов от их прототипов - весов нейронов-победителей:



.

Иными словами, сеть осуществляет кластеризацию данных: находит такие усредненные прототипы, которые минимизируют ошибку огрубления данных. Недостаток такого варианта кластеризации очевиден - "навязывание" количества кластеров, равного числу нейронов. В идеале сеть сама должна находить число кластеров, соответствующее реальной кластеризации векторов в обучающей выборке. Адаптивный подбор числа нейронов осуществляют несколько более сложные алгоритмы, такие, например, как растущий нейронный газ. 

Идея последнего подхода состоит в последовательном увеличении числа нейронов-прототипов путем их "деления". Общую ошибку сети можно записать как сумму индивидуальных ошибок каждого нейрона:



.

Естественно предположить, что наибольшую ошибку будут иметь нейроны, окруженные слишком большим числом примеров и/или имеющие слишком большую ячейку. Такие нейроны и являются, в первую очередь, кандидатами на "почкование" (см. Рисунок 18). 
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Рисунок 18. Деление нейрона с максимальной ошибкой в "растущем нейронном газе".

Соревновательные слои нейронов широко используются для квантования данных (vector quantization), отличающегося от кластеризации лишь большим числом прототипов. Это весьма распространенный на практике метод сжатия данных. При достаточно большом числе прототипов, плотность распределения весов соревновательного слоя хорошо аппроксимирует реальную плотность распределения многомерных входных векторов. Входное пространство разбивается на ячейки, содержащие вектора, относящиеся к одному и тому же прототипу. Причем эти ячейки (называемые ячейками Дирихле или ячейками Вороного) содержат примерно одинаковое количество обучающих примеров. Тем самым одновременно минимизируется ошибка огрубления и максимизируется выходная информация - за счет равномерной загрузки нейронов.

Сжатие данных в этом случае достигается за счет того, что каждый прототип можно закодировать меньшим числом бит, чем соответствующие ему вектора данных. При наличии 

 прототипов для идентификации любого из них достаточно лишь 

 бит, вместо 

 бит описывающих произвольный входной вектор.

Оценка вычислительной сложности обучения

В этой главе мы рассмотрели два разных типа обучения, основанные на разных принципах кодирования информации выходным слоем нейронов. Логично теперь сравнить их по степени вычислительной сложности и выяснить когда выгоднее применять понижение размерности, а когда - квантование входной информации.

Как мы видели, алгоритм обучения сетей, понижающих размерность, сводится к обычному обучению с учителем, сложность которого была оценена ранее. Такое обучение требует 

 операций, где 

- число синаптических весов  сети, а 

- число обучающих примеров. Для однослойной сети с 

входами и 

 выходными нейронами число весов равно 

 и сложность обучения 

 можно оценить как 

, где 

 - коэффициент сжатия информации.

Кластеризация или квантование требуют настройки гораздо большего количества весов - из-за неэффективного способа кодирования. Зато такое избыточное кодирование упрощает алгоритм обучения. Действительно, квадратичная функция ошибки в этом случае диагональна, и в принципе достижение минимума возможно за 

 шагов (например в пакетном режиме), что в данном случае потребует 

 операций. Число весов, как и прежде, равно 

, но степень сжатия информации в данном случае определяется по-другому: 

. Сложность обучения как функция степени сжатия запишется в виде: 

.

При одинаковой степени сжатия, отношение сложности квантования к сложности данных снижения размерности запишется в виде:



.

Рисунок 19 показывает области параметров, при которых выгоднее применять тот или иной способ сжатия информации. 
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Рисунок 19. Области, где выгоднее использовать понижение размерности или квантование. 

Наибольшее сжатие возможно методом квантования, но из-за экспоненциального роста числа кластеров, при большой размерности  данных выгоднее использовать понижение размерности. Максимальное сжатие при понижении размерности равно 

, тогда как квантованием можно достичь сжатия 

 (при двух нейронах-прототипах). Область недостижимых сжатий 

показана на рисунке серым. 

В качестве примера рассмотрим типичные параметры сжатия изображений в формате JPEG. При этом способе сжатия изображение разбивается на квадраты со стороной 8x8 пикселей, которые и являются входными векторами, подлежащими сжатию. Следовательно, в данном случае 

. Предположим, что картинка содержит 

 градаций серого цвета, т.е. точность представления данных 

. Тогда координата абсциссы на приведенном выше графике будет 

. Как следует из графика при любых допустимых степенях сжатия в данном случае оптимальным с точки зрения вычислительных затрат является снижение размерности.

Однако, при увеличении размеров элементарного блока, появляется область высоких степеней сжатия, достижимых лишь с использованием квантования. Скажем, при 

, когда 

, в соответствии с графиком (см. Рисунок 19), квантование следует применять для сжатия более  

, т.е. 

.

Победитель забирает не все

Один из вариантов модификации базового правила обучения соревновательного слоя состоит в том, чтобы обучать не только нейрон-победитель, но и его "соседи", хотя и с меньшей скоростью. Такой подход - "подтягивание" ближайших к победителю нейронов - применяется в топографических картах Кохонена. В силу большой практической значимости этой нейросетевой архитектуры, остановимся на ней более подробно. 

Упорядочение нейронов: топографические карты

До сих пор нейроны выходного слоя были неупорядочены: положение нейрона-победителя в соревновательном слое не имело ничего общего с координатами его весов во входном пространстве. Оказывается, что небольшой модификацией соревновательного обучения можно добиться того, что положение нейрона в выходном слое будет коррелировать с положением прототипов в многомерном пространстве входов сети: близким нейронам будут соответствовать близкие значения входов. Тем самым, появляется возможность строить топографические карты чрезвычайно полезные для визуализации многомерной информации. Обычно для этого используют соревновательные слои в виде двумерных сеток. Такой подход сочетает квантование данных с отображением, понижающим размерность. Причем это достигается с помощью всего лишь одного слоя нейронов, что существенно облегчает обучение.

Алгоритм Кохонена

В 1982 году финский ученый Тойво Кохонен (Kohonen, 1982) предложил ввести в базовое правило соревновательного обучения информацию о расположении нейронов в выходном слое. Для этого нейроны выходного слоя упорядочиваются, образуя  одно- или двумерные решетки. Т.е. теперь положение нейронов в такой решетке маркируется векторным индексом 

. Такое упорядочение естественым образом вводит расстояние между нейронами 

 в слое. Модифицированное Кохоненым правило соревновательного обучения учитывает расстояние нейронов от нейрона-победителя:



.

Функция соседства 

 равна единице для нейрона-победителя с индексом 

 и постепенно спадает с расстоянием, например по закону 

. Как темп обучения 

, так и радиус взаимодействия нейронов 

 постепенно уменьшаются в процессе обучения, так что на конечной стадии обучения мы возвращаемся к базовому правилу адаптации весов только нейронов-победителей. 

В отличае от "газо-подобной" динамике обучения при индивидуальной подстройке прототипов (весов нейронов), обучение по Кохонену напоминает натягивание эластичной сетки прототипов на массив данных из обучающей выборки. По мере обучения эластичность сети постепенно увеличивается, чтобы не мешать окончательной тонкой подстройке весов. 

[image: image28.wmf]
Рисунок 20. Двумерная топографическая карта набора трехмерных данных. Каждая точка в трехмерном пространстве попадает в свою ячейку сетки имеющую координату ближайшего к ней нейрона из двумерной карты. 

В результате такого обучения мы получаем не только квантование входов, но и упорядочивание входной информации в виде одно- или двумерной карты. Каждый многомерный вектор имеет свою координату на этой сетке, причем чем ближе координаты двух векторов на карте, тем ближе они и в исходном пространстве. Такая топографическая карта дает наглядное представление о структуре  данных в многомерном входном пространстве, геометрию которого мы не в состоянии представить себе иным способом. Визуализация многомерной информации является главным применением карт Кохонена.

Заметим, что в согласии с общим житейским принципом "бесплатных обедов не бывает", топографические карты сохраняют отношение близости лишь локально: близкие на карте области близки и в исходном пространстве, но не наоборот (Рисунок 21). В общем случае не существует отображения, понижающего размерность и сохраняющего отношения близости глобально. 




Рисунок 21. Пример одномерной карты двумерных данных. Стрелкой показана область нарушения непрерывности отображения: близкие на плоскости точки отображаются на противоположные концы карты

Удобным инструментом визуализации данных является раскраска топографических карт, аналогично тому, как это делают на обычных географических картах. Каждый признак данных порождает свою раскраску ячеек карты - по величине среднего значения этого признака у данных, попавших в данную ячейку. 
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Рисунок 22. Раскраска топографической карты, индуцированная i-ой компонентой входных данных.

Собрав воедино карты всех интересующих нас признаков, получим топографический атлас, дающий интегральное представление о структуре многомерных данных. Далее в этой книге мы рассмотрим практическое применение этой методики к анализу балансовых отчетов и предсказанию банкротств.

Сети радиального базиса
Самообучающиеся сети, рассмотренные в этой главе, широко используются для предобработки данных, например при распознавании образов в пространстве очень большой размерности. В этом случае для того, чтобы процедура обучения с учителем была эффективна, требуется сначала сжать входную информацию тем или иным способом: либо выделить значимые признаки, понизив размерность, либо произвести квантование данных. Первый путь просто понижает число входов персептрона. Второй же способ требует отдельного рассмотрения, поскольку лежит в основе очень популярной архитектуры - сетей радиального базиса (radial basis functions - RBF).

Аппроксиматоры с локальным базисом

Сеть радиального базиса напоминают персептрон с одним скрытым слоем, осуществляя нелинейное отображение 

 : 

, являющееся линейной комбинацией базисных функций. Но в отличие от персептронов, где эти функции зависили от проекций на набор гиперплоскостей 

, в сетях радиального базиса используются функции (чаще всего - гауссовы), зависящие от расстояний до опорных центров:



.

Как тот, так и другой набор базисных функций обеспечивают возможность аппроксимации любой непрерывной функции с произвольной точностью. Основное различие между ними в способе кодирования информации на скрытом слое. Если персепторны используют глобальные переменные (наборы бесконечных гиперплоскостей), то сети радиального базиса опираются на компактные шары, окружающие набор опорных центров (Рисунок 23).

[image: image30.wmf]
Рисунок 23. Глобальная (персептроны) и локальная (сети радиального базиса) методы аппроксимации

В первом случае в аппроксимации в окрестности любой точки участвуют все  нейроны скрытого слоя, во втором - лишь ближайшие. Как следствие такой неэффективности, в последнем случае количество опорных функций, необходимых для аппроксимации с заданной точностью, возрастает экспоненциально с размерностью пространства. Это основной недостаток сетей радиального базиса. Основное же их преимущество над персептронами - в простоте обучения. 

Гибридное обучение

Относительная автономность базисных функций позволяет разделить обучение на два этапа. На первом этапе обучается первый - соревновательный - слой сети, осуществляя квантование данных. На втором этапе происходит быстрое обучение второго слоя матричными методами, т.к. нахождение коэффициентов второго слоя представляет собой линейную задачу.

Подобная возможность раздельного обучения слоев является основным достоинством сетей радиального базиса. В целом же, области применимости персептронов и сетей радиального базиса коррелируют с найденными выше областями эффективности квантования и понижения размерности (см. Рисунок 19).

Выводы 

В этой главе мы познакомились со вторым из двух главных типов обучения - обучением без учителя. Этот режим обучения чрезвычайно полезен для предобработки больших массивов информации, когда получить экспертные оценки для обучения с учителем не представляется возможным. Самообучающиеся сети способны выделять оптимальные признаки, формируя относительно малоразмерное пространство признаков, без чего иногда невозможно качественное распознавание образов. Таким образом, оба типа обучения удачно дополняют друг друга. Кроме того, как мы убедились на примере сетей с узким горлом, между этими типами обучения существует тесная взаимосвязь: если посмотреть на ситуацию под определенным углом зрения, соответствующие правила обучения подчас просто совпадают.
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Рекуррентные сети: Ассоциативная память
Сеть Хопфилда и спиновые стекла. Энергия и динамика сети. Ассоциативная память: запись и воспроизведение. Емкость памяти: термодинамический подход. Чувствительность к огрублениям и повреждениям связей. Повышение емкости памяти: разобучение. Запоминание последовательностей образов. Сеть Хопфилда с точки зрения теории информации. Выделение прототипов и предсказание новых классов. 
( Самое худшее случилось - сказал сэр Дональд Акер, когда в Массачусетском Технологическом Институте соединили входы с выходами                                                         С.Лем,  Не буду прислуживать
Мы уже познакомились с сетями, обучаемыми с учителем, задающим образцы правильных ответов, и обучаемыми без учителя, которые адаптируют свою структуру к данным не требуя дополнительной информации о принадлежности их к тому или иному классу. Однако до сих пор мы ограничивались сетями без обратных связей. Такие сети, будучи обучены, выдают ответ сразу после прохождения через них входного сигнала. Каждый нейрон, при этом срабатывает лишь однажды. Соответственно, достаточно глубокая, многостадийная обработка данных подразумевает наличие многих слоев, что усложняет обучение. Естественным обобщением таких однопроходных схем служат т.н. рекуррентные сети, выходы которых возвращаются обратно на их входы. Тем самым, информация пропускается через одну и ту же сеть многократно. 

Новое качество, присущее рекуррентным сетям, - динамическая обработка информации.

Одной из наиболее известных моделей такого рода, которая оказала важнейшее воздействие на возрождение интереса к нейронным сетям в восьмидесятые годы, является сеть Хопфилда. В данной главе мы рассмотрим структуру и свойства этой сети, делающие ее таким привлекательным объектом как теоретических, так и прикладных исследований.

Исторический поворот в 1982 году
В 1982 году в докладах Американской академии наук была опубликована статья американского физика, специалиста в области физики твердого тела из Калифорнийского Технологического Института, Джона Хопфилда (Hopfield, 1982a). С этой работы начался бурный процесс возрождения интереса к искусственным нейронным сетям, на который так негативно повлияла в конце шестидесятых книга Минского и Пейперта.  В работе Хопфилда впервые было обращено внимание на аналогию, которая существует между сетями с симметричными связями и давно известными физикам объектами - спиновыми стеклами. Кроме того, стало ясно, что такие сети служат прекрасной основой для построения моделей содержательно-адресованной памяти. И, наконец, обнаружилось, что нейронные сети могут быть успешно исследованы с помощью методов теоретической физики, в частности, статистической механики. Результатом этого обстоятельства явилось массовое внедрение физиков и физических методов в эту новую область знания. 

Спиновые стекла
В кристаллической решетке атомы, обладающие магнитными моментами, могут взаимодействовать друг с другом различными способами. Если связи между моментами таковы, что  стремятся сориентировать их параллельно, то в основном состоянии (состоянии минимальной энергии) все атомы в решетке ориентируют свои моменты параллельно. Такие вещества называются ферромагнетиками. Связи между атомами описываются при этом одинаковыми положительными числами и называются также ферромагнитными. Если, напротив, все связи отрицательны,  то такие вещества называются антиферромагетиками. В антиферромагнетиках соседние спины ориентируются в противоположных направлениях. А вот если связи между магнитными моментами атомов имеют случайные значения знаков, то соответствующие системы называются спиновыми стеклами (см. Рисунок 24). Основная особенность системы связей в спиновых стеклах такова, что система в целом оказывается фрустрированной.
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Рисунок 24. Знаки связей между спинами в ферромагнетике, антиферромагнетике и спиновом стекле

Фрустрация (“разочарование”) означает, что как бы ни сориентировались отдельные магнитные моменты атомов в спиновом стекле, всегда найдутся такие пары из них, в которых взаимодействие вносит положительный (разочаровывающий) вклад в энергию состояния (см. Рисунок 25).
    Фрустрированность системы обусловливает огромное вырождение ее основного состояния. Спиновое стекло может “замерзнуть” в любом из возможных основных состояний системы, отличающемся от множества других аналогичных состояний с практически такой же энергией лишь конфигурацией системы магнитных моментов. Хопфилд предположил, что аналогичное явление может лежать в основе существования огромного числа состояний памяти, характерного для мозга. Действительно, можно рассмотреть модель полносвязной нейронной сети с рекуррентными симметричными связями между нейронами. В такой модели возбуждающим связям будут соответствовать ферромагнитные связи в спиновом стекле, а тормозным - антиферромагнитные связи. 
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Рисунок 25. Фрустрированная система трех взаимодействующих спинов. При любых их ориентациях всегда находится такая связь , знак которой противоречит взаимной ориентации пары, что приводит к нежелательному положительному вкладу в полную энергию системы. 

Подобно спиновым стеклам, такие сети будут иметь множество стационарных конфигураций активностей нейронов, являющихся  аттракторами (от англ. attract - притягивать), т.е. такими состояниями, к которым сходится динамика нейросети. Именно введенная Хопфилдом динамика изменений состояний нейронов наряду с симметричностью связей между нейронами определили новизну описываемой модели.

Сеть Хопфилда как ассоциативная память
Симметричность связей

В Хопфилдовской сети матрица связей между нейронами 

 является полной и симметричной (

) а самовоздействие нейронов считается отсутствующим (

). Подобные свойства определяют тесную связь модели со спиновыми стеклами. Критики отмечают, что подобная ориентация на физические системы делает модель несостоятельной с физиологической точки зрения (хотя в мозге существуют некоторые структурные единицы - колонки, связи между нейронами в которых не так уж далеки от симметричных). Однако, самое главное в таком подходе то, что простота архитектуры сети облегчает  имитацию с ее помощью богатого спектра явлений, которые могут быть соотнесены с реальными свойствами мозга.
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Рисунок 26. Архитектура сети Хопфилда. Связи с одинаковым весом обозначены одинаковыми линиями. Матрица соединений полносвязанная и симметричная. Самовоздействие нейронов отсутствует.

Асинхронная  динамика

Нейроны в модели Хопфилда, подобно спиновым переменным, могут принимать два состояния 

, а динамика состояний сети носит асинхронный характер (т.н. Глауберова динамика). В дискретные моменты времени t=1,2,... случайным образом выбирается один нейрон (k-ый) для которого вычисляется значение потенциала




При выполнении условия 

 состояние нейрона изменяется на противоположное: 

.

В другом варианте - последовательной динамике - перебор нейронов производится не случайным образом а циклически, но в каждый момент времени также может изменяться состояние лишь одного нейрона. Эти два варианта качественно отличаются от параллельной динамики, подразумевающей одновременное изменение состояний всех тех нейронов, для которых выполняется условие 

 (такова, например, динамика модели Литтла). Синхронизация моментов обновления состояний нейронов делает такую динамику подверженной "зацикливаниям".

В отличие от многослойных сетей, в которых входные и выходные нейроны пространственно разделены в модели Хопфилда все нейроны одновременно являются и входными, и скрытыми, и выходными. Роль входа в таких сетях выполняет начальная конфигурация активностей нейронов, а роль выхода - конечная стационарная конфигурация их активностей. 

Метрика пространства состоянний

Расстояние между состояниями сети можно измерять в т.н. метрике  Хэмминга. Если два вектора     

и 

  бинарные, то Хэммингово расстояние между ними определяется как количество различающихся компонент. Так, если векторы имеют вид b1=(1,0,0,0,1) и b2=(1,1,0,0,0), то Хэммингово расстояние между ними 

 будет равно двум, поскольку в точности две компоненты этих векторов (вторая и пятая) имеют различные значения. Формально, Хэммингово расстояние для таких (Булевых) векторов может быть определено как




В случае спиновых переменных, 

, принимающих значения (1, расстояние Хэмминга может быть переписано в виде




где 

- скалярное произведение, или перекрытие между векторами 

 и 

. Таким образом, минимальное Хэммингово расстяние между векторами со спиновыми переменными соответствует максимальному перекрытию между ними. 

Энергия состояния

Нетрудно показать, что описанная выше асинхронная динамика сети сопровождается уменьшением энергии сети, которая определяется следующим образом:



 .

Действительно, при изменении состояния одного 

-го нейрона его вклад в энергию изменяется с 

  на   

. Следовательно, 



.

В случае, когда нейрон имеют ненулевые пороги активации

, энергия состояния приобретает вид 

 + 

,  но вышеприведенный вывод остается в силе.

Поскольку число нейронов в сети конечно, функционал энергии ограничен снизу. Это означает, что эволюция состояния сети должна закончиться в стационарном состоянии, которому будет соответствовать локальный минимум энергии. В Хопфилдовской модели стационарные конфигурации активностей нейронов являются единственным типом аттракторов в  пространстве состояний сети. Мы можем представить динамику сети, сопоставив ее состояние с шариком, движущимся с большим трением в сложном рельефе с множеством локальных минимумов. Сами эти минимумы будут устойчивыми состояниями памяти, а окружающие точки на склонах - переходными состояниями. 
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Рисунок 27. Поведение состояния в сети Хопфилда аналогично движению шарика, скатывающегося со склона в ближайшую лунку. Начальное состояние шарика соответствует вектору, содержащему неполную информацию об образе памяти, которому отвечает дно лунки.

Такая динамика определяет главное свойство сети Хопфилда - способность восстанавливать возмущенное состояние равновесия - "вспоминать" искаженные или потерянные биты информации. Восстановление полной информации по какой-либо ее части - вспоминание по ассоциации - наделяет модель Хопфилда свойством ассоциативной памяти. (Далее в этой главе мы продемонстрируем, и более общие возможности сети Хопфилда.)

Ассоциативная память

Аттракторами сети Хопфилда являются стационарные состояния. Если начальная конфигурация 

мало отличается от одного из таких аттракторов сети 

(т.е. 

), то она быстро эволюционирует к этому ближайшему аттрактору, изменив состояния небольшого числа нейронов. Такой переход можно записать в виде 

. Можно проинтерпретировать это явление так, что состояние 

 содержит частичную, неполную информацию, которая, однако, достаточна для восстановление полной информации, кодируемой состоянием 

. Например, мы способны восстановить название города по неполному набору букв  В*нец*я. Такая память, в которой информация ищется не по формальному адресу (подобно поиску книги в библиотеке по ее шифру), а на основе частичной информации о ее содержании, называется адресованной по содержанию. Таким образом, модель Хопфилда может использоваться для имитации содержательно-адресованной или, иными словами, ассоциативной  памяти. 

Важным свойством такой памяти, представленной набором аттракторов сети, является ее распределеннсть. Это означает, что все нейроны сети участвуют в кодировании всех состояний памяти. Поэтому небольшие искажения значений отдельных весов не сказываются на содержании памяти, что повышает устойчивость памяти к помехам.

Конечно, ассоциативная память может быть реализована и без использования нейронных сетей. Для этого достаточно с помощью обычного компьютера осуществить последовательное сравнение внешнего стимула со всеми предварительно запомненными образами, выбрав из них тот, для которого Хэммингово расстояние до входного сигнала минимально. Однако сеть Хопфилда позволяет исключить перебор состояний памяти и осуществить эту процедуру параллельным способом, при котором время выборки из памяти не увеличивается с ростом числа запомненных образов. 

Обучение сети. Правило Хебба

Описанная сеть  действительно стала использоваться для моделирования ассоциативной памяти, поскольку уже в первой своей работе Хопфилд указал конструктивный метод построения синаптических связей между нейронами, который в некоторых случаях позволял запомнить любые заранее заданные состояния сети. 

Например, полезной была бы сеть, аттракторы которой, соответствовали бы векторам, кодирующим бинарные изображения подписей различных людей на чеке. Поскольку практически невозможно одинаково расписаться дважды, подобная сеть была бы незаменима при распознавании подписи, несмотря на ее естественные вариации. Если число различных типов подписей, которые должна распознавать сеть, равно P и образцы в некотором смысле типичных, наиболее вероятных или усредненных подписей различных людей кодируются векторами

, то желательно, чтобы именно эти векторы кодировали и аттракторы сети, которую мы собираемся использовать для классификации.

Хопфилд предложил использовать для решения этой задачи Хеббовское правило построения межнейронных связей.



    i ( j  ,    

,  i, j=1,...,N.
Это правило действительно гарантирует стационарность произвольно выбранных векторов 

 в случае, когда их число P  не превосходит примерно 5% от общего числа нейронов N. При больших значениях P некоторые из запоминаемых векторов 

 теряют свойство стационарности, а при превышении некоторого критического значения - емкости памяти - (

) стационарные состояния сети теряют всякую связь с ними, и сеть переходит из режима запоминания в режим спинового стекла, для которого характерно наличие очень большого числа аттракторов, далеких от любых запоминаемых векторов. Эти свойства модели Хопфилда были открыты с использованием математического аппарата статистической физики. Заинтересованный читатель может ознакомиться с этим подходом более подробно в последней, дополнительной, главе этой книги.

Аттракторам, не совпадающим с векторами 

, часто присваиваются такие негативные названия, как ложная или паразитная память, химеры, русалки и даже мусорная куча.  Подобное отношение вызвано тем, что при релаксации начального состояния  сети в одно из состояний ложной памяти интерпретировать результат распознавания становится затруднительно. Однако само  по себе появление таких непредвиденных аттракторов является замечательным свойством модели Хопфилда и свидетельствует о том, что она способна не просто на ассоциативную выборку запомненной информации, но также и на синтез новых образов. Можно сказать, что сеть активно преобразует исходную информацию, а не является пассивным хранилищем образов. Ниже мы покажем, как можно интерпретировать все аттракторы сети единым образом, и приведем примеры, когда т.н. ложная память играет позитивную роль. 

Модель Крика - Митчисона. Разобучение
В 1983 году в журнале Nature одновременно появились две публикации (Hopfield, Feinstein  & Palmer 1983 и Crick & Mitchison, 1983), в которых была описана процедура уменьшения доступа к состояниям ложной памяти и ее возможная биологическая интерпретация. Эта процедура, названная разобучением, применяется к уже обученной сети, в пространстве которой есть ложные состояния. Она предполагает многократное предъявление сети в качестве начальных состояний случайно сгенерированных векторов и прослеживание их эволюции вплоть до стационарного состояния 

, которое может принадлежать как истинной, так и ложной памяти. После этого связи в сети модифицируются следующим образом:

, где 

 - небольшая константа.

Хопфилд с коллегами установили, что применение такой процедуры к сети, обученной по правилу Хебба на наборе случайных векторов, приводит к увеличению и выравниванию доступности состояний, соответствующих запоминаемым образам, и снижению доступности состояний ложной памяти. Эти явления они объяснили тем, что в рассматриваемом случае состояниям ложной памяти соответствуют гораздо более “мелкие” энергетические минимумы, чем состояниям, соответствующим запоминаемым образом. Поэтому ложные состояния сильнее подвержены разобучению, которое выражается в “закапывании” энергетических минимумов, в которые попадает система. Выравнивание доступности состояний памяти объясняется тем, что  состояния с большими областями притяжения чаще притягивают случайный стимул и их область притяжения уменьшается быстрее, чем у состояний с меньшими сферами притяжения.

Крик и Митчисон, кроме того, предположили, что процесс, аналогичный разобучению, происходит в мозгу человека и животных во время фазы быстрого (парадоксального) сна, для которого характерны фантастические сюжеты (составленные из аналогов ложных образов). В этот период кора головного мозга постоянно возбуждается случайными воздействиями ствола мозга, и возникающие картины далеки от тех, которые дает сенсорный опыт. Разобучение при этом эффективно приводит к забыванию подобных парадоксальных картин и к увеличению доступа к  образам, соответствующим объектам внешнего мира. Гипотеза о роли быстрого сна была сформулирована Криком и Митчисоном в виде афоризма: “Мы грезим, чтобы забыть”.

Идея разобучения затем была развита другими исследователями. В одном из ее вариантов в качестве начальных состояний сети  предъявляются не случайные стимулы, а зашумленные случайным шумом запоминаемые образы. При этом, помимо разобучения сети финальным аттрактором, она слегка подучивается запоминаемым образом 




,    i ( j .

То есть, если образ памяти восстанавливается без ошибки, синаптические связи не модифицируются. Подобная модификация процедуры разобучения может существенно увеличить емкость памяти (с 

 до  

).

Активная память
Выделение сигнала из шума

Разобучение действительно улучшает запоминание случайных образов. Однако, например, для коррелированных образов доводы, приведенные в предыдущем разделе теряют свое значение. Действительно, если эти образы, например, являются слегка зашумленными вариантами одного образа-прототипа 

. Нетрудно показать, что в этом случае единственной зеркальной парой аттракторов в сети с Хеббовскими связями окажется пара 

. Это означает, что вся память, которой обладает сеть, оказывается ложной. Отсюда следует, в частности, что состояниям ложной памяти далеко  не всегда соответствуют неглубокие энергетические минимумы.

Этот пример показывает, что ложная память иногда не бесполезна, а преобразуя заучиваемые векторы, дает нам некоторую важную информацию о них. В данном случае сеть как бы очищает ее от случайного шума. Подобное явление характерно и для обработки информации человеком. В известном психологическом опыте людям предлагается запомнить изображения, каждое из которых представляет собой обязательно искаженный равносторонний треугольник. При контрольной проверке на значительно более широком наборе образов, содержащийся в них идеальный равносторонний треугольник опознается испытуемыми как ранее виденный. Такое явление называется выработкой прототипа. Именно эта аналогия использовалась нами при введении обозначения 

.

Минимальный базис

Состояния ложной памяти могут иметь и другие, не менее интересные формы. Рассмотрим, например, вариант модели Хопфилда, в котором состояния нейронов принимают значения 0 или 1. Подобная модель легко переформулируется в оригинальную, для которой состояниями являются спиновые переменные 

, путем переопределения порогов. Мы, однако, будем считать, что в нашей сети пороги всех нейронов отрицательны и бесконечно малы. Иначе говоря, динамика состояния нейрона определяется соотношениями 




Рассмотрим следующий набор векторов:



 = ( 0, 0, 1, 1, 1, 0, 1),    

 = ( 0, 1, 0, 1, 0, 0, 1),    

 = ( 1, 0, 0, 1, 0, 1, 1),

который используем для построения Хеббовской матрицы связей 







сети Хопфилда. Если найти все аттракторы этой сети (что нетрудно сделать в виду небольшой размерности пространства его состояний 27=128 ), то обнаружится, что помимо векторов

, 

, 

 стационарными являются состояния, описываемые векторами



= ( 1, 0, 0, 0, 0, 1, 0),   

= ( 0, 1, 0, 0, 0, 0, 0),  

= ( 0, 0, 1, 0, 1, 0, 0), 

= ( 0, 0, 0, 1, 0, 0, 1).

Векторы 

 сами по себе замечательны. Их единичные компоненты помечают кооперированные нейроны, то есть те из них, которые одновременно активны или одновременно пассивны во всех запоминаемых векторах 

. Если считать, что компоненты векторов 

кодируют некоторые признаки, то кооперированность некоторых нейронов означает, что некоторые признаки избыточны и могут быть заменены одним. Например, если в нашем примере первый нейрон кодирует такое свойство, как пол, а шестой - наличие бороды, то практически со стопроцентной вероятностью они могут быть заменены одним нейроном, о чем сигнализирует вектор 

.

Векторы 

, кроме того, образуют так называемый минимальный базис. А именно, это минимальное число векторов, с помощью линейной комбинации которых могут быть представлены все запоминаемые векторы




Кроме того, все стационарные состояния сети, в Хеббовские связи которых записаны векторы 

, также обязательно должны разлагаться по векторам минимального базиса. Это означает, что если некоторые нейроны кооперированы в векторах 

, то они должны кооперироваться и во всех аттракторах сети.

Используя векторы минимального базиса можно получить новый вид недиагональных элементов Хеббовской матрицы связей 



,

где



.

С помощью этого представления можно получить необходимые условия стационарности  состояний сети. В частности, условие того, что сеть будет генерировать в качестве аттракторов векторы минимального базиса, легко формулируется в терминах матричных элементов  

. Именно, 

му вектору базиса 

 будет соответствовать стационарное состояние тогда и только тогда, когда все недиагональные элементы 

й строки матрицы 

будут строго отрицательными.

Для рассмотренного нами выше примера эта матрица имеет вид



,

из которого с очевидностью следует стационарность всех векторов минимального базиса.

Метод Кинцеля. Уничтожение фрустрированных связей.

“Ложная память” имеет интересный нетривиальный смысл и в случае использования других правил обучения, минимизирующих энергию нейронных сетей.

Одно из них было предложено в 1985 году Кинцелем, который основывал свои рассуждения на реальном наблюдении, согласно которому у ребенка в первые несколько лет жизни отмирает большое число синапсов, хотя именно в это время он учится и усваивает огромное количество информации (Kinzel, 1985). Подобное явление подсказало Кинцелю следующий метод обучения. Возьмем полностью неорганизованную сеть нейронов 

 с нулевыми порогами и связями, величины которых имеют Гауссово распределение с нулевым средним, и ликвидируем в ней все фрустрированные в векторах памяти соединения. То есть для всех запоминаемых векторов 

 обнуляются все связи, для которых 

. В результате получается сеть, в которой все состояния кодируемые векторами 

, очевидно, будут стационарными. 

Требование нефрустрированности каждой связи для всех запоминаемых векторов, конечно, очень сильное. Для слабо коррелированных образов приходится уничтожать так много межнейронных соединений, что в полученной слабосвязанной сети почти все состояния оказываются стабильными, т.е. появляется большое число “ложных” образов. (Если нейроны вообще не связаны - 

, то все возможные состояния сети стационарны). Положение улучшается, если запоминаемые векторы коррелированы друг с другом. Количество стационарных состояний при этом уменьшается, что было продемонстрировано Кинцелем в ходе компьютерного моделирования. Тем не менее, полное число стационарных состояний не может быть уменьшено до набора запоминаемых векторов. Минимальная память в этой сети представляет собой все возможные комбинации векторов минимального базиса, за исключением тех из них, в которых коррелируют состояния нейронов, антикоррелирующие в запоминаемых векторах. Сеть с такой минимальной памятью может быть получена с помощью простой модификации метода уничтожения фрустрированных связей, который стартует с сети, у которой величины всех синаптических связей положительны и равны между собой, и не уничтожает, а инвертирует знак связи, фрустрированной во всех запоминаемых состояний. В примере, иллюстрируемом приводимым ниже рисунком, 
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Рисунок 28. Слева - состояния, запоминаемые в сети Кинцеля . Справа - “ложные” образы.

в сети из 168 нейронов, организованных в двумерную структуру, запоминаются три образа: (ТФ__) (ТФА_) и (__АК). “Ложными” образами для сети с минимальной памятью будут при этом: пустое поле (____); (__А_); (___К) и их негативы. Невозможно раздельное появление в образе памяти (Т___) и (_Ф__), так как им соответствует один вектор минимального базиса. Невозможно также появление стационарного состояния (ТФ_К), так как в заучиваемых образах присутствие (ТФ__) исключает присутствие (___К) и наоборот.

Неустранимость ложной памяти. Запрещенные наборы,

Мы рассмотрели Хеббовское и Кинцелевское правила построения синаптических связей и убедились, что соответствующие сети демонстрируют нетривиальное отображение множества заучиваемых образов на множество аттракторов сети. В частности, ряд аттракторов далеки от заучиваемых образов и квалифицируются как ложная память. Возникает естественный вопрос о существовании такого метода обучения, который вообще бы устранял дополнительную память. 

Оказывается, что ответ на него в общем случае отрицательный. Имеются такие наборы образов, что какую бы матрицу синаптических связей и пороги нейронов, гарантирующие их стационарность, мы не выбрали, в сети с неизбежностью возникнут иные аттракторы. 

В частности, уже в сети из трех нейронов невозможно обеспечить стационарность только следующих четырех состояний: (0,0,0), (1,1,0), (1,0,1) и (0,1,1) или симметричного набора состояний. Такие наборы векторов, которые не могут составлять и исчерпывать память сети, называют запрещенными. Можно показать, что для сети из трех нейронов два приведенных выше множества векторов исчерпывают все запрещенные наборы образов. 

В сети из четырех нейронов не реализуемы уже 40 наборов векторов, но все они могут быть получены всего из двух независимых наборов преобразованием однотипности - перестановками переменных и инверсией. Такая тенденция является обнадеживающей с точки зрения возможностей сетей к запоминанию образов, поскольку доля не реализуемых функций падает. Однако сети, аттракторы которых сконструированы заранее, могут имитировать только ассоциативную память, не создающую новой информации. Нас же сейчас интересует как раз эффект обобщения, присущий рекуррентным сетям, так же как и обычным персептронам.

Версии протитипа
Итак, структура аттракторов в модели Хопфилда может допускать различные содержательные интерпретации. В том случае, когда она совпадает со структурой запоминаемых образов, мы говорим об ассоциативной памяти (пассивной). Если, напротив, в сети формируется единственный аттрактор, в каком-то смысле являющийся прототипом этих образов, то проявляется способность сети к обобщению (generalization). В общем же случае структура аттракторов сети настолько сложна, что на первый взгляд не допускает какой-либо наглядной трактовки. Действительно, такая трактовка должна быть настолько универсальной, чтобы включать режимы запоминания и обобщения в качестве предельных случаев. Тем не менее, она возможна и опирается на рассуждения, которые приводятся в данном разделе.

Начнем с рассмотрения сети Хопфилда, в память которой, согласно правилу Хебба, записан только один образ 

. В этом случае синаптические связи определяются выражением                               



У такой сети есть только два зеркально симметричных стационарных состояния 

. Если она перейдет в одно из них, то величина энергии в минимуме составит 




Заметим, что все связи в сети дают в энергию одинаковый отрицательный вклад и поэтому являются не фрустрированными. Напомним, что условием фрустрации связи в состоянии сети

 является неравенство 

.

Именно это условие не выполняется ни для одной связи в сети с записанным единственным образом. Мы можем трактовать подобную ситуацию так, что сеть с одним записанным в нее образом точно воспроизводит его в виде своего аттрактора (с точностью до зеркального отражения), и если мы выберем в этой сети случайную связь, то вероятность ее фрустрации будет равна нулю.

Таким образом, сеть Хопфилда идеально приспособлена для хранения единственного образа.

Рассмотрим теперь следующую систему (см. Рисунок 29). Пусть в Хопфилдовской сети-передатчике (слева) записан единственный образ 

, который нам неизвестен. Этот образ многократно передается в Хопфилдовскую сеть-приемник (справа) в виде сообщения через канал с шумом. При его прохождении образ 

 искажается так, что некоторые компоненты кодирующего его вектора меняют свой знак на противоположный. 
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Рисунок 29. Вверху: интерпретация стационарных состояний в сети Хопфилда как локально наиболее правдоподобных версий сообщения, многократно переданного сетью-передатчиком в сеть-приемник через канал с шумом. Внизу: сети с записанным единственным сообщением прототипом (слева) и со всеми  искаженными версиями этого сообщения (справа).

Задача сети-премника состоит в том, чтобы имея P полученных сообщений 

 восстановить исходное сообщение 

. Исходя из полученных сообщений, оценим вероятность того, что в исходном сообщении компоненты 

 и 

 имеют одинаковое или противоположные значения. Для этого нужно просто подсчитать, в скольких из P сообщений произведения 

 положительны или отрицательны и отнести это число к полному числу сообщений. Формально эти вероятности можно записать как 



.

Вспоминая выражение для правила Хебба, убеждаемся что если сообщения 

, полученные сетью-приемником, сформируют свои связи в соответствие с ним, то тогда



.

Используя последнее соотношение, преобразуем выражение для энергии состояния 

 в сети-приемнике к виду



.

Поскольку мы не знаем точного вида сообщения 

, записанного в связях сети-передатчика, то мы не знаем и величин этих связей. Однако, мы можем задаться следующим вопросом: если состояние сети-передатчика совпадает с состоянием сети-приемника 

, то какова вероятность, что случайно выбранная связь в сети-передатчике окажется фрустрированной. Легко увидеть, что эта вероятность равна



.

Таким образом, энергия состояния сети-приемника с точностью до постоянных множителя и слагаемого совпадает с вероятностью фрустрации случайно выбранной связи в сети-передатчике, оцененной по полученным от нее сообщениям.

Однако в сети-передатчике записано лишь одно сообщение, и вероятность фрустрации связей в ней равна нулю. Но поскольку ни сообщение, ни соответствующие ему связи сети-передатчика нам не известны, мы можем лишь пытаться найти такое состояние сети-приемника, которое хотя бы локально минимизирует эту вероятность. Подобные состояния были бы локально наилучшими версиями сообщения, посылаемого сетью-передатчиком. А так как вероятность нахождения фрустрированной связи в передатчике связана с энергией состояния в  приемнике, то такими наилучшими версиями как раз и окажутся состояния, соответствующие энергетическим минимумам сети-приемника. Таким образом, все аттракторы сети Хопфилда, связи которой сформированы согласно правилу Хебба, исходя из набора обучающих векторов 

, могут трактоваться как наиболее вероятные версии некоторого сообщения, переданного P раз через канал с шумом и представленных заучиваемыми векторами.

Подобный подход устраняет деление состояний памяти на истинные и ложные, давая им единую интерпретацию. В такой трактовке функционирование сети Хопфилда в качестве пассивной памяти соответствует случаю, когда шум в канале очень велик, т.е. все принимаемые сетью сообщения некоррелированы. Это не дает ей возможности выделить из них сообщения и, рассматривая их как равноправные его версии, сеть генерирует аттрактор в каждой точке N-мерного пространства 

. Если же, напротив, шум в канале невелик, т.е. все запоминаемые векторы мало отличаются от передаваемого сообщения, в сети вырабатывается его единственная версия. 

Хотя первоначально сеть Хопфилда привлекалась для объяснения свойств ассоциативной памяти, можно привести множество различных примеров ее применения и для выделения зашумленного сигнала-прототипа. В качестве одного из таких примеров мы рассмотрим один - поиск промоторов в ДНК 

Пример: поиск промоторов в ДНК 

Промоторами называются области четырехбуквенной последовательности ДНК (построенной из нуклеотидов A,T,G,C), которые предшествуют генам. Эти области состоят из 50-70 нуклеотидов и распознаются специальным белком РНК-полимеразой. Полимераза связывается с промотором и транскрибирует ее (расплетает на две нити). У кишечной палочки, например, обнаружено около трехсот различных промоторов. Несмотря на различие, эти области имеют некоторые похожие участки, которые представляют собой как бы искажения некоторых коротких последовательностей нуклеотидов (например, бокс Гильберта - TTGACA и бокс Прибноу - TATAAT). Поэтому основные методы распознавания промоторов основываются на представлении  о консенсус-последовательности: некотором идеальном промоторе, искажениями которого являются реальные промоторы. Близость некоторой последовательности к консенсус-последовательности оценивается  по значению некоторого индекса гомологичности. Очевидно, что представление о версии-прототипа в теории минимизирующих энергию нейронных сетей прямо соответствует представлению о консенсус-последовательности. 
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Рисунок 30. Идеальный промотор - консенсус-последовательность (в середине) является аналогом единственной версии прототипа - аттрактора в сети Хопфилда, выработанной в ней при записи зашумленных сообщений (аналогов реальных промоторов: сверху и снизу). Аналогом гомологического индекса, определяющего близость реальных промоторов к консенсус-последовательности, является энергия состояния сети. 

Поэтому сеть Хопфилда, например, может непосредственно использоваться для ее поиска. Более того, оказывается, что энергия состояния сети может использоваться в качестве аналога гомологического индекса при оценке близости последовательности промотора к консенсус-последовательности. Такой подход позволил создать новый, весьма эффективный нейросетевой метод поиска промоторов. Аналогичный подход может использоваться для поиска скрытых повторов в ДНК и реконструкции эволюционных изменений в них.

Хотя молекулярная генетика представляет собой достаточно специфическую область применения методов обработки информации, она часто рассматривается как показательный пример приложений такой информационной технологии, как Извлечение Знаний из Данных (Data Mining). Применение для этих целей нейросетевых методов мы рассмотрим более подробно в отдельной главе.

Пустые классы
Активная кластеризация

Итак, мы установили, что преобразование информации рекуррентными нейронными сетями минимизирующими энергию может приводить к появлению в их пространстве состояний аттракторов, далеких по форме от образов внешнего для сети окружения. Таким образом, в отличие от рассмотренной в прошлой главе кластеризации, осуществляемой сетями без обратных связей, появляется возможность использовать рекуррентные сети для активной кластеризации, при которой сеть "творчески" относится к входным векторам, осуществляя нетривиальные обобщения поступающих на ее вход сигналов.

Теоретическим основанием такой активной кластеризации является отмеченное выше наблюдение, что все устойчивые состояния сети Хопфилда могут быть проинтерпретированы единым образом, как локально наилучшие версии одного сообщения, переданного через канал с шумом. Если предъявить сети эти сообщения, использованные для формирования ее связей, в качестве начальных состояний, она расклассифицирует их, отнеся к той или иной версии прототипа. (Такая классификация при асинхронной динамике будет в общем случае нечеткой - одно и то же начальное состояние в разных попытках может эволюционировать к разным аттракторам). 

Однако если исследовать все пространство состояний сети, предъявляя ей не ранее заучиваемые, а случайно сгенерированные векторы, то в нем могут обнаружиться такие аттракторы, которые не притягивают ни одного вектора из заучиваемого набора. Подобные аттракторы можно назвать пустыми классами, сформированными сетью. Понятие пустого класса не совпадает с понятием ложного состояний памяти. Последние не всегда описывает пустой класс. Например, когда в сети на основе слегка искаженных сообщений генерируется единственная версия сообщения, не совпадающая ни с одним из них (ложное состояние), но притягивающее все полученные сообщения (не пустой класс).




Рисунок 31. Пространство состояний сети с пустыми классами.

Аттракторы, являющиеся центрами притяжения состояний, относящихся к пустым классам, предоставляют нам совершенно новую информацию. Действительно, они предсказывают существование новых классов объектов, которые не имеют своих представителей в полученных сетью сообщениях. 

Известным примером такой предсказательной категоризации является периодическая система элементов Менделеева, в которой изначально были определены три пустые клетки для впоследствии обнаруженных новых химических элементов. Итак, минимизирующие энергию нейронные сети типа сети Хопфилда могут использоваться для предсказания существования новых классов объектов. 

Анализ голосований

В качестве иллюстрации приведем результаты кластеризации данных по голосованиям в ООН в 1969-1970гг. В данном примере анализировались голосования по 14 резолюциям для 19 стран. Сеть, производившая кластеризацию стран по степени схожести их голосований, состоит из 

 нейронов, состояния которых представляют картину голосования одного из участников по отобранным 14 резолюциям (да и нет соотносились с бинарными состояниями нейронов). Этой сети предъявлялись результаты голосований 19 стран - членов ООН, которые сформировали матрицу связей сети по правилу Хебба. Результаты категоризации входных векторов (а тем самым - и соответствующих стран), этой нейронной приведены в таблице: 
Таблица 8. Кластеризация результатов голосований в ООН

	Группа 1
	   ранг
	Группа 2
	    ранг
	 Группа 3
	    ранг
	 Группа 4
	  ранг

	  США
	0
	Югославия
	2
	Болгария
	4
	    ???
	 0

	Новая Зеландия
	2
	Кения
	2
	СССР
	5
	
	

	Великобритания
	3
	ОАР
	2
	Сирия
	6
	
	

	Албания
	4
	Дагомея
	9
	Танзания
	7
	
	

	Бразилия
	5
	Сенегал
	9
	
	
	
	

	Норвегия
	5
	
	
	
	
	
	

	Мексика
	6
	
	
	
	
	
	

	Швеция
	7
	
	
	
	
	
	

	Венесуэла
	8
	
	
	
	
	
	

	Франция
	9
	
	
	
	
	
	


Все используемые при обучении страны разделились на три легко интерпретируемых класса (условно: “капиталистические”, “неприсоединившиеся” и “социалистические”), то есть кодирующие их голосования векторы-состояния эволюционируют к одному из трех стационарных состояний (локально наилучших версий прототипа “страна - член ООН”). Хэммингово расстояние от соответствующих состояний до притягивающих их аттракторов приведено в колонках “ранг”. 

У сети, однако, имеется и четвертое стационарное состояние, не притягивающее ни один из 19 образов, используемых при построении матрицы связей сети. Это состояние может рассматриваться как описывающее совершенно новую группу стран, в которую не входят ни одна из рассматриваемых. Мы можем описать эту группу, изучив вид соответствующего аттрактора - центра пустого четвертого класса. Действительно, такое изучение легко выявляет тот факт, что представители этого нового класса должны были бы иметь по сравнению с учтенными странами совершенно особое мнение при голосовании по корейскому вопросу. Учитывая то, что ни Южная, ни Северная Корея до сих пор не представлены в ООН, интерпретация этого класса является прозрачной. Очевидно, что подобный подход может использоваться при анализе экономических, социологических, демографических и других данных. В частности он может использоваться для поиска новых потенциальных и свободных мест на рынках, в политическом спектре и пр.
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Нейросетевая оптимизация

 Комбинаторная оптимизация и NP-полные задачи. Сеть Хопфилда решает задачу коммивояжера . Метод иммитации отжига. Оптимизация и сети Кохонена. Растущие нейронные сети. Другие “биологические” методы.

( В Смеральдине, городе на воде, сеть каналов накладывается и пересекается с сетью улиц. Чтобы добраться от одного места к другому, всегда можно выбрать между сухопутной дорогой и лодкой, но поскольку в Смеральдине самый короткий путь пролегает не по прямой линии, а по зигзагообразной, ....
Итало Кальвино. Незримые города

Сети минимизирующие энергию, рассмотренные в предыдущей главе, при релаксации к одному из своих стационарных состояний решают, по существу, оптимизационную задачу - поиск минимума определенной функции своего состояния - энергии. Следовательно, и ассоциативную выборку информации, и выявление прототипов можно сформулировать как частный случай задачи оптимизации. В целом же, оптимизационные задачи представляют собой широкий класс задач, часто встречающихся на практике, в частности, в экономике и бизнесе. В этой главе мы покажем как нейросети можно приспособить к решению таких задач на примере очень важного класса задач комбинаторной оптимизации. Такие задачи, кроме прочего, позволят нам познакомиться с новыми методами оптимизации, отличающимися от градиентных методов, лежащих в основе обучения методом backpropagation.

Комбинаторная оптимизация и задача коммивояжера
В задачах комбинаторной оптимизации требуется найти наилучшее из конечного, но обычно очень большого числа возможных решений. Если задача характеризуется характерным числом элементов  (размерностью задачи), то типичное число возможных решений, из которых предстоит сделать выбор, растет экспоненциально - как 

 или еще скорее - как 

 (напомним, что согласно известной формуле Стирлинга 

, для достаточно больших 

). 

Это свойство делает простой метод перебора всех вариантов, в принципе гарантирующий решение при конечном числе альтернатив, чрезвычайно неэффективным, т.к. такое решение требует экспоненциально большого времени. Эффективными же признаются решения, гарантирующие получение ответа за полиномиальное время, растущее как полином с ростом размерности задачи, т.е. как 

.
 

· Различие между полиномиальными и экспоненциальными алгоритмами восходит к фон Нейману (von Neumann, 1953)
Задачи, допускающие гарантированное нахождение оптимума целевой функции за полиномиальное время, образуют класс 

. Этот класс являюется подклассом более обширного класса 

 задач, в которых за полиномиальное время можно всего лишь оценить значение целевой функции для конкретной конфигурации, что, естественно, гораздо проще, чем выбрать наилучшую из всех конфигураций. До сих пор в точности не известно, совпадают ли эти два класса, или нет. Эта проблема, 

, о которую сломано уже немало математических копий. Если бы эти классы совпадали, для любой задачи комбинаторной оптимизации, точное можно было бы гарантированно найти за полиномиальное время. В такой "подарок судьбы" никто не верит, и практически разрешимыми считаются задачи, допускающие полиномиальное решение хотя бы для типичных (а не наихудших) случаев. Такова, например, общая задача линейного программирования. 

Для более трудных задач достаточно было бы и более слабого условия - нахождения субоптимальных решений, локальных минимумов целевой функции, не слишком сильно отличающихся от абсолютного минимума. Нейросетевые решения как раз и представляют собой параллельные алгоритмы, быстро находящие субоптимальные решения оптимизационных задач, минимизируя целевую функцию в процессе своего функционирования или обучения. 

Самые трудные задачи класса 

 называют 

-полными. Это название объясняется тем, что если бы удалось доказать, что существует полиномиальное решение такой задачи, то такое решение существовало бы и для любой другой задачи класса 

, т.е. классы 

 и 

 совпадали бы. Поскольку, как уже говорилось, такой сценарий крайне маловероятен, именно для таких проблем наиболее важен поиск субоптимальных решений. 

Все 

-полные задачи одинаково сложны (поскольку все они сводятся друг к другу за полиномиальное время), и методы решения любой из них можно применять также и к другим задачам комбинаторной оптимизации. Поэтому нам в этой главе достаточно сосредоточиться на одной такой задаче. Исторически наиболее исследованной и популярной задачей такого рода (своего рода "мушкой дрозофилой" комбинаторной оптимизации), которая используется для сравнения различных алгоритмов, стала задача коммивояжера. 

В классической постановке, коммивояжер должен объехать 

 городов по замкнутому маршруту, посетив каждый из них лишь однажды, таким образом, чтобы полная длина его маршрута была минимальной. Если решать задачу коммивояжера “в лоб” - перебором всех замкнутых путей, связывающих 

городов, то придется проверить все 

 возможных маршрутов. Будучи 

-полной, задача коммивояжера не имеет практически реализуемого точного решения. На примере этой задачи мы ниже и рассмотрим различные методы ее приближенного решения с помощью нейросетей.

Оптимизация и сеть Хопфилда
В 1985г. Хопфилд и Танк предложили использовать минимизирующие энергию нейронные сети для решения задач оптимизации (Hopfield & Tank, 1985). В качестве примера они, естественно, рассмотрели задачу коммивояжера.

Для решения этой задачи с помощью нейронной сети Хопфилда нужно закодировать маршрут активностью нейронов и так подобрать связи между ними, чтобы энергия сети оказалась связанной с полной длиной маршрута. Хопфилд и Танк предложили для этого следующий способ.

Рассмотрим сеть, состоящую из 

 бинарных нейронов, состояния которых мы обозначим 

 

, где индекс 

 кодирует город, а индекс 

 - номер города в маршруте (см. Рисунок 32). Если обозначить через 

 расстояние между 

-м и

-м городами, решение задачи коммивояжера сводится к минимизации целевой функции




при дополнительных условиях



 и 

,

первое из которых говорит о том, что любой город в маршруте встречается лишь однажды, а второе - что маршрут проходит через каждый город.

Общий подход к ограничениям в задачах оптимизации состоит в том, что в итоговый функционал, подлежащий минимизации, включаются штрафные члены, увеличивающие целевую функцию при отклонении от накладываемых ограничений. В данном случае в качестве энергии состояния сети можно выбрать функционал 
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где т.н. множитель Лагранжа 

 регулирует строгость соблюдения дополнительных условий в конечном решении.
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Рисунок 32. Слева - один из возможных маршрутов коммивояжера в случае задачи с 5 городами. Справа - кодировка этого маршрута состояниями 25 бинарных нейронов.

Осмысленному решению будет соответствовать стационарное состояние сети, в котором лишь N нейронов сети будут активными (

) и в каждом столбце и в каждой строке матрицы 

 будет находиться один и только один единичный элемент.

Величина множителя Лагранжа 

 регулирует “торг” между поиском маршрута минимальной протяженности и осмысленностью вида самого маршрута. Частное решение, соответствующее локальному минимуму функционала 

, может быть осмысленным (второе слагаемое обращаются на нем в ноль), но первое слагаемое (длина маршрута) для него, возможно будет слишком велико. Наоборот, длина маршрута может быть достаточно мала, но одно из оставшихся слагаемых будет ненулевым и маршрут окажется не интерпретируем или недостаточен (например, проходит не через все города).

После того, как минимизируемая целевая функция для задачи коммивояжера построена, можно определить, какие связи в нейронной сети Хопфилда следует выбрать, так чтобы функционал энергии состояния в ней совпал с этой функцией. Для этого достаточно приравнять выражение для 

 к энергии рекуррентной сети:



.

Таким образом находятся значения синаптических связей в сети:




и значений порогов нейронов

. Общее число весов в сети - порядка 

.

· Сети Поттса. Значительного продвижения в эффективности нейросетевой оптимизации можно добиться, выбрав более сложный тип нейронов - т.н. Поттсовские нейронны - для более естественного представления условий задачи в терминах нейросети (Gilsen et al., 1989). Поттсовский нейроны принимают одно из N значений, что можно описать N-вектором 

, в котором единица помечает принимаемое им значение. Если при решении задачи коммивояжера сопоставить таким нейронам города, а их состояния соотнести с номером города в туре, то условие посещения города лишь однажды будет гарантировано автоматически. 

После того как сеть построена, можно, стартуя со случайного начального состояния, проследить ее эволюцию к стационарной конфигурации, которая может дать если не оптимальное, то, по крайней мере, хорошее решение задачи. К сожалению, в описанном виде сеть чаще всего "застревает" в локальном минимуме относительно далеком от оптимума.

Для улучшения ситуации Хопфилд и Танк предложили использовать сети с непрерывными (аналоговыми) нейронами, принимающими любые значения в интервале 

.
 В качестве тестовых они использовали задачи с 10 и 30 городами. В первом случае сеть в 20 попытках 16 раз эволюционировала к состояниям, описывающим осмысленный маршрут и в 10 случаях давала один из двух возможных оптимальных маршрутов. Поскольку для задачи с 

 городами полное число всевозможных маршрутов равно 

(делитель 2N возникает вследствие инвариантности маршрута относительно циклического  сдвига и обращения направления движения), то в задаче с 10 городами оно составляет 181440. Таким образом, выигрыш при использовании сети, по сравнению со случайным выбором составляет 105. В случае задачи с 30 городами полное число маршрутов приблизительно равно 4.4x1030. Экономия, даваемая сетью, составила в этом случае 1022. В дальнейшем было показано, что использование сети Кохонена дает лучшие результаты при решении той же задачи. Однако, поскольку на практике (в робототехнике, при проведении стыковки космических аппаратов, в автоматической навигации) необходимо быстро находить хорошее, но не обязательно лучшее решение, то при электронной реализации аналоговая сеть Хопфилда дает исключительно эффективное решение задач оптимизации.

В дальнейшем разные исследователи выявили и другие особенности описанного подхода. Было показано, что недостатком оригинальной схемы Хопфилда и Танка является то, что простейшая сеть Хопфилда имеет тенденцию включать в маршрут ближайшие друг к другу города. Это происходит из-за того, что в определяющую длину маршрута часть функции Ляпунова входят парные произведения состояний нейронов сети. В результате, с увеличением числа городов маршрут, предлагаемый сетью, как правило, распадается на локально оптимальные участки, соединение которых, однако, далеко от оптимального. Ситуацию можно улучшить, если стимулировать сеть находить, например, локально наилучшие тройки городов. Для этого основная часть функции Ляпунова может быть представлена в виде



.

Однако, сети, динамика которых направляется такой функцией Ляпунова, должны состоять из более сложных нейронов, нелинейно суммирующих внешние воздействия - нейронов высокого порядка (в данном случае - второго):



.

Купер показал, что использование таких сетей значительно улучшает результаты поиска оптимального решения. Так для 

 такая сеть вдвое чаще находит оптимальное решение, чем обычная сеть Хопфилда. Повышение порядка сети приводит к дальнейшему увеличению улучшению найденных сетью решений.

Отметим в заключение, что мы упомянули только о небольшой части разработанных к настоящему времени способов улучшения свойств минимизирующих энергию нейронных сетей при решения задач оптимизации. 

Имитация отжига
В предыдущем разделе мы заметили, что переход от бинарных нейронов к аналоговым значительно улучшил свойства решения. Аналогичного эффекта можно добиться используя по-прежнему бинарные нейроны, но заменив детерминистскую динамику стохастической, характеризуемой некоторой эффективной температурой 

. При этом среднее значение состояния нейрона также будет лежать в допустимом интервале 

. 

Положительная роль температуры заключается в том, что шум позволяет системе покидать локальные минимумы энергии и двигаться в сторону более глубоких энергетических минимумов. Соответствующий (не нейросетевой) алгоритм оптимизации был предложен в 1953 г. и получил название имитации отжига (Metropolis et al., 1953). Этот термин происходит от названия способа выжигания дефектов в кристаллической решетке. Атомы, занимающие в ней неправильное место, при низкой температуре не могут сместиться в нужное положение - им не хватает кинетической энергии для преодоления потенциального барьера. При этом система в целом находится в состоянии локального энергетического минимума. Для выхода из него металл нагревают до высокой температуре, а затем медленно охлаждают, позволяя атомам занять правильные положения в решетке, соответствующее глобальному минимуму энергии.

Субоптимальное решение некоторой задачи оптимизации, например, задачи коммивояжера, также может рассматриваться как решение в котором имеются дефекты - неправильные части маршрута. Лин и Кернигэн (Lin & Kernigan, 1973) ввели элементарные операции изменения текущего решения, такие как перенос (часть маршрута вырезается и вставляется в другое место) и обращение (выбирается фрагмент маршрута и порядок прохождения городов в нем меняется на обратный). При применении одной из этих операций происходит изменение маршрута с 

 на 

, и значение минимизируемого функционала меняется на 

. В соответствии с принципами термодинамики, это изменение принимается с вероятностью




где Т - эффективная температура. Таким образом в методе отжига с некоторой вероятностью допускается переход системы в состояния с более высокой энергией. Эта вероятность тем выше, чем выше эффективная температура. Поиск минимума начинается с некоторого начального маршрута при высоком значении температуры. По мере эволюции состояния системы эта температура медленно снижается (для примера - на 5% после осуществления 

 элементарных операций изменения маршрута). Поиск продолжается до тех пор, пока система не захватывается энергетическим минимумом, из которого она уже не может выйти за счет тепловых флуктуаций. Многочисленные исследования показали, что метод имитации отжига является очень эффективным способом получения решений близких к оптимальному и часто служит эталоном сравнения для нейросетевых подходов. Заметим, однако, что при реализации “в железе” нейросетевой подход все равно оказывается вне конкуренции по скорости получения решения.

Метод эластичной сети
Иной подход к решению задачи коммивояжера использовали в 1987 году Дурбин и Уиллшоу (Durbin & Willshaw, 1987). Хотя они явно и не использовали в своей работе понятия искусственной нейронной сети, но в качестве отправной точки упоминали об аналогии с   механизмами установления упорядоченных нейронных связей. Исследователи предложили рассматривать каждый из маршрутов коммивояжера как отображение окружности на плоскость, так что в каждый город на плоскости отображается некоторая точка этой окружности. При этом требуется, чтобы соседние точки на окружности отображались в точки, по возможности ближайшие и на плоскости. Алгоритм стартует с помещения на плоскость небольшой окружности (кольца), которая неравномерно расширяясь проходит практически около всех городов и, в конечном итоге, определяет искомый маршрут. Каждая точка расширяющегося кольца движется  под действием двух сил: первая перемещает ее в сторону ближайшего города, а вторая смещает в сторону ее соседей на кольце так, чтобы уменьшить его длину. По мере расширения такой эластичной сети, каждый город оказывается ассоциирован  с определенным участком кольца. 

Вначале все города оказывают приблизительно одинаковое влияние на каждую точку маршрута. В последующем, большие расстояния становятся менее влиятельными, и каждый город становится более специфичным для ближайших к нему точек кольца. Такое постепенное увеличение специфичности, которое, конечно, напоминает уже знакомый нам метод обучения сети Кохонена, контролируется значением некоторого эффективного радиуса 

. Если обозначить через

 вектор, определяющий положение 

-го города на плоскости, а 

 -координату 

-й точки на кольце, то закон изменения последний имеет вид



,

где параметры 

 определяют относительное воздействие на точку 

 описанных выше двух сил. Коэффициенты 

, определяющие воздействие 

-го города на 

-ю точку кольца, являются функцией расстояния 

 и параметра 

. Эти коэффициенты нормированы так, что полное воздействие каждого из городов оказывается одинаковым:



,

где 

 - положительная, ограниченная и убывающая функция d, приближающаяся к нулю при 

  Если в качестве этой функции выбрать  распределение Гаусса 

, то можно определить функцию Ляпунова



,

которая минимизируется в ходе динамического изменения параметров кольца.

Дурбин и Уиллшоу показали, что для задачи с 30 городами, рассмотренной Хопфилдом и Танком, метод эластичной сети генерирует наикратчайший маршрут примерно за 1000 итераций. Для 100 городов найденный этим методом маршрут лишь на 1% превосходил оптимальный.
Оптимизация с помощью сети Кохонена. 

Успех применения метода эластичной сети для решении задачи коммивояжера был оценен Фаватой и Уолкером, понявшими, что в нем, по сути, используется отображение двумерного распределения городов на одномерный кольцевого маршрута (Favata & Walker, 1991). Поскольку в наиболее общем виде такой подход был сформулирован Кохоненом, то использование его самоорганизующихся карт для оптимизации оказалось вполне естественным. Сеть Кохонена позволяет обеспечить выполнение условия, которому должен удовлетворять хороший маршрут в задаче коммивояжера: близкие города на плоскости должны быть отображены на близкие в одномерном маршруте.

Алгоритм решения задачи следует из оригинальной схемы Кохонена, в которую вносятся лишь небольшие изменения. Используется сеть, состоящая из двух одномерных слоев нейронов (т.е. содержащая лишь один слой синаптических весов). Входной слой состоит из трех нейронов, а выходной - из N (по числу городов). Каждый нейрон входного слоя связан с каждым выходным нейроном. Все связи вначале инициируются случайными значениями. Для каждого города входной 3-мерный вектор формируется из двух его координат на плоскости, а третья компонента вектора представляет из себя нормирующий параметр, вычисляемый так, чтобы все входные вектора имели одинаковую Евклидову длину и никакие два вектора не были бы коллинеарны. Это эквивалентно рассмотрению двумерных координат городов, как проекций трехмерных векторов, лежащих на сфере. Обозначим через 

 3-мерный вектор синаптических связей, связывающих j-й выходной нейрон с входными нейронами. Если 

- трехмерный входной вектор, определяющий i -й город, то активация j-го выходного нейрона при подаче 

 на вход определяется скалярным произведением (

,

). Выходной нейрон, для которого это произведение максимально, называется образом города. 

Алгоритм формирования маршрута формулируется следующим образом. Выбираются значения для параметра усиления 

 и радиуса взаимодействия r. Следующий цикл выполняется вплоть до выполнения условия 

.

1)  Выбирается случайный город с.

2)  Определяется номер образа города в выходном слое - 

.

3)  Векторы связей 

, соединяющих нейрон 

, и всех его 2r близлежащих соседей справа и слева: j = 

- r,    

- r +1, ..., 

, ..., 

+ r - 1, 

+ r  модифицируются следующим образом:



,

где 

 - Евклидова норма вектора 

. Для устранения концевых эффектов слой выходных нейронов считается кольцевым, так что N-й нейрон примыкает к первому.

4)  Радиус взаимодействия постепенно уменьшается согласно некоторому правилу (например, вначале можно положить 

, затем за первые 10% циклов снизить его до значения 1, которое далее поддерживается постоянным).

5)  Параметр усиления 

 постепенно снижается на небольшую величину ( например, в экспериментах Фавата и Уолкера он линейно уменьшался до нуля). 

Конкретный вид законов изменения радиуса взаимодействия и параметра усиления, как правило, не имеет большого значения.

После завершения процесса обучения, положение города в маршруте определится положением его образа в кольцевом выходном слое. Иногда случается, что два или большее число городов отображаются на один и тот же выходной нейрон. Подобная ситуация может интерпретироваться так, что локальное упорядочивание этих городов не имеет значения и требует только локальной оптимизации части маршрута. При нескольких десятках городов такая оптимизация может скорректировать его длину на величину до 25%. Для сотен городов она, как правило, не улучшает результат и поэтому не используется.

Эксперименты Фаваты и Уолкера, проведенные для задачи коммивояжера с 30 городами дали лучшие результаты, чем полученные с помощью сети Хопфилда (см. таблицу). 

Таблица 9. Сравнение результатов решения задачи коммивояжера с 30 городами 

	
	сеть Хопфилда
	сеть Кохонена

	Длина маршрута
	   < 7
	 < 5.73

	Средняя длина маршрута
	   > 6
	 4.77 

	Наименьшая длина маршрута
	    5.07
	4.26


Однако для большего числа городов сеть Кохонена все же в среднем дает более длинные маршруты, чем метод имитации отжига (примерно на 5%). При практическом применении нейросетевых подходов к решению задач оптимизации, однако, главное значение имеет не столько близость решения к глобальному оптимуму, сколько эффективность его получения. В этом смысле сеть Кохонена значительно эффективнее имитации отжига. Однако, и ее использование, как и в случае использования других лучших методов оптимизации, требует вычислительных затрат, растущих не медленне, чем 

. Ниже мы опишем нейросетевой подход, в котором они растут линейно с размерностьюзадачи. 

Растущие нейронные сети
Эффективное практическое применение нейронных сетей для оптимизации возможно, если вычислительные затраты у соответствующей модели не слишком быстро растут с ростом размерности задачи. Так, для задачи коммивояжера затраты при эмуляции сети Хопфилда на последовательном компьютере растут как 

, т.к. каждый из 

 нейронов имеет порядка 

 синаптических весов. Эвристический подход Лина и Кернигана масштабирует вычислительные затраты как 

. Фритцке и  Вильке предложили нейросетевую систему очень близкую к сети Кохонена, для которой затраты даже при ее эмуляции на последовательном компьютере растут лишь линейно с размерностью задачи (Fritzke & Wilke, 1991). 

Предложенная ими модель относится к классу растущих нейронных сетей. Такие сети по-своему решают задачу адаптации своей структуры к требованиям решаемой задачи. Вспомним многослойные персептроны, для которых количества скрытых слоев и нейронов в них часто выбираются методом проб и ошибок. Как уже отмечалось в связи с этим, имеются два подхода к адаптивному выбору архитектуры нейросетей. В первом подходе заведомо избыточная нейросеть прореживается до нужной степени сложности. Растущие сети, напротив, стартуют с очень простых и небольших структур, которые разрастаются и усложняются по мере необходимости.

Фритцке и Вильке разработали целый класс самоорганизующихся (и обучаемых с учителем)  сетей с изменяющейся структурой, такие как Растущие Клеточные Структуры, Растущий Нейронный Газ и Растущие Сетки. Первые и были использованы ими для решения задачи коммивояжера (и других задач комбинаторной оптимизации).

Растущая клеточная структура для задачи коммивояжера представляет из себя вначале кольцо из трех ячеек нейронов. Каждый нейрон характеризуется двумерным вектором 

, определяющим его положение на плоскости. Каждому нейрону в кольце приписывается также своя величина погрешности 

, которая вначале полагается равной нулю. Дальнейшая последовательность действий включает две следующие основные элементарные операции: смещение и добавление нового нейрона.

Смещение (см. Рисунок 33)

· выбирается случайный город с 

· определяется нейрон-победитель 

, ближайший к этому городу

· положение нейрона 

 и его двух ближайших в кольце соседей смещается в сторону города с на определенную долю расстояния до него.

Эти операции очень близки к используемым в модели Кохонена. Различие состоит в том, что в последней радиус, в котором определяется соседство и параметр адаптации уменьшаются со временем. 




Рисунок 33. Процедура смещения перемещает нейрон-победитель и его ближайших соседей в сторону случайно выбранного города
Добавление нового нейрона.

Со временем после нескольких циклов смещений накапливается информация, на основании которой принимается решение о месте, в котором должен быть добавлен новый нейрон. Каждый раз, когда для случайно выбранного города 

 определяется ближайший к нему нейрон 

, локальная ошибка для последнего 

 получает приращение 

. Большое значение этой ошибки служит указанием на то, что соответствующий нейрон лежит в области, где отношение <число нейронов>/<число городов> невелико. Именно в таких областях следует добавлять новые нейроны, поскольку для получения правильного осмысленного маршрута около каждого города должен находиться свой ближайший нейрон. Маршрут и определяется путем перехода вдоль кольца к нейрону, являющимся ближайшим к некоторому городу. Алгоритм поиска оптимального маршрута, использующий две описанные операции, формулируется следующим образом

0) Инициализация: генерируется кольцевая структура, состоящая из трех нейронов, имеющих случайное положение на плоскости.

1) Осуществляется фиксированное число 

 шагов распространения. На каждом шаге пересчитывается значение локальной ошибки 

.

2) Определяется “наихудшее” звено в кольце, связывающее два нейрона 

 и 

, для которых сумма 

 максимально. Новый нейрон вставляется в середину звена связывающего  нейроны 

 и 

, и его ошибка инициализируется величиной 

. В то же время значения ошибок для нейронов 

 и 

уменьшается таким образом, чтобы суммарная ошибка сохранилась: 

, 

 

3) Если для любых двух городов ближайшие к ним нейроны различны между собой, то маршрут найден. В противоположном случае возвращаемся к шагу 1. 

Очевидно, что решение задачи может быть найдено не ранее того, как число нейронов в кольце достигнет числа городов 

. В действительности для его достижения требуется сеть с 2N-3N нейронами. Исходя из этого эмпирического наблюдения, согласно которому число итераций имеет порядок 

, можно оценить общую сложность алгоритма. На шаге 1 требуется инспекция всех нейронов для поиска ближайшего к данному городу. Она производится 

 раз и, поскольку это число постоянно, полное число инспекций также имеет порядок 

. На шаге 2 необходимо проверить каждое звено цепи, чтобы найти то, которому соответствует максимальная суммарная ошибка концевых нейронов. Поскольку число звеньев равно числу нейронов, то число действий опять имеет порядок 

. На шаге 3 для каждого города необходимо найти ближайший нейрон, что, как минимум, требует 

 действий. Таким образом, так как шаги 1-3 требуют по меньшей мере 

 операций, а цикл повторяется 

 раз, то временная сложность алгоритма как минимум равна 

. Пространственная сложность алгоритма составляет 

, так как необходимо резервировать память для N городов, 

 нейронов и некоторых локальных переменных. 

Для улучшения квадратичной временной сложности описанного алгоритма Фритцке и Вильке модифицировали шаги 1-3. Они учли, что согласно численным экспериментам вначале кольцевая структура нейронов быстро распределяется по всей области размещения городов, и затем с ростом числа нейронов изменения приобретают локальный характер. Такое поведение натолкнуло их на идею заменить глобальный поиск нейрона-победителя на шаге 1 приближенной локальной процедурой. А именно: для каждого города запоминается тот нейрон, который наиболее часто оказывался к нему ближайшим, и если город выбран вновь, то поиск ближайшего к нему нейрона ограничивается этим нейроном и его ближайшими по кольцу соседями вплоть до порядка k. Поскольку k есть константа, то сложность поиска оказывается в этом случае 

. 
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Рисунок 34. Локальный поиск наилучшего нейрона: 

 -предыдущий нейрон ; ближайшие его соседи вплоть до 2 порядка являются кандидатами в победители на следующем шаге. 

Для устранения на шаге 2 линейного поиска звена с максимальной ошибкой используется тот факт, что таким звеном является то, которое связывает нейроны, часто становящиеся победитями.

Третий шаг тоже можно модифицировать: если некоторый нейрон несколько раз оказывается ближайшим для данного города, значит для этого города структура кольца уже стабилизировалась и нейрон “приклеивается” к данному пункту маршрута. Это означает, что он совмещается со своим городом и больше уже не двигается. Город же удаляется из списка городов, разыгрываемых на шаге распределения. Когда этот список становится пустым процесс поиска маршрута заканчивается. 

Таким образом, каждый шаг в цикле теперь требует постоянное число операций и временная сложность всего алгоритма становится порядка 

.

Описанный эффективный нейросетевой подход (FLEXMAP) был протестирован на разных распределениях городов числом до 200 и неизменно находил маршруты, отличающиеся не более чем на 9% от оптимального.

Нейросетевая оптимизация и другие “биологические “методы
Преимущества и недостатки нейросетевой оптимизации познаются в сравнении с другими развитыми в настоящее время методами. Из методов, которые иногда дают аналогичные, а порой и лучшие результаты, отметим генетические и эволюционные алгоритмы (Fogel, 1993), а также метод муравьиных колоний (Dorigo & Gambardella, 1996). 

В этом разделе мы очень кратко остановимся на них, поскольку эти подходы, так же как и нейросети, используют ясные и плодотворные биологические аналогии. Кроме того, генетические алгоритмы широко используются и для обучения нейронных сетей самих по себе, поскольку обучение нейросетей связано с минимизацией функционала ошибки.

Генетические алгоритмы

Эти алгоритмы могут использоваться для поиска экстремума нелинейных функций с множественными локальными минимумами. Они имитируют адаптацию живых организмов к внешним условиям в ходе эволюции. Точнее, они моделируют эволюцию целых популяций организмов и поэтому требуют достаточно больших ресурсов памяти и высокой скорости вычислительных систем. Важным достоинством их является то, что они не накладывают никаках требований на вид минимизируемой функции (например, дифференцируемость). Поэтому их можно применять в случаях, когда градиентные методы не применимы.

Генетические алгоритмы используют соответствующую терминологию, конфигурации системы называют хромосомами, над которой можно производить операции кроссинговера и мутации. Хромосома является основной информационной единицей, кодирующей переменную, относительно которой ищется оптимум. Обычно она представляет собой битовую строку, хотя компоненты этой строки могут иметь и более общий вид (для задачи коммивояжера компоненты хромосом представляют собой последовательность номеров городов в данном маршруте, например (145321)). Каждая компонента хромосомы называется геном. Выбор удачного представления для хромосомы, или же кодировка искомого решения, могут значительно облегчить нахождение решения. 

Обучение происходит в популяции хромосом, к которым на каждом шаге эволюции применяются две основные операции. При мутациях в хромосоме случайным образом выбираются и изменяются ее компоненты (гены). При кроссинговере две хромосомы А и В разрезаются на две части в случайно выбранной одной точке А=(А1, А2 ) и В=(В1, В2) и обмениваются ими, давая две новые хромосомы: А’=(А1, B2 ) и В’=(В1, A2) (см. Рисунок 35). 
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Рисунок 35. Представление искомого решения в виде битовой строки - хромосомы (вверху). Операции мутации и кроссинговера (внизу)

После каждого шага эволюции - генерации, на котором мутируют и подвергаются кроссинговеру все хромосомы, для каждой из новых хромосом вычисляется значение целевого функционала, которое достигается на кодируемых ими решениях. Чем меньше это значение для данной хромосомы, тем с большей вероятностью она отбираются для кроссинговера. В ходе эволюции усредненное по популяции значение функционала будет уменьшаться, и после завершения процесса (проведения заданного числа генераций) хромосома с минимальным его значаением выбирается в качестве приближенного решения поставленной задачи. Можно значительно улучшить свойства генетического алгоритма если после порождения новой генерации N хромосом предварительно объединить ее с предыдущей популяцией и выбрать из 2N полученных хромосом N наилучших. Опыт показывает, что генетические алгоритмы особенно эффективны при поиске глобального оптимума, поскольку они осуществляют поиск в широком пространстве решений. Если закодировать в виде хромосом значения весов и порогов нейронной сети заданной архитектуры и использовать в роли минимизируемой функции функционал ошибки, то генетические алгоритмы можно использовать для обучения этой нейронной сети. Очевидно, что для этой же цели можно использовать и описанный ранее метод иммитации отжига.
Метод муравьиных колоний 

Энтомологи установили, что муравьи способны быстро находить кратчайший путь от муравейника к источнику пищи. Более того, они могут адаптироваться к изменяющимся условиям, находя новый кратчайший путь. Рассмотрим Рисунок 36: муравьи движутся по прямой, соединяющей муравейник с местом, в котором находится пища. При движении муравей метит свой путь специальными веществами - феромонами, и эта информация используется другими муравьями для выбора пути. А именно, муравьи предпочитают тропки наиболее обогащенные феромонами. Это элементарное правило поведения муравьев и определяет их способность находить новые пути, если старый оказывается перерезанным преградой. Действительно, достигнув этой преграды, муравьи уже не смогут продолжить свой путь и с равной вероятностью будут обходить ее справа и слева. То же самое будет происходить и на обратной стороне преграды. Однако, те муравьи, которые случайно выберут кратчайший путь (налево от преграды и направо - на обратном пути), будут быстрее проходить свой путь и он с большей скоростью станет обогащаться феромонами. Поэтому следующие муравьи будут предпочитать именно этот наикратчайший путь, метя его и далее. Очевидная положительная обратная связь быстро приведет к тому, что кратчайший путь станет единственным маршрутом движения насекомых. 
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Рисунок 36. Муравьи находят новый кратчайший новый путь (сверху от преграды) который быстрее обогащается феромонами. 

Подобный процесс может осуществляться и в компьютерном мире, населенном Искусственными Муравьями (ИМ). Такие муравьи могут решить и нашу задачу коммивояжера. В этом случае они движутся от города к городу по ребрам соответствующего графа. При этом они выбирают направление движения, используя вероятностную функцию, зависящую как от предыдущих попыток движения по данному ребру, так и от эвристического значения, являющегося функцией длины ребра. ИМ с большей вероятностью будут предпочитать ближайшие города и города, связанные ребрами, наиболее богатыми феромонами. Первоначально 

 искусственных муравьев размещаются в случайно выбранных городах. В каждый последующий момент времени они перемещаются в соседние города и изменяют концентрацию феромона на своем пути (локальная модификация). После того, как все ИМ завершат движения по замкнутому маршруту, тот из них, который проделал кратчайший путь, добавляет к его звеньям количество феромона, обратно пропорциональное длине этого пути (глобальная модификация). В отличие от живых муравьев, ИМ обладают способностью определять расстояние до соседних городов и помнят, какие города они уже посетили. Оказывается, метод искусственных муравьиных колоний может давать результаты, лучшие чем при использовании имитации отжига, нейронных сетей, и генетических алгоритмов. 

Таблица 10. Результаты решения задачи коммивояжера (длина маршрута)

	Набор
	Муравьи
	Отжиг
	Эластич. Сети
	Сети Кохонена

	1
	5.86
	5.88
	5.98
	6.06

	2
	6.05
	6.01
	6.03
	6.25

	3
	5.57
	5.65
	5.70
	5.83

	4
	5.70
	5.81
	5.86
	5.87

	5
	6.17
	6.33
	6.49
	6.70


Напомним вновь, что при электронной или оптической реализации нейросетевой подход находится вне конкуренции в ситуациях, когда необходимо очень быстро находить не обязательно оптимальное, но достаточно хорошее решение.
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Предобработка данных

Как решаются конкретные задачи? Кодирование входов-выходов. Виды нормировки. Линейная предобработка входов. Понижение размерности и отбор наиболее значимых входов.

( Вытапливай воск, но сохраняй мед. 
 Козьма Прутков

( Мелочи не играют решающей роли. Они решают все.
Х.Маккей. Как уцелеть среди акул
Необходимые этапы нейросетевого анализа
Теперь, после знакомства с базовыми принципами нейросетевой обработки, можно приступать к практическим применениям полученных знаний для решения конкретных задач. Первое, с чем сталкивается пользователь любого нейропакета - это необходимость подготовки данных для нейросети. До сих пор мы не касались этого, вообще говоря, непростого вопроса, молчаливо предполагая, что данные для обучения уже имеются и представлены в виде, доступном для нейросети. На практике же именно предобработка данных может стать наиболее трудоемким элементом нейросетевого анализа. Причем, знание основных принципов и приемов предобработки данных не менее, а может быть даже более важно, чем знание собственно нейросетевых алгоритмов. Последние как правило, уже "зашиты" в различных нейроэмуляторах, доступных на рынке. Сам же процесс решения прикладных задач, в том числе и подготовка данных, целиком ложится на плечи пользователя. Данная глава призвана заполнить этот пробел в описании технологии нейросетевого анализа.

Для начала выпишем с небольшими комментариями всю технологическую цепочку, т.е. необходимые этапы нейросетевого анализа
:

· Кодирование входов-выходов: нейросети могут работать только с числами.

· Нормировка данных: результаты нейроанализа не должны зависеть от выбора единиц измерения.

· Предобработка данных: удаление очевидных регулярностей из данных облегчает нейросети выявление нетривиальных закономерностей.

· Обучение нескольких нейросетей с различной архитектурой: результат обучения зависит как от размеров сети, так и от ее начальной конфигурации.

· Отбор оптимальных сетей: тех, которые дадут наименьшую ошибку предсказания на неизвестных пока данных.

· Оценка значимости предсказаний: оценка ошибки предсказаний не менее важна, чем само предсказанное значение.

Если до сих пор мы ограничивали наше рассмотрение, в основном, последними этапами, связанными с обучением собственно нейросетей, то в этой главе мы сосредоточимся на первых этапах нейросетевого анализа - предобработке данных. Хотя перобработка не связана непосредственно с нейросетями, она является одним из ключевых элементов этой информационной технологии. Успех обучения нейросети может решающим образом зависеть от того, в каком виде представлена информация для ее обучения.

В этой главе мы рассмотрим предобработку данных для обучения с учителем и постараемся, главным образом, выделить и проиллюстрировать на конкретных примерах основной принцип такой предобработки: увеличение информативности примеров для повышения эффективности обучения.
Кодирование входов-выходов
В отличие от обычных компьютеров, способных обрабатывать любую символьную информацию, нейросетевые алгоритмы работают только с числами, ибо их работа базируется на арифметических операциях умножения и сложения. Именно таким образом набор синаптических весов определяет ход обработки данных.

Между тем, не всякая входная или выходная переменная в исходном виде может иметь численное выражение. Соответственно, все такие переменные следует закодировать - перевести в численную форму, прежде чем начать собственно нейросетевую обработку. Рассмотрим, прежде всего, основной руководящий принцип, общий для всех этапов предобработки данных.

Максимизация энтропии как цель предобработки

Допустим, что в результате перевода всех данных в числовую форму и последующей нормировки все входные и выходные переменные отображаются в единичном кубе. Задача нейросетевого моделирования - найти статистически достоверные зависимости между входными и выходными переменными. Единственным источником информации для статистического моделирования являются примеры из обучающей выборки. Чем больше бит информации принесет каждый пример - тем лучше используются имеющиеся в нашем распоряжения даные. 

Рассмотрим произвольную компоненту нормированных (предобработанных) данных: 

. Среднее количество информации, приносимой каждым примером 

, равно энтропии  распределения значений этой компоненты 

. Если эти значения сосредоточены в относительно небольшой области единичного интервала, информационное содержание такой компоненты мало. В пределе нулевой энтропии, когда все значения переменной совпадают, эта переменная не несет никакой информации. Напротив, если  значения переменной 

 равномерно распределены в единичном интервале, информация такой переменной максимальна.

Общий принцип предобработки данных для обучения, таким образом, состоит в максимизации энтропии входов и выходов. Этим принципом следует руководствоваться и на этапе кодирования нечисловых переменных.

Типы нечисловых переменных

Можно выделить два основных типа нечисловых переменных: упорядоченные (называемые также ординальными - от англ. order - порядок) и категориальные. В обоих случаях переменная относится к одному из дискретного набора классов 

. Но в первом случае эти классы упорядочены - их можно ранжировать: 

, тогда как во втором такая упорядоченность отсутствует. В качестве примера упорядоченных переменных можно привести сравнительные категории: плохо - хорошо - отлично, или медленно - быстро. Категориальные переменные просто обозначают один из классов, являются именами категорий. Например, это могут быть имена людей или названия цветов: белый, синий, красный.

Кодирование ординальных переменных

Ординальные переменные более близки к числовой форме, т.к. числовой ряд также упорядочен. Соответственно, для кодирования таких переменных остается лишь поставить в соответствие номерам категорий такие числовые значения, которые сохраняли бы существующую упорядоченность. Естественно, при этом имеется большая свобода выбора - любая монотонная функция от номера класса порождает свой способ кодирования. Какая же из бесконечного многообразия монотонных функций - наилучшая? 

В соответствии с изложенным выше общим принципом, мы должны стремиться к тому, чтобы максимизировать энтропию закодированных данных. При использовании сигмоидных функций активации все выходные значения лежат в конечном интервале - обычно 

 или 

. Из всех статистических функций распределения, определенных на конечном интервале, максимальной энтропией обладает равномерное распределение.

Применительно к данному случаю это подразумевает, что кодирование переменных числовыми значениями должно приводить, по возможности, к равномерному заполнению единичного интервала закодированными примерами. (Захватывая заодно и этап нормировки.) При таком способе “оцифровки” все примеры будут нести примерно одинаковую информационную нагрузку.

Исходя из этих соображений, можно предложить следующий практический рецепт кодирования ординальных переменных. Единичный отрезок разбивается на 

 отрезков - по числу классов - с длинами пропорциональными числу примеров каждого класса в обучающей выборке:



, где 

- число примеров класса 

, а 

, как обычно, общее число примеров. Центр каждого такого отрезка будет являться численным значением для соответствующего ординального класса (см. Рисунок 37).
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Рисунок 37. Илюстрация способа кодирования кардинальных переменных с учетом количества примеров каждой категории.

Кодирование категориальных переменных

В принципе, категориальные переменные также можно закодировать описанным выше способом, пронумеровав их произвольным образом. Однако, такое навязывание несуществующей упорядоченности только затруднит решение задачи. Оптимальное кодирование не должно искажать структуры соотношений между классами. Если классы не упорядоченны, такова же должна быть и схема кодирования. 

Наиболее естественной выглядит и чаще всего используется на практике двоичное кодирование типа "

", когда имена 

 категорий кодируются значениями 

 бинарных нейронов, причем первая категория кодируется как 

, вторая, соответственно - 

 и т.д. вплоть до 

-ной: 

. (Можно использовать биполярную кодировку, в которой нули заменяются на "

".)  Легко убедиться, что в такой симметричной кодировке расстояния между всеми векторами-категориями равны.

Такое кодирование, однако, неоптимально в случае, когда классы представлены существенно различающимся числом примеров. В этом случае, функция распределения значений переменной крайне неоднородна, что существенно снижает информативность этой переменной. Тогда имеет смысл использовать более компактный, но симметричный код 

, когда имена 

 классов кодируются 

-битным двоичным кодом. Причем, в новой кодировке активность кодирующих нейронов должна быть равномерна: иметь приблизительно одинаковое среднее по примерам значение активации. Это гарантирует одинаковую значимость весов, соответствующих различным нейронам. 

В качестве примера рассмотрим ситуацию, когда один из четырех классов (например, класс 

) некой категориальной переменной представлен гораздо большим числом примеров, чем остальные: 

. Простое кодирование 

 привело бы к тому, что первый нейрон активировался бы гораздо чаще остальных. Соответственно, веса оставшихся нейронов имели бы меньше возможностей для обучения. Этой ситуации можно избежать, закодировав четыре класса двумя бинарными нейронами следующим образом: 

, обеспечивающим равномерную "загрузку" кодирующих нейронов. 

Отличие между входными и выходными переменными

В заключении данного раздела отметим одно существенное отличие способов кодирования входных и выходных переменных, вытекающее из определения градиента ошибки: 

. А именно, входы участвуют в обучении непосредственно, тогда как выходы - лишь опосредованно - через ошибку верхнего слоя. Поэтому при кодировании категорий в качестве выходных нейронов можно использовать как логистическую функцию активации 

, определенную на отрезке 

, так и ее антисимметричный аналог для отрезка 

, например: 

. При этом кодировка выходных переменных из обучающей выборки будет либо 

, либо 

. Выбор того или иного варианта никак не скажется на обучении. 

В случае с входными переменными дело обстоит по-другому: обучение весов нижнего слоя сети определяется непосредственно значениями входов: на них умножаются невязки, зависящие от выходов. Между тем, если с точки зрения операции умножения  значения 

 равноправны, между 0 и 1 имеется существенная асимметрия: нулевые значения не дают никакого вклада в градиент ошибки. Таким образом, выбор схемы кодирования входов влияет на процесс обучения. В силу логической равноправности обоих значений входов, более предпочтительной выглядит  симметричная кодировка: 

, сохраняющая это равноправие в процессе обучения. 

Нормировка и предобработка данных
Как входами, так и выходами нейросети могут быть совершенно разнородные величины. Очевидно, что результаты нейросетевого моделирования не должны зависеть от единиц измерения этих величин. А именно, чтобы сеть трактовала их значения единообразно, все входные и выходные величины должны быть приведены к единому - единичному - масштабу. Кроме того, для повышения скорости и качества обучения полезно провести дополнительную предобработку данных, выравнивающую распределение значений еще до этапа обучения.

Индивидуальная нормировка данных

Приведение данных к единичному масштабу обеспечивается нормировкой каждой переменной на диапазон разброса ее значений. В простейшем варианте это - линейное преобразование:




в единичный отрезок: 

. Обобщение для отображения данных в интервал 

, рекомендуемого для входных данных тривиально. 

Линейная нормировка оптимальна, когда значения переменной 

 плотно заполняют определенный интервал. Но подобный "прямолинейный" подход применим далеко не всегда. Так, если в данных имеются относительно редкие выбросы, намного превышающие типичный разброс, именно эти выбросы определят согласно предыдущей формуле масштаб нормировки. Это приведет к тому, что основная масса значений нормированной переменной 

 сосредоточится вблизи нуля: 

.
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Рисунок 38. Гистограмма значений переменной при наличии редких, но больших по амплитуде отклонений от среднего 

Гораздо надежнее, поэтому, ориентироваться при нормировке не на экстремальные значения, а на типичные, т.е. статистические характеристики данных, такие как среднее и дисперсия:



.

В этом случае основная масса данных будет иметь единичный масштаб, т.е. типичные значения всех переменных будут сравнимы  (см. Рисунок 38).

Однако, теперь нормированные величины не принадлежат гарантированно единичному интервалу, более того, максимальный разброс значений 

 заранее не известен. Для входных данных это может быть и не важно, но выходные переменные будут использоваться в качестве эталонов для выходных нейронов. В случае, если выходные нейроны - сигмоидные, они могут принимать значения лишь в единичном диапазоне. Чтобы установить соответствие между обучающей выборкой и нейросетью в этом случае необходимо ограничить диапазон изменения переменных.

Линейное преобразование, как мы убедились, неспособно отнормировать основную массу данных и одновременно ограничить диапазон возможных значений этих данных. Естественный выход из этой ситуации - использовать для предобработки данных функцию активации тех же нейронов. Например, нелинейное преобразование 




нормирует основную массу данных одновременно гарантируя, что 

 (см. Рисунок 39).
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Рисунок 39. Нелинейная нормировка, использующая логистическую функцию активации 


Как видно из приведенного выше рисунка, распределение значений после такого нелинейного преобразования гораздо ближе к равномерному. 

До сих пор мы старались максимизировать энтропию каждого входа (выхода) по отдельности. Но, вообще говоря, можно добиться гораздо большего максимизируя их совместную энтропию. Рассмотрим эту технику на примере совместной нормировки входов, подразумевая, что с таким же успехом ее можно применять и для выходов а также для всей совокупности входов-выходов.

Совместная нормировка: выбеливание  входов

Если два входа статистически не независимы, то их совместная энтропия меньше суммы индивидуальных энтропий: 

. Поэтому, добившись статистической независимости входов мы, тем самым, повысим информационную насыщенность входной информации. Это, однако, потребует более сложной процедуры совместной нормировки входов. 

Вместо того, чтобы использовать для нормировки индивидуальные дисперсии, будем рассматривать входные данные в совокупности. Мы хотим найти такое линейное преобразование, которое максимизировало бы их совместную энтропию. Для упрощения задачи вместо более сложного условия статистической независимости потребуем, чтобы новые входы после такого преобразования были декоррелированы. Для этого рассчитаем средний вектор и ковариационную матрицу данных по формулам:




Затем найдем линейное преобразование, диагонализующее ковариационную матрицу. Соответствующая матрица составлена из столбцов - собственных векторов ковариационной матрицы:




Легко убедиться, что линейное преобразование, называемое выбеливанием (whitening)




превратит все входы в некоррелированные величины с нулевым средним и единичной дисперсией. 

Если входные данные представляют собой многомерный эллипсоид, то графически выбеливание выглядит как растяжение этого эллипсоида по его главным осям (Рисунок 40). 

[image: image47.wmf]x


Рисунок 40. Выбеливание входной информации: повышение информативности входов за счет выравнивания функции распределения 

Очевидно, такое преобразование увеличивает совместную энтропию входов, т.к. оно выравнивает распределение данных в обучающей выборке.

Понижение размерности входов
Сильной стороной нейроанализа является возможность получения предсказаний при минимуме априорных знаний. Поскольку заранее обычно неизвестно насколько полезны те или иные входные переменные для предсказания значений выходов, возникает соблазн увеличивать число входных параметров, в надежде на то, что сеть сама определит какие из них наиболее значимы. Однако, как это уже обсуждалось в Главе 3, сложность обучения персептронов быстро возрастает с ростом числа входов (а именно - как куб размерности входных данных 

). Еще важнее, что с увеличением числа входов страдает и точность предсказаний, т.к. увеличение числа весов в сети снижает предсказательную способность последней (согласно предыдущим оценкам:

).

Таким образом, количество входов приходится довольно жестко лимитировать, и выбор наиболее информативных входных переменных представляет важный этап подготовки данных для обучения нейросетей. Глава 4 специально посвящена использованию для этой цели самих нейросетей, обучаемых без учителя. Не стоит, однако, пренебрегать и традиционными, более простыми и зачастую весьма эффективными методами линейной алгебры.

Один из наиболее простых и распространенных методов понижения размерности - использование главных компонент входных векторов. Этот метод позволяет, не отбрасывая конкретные входы учитывать лишь наиболее значимые комбинации их значений.

Понижение размерности входов методом главных компонент 

Собственные числа матрицы ковариаций

, фигурировавшие в предыдущем разделе, являются квадратами дисперсий вдоль ее главных осей. Если между входами существует линейная зависимость, некоторые из этих собственных чисел стремятся к нулю. Таким образом, наличие малых 

 свидетельствует о том, что реальная размерность входных данных объективно ниже, чем число входов. Можно задаться некоторым пороговым значением 

 и ограничиться лишь теми главными компонентами, которые имеют 

. Тем самым, достигается понижение размерности входов, при минимальных потерях точности представления входной информации.
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	Рисунок 41. Понижение размерности входов методом главных компонент.


Восстановление пропущенных компонент данных

Главные компоненты оказываются удобным инструментом и для восстановления пропусков во входных данных. Действительно, метод главных компонент дает наилучшее линейное приближение входных данных меньшим числом компонент: 

 (Здесь мы, как и прежде, для учета постоянного члена включаем фиктивную нулевую компоненту входов, всегда равную единице - см. Рисунок 41, где справа показана нейросетевая интерпретация метода главных компонент. Таким образом, 

 - это матрица размерности 

). Восстановленные по 

 главным компонентам данные из обучающей выборки 

 имеют наименьшее среднеквадратичное отклонение от своих прототипов 

. Иными словами, при отсутствии у входного вектора 

 компонент, наиболее вероятное положение этого вектора - на  гиперплоскости первых 

 главных компонент. Таким образом, для восстановленного вектора имеем: 

, причем для известных компонент 

. 

Пусть, например, у вектора 

 неизвестна всего одна, 

-я координата. Ее значение находится из оставшихся по формуле: 



,

где в числителе учитываются лишь известные компоненты входного вектора 

.

В общем случае восстановить неизвестные компоненты (с индексами из множества 

) можно с помощью следующей итеративной процедуры (см. Рисунок 42):
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Рисунок 42. Восстановление пропущенных значения с помощью главных компонент. Пунктир - возможные значения исходного вектора с 

 неизвестными координатами. Наиболее вероятное его значение - на пересечении с 

 первыми главными компонентами

Понижение размерности входов с помощью нейросетей

Для более глубокой предобработки входов можно использовать все богатство алгоритмов самообучающихся нейросетей, о которых шла речь ранее. В частности, для оптимального понижения размерности входов можно воспользоваться методом нелинейных главных компонент (см. Рисунок 43).
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	Рисунок 43. Понижение размерности входов методом нелинейных главных компонент




Такие сети с узким горлом также можно использовать для восстановления пропущенных значений - с помощью итерационной процедуры, обобщающей линейный вариант метода главных компонент (см. Рисунок 44).
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Рисунок 44. Восстановление пропущенных компонент данных с помощью нелинейных главных компонент

Однако, такую глубокую "предобработку" уже можно считать самостоятельной нейросетевой задачей. И мы не будем дале углубляться в этот вопрос.

Квантование входов

Более распространенный вид нейросетевой предобработки данных - квантование входов, использующее слой соревновательных нейронов (см. Рисунок 45). 
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	Рисунок 45. Понижение разнообразия входов методом квантования (кластеризации)


Нейрон-победитель является прототипом ближайших к нему входных векторов. Квантование входов обычно не сокращает, а наоборот, существенно увеличивает число входных переменных. Поэтому его используют в сочетании с простейшим линейным дискриминатором - однослойным персептороном. Получающаяся в итоге гибридная нейросеть, предложенная Нехт-Нильсеном в 1987 году, обучается послойно: сначала соревновательный слой кластеризует входы, затем выходным весам присваиваются значения выходной функции, соответствующие данному кластеру. Такие сети позволяют относительно быстро получать грубое - кусочно-постоянное - приближение аппроксимируемой функции (см. Рисунок 46). 
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Рисунок 46. Гибридная сеть с соревновательным слоем, дающая кусочно-постоянное приближение функций

Особенно полезны кластеризующие сети для восстановления пропусков в массиве обучающих данных. Поскольку работа соревновательного слоя основана на сравнении расстояний между данными и прототипами, осутствие у входного вектора 

 некоторых компонент не препятствует нахождению прототипа-победителя: сравнение ведется по оставшимся компонентам 

:



.

При этом все прототипы 

 находятся в одинаковом положении. Рисунок 47 иллюстрирует эту ситуацию.
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Рисунок 47. Наличие пропущенных компонент не препятствует нахождению ближайшего прототипа по оставшимся компонентам входного вектора 


Таким образом, слой квантующих входные данные нейронов нечувствителен к пропущенным компонентам, и может служить “защитным экраном” для минимизации последствий от наличия пропусков в обучающей базе данных.

Отбор наиболее значимых входов
До сих пор мы старались лишь представить имеющуюся входную информацию наилучшим - наиболее информативным - образом. Однако, рассмотренные выше методы предобработки входов никак не учитывали зависимость выходов от этих входов. Между тем, наша задача как раз и состоит в выборе входных переменных, наиболее значимых для предсказаний. Для такого более содержательного отбора входов нам потребуются методы, позволяющие оценивать значимость входов.

Линейная значимость входов

Легче всего оценить значимость входов в линейной модели, предполагающей линейную зависимость выходов от входов:




Матрицу весов 

 можно получить, например, обучением простейшего - однослойного персептрона с линейной функцией активации. Допустим теперь, что при определении выходов мы опускаем одну, для определенности - 

-ю компоненту входов, заменяя ее средним значением этой переменной. Это приведет к огрублению модели, т.е. возрастании ошибки на величину:



.

(Полагая, что данные нормированны на их дисперсию.) Таким образом, значимость 

-го входа определяется суммой квадратов соответствующих ему весов. 

Особенно просто определить значимость выбеленных входов. Для достаточно просто вычислить взаимную корреляцию входов и выходов:



.

Действительно, при линейной зависимости между входами и выходами имеем: 

.

Таким образом, в общем случае для получения матрицы весов требуется решить систему линейных уравнений. Но для предварительно выбеленных входов имеем: 

, так что в этом случае матрица кросс-корреляций просто совпадает с матрицей весов обученного линейного персептрона: 

.

Резюмируя, значимость входов в предположении о приблизительно линейной зависимости между входными и выходными переменными для выбеленных входов пропорциональна норме столбцов матрицы кросс-корреляций: 

. 

Не следует, однако, обольщаться существованием столь простого рецепта определения значимости входов. Линейная модель может быть легко построена и без привлечения нейросетей. Реальная сила нейроанализа как раз и состоит в возможности находить более сложные нелинейные зависимости. Более того, для облегчения собственно нелинейного анализа рекомендуется заранее освободиться от тривиальных линейных зависимостей - т.е. в качестве выходов при обучении подавать разность между выходными значениями и их линейным приближением. Это увеличит "разрешающую способность" нейросетевого моделирования (см. Рисунок 48).
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	Рисунок 48. Выявление нелинейной составляющей функции 

 после вычитания линейной зависимости 

. ( Здесь 

- гауссовый случайный шум)


Для определения "нелинейной" значимости входов - после вычитания линейной составляющей, изложенный выше подход неприменим. Здесь надо привлекать более изощренные методики. К описанию одной из них, алгоритмам box-counting, мы и переходим.

Нелинейная значимость входов. Box-counting алгоритмы

Алгортимы box-counting, как следует из самого их названия, основаны на подсчете чисел заполнения примерами 

 ячеек (boxes), на которые специально для этого разбивается пространство переменных 

. Эти числа заполнения используются для оценки плотности вероятности распределения примеров по ячейкам. Набор вероятностей 

 дает возможность рассчитать любую статистическую характеристику набора данных обучающей выборки.

Для определения значимости входов нам потребуется оценить предсказуемость выходов, обеспечиваемую данным набором входных переменных. Чем выше эта предсказуемость - тем лучше соответствующий набор входов. Таким образом, метод box-counting предоставляет в наше распоряжение технологию отбора наиболее значимых признаков для нейросетевого моделирования, технологию оптимизации входного пространства признаков.

Согласно общим положениям теории информации, мерой предсказуемости случайной величины 

 является ее энтропия, 

, определяемая как среднее значение ее логарифма. В методике box-counting энтропия приближенно оценивается по набору чисел заполнения ячеек, на которые разбивается интервал ее возможных значений: 

. Качественно, энтропия есть логарифм эффективного числа заполненных ячеек 

(см. Рисунок 49). Чем больше энтропия переменной, тем менее предсказуемо ее значение. Когда все значения примеров сосредоточены в одной ячейке - их энтропия равна нулю, т.к. положение данных определено (с данной степенью точности). Равномерному заполнению ячеек соответствует максимальная энтропия - наибольший разброс возможных значений переменной.
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Рисунок 49. Смысл энтропии - эффективное число заполненных данными ячеек

Предсказуемость случайного вектора

, обеспечиваемое знанием другой случайной величины 

, дается кросс-энтропией: 




Качественно, кросс-энтропия равна логарифму отношения типичного разброса значений переменной 

 к типичному разбросу этой переменной, но при известном значении переменной 

 (см. Рисунок 50):



 .
[image: image61.wmf]X

N

N

XY

X

Y

N

Y

N

XY

N

X


Рисунок 50. Иллюстрация к понятию кросс-энтропии: 

 - полное число ячеек в объединенном пространстве 

, 

- число проекций ячеек на пространство 

, 

 - характерный разброс по оси 

 при фиксированном 

, 

 -  характерный разброс всех данных по оси 

.

Чем больше кросс-энтропия, тем больше определенности вносит знание значения 

 в предсказание значения переменной 

. 

Описанный выше энтропийный анализ не использует никаких предположений о характере зависимости между входными и выходными переменными. Таким образом, данная методика дает наиболее общий рецепт определения значимости входов, позволяя также оценивать степень предсказуемости выходов.

В принципе, качество предсказаний и, соответственно, значимость входной информации определяется, в конечном итоге, в результате обучения нейросети, которая, к тому же, дает решение в явном виде. Однако, как мы знаем, обучение нейросети - довольно сложная вычислительная задача (требующая 

 операций). Между тем, существуют эффективные алгоритмы быстрого подсчета кросс-энтропии (с вычислительной сложностью 

), намного более экономные, чем обучение нейросетей. Значение методики box-counting состоит в том, что не находя самого решения, она позволяет быстро предсказать качество этого прогноза. Поэтому эта методика может быть положена в основу предварительного отбора входной информации  на этапе предобработки данных.

Формирование оптимального пространства признаков

В типичной ситуации набор выходных, прогнозируемых, переменных фиксирован, и требуется подобрать наилучшую комбинацию ограниченного числа входных величин. Оценка значимости входов позволяет построить процедуру систематического предварительного подбора входных переменных - до этапа обучения нейросети. Для иллюстрации опишем две возможные стратеги автоматического формирования признакого пространства.

Последовательное  добавление наиболее значимых входов

Один из наиболее очевидных способов формирования пространства признаков с учетом реальной значимости входов - постепенный подбор наиболее значимых входов в качестве очередных признаков. В качестве первого признака выбирается вход с наибольшей индивидуальной значимостью:

. 

.

Вторым признаком становится вход, обеспечивающий наибольшую предсказуемость в паре с уже выбранным:



,

и так далее. На каждом следующем этапе добавляется вход, наиболее значимый в компании с выбранными ранее входами:



.

Такая процедура не гарантирует нахождения наилучшей комбинации входов, т.е. дает субоптимальный набор признаков, т.к. реально рассматривается лишь очень малая доля от полного числа комбинаций входов, и значимость каждого нового признака зависит от сделанного прежде выбора. Полный перебор, однако, практически неосуществим: выбор оптимальной комбинации 

 входов при полном их числе 

 требует перебора 

 комбинаций. 

Другим недостатком описанного выше подхода является необходимость подсчета кросс-энтропии в пространстве все более высокой размерности по мере увеличения числа отобранных признаков. Ниже описана процедура, свободная от этого недостатка, основанная на применении методики box-counting лишь в низкоразмерных пространствах (а именно - с размерностью 

).

Формирование признакого пространства методом ортогонализации

Следующая систематическая процедура способна итеративно выделять наиболее значимые признаки, являющиеся линейными комбинациями входных переменных: 

 (подмножество входов является частным случаем линейной комбинации, т.е. формально можно найти лучшее решение, чем то, что доступно путем отбора наиболее значимых комбинаций входов).
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Рисунок 51. Выбор наиболее значимых линейных комбинаций входных переменных.

Для определения значимости каждой входной компоненты будем использовать каждый раз индивидуальную значимость этого входа:

.

Подсчитав индивидуальную значимость входов, находим направление в исходном входном пространстве, отвечающее наибольшей (нелинейной) чувствительности выходов к изменению входов. Это градиентное направление определит первый вектор весов, дающий первую компоненту пространства признаков:



.

Следующую компоненту будем искать аналогично первой, но уже в пространстве перпендикулярном выбранному направлению, для чего спроектируем все входные вектора в это пространство:



.

В этом пространстве можно опять подсчитать “градиент” предсказуемости, определив индивидуальную значимость спроектированных входов, и так далее. На каждом следующем этапе подсчитывается индивидуальная значимость 

 для проекции входов



,

что не требует повышения размерности box-counting анализа. Таким образом, описанная выше процедура позволяет формировать пространство признаков произвольной размерности - без потери точности.

Заключение
Конечно, описанными выше методиками не исчерпывается все разнообразие подходов к ключевой для нейро-анализа проблеме формирования пространства признаков. Мы не упомянули, в частности, генетические алгоритмы, которые в совокупностью с методикой box-counting являются весьма перспективным инструментом. Ничего не было сказано также о методике разделения независимых компонент (blind signal separation), расширяющей анализ главных компонент. Необъятного не объять. Главное, чтобы за деталями не затерялся основополагающий принцип предобработки данных: снижение существующей избыточности всеми возможными способами. Это повышает информативность примеров и, тем самым, качество нейропредсказаний.
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Предсказание финансовых временных рядов

Что обеспечивает доходность бизнеса, основанного на предсказаниях? Какова методика предсказания временных рядов? Специфика финансовых временных рядов. Как подбирать признаковое пространство? Какой функционал ошибки лучше? Норма прибыли нейросетевой игры на реальных данных.

( И будущаго, конечно, не знаютъ ни Ангелы Божiи, ни демоны; однако, они предсказываютъ. 
Св. Иоанн Дамаскин, Точное изложение православной веры 
( Я  реагирую на события на рынке, как животное реагирует на то, что происходит в джунглях. 
Д.Сорос, Алхимия финансов
Введение: Предсказание как вид бизнеса

В этой главе рассмотрено одно из самых популярных практических приложений нейросетей - предсказание рыночных временных рядов. В этой области предсказания наиболее тесно связаны с доходностью, и могут рассматриваться как один из видов бизнеса. 

Кому нужно предсказывать рынок?

Предсказание финансовых временных рядов - необходимый элемент любой инвестиционной деятельности. Сама идея инвестиций - вложения денег сейчас с целью получения дохода в будущем - основывается на идее прогнозирования будущего. Соответственно, предсказание финансовых временных рядов лежит в основе деятельности всей индустрии инвестиций - всех бирж и небиржевых систем торговли ценными бумагами.

Приведем несколько цифр, иллюстрирующих масштаб этой индустрии предсказаний (Шарп, 1997). Дневной оборот рынка акций только в США превышает $10 млрд. Депозитарий DTC (Depositary Trust Company) в США, где зарегестрировано ценных бумаг на сумму $11 трлн (из общего объема $18 трлн), регистрирует в день сделок примерно на $250 млрд. Еще более активно идет торговля на мировом валютном рынке FOREX. Его дневной оборот превышает $1000 млрд. Это примерно 1/50 всего совокупного  капитала человечества. 

Известно, что 99% всех сделок - спекулятивные, т.е. направлены не на обслуживание реального товарооборота, а заключены с целью извлечения прибыли по схеме "купил дешевле - продал дороже". Все они основаны на предсказаниях изменения курса участниками сделки. Причем, что немаловажно, предсказания участников каждой сделки противоположны друг другу
. Так что объем спекулятивных операций характеризует степень различий в предсказаниях участников рынка, т.е. реально - степень непредсказуемости финансовых временных рядов.

Можно ли предсказывать рынок?

Это важнейшее свойство рыночных временных рядов легло в основу теории "эффективного" рынка, изложенной в диссертации Луи де Башелье (L.Bachelier) в 1900 г. Согласно этой доктрине, инвестор может надеяться лишь на среднюю доходность рынка, оцениваемую с помощью индексов, таких как Dow Jones или S&P500 для Нью-Йоркской биржи. Всякий же спекулятивный доход носит случайный характер и подобен азартной игре на деньги. В основе непредсказуемости рыночных кривых лежит та же причина, по которой деньги редко валяются на земле в людных местах: слишком много желающих их поднять. 

Теория эффективного рынка не разделяется, вполне естественно, самими участниками рынка (которые как раз и заняты поиском “упавших” денег). Большинство из них уверено, что рыночные временные ряды, несмотря на кажущуюся стохастичность, полны скрытых закономерностей, т.е. в принципе хотя бы частично предсказуемы. Такие скрытые эмпирические закономерности пытался выявить в 30-х годах в серии своих статей основатель технического анализа Эллиот (R.Elliott). 

В 80-х годах неожиданную поддержку эта точка зрения нашла в (незадолго до этого появившейся) теории динамического хаоса. Эта теория построена на противопоставлении хаотичности и стохастичности (случайности). Хаотические ряды только выглядят случайными, но, как детерминированный динамический процесс, вполне допускают краткосрочное прогнозирование. Область возможных предсказаний ограничена по времени горизонтом прогнозирования, но этого может оказаться достаточно для получения реального дохода от предсказаний (Chorafas, 1994). И тот, кто обладает лучшими математическими методами извлечения закономерностей из зашумленных хаотических рядов, может надеяться на большую норму прибыли - за счет своих менее оснащенных собратьев.

В этой главе мы приведем конкретные факты, подтверждающие частичную предсказуемость финансовых временных рядов, и даже оценим эту предсказуемость численно.

Технический анализ и нейронные сети

В последнее десятилетие наблюдается устойчивый рост популярности технического анализа - набора эмпирических правил, основанных на различного рода индикаторах поведения рынка. Технический анализ сосредотачивается на индивидуальном поведении данного финансового инструмента, вне его связи с остальными ценными бумагами (Pring, 1991). 

Такой подход психологически обоснован сосредоточенностью брокеров именно на том инструменте, с которым они в данный момент работают. Согласно Александру Элдеру (A.Elder), известному специалисту по техническому анализу (по своей предыдущей специальности - психотерапевту), поведение рыночного сообщества имеет много аналогий с поведением толпы, характеризующимся особыми законами массовой психологии. Влияние толпы упрощает мышление, нивелирует индивидуальные особенности и рождает формы коллективного, стадного поведения, более примитивного, чем индивидуальное. В частности, стадные инстинкты повышают роль лидера, вожака. Ценовая кривая, по Элдеру, как раз и является таким лидером, фокусируя на себе коллективное сознание рынка. Такая психологическая трактовка поведения рыночной цены обосновывает применение теории динамического хаоса.  Частичная предсказуемость рынка обусловлена относительно примитивным коллективным поведением игроков, которые образуют единую хаотическую динамическую систему с относительно небольшим числом внутренних степеней свободы.

Согласно этой доктрине, для предсказания рыночных кривых необходимо освободиться от власти толпы, стать выше и умнее ее. Для этого предлагается выработать систему игры, апробированную на прошлом поведении временного ряда и четко следовать этой системе, не поддаваясь влиянию эмоций и циркулирующих вокруг данного рынка слухов. Иными словами, предсказания должны быть основаны на алгоритме, т.е. их можно и даже должно перепоручить компьютеру (LeBeau, 1992). За человеком остается лишь создание этого алгоритма, для чего в его распоряжении имеются многочисленные программные продукты, облегчающие разработку и дальнейшее сопровождение компьютерных стратегий на базе инструментария технического анализа.

Следуя этой логике, почему бы не использовать компьютер и на этапе разработки стратегии, причем не в качестве ассистента, рассчитывающего известные рыночные индикаторы и тестирующего заданные стратегии, а для извлечения оптимальных индикаторов и нахождения оптимальных стратегий по найденным индикаторам. Такой подход - с привлечением технологии нейронных сетей - завоевывает с начала 90-х годов все больше приверженцев (Beltratti, 1995, Бэстенс, 1997), т.к. обладает рядом неоспоримых достоинств.

Во-первых, нейросетевой анализ, в отличие от технического, не предполагает никаких ограничений на характер входной информации. Это могут быть как индикаторы данного временного ряда, так и сведения о поведении других рыночных инструментов. Недаром нейросети активно используют именно институциональные инвесторы (например, крупные пенсионные фонды), работающие с большими портфелями, для которых особенно важны корреляции между различными рынками.

Во-вторых, в отличие от теханализа, основанного на общих рекомендациях, нейросети способны находить оптимальные для данного инструмента индикаторы и строить по ним оптимальную опять же для данного ряда стратегию предсказания. Более того, эти стратегии могут быть адаптивны, меняясь вместе с рынком, что особенно важно для молодых активно развивающихся рынков, в частности, российского.

Нейросетевое моделирование в чистом виде базируется лишь на данных, не привлекая никаких априорных соображений. В этом его сила и одновременно - его ахиллесова пята. Имеющихся данных может не хватить для обучения, размерность потенциальных входов может оказаться слишком велика. Далее в этой главе мы покажем, как для преодоления этих типичных в области финансовых предсказаний трудностей можно воспользоваться опытом, накопленным технического анализом.

Методика предсказания временных рядов
Для начала обрисуем общую схему нейросетевого предсказания временных рядов (Рисунок 9). 
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Рисунок 9. Схема технологического цикла предсказаний рыночных временных рядов

Далее в этой главе мы кратко обсудим все этапы этой технологической цепочки. Хотя общие принципы нейро-моделирования применимы к данной задаче в полном объеме, предсказание финансовых временных рядов имеет свою специфику. Именно эти отличительные черты и будут в большей мере затронуты в этой главе.

Метод погружения. Теорема Такенса

Начнем с этапа погружения. Как мы сейчас убедимся, несмотря на то, что предсказания, казалось бы, являются экстраполяцией данных, нейросети, на самом деле, решают задачу интерполяции, что существенно повышает надежность решения. Предсказание временного ряда сводится к типовой задаче нейроанализа - аппроксимации функции многих переменных по заданному набору примеров - с помощью процедуры погружения ряда в многомерное пространство (Weigend, 1994). Например, 

-мерное лаговое пространство ряда 

 состоит из 

 значений ряда в последовательные моменты времени: 

. 

Для динамических систем доказана следующая теорема Такенса. Если временной ряд порождается динамической системой, т.е. значения 

 есть произвольная функция состояния такой системы, существует такая глубина погружения 

 (примерно равная эффективному числу степеней свободы данной динамической системы), которая обеспечивает однозначное предсказание следующего значения временного ряда (Sauer, 1991). Таким образом, выбрав достаточно большое 

 можно гарантировать однозначную зависимость будущего значения ряда от его 

 предыдущих значений: 

, т.е. предсказание временного ряда сводится к задаче интерполяции функции многих переменных. Нейросеть далее можно использовать для восстановления этой неизвестной функции по набору примеров, заданных историей данного временного ряда.

Напротив, для случайного ряда знание прошлого ничего не дает для предсказания будущего. Поэтому, согласно теории эффективного рынка, разброс предсказываемых значений ряда на следующем шаге при погружении в лаговое пространство не изменится.

Отличае хаотической динамики от стохастической (случайной), проявляющееся в процессе погружения, иллюстрирует Рисунок 10.
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Рисунок 10. Проявляющееся по мере погружения ряда различие между случайным процессом и хаотической динамикой

Эмпирические свидетельства предсказуемости финансовых рядов

Метод погружения позволяет количественно измерить предсказуемость реальных финансовых инструментов, т.е. проверить или опровергнуть гипотезу эффективности рынка. Согласно последней, разброс точек по всем координатам лагового пространства одинаков (если они - одинаково распределенные независимые случайные величины). Напротив, хаотическая динамика, обеспечивающая определенную предсказуемость, должна приводить к тому, что наблюдения будут группироваться вблизи некоторой гиперповерхности 

, т.е. экспериментальная выборка формирует некоторое множество размерности меньшей, чем размерность всего лагового пространства. 

Для измерения размерности можно воспользоваться следующим интуитивно понятным свойством: если множество имеет размерность 

, то при разбиении его на все более мелкие покрытия кубиками со стороной 

, число таких кубиков растет как 

. На этом факте основывается определение размерности множеств уже знакомым нам методом box-counting. Размерность множества точек определяется по скорости возрастания числа ячеек (boxes), содержащих все точки множества
. Для ускорения алгоритма размеры 

 берут кратными 2, т.е. масштаб разрешения измеряется в битах.

В качестве примера типичного рыночного временного ряда возьмем такой известный финансовый инструмент, как индекс котировок акций 500 крупнейших компаний США, S&P500, отражающий среднюю динамику цен на Нью-Йоркской бирже. Рисунок 11 показывает динамику индекса на протяжении 679 месяцев. Размерность (информационная) приращений этого ряда, подсчитанная методом box-counting, показана на следующем рисунке (Рисунок 12).
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	Рисунок 11. Временной ряд 679 значений индекса S&P500


	Рисунок 12. Информационая размерность приращений ряда S&P500 


Как следует из последнего рисунка, в 15-мерном пространстве погружения экспериментальные точки формируют множество размерности примерно 4. Это значительно меньше, чем 15, что мы получили бы исходя из гипотезы эффективного рынка, считающей ряд приращений независимыми случайными величинами. 

Таким образом, эмпирические данные убедительно свидетельствуют о наличии некоторой предсказуемой составляющей в финансовых временных рядах, хотя здесь и нельзя говорить о полностью детерминированной хаотической динамике. Значит, попытки применения нейросетевого анализа для предсказания рынков имеют под собой веские основания
.

Заметим, однако, что теоретическая предсказуемость вовсе не гарантирует достижимость практически значимого уровня предсказаний. Количественную оценку предсказуемости конкретных рядов дает измерение кросс-энтропии, также возможное с помощью методики box-counting. Для примера приведем измерения предсказуемости приращений индекса S&P500 в зависимости от глубины погружения
. Кросс-энтропия 

, график, которой приведен ниже (Рисунок 13), измеряет дополнительную информацию о следующем значении ряда, обеспеченную знанием  

 прошлых значений этого ряда. 
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Рисунок 13. Предсказуемость знака приращений ряда индекса S&P500 в зависимости от глубины погружения (ширины "окна"). Увеличение глубины погружения свыше 25 сопровождается снижением предсказуемости 

Далее в этой главе мы оценим, какой доход в принципе способен обеспечить такой уровень предсказуемости.

Формирование входного пространства признаков

Как иллюстрирует Рисунок 13, увеличение ширины окна погружения ряда приводит, в конце концов, к понижению предсказуемости - когда повышение размерности входов уже не компенсируется увеличением их информативности. В этом случае, когда размерность лагового пространства 

слишком велика для данного количества примеров, приходится применять специальные методики формирования пространства признаков с меньшей размерностью. Способы выбора признаков и/или увеличения числа доступных примеров, специфичные для финансовых временных рядов будут описаны ниже.

Выбор функционала ошибки

Для обучения нейросети недостаточно сформировать обучающие наборы входов-выходов. Необходимо также определить ошибку предсказаний сети. Среднеквадратичная ошибка, используемая по умолчанию в большинстве нейросетевых приложений, не имеет большого "финансового смысла" для рыночных рядов. Поэтому в отдельном разделе мы рассмотрим специфичные для финансовых временных рядов функции ошибки и покажем их связь с возможной нормой прибыли.

Например, для выбора рыночной позиции надежное определение знака изменения курса более важно, чем понижение среднеквадратичного отклонения. Хотя эти показатели и связаны между собой, сети, оптимизированные по одному из них, будут давать худшие предсказания другого. Выбор адекватной функции ошибки, как мы покажем далее в этой главе, должен опираться на некую идеальную стратегию и диктоваться, например, максимизацией прибыли (или минимизацией возможных убытков).

Обучение нейросетей

Основная специфика предсказания временных рядов лежит в области предобработки данных. Процедура обучения отдельных нейросетей стандартена. Как всегда, имеющиеся примеры разбиваются на три выборки: обучающая, валидационная и тестовая. Первая используется для обучения, вторая - для выбора оптимальной архитектуры сети и/или для выбора момента остановки обучения. Наконец, третья, которая вообще не использовалась в обучении, служит для контроля качества прогноза обученной нейросети. 

Однако для сильно зашумленных финансовых рядов существенный выигрыш в надежности предсказаний способно дать использование комитетов сетей. Обсуждением этой методики  мы и закончим данную главу. 

В литературе имеются свидетельства улучшения качества предсказаний за счет использования нейросетей с обратными связями. Такие сети могут обладать локальной памятью, сохраняющей информацию о более далеком прошлом, чем то, что в явном виде присутствует во входах. Рассмотрение таких архитектур, однако, увело бы нас слишком далеко от основной темы, тем более что существуют альтернативные способы эффективного расширения "горизонта" сети, за счет специальных способов погружения ряда, рассмотренных ниже. 

Формирование пространства признаков

Ключевым для повышения качества предсказаний является эффективное кодирование входной информации. Это особенно важно для труднопредсказуемых финансовых временных рядов. Все рекомендации, описанные в главе о предобработке данных, применимы и здесь. Имеются, однако, и специфичные именно для финансовых временных рядов способы предобработки данных, на которых мы подробно остановимся в данном разделе.

Способы погружения временного ряда

Начнем с того, что в качестве входов и выходов нейросети не следует выбирать сами значения котировок, которые мы обозначим 

. Действительно значимыми для предсказаний являются изменения котировок. Поскольку эти изменения, как правило, гораздо меньше по амплитуде, чем сами котировки, между последовательными значениями курсов имеется большая корреляция - наиболее вероятное значение курса в следующий момент равно его предыдущему значению:  

. Между тем, как это уже неоднократно подчеркивалось, для повышения качества обучения следует стремиться к статистической независимости входов, то есть к отсутствию подобных корреляций.

Поэтому в качестве входных переменных логично выбирать наиболее статистически независимые величины, например, изменения котировок 

 или логарифм относительного приращения 

. Последний выбор хорош для длительных временных рядов, когда уже заметно влияние инфляции. В этом случае простые разности в разных частях ряда будут иметь различную амплитуду, т.к. фактически измеряются в различных единицах. Напротив, отношения последовательных котировок не зависят от единиц измерения, и будут одного масштаба, несмотря на инфляционное изменение единиц измерения. В итоге, большая стационарность ряда позволит использовать для обучения большую историю и обеспечит лучшее обучение.

Отрицательной чертой погружения в лаговое пространство является ограниченный "кругозор" сети. Технический анализ же, напротив, не фиксирует окно в прошлом, и пользуется подчас весьма далекими значениями ряда. Например, утверждается, что максимальные и минимальные значения ряда даже в относительно далеком прошлом оказывают достаточно сильное воздействие на психологию игроков, и, следовательно, должны быть значимы для предсказания. Недостаточно широкое окно погружения в лаговое пространство не способно предоставить такую информацию, что, естественно, снижает эффективность предсказания. С другой стороны, расширение окна до таких значений, когда захватываются далекие экстремальные значения ряда, повышает размерность сети, что в свою очередь приводит к понижению точности нейросетевого предсказания - уже из-за разрастания размера сети
.

Выходом из этой, казалось бы, тупиковой ситуации являются альтернативные способы кодирования прошлого поведения ряда. Интуитивно понятно, что чем дальше в прошлое уходит история ряда, тем меньше деталей его поведения влияет на результат предсказаний. Это обосновано психологией субъективного восприятия прошлого участниками торгов, которые, собственно, и формируют будущее. Следовательно, надо найти такое представление динамики ряда, которое имело бы избирательную точность: чем дальше в прошлое - тем меньше деталей, при сохранении общего вида кривой. Весьма перспективным инструментом здесь может оказаться т.н. вейвлетное разложение (wavelet decomposition). Оно эквивалентно по информативности лаговому погружению, но легче допускает такое сжатие информации, которое описывает прошлое с избирательной точностью.

Понижение размерности входов: признаки

Подобного рода сжатие информации является примером извлечения из непомерно большого числа входных переменных наиболее значимых для предсказания признаков. Способы систематического извлечения признаков уже были описаны в прошлых главах. Их можно (и нужно) с успехом применять и к предсказанию временных рядов. 

Важно только, чтобы способ представления входной информации по возможности облегчал процесс извлечения признаков. Вейвлетное представление являет собой пример удачного, с точки зрения извлечения признаков, кодирования (Kaiser, 1995). Например, на следующем рисунке (Рисунок 14) изображен отрезок из 50 значений ряда вместе с его реконструкцией по 10 специальным образом отобранным вейвлет-коэффициентов. Обратите внимание, что несмотря на то, что  для этого потребовалось в пять раз меньше даных, непосредственное прошлое ряда восстановлено точно, а более далекое - лишь в общих чертах, хотя максимумы и минимумы отражены верно. Следовательно, можно с приемлемой точностью описывать 50-мерное окно всего лишь 10-мерным входным вектором.
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Рисунок 14 Пример 50-мерного окна (сплошная линия) и его реконструкции по 10 вейвлет-коэффициентам.
Еще один возможный подход - использование в качестве возможных кандидатов в пространство признаков различного рода индикаторов технического анализа, которые автоматически подсчитываются в соответствующих программных пакетах (таких как MetaStock или Windows On Wall Street). Многочисленность этих эмпирических признаков (Colby, 1988) затрудняет пользование ими, тогда как каждый из них может оказаться полезным в применении к данному ряду. Описанные ранее методы позволят отобрать наиболее значимую комбинацию технических индикаторов, которую и следует затем использовать в качестве входов нейросети. 

Метод искусственных примеров (hints)
Одним из самых "больных мест" в финансовых предсказаниях является дефицит примеров для обучения нейросети. Финансовые рынки, вообще говоря, не стационарны (особенно российские). Появляются новые финансовые инструменты, для которых еще не накоплена история, изменяется характер торговли на прежних рынках. В этих условиях длина доступных для обучения нейросети временных рядов весьма ограничена.

Однако, можно повысить число примеров, используя для этого те или иные априорные соображения об инвариантах динамики временного ряда. Это еще одно физико-математическое понятие, способное значительно улучшить качество финансовых предсказаний. Речь идет о генерации искусственных примеров, получаемых из уже имеющихся применением к ним различного рода преобразований.

Поясним основную мысль на примере. Психологически оправдано следующее предположение: игроки обращают внимание, в основном, на форму кривой цен, а не на конкретные значения по осям. Поэтому если немного растянуть по оси котировок весь временной ряд, то полученный в результате такого преобразования ряд также можно использовать для обучения наряду с исходным. Мы, таким образом, удвоили число примеров за счет использования априорной информации, вытекающей из психологических особенностей восприятия временных рядов участниками рынка.
 Более того, мы не просто увеличили число примеров, но и ограничили класс функций, среди которых ищется решение, что также повышает качество предсказаний (если, конечно, использованный инвариант соответствует действительности).

Приведенные ниже результаты вычисления предсказуемости индекса S&P500 методом box-counting (см. Рисунок 15, Рисунок 16) иллюстрируют роль искусственных примеров. Пространство признаков в данном случае формировалось методом ортогонализации, описанным в главе о способах предобработки данных. В качестве входных переменных использовались 30 главных компонент в 100-мерном лаговом пространстве. Из этих главных компонент были выбраны 7 признаков - наиболее значимые ортогональные линейные комбинации. Как видно из этих рисунков, лишь применение искусственных примеров оказалось способным в данном случае обеспечить заметную предсказуемость.
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	Рисунок 15. Предсказуемость знака изменения котировок индекса S&P500 
	Рисунок 16. Предсказуемость знака изменения котировок индекса S&P500 после учетверения числа примеров методом растяжения по оси цен 




Обратите внимание, что использование ортогонального пространства признаков привело к некоторому повышению предсказуемости по сравнению с обычным способом погружения: с 0.12 бит (Рисунок 13) до 0.17 бит (Рисунок 16). Чуть позже, когда пойдет речь о влиянии предсказуемости на прибыль, мы покажем, что за счет этого норма прибыли может увеличиться почти в полтора раза.

Другой, менее тривиальный, пример удачного использования такого рода подсказок (hints) для нейросети в каком направлении искать решение - использование скрытой симметрии в валютной торговле. Смысл этой симметрии в том, что валютные котировки могут рассмматриваться с двух "точек зрения", например как ряд DM/$ или как ряд $/DM. Возрастание одного из них соответствует уменьшению другого. Это свойство можно использовать для удвоения числа примеров: каждому примеру вида 

 можно добавить его симметричный аналог 

. Эксперименты по нейросетевому предсказанию показали, что для основных валютных рынков учет симметрии поднимает норму прибыли примерно в два раза, конкретно - с 5% годовых до 10% годовых, с учетом реальных транзакционных издержек  (Abu-Mostafa, 1995).

Измерение качества предсказаний

Хотя предсказание финансовых рядов и сводится к задаче аппроксимации многомерной функции, оно имеет свои особенности как при формировании входов, так и при выборе выходов нейросети. Первый аспект, касающийся входов, мы уже обсудили. Теперь коснемся особенностей выбора выходных переменных. Но прежде ответим на главный вопрос: как измерить качество финансовых предсказаний. Это поможет определить наилучшую стратегию обучения нейросети.

Связь предсказуемости с нормой прибыли

Особенностью предсказния финансовых временных рядов является стремление к получению максимальной прибыли, а не минимизации среднеквадратичного отклонения, как это принято в случае аппроксимации функций.

В простейшем случае ежедневной торговли прибыль зависит от верно угаданого знака изменения котировки. Поэтому нейросеть нужно ориентировать именно на точность угадывания знака, а не самого значения. Найдем как связана норма прибыли с точностью определения знака в простейшей постановке ежедневного вхождения в рынок (Рисунок 17). 
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Рисунок 17. Ежедневное вхождение в рынок 

Обозначим на момент 

: полный капитал игрока 

, относительное изменение котировки 

, а в качестве выхода сети возьмем степень ее уверенности в знаке этого изменения 

. Такая сеть с выходной нелинейностью вида 

 обучается предсказывать знак изменения и выдает прогноз знака с амплитудой пропорциональной его вероятности. Тогда возрастание капитала на шаге 

 запишется в виде:




где 

 - доля капитала, "в игре". Выигрыш за все время игры:




нам и предстоит максимизировать, выбрав оптимальный размер ставок 

. Пусть в среднем игрок угадывает долю 

 знаков и, соответственно, ошибается с вероятностью 

. Тогда логарифм нормы прибыли, 



,

а следовательно и сама прибыль, будет максимальным при значении 

 и составит в среднем:



.

Здесь мы ввели коэффициент 

. Например, для Гауссова распределения 

. Степень предсказуемости знака напрямую связана с кросс-энтропией, которую можно оценить a priory методом box-counting. Для бинарного выхода (см. Рисунок 18):







Рисунок 18. Доля правильно угаданных направлений изменений ряда как функция кросс-энтропии знака выхода при известных входах 

В итоге получаем следующую оценку нормы прибыли при заданной величине предсказуемости знака 

, выраженной в битах:



.

То есть, для ряда с предсказуемостью 

 в принципе возможно удвоить капитал за 

 вхождений в рынок. Так, например, измеренная выше предсказуемость временного ряда S&P500, равная 

(см. Рисунок 16) предполагает удвоение капитала в среднем за 

 вхождений в рынок. Таким образом, даже небольшая предсказуемость знака изменения котировок способна обеспечить весьма заметную норму прибыли. 

Подчеркнем, что оптимальная норма прибыли требует достаточно аккуратной игры, когда при каждом вхождении в рынок игрок рискует строго определенной долей капитала:



,

где 

 - типичная при данной волатильности рынка 

 величина выигрыша или проигрыша.
 Как меньшие, так и большие значения ставок уменьшают прибыль. Причем, чересчур рискованная игра может привести к проигрышу при любой предсказательной способности. Этот факт иллюстрирует Рисунок 19. 




Рисунок 19. Зависимость средней нормы прибыли от выбора доли капитала "на кону"

Поэтому приведенные выше оценки дают представление лишь о верхнем пределе нормы прибыли.
 Более тщательный анализ с учетом влияния флуктуаций, выходит за рамки нашего изложения. Качественно понятно, однако, что выбор оптимального размера контрактов требует оценки точности предсказаний на каждом шаге. 

Выбор функционала ошибки

Если принять, что целью предсказаний финансовых временных рядов является максимизация прибыли, логично настраивать нейросеть именно на этот конечный результат. Например, при игре по описанной выше схеме для обучения нейросети можно выбрать следующую функцию ошибки обучения, усредненную по всем примерам из обучающей выборки:



.

Здесь доля капитала в игре введена в качестве дополнительного выхода сети, настраиваемого в процессе обучения. При таком подходе, первый нейрон, 

, с функцией активации 

 даст вероятность возрастания или убывания курса, в то время как второй выход сети 

 даст рекомендованную долю капитала в игре на данном шаге. 

Поскольку, однако, в соответствии с предыдущим анализом, эта доля должна быть пропорциональна степени уверености предсказания, можно заменить два выхода сети - одним, положив 

, и ограничиться оптимизацией всего одного глобального параметра 

 минимизирующего ошибку:




Тем самым, появляется возможность регулировать ставку в соответствии с уровнем риска, предсказываемым сетью. Игра с переменными ставками приносит большую прибыль, чем игра с фиксированными ставками. Действительно, если зафиксировать ставку, определив ее по средней предсказуемости, то скорость роста капитала будет пропорциональна 

, тогда как если определять оптимальную ставку на каждом шаге, то - пропорциональна 

. 
Использование комитетов сетей
Из-за случайности в выборе начальных значений синаптических весов, предсказания сетей, обученных на одной и той же выборке, будут, вообще говоря, разниться. Этот недостаток (элемент неопределенности) можно превратить в достоинство, организовав комитет нейро-экспертов, состоящий из различных нейросетей. Разброс в предсказаниях экспертов даст представление о степени уверенности этих предсказаний, что можно использовать для правильного выбора стратегии игры.

Легко показать, что среднее значений комитета должно давать лучшие предсказания, чем средний эксперт из этого же комитета. Пусть ошибка 

-ого эксперта для значения входа 

 равна 

. Средняя ошибка комитета всегда меньше среднеквадратичной ошибки отдельных экспертов в силу неравенства Коши:




Причем, снижение ошибки может быть довольно заметным. Так, если ошибки отдельных экспертов не коррелируют друг с другом, т.е. 

, то среднеквадратичная ошибка комитета из 

 экспертов в 

 раз меньше, чем среняя индивидуальная ошибка одного эксперта!




Поэтому, в предсказаниях всегда лучше опираться на средние значения всего комитета. Иллюстрацией этого факта служит Рисунок 20. 
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Рисунок 20. Норма прибыли на последних 100 значениях ряда sp500 при предсказании комитетом из 10 сетей. Выигрыш комитета (кружки) выше, чем выигрыш среднего эксперта. Счет угаданных знаков для комитета 59:41

Как видно из приведенного выше рисунка, в данном случае выигрыш комитета даже выше, чем выигрыш каждого из экспертов. Таким образом, метод комитетов может существенно повысить качество прогнозирования. Обратите внимание на абсолютное значение нормы прибыли: капитал комитета возрос в 3.25 раза при 100 вхождениях в рынок (Естественно, эта норма будет ниже при учете транзакционных издержек).

Предсказания получены при обучении сети на 30 последовательных экспоненциальных скользящих средних (EMA1 … EMA30) ряда приращений индекса. Предсказывался знак приращения на следующем шаге. 

В этом эксперименте ставка была зафиксирована на уровне 

, близком к оптимальному при данной точности предсказаний (59 угаданных знаков против 41 ошибки) т.е. 

. На следующем же рисунке приведены результаты более рискованной игры по тем же предсказаниям, а именно - с 

.  
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Рисунок Норма прибыли на последних 100 значениях ряда sp500 при тех же предсказаниях комитета из 10 сетей, но по более рискованной стратегии

Выигрыш комитета в целом остался на прежнем уровне (чуть увеличился), поскольку данное значение риска так же близко к оптимуму, как и предыдущее. Однако, для большинства сетей, предсказания которых хуже, чем у комитета в целом, такие ставки оказались слишком рискованными, что привело к практически полному их разорению. 

Приведенные выше примеры показывают как важно уметь правильно оценить качество предсказания и как можно использовать эту оценку для увеличения прибыльности от одних и тех же предсказаний.

Можно пойти еще дальше и вместо среднего использовать взвешенное мнение сетей-экспертов. Веса выбираются адаптивно максимизируя предсказательную способность комитета на обучающей выборке.  В итоге, хуже обученные сети из комитета вносят меньший вклад и не портят предсказания. 

Возможности этого пути иллюстрирует приведенное ниже сравнение предсказаний двух типов комитетов из 25 экспертов (см. Рисунок 21 и Рисунок 22). Предсказания проводились по одной и той же схеме: в качестве входов использовались экспоненциальные скользящие средние приращений ряда с периодами равными первым 10 числам Фибоначчи. По результатам 100 экспериментов взвешенное предсказание дает в среднем превышение правильно угаданных знаков над ошибочным равное примерно 15, тогда как среднее - около 12. Заметим, что общее число повышений курса над понижением за указанный период как раз равно 12. Следовательно, учет общей тенденции к повышению в виде тривиального постоянного предсказания знака "+" дает такой же результат для процента угаданных знаков, что и взвешенное мнение 25 экспертов.
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	Рисунок 21. Гистограмма сумм угаданных знаков при средних предсказаниях 25 экспертов. Среднее по 100 комитетам = 11.7 при стандартном отклонении 3.2 


	Рисунок 22. Гистограмма сумм угаданных знаков при взвешенных предсказаниях тех же 25 экспертов. Среднее по 100 комитетам = 15.2 при стандартном отклонении 4.9 




Возможная норма прибыли нейросетевых предсказаний
До сих пор результаты численных экспериментов формулировались нами в виде процента угаданных знаков. Зададимся теперь вопросом о реально достижимой норме прибыли при игре с помощью нейросетей. Полученные выше без учета влияния флуктуаций верхние границы нормы прибыли вряд ли достижимы на практике, тем более, что до сих пор мы не учитывали транзакционных издержек, которые могут свести на нет достигнутую степень предсказуемости. 

Действительно, учет комиссионных приводит к появлению отрицательного члена в показателе экспоненты:



.

Причем, в отличае от степени предсказуемости 

, комиссия 

 входит не квадратично, а линейно. Так, в приведенном выше примере типичные значения предсказуемости 

 не смогут "пересилить" комиссию свыше

. 

Чтобы дать читателю представление о реальных возможностях нейросей в этой области, приведем результаты автоматического неросетевого трейдинга на трех финансовых инструментах, с различными характерными временами: значения индекса S$P500 с месячными интервалами между отсчетами, дневные котировки немецкой марки DM/$ и часовые отсчеты фьючерсов на акции Лукойл на Российской бирже. Статистика предсказаний набиралась на 50 различных нейросистемах (содержащих комитеты из 50 нейросетей каждая). Сами ряды и результаты по предсказанию знаков на тестовой выборке из 100 последних значений каждого ряда приведены на следующем рисунке.
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Рисунок 23. Средние значения и гистограммы количества правильно (

) и неправильно (

) угаданных знаков на тестовых выборках из 100 значений трех реальных финансовых инструментов.Эти результаты подтверждают интуитивно понятную закономерность: ряды тем более предсказуемы, чем меньше времени проходит между его отсчетами. Действительно, чем больше временной масштаб между последовательными значениями ряда, тем больше внешней по отношению к его динамике информации доступно участникам рынка, и, соответственно меньше информации о будущем содержится в самом ряде. 

Далее полученные выше предсказания использовались для игры на тестовой выборке. При этом, размер контракта на каждом шаге выбирался пропорциональным степени уверенности предсказания, а значение глобального параметра 

 оптимизировалось по обучающей выборке. Кроме того, в зависимости от своих успехов, каждая сеть в комитете имела свой плавающий рейтинг, и в предсказаниях на каждом шаге использовалась лишь "лучшая" в данный момент половина сетей. Результаты таких нейро-трейдеров показаны на следующем рисунке (Рисунок 24).
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Рисунок 24 Статистика выигрышей по 50 реализациям в зависимости от величины комиссионных. Реалистичные значения комиссионных, показанные пунктиром, определяют область реально достижимых норм прибыли 

Итоговый выигрыш (как и сама стратегия игры), естественно, зависит от величины комиссионных. Эта зависимость и изображена приведенных выше графиках. Там, где реалистичные значения комиссионных в выбранных единицах измерений были известны авторам, они отмечены на рисунке. Уточним, что в этих экспериментах не учитывалась "квантованность" реальной игры, т.е. то, что величина сделок должна равняться целому числу типовых контрактов.  Этот случай соответствует игре на большом капитале, когда типичные сделки содержат много контрактов. Кроме того, подразумевалась залоговая форма игры, т.е. норма прибыли исчислялась к залоговому капиталу, гораздо меньшему, чем масштабы самих контрактов. 

Приведенные выше результаты свидетельствуют о перспективности нейросетевого трейдинга, по крайней мере на "коротких" временных масштабах. Более того, в силу самоподобия финансовых временных рядов (Peters, 1994), норма прибыли за единицу времени будет тем выше, чем меньше характерное время трейдинга. Таким образом, автоматические нейросетевые трейдеры оказываются наиболее эффективны при торговле в реальном времени, где как раз наиболее заметны их преимущества над обычными брокерами: неутомляемость, неподверженность эмоциям, потенциально гораздо более высокая скорость реагирования. Обученная нейросеть, подсоединенная к электронной системе торгов, может принимать решения еще до того, как брокер-человек успеет распознать изменения графика котировок на своем терминале.

Заключение
Подытожим результаты этой главы. Во-первых, мы показали, что (по крайней мере, некоторые) рыночные временные ряды частично предсказуемы. Как и любой другой вид нейроанализа, предсказание временных рядов требует достаточно сложной и тщательной предобработки данных. Однако работа с временными рядами имеет свою специфику, которую можно использовать для увеличения прибыли. Это касается как выбора входов (использование специальных способов представления данных), так и выбора выходов и использования специфических функционалов ошибки. Наконец, мы показали, насколько выгоднее может быть использование комитетов нейро-экспертов по сравнению с отдельными нейросетями, и представили данные о реальных нормах прибыли на нескольких реальных финансовых инструментах.
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Извлечение знаний с помощью нейронных сетей

Искусственный интеллект, экспертные системы и нейронные сети. Извлечение правил из нейронных сетей. Алгоритм NeuroRule. Прореживание нейронных сетей. Обучение нейронных сетей с одновременным исправлением данных. Алгоритм TREPAN для извлечения деревьев решений с использованием нейронных сетей.

( Ковбойский язык очень легко понять, - заметил один ковбой. - Нужно просто заранее знать, что хочет сказать твой собеседник, и не обращать внимание на его слова.                   
Д.Бурстин, Американцы: демократический опыт

До сих пор нейросети рассматривались нами лишь как инструмент предсказания, но не понимания. Действительно, классический нейросетевой подход - метод черного ящика - предполагает создание имитационной модели, без явной формулировки правил принятия решений нейросетью. Вернее, эти правила содержатся в весах обученной нейросети, но понять их, переформулировав на язык “если … - то …” не представлялось возможным. В этой главе мы продемонстрируем методику, позволяющую строить подобные правила, объясняющие нейросетевые решения. Нейросети, таким образом, можно использовать не только для предсказаний, но и для извлечения знаний из баз данных.

Традиционно построение правил вывода и баз знаний считается прерогативой экспертных систем - направления искусственного интеллекта, которое  претендовало в начале семидесятых годов  заменить собою искусственные нейронные сети в задачах обработки информации. Экспертные системы были ориентированы именно на обработку данных с помощью некоторых правил вывода, которые предполагалось извлекать у экспертов в той или иной области знаний. Экспертные системы были призваны реализовывать цепочки рассуждений, имитирующих анализ ситуации экспертом-человеком. По сути в 70-е годы сам термин “искусственный интеллект”  был синонимом разработки экспертных систем, или инженерии знаний.

Это направление, однако, столкнулось с рядом принципиальных трудностей. В частности, инженеры знаний должны были извлекать их у очень квалифицированных экспертов, которые, вообще говоря, не стремились поделиться информацией. Знания - большая  ценность, и передавать их, чтобы помочь создать себе легко тиражируемую замену и, в конечном счете, обесценить себя как специалиста, стремился далеко не каждый. Но даже  и при наличии соответствующего желания, эксперт не всегда мог внятно сформулировать те правила, которыми он пользуется при подготовке экспертного заключения. Очень многое в его работе связано с интуитивными качественными оценками, распознаванием ситуации в целом, то есть с не формализуемыми процедурами (мы знаем, что это как раз та ситуация, в которой особенно отчетливо проявляются преимущества нейросетевого подхода). Но даже если все трудности оказывались преодоленными, достоинства построенной экспертной системы оказывались не абсолютными, поскольку именно явная формализация правил вывода, а не компьютерная система сама по себе представляла основную ценность. В этом смысле весьма показателен опыт создания в 70-е годы в Стэнфордском университете экспертной системы MYCIN, с помощью которой врачи должны были повысить надежность диагностики септического шока. Септический шок, дававший в случае развития 50% летальных исходов у прооперированных больных вовремя диагностировался врачами лишь в половине случаев. Экспертная система MYCIN позволила повысить качество диагностики почти до 100%. Однако, после того, как врачи познакомились с ее работой, они очень быстро сами научились правильно ставить соответствующий диагноз. Необходимость в MYCIN отпала и она превратилась в учебную систему. Таким образом, основная польза проекта состояла именно в извлечении знаний в понятном для человека виде.

По мнению Стаббса, известного американского специалиста в области нейросетевых приложений, экспертные системы “пошли” только в кардиологии. Они эффективно заменили объемистые руководства по анализу электрокардиограмм, содержащие множество достаточно ясно сформулированных правил оценки их многообразных особенностей.

Нейронные сети выглядят предпочтительнее экспертных систем, позволяя одновременно анализировать множество в общем случае неточных и неполных параметров и не требуя при этом явной формализации правил вывода. Однако, объяснение тех или иных рекомендаций, полученных с помощью нейросетевого анализа, является требованием, которое обычно предъявляют специалисты, желающие использовать нейросетевые технологии. На первый взгляд здесь-то и находится их слабое место. Действительно, в такой области обработки информации, как извлечение знаний, нейронные сети стали применяться только относительно недавно. Это еще одна сфера, в которой доселе господствовал только традиционный искусственный интеллект. Рассмотрим ее более подробно. 

Извлечение знаний
В последние годы созданы огромные базы данных, в которых хранится информация научного, экономического, делового и политического характера. В качестве примера можно привести GenBank, содержащий террабайты данных о последовательностях ДНК живых организмов. Для работы с подобными базами разработаны компьютерные технологии, позволяющие хранить, сортировать и визуализировать данные, осуществлять быстрый доступ к ним,  осуществлять их статистическую обработку. Значительно меньшими являются, однако, достижения в разработке методов и программ, способных обнаружить в данных важную, но  скрытую информацию. Можно сказать, что информация находится к данным в таком же отношении, как  чистое золото к бедной золотоносной руде. Извлечение этой информации может дать критический толчок в бизнесе, в научных исследованиях и других областях. Подобное нетривиальное извлечение неявной, прежде неизвестной и потенциально полезной информации из больших баз данных и называется Разработкой Данных (Data Mining) или же Открытием Знаний (Knowledge Discovery). Мы будем использовать далее для описания этой области информатики более явный синтетический термин - извлечение знаний. Извлечение знаний использует концепции, разработанные в таких областях как машинное обучение (Machine Learning), технология баз данных (Database Technology), статистика и других. 

Главными требованиями, предъявляемыми к методам извлечения знаний, являются эффективность и масштабируемость. Работа с очень большими базами данных требует эффективности алгоритмов, а неточность и, зачастую, неполнота данных порождают дополнительные проблемы для извлечения знаний. Нейронные сети имеют здесь неоспоримое преимущество, поскольку именно они являются наиболее эффективным средством работы с зашумленными данными. Действительно, заполнение пропусков в базах данных - одна из прототипических задач, решаемых нейросетями. Однако, главной претензией  к нейронным сетям всегда было отсутствие объяснения. Демонстрация того, что нейронные сети действительно можно использовать для получения наглядно сформулированных правил было важным событием конца 80-х годов. В 1989 году один из авторов настоящего курса поинтересовался у Роберта Хехт-Нильсена, главы одной из наиболее известных американских нейрокомпьютерных фирм Hecht-Nielsen Neurocomputers, где можно узнать подробности о нейроэкспертных системах, информация о которых тогда носила только рекламный характер. Хехт-Нильсен ответил в том смысле, что она не доступна. Но уже через 2-3 месяца после этого в журнале Artificial Intelligence Expert была опубликована информация о том, что после долгих и трудных переговоров Хехт-Нильсен и крупнейший авторитет в области экспертных систем Гэллант запатентовали метод извлечения правил из обученных нейронных сетей и метод автоматической нейросетевой генерации экспертных систем. 

Извлечение правил из нейронных сетей подразумевает их предварительное обучение. Поскольку эта процедура требует много времени для больших баз данных, то естественна та критика, которой подвергается использование нейротехнологии для извлечения знаний. Другим поводом для такой критики является трудность инкорпорации в нейронные сети некоторых имеющихся априорных знаний. Тем не менее, главным является артикуляция правил на основе анализа структуры нейронной сети. Если эта задача решается, то низкая ошибка классификации и робастность нейронных сетей дают им преимущества перед другими методами извлечения знаний.

Извлечение правил из нейронных сетей
Рассмотрим один из методов извлечения правил из нейронных сетей, обученных решению задачи классификации (Lu, Setiono and Liu, 1995). Этот метод носит название NeuroRule.

Задача состоит в классификации некоторого набора данных с помощью многослойного персептрона и последующего анализа полученной сети с целью нахождения классифицирующих правил, описывающих каждый из классов.

Пусть 

 обозначает  набор из N свойств 

, а 

- множество возможных значений, которое может принимать свойство 

. Обозначим через С множество классов 

. Для обучающей выборки известны ассоциированные пары векторов входных и выходных значений 

, где 

.

Алгоритм извлечения классифицирующих правил включает три этапа:

1. Обучение нейронной сети. На этом первом шаге двухслойный персептрон тренируется на обучающем наборе вплоть   до получения достаточной точности классификации. 

2. Прореживание (pruning) нейронной сети. Обученная нейронная сеть содержит все возможные связи между входными нейронами и нейронами скрытого слоя, а также между последними и выходными нейронами. Полное число этих связей обычно столь велико, что из анализа их значений невозможно извлечь обозримые для пользователя классифицирующие правила. Прореживание заключается в удалении излишних связей и нейронов, не приводящем к увеличению ошибки классификации сетью. Результирующая сеть обычно содержит немного нейронов и связей между ними и ее функционирование поддается исследованию.

3. Извлечение правил. На этом этапе из прореженной нейронной сети извлекаются правила, имеющие форму   если (

) и (

)  и ... и (

), то 

,      где 

 - константы, 

- оператор отношения (

). Предполагается, что эти  правила достаточно очевидны при проверке и легко применяются к большим базам данных.    

Рассмотрим все эти шаги более подробно

Обучение нейронной сети

Предположим, что обучающий набор данных необходимо расклассифицировать на два класса A и B. В этом случае сеть должна содержать N входных и 2 выходных нейрона. Каждому из классов будут соответствовать следующие активности выходных нейронов (1,0) и (0,1). Подходящее количество нейронов в промежуточном слое, вообще говоря, невозможно определить заранее - слишком большое их число ведет к переобучению, в то время как малое не обеспечивает достаточной точности обучения. Тем не мене, как уже отмечалось ранее, все методы адаптивного поиска числа нейронов в промежуточном слое делятся на два класса, в соответствии с тем, с малого или большого числа промежуточных нейронов стартует алгоритм. В первом случае по мере обучения в сеть добавляются дополнительные нейроны, в противоположном - после обучения происходит уничтожение излишних нейронов и связей.  NeuroRule использует последний подход, так что число промежуточных нейронов выбирается достаточно большим. Заметим, что NeuroRule уничтожает также и избыточные входные нейроны, влияние которых на классификацию мало.

В качестве функции  активации промежуточных нейронов используется гиперболический тангенс, так что их состояния изменяются в интервале [-1,1]. В то же время, функцией активации выходных нейронов является функция Ферми (состояния в интервале [0,1]). Обозначим через 

 - состояния выходных нейронов при предъявлении на вход сети вектора признаков 

-го объекта 

. Будем считать, что этот объект правильно классифицирован сетью, если



,
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. В остальных случаях 

.

Минимизируемая функция ошибки должна не только направлять процесс обучения  в сторону правильной классификации всех объектов обучающей выборки, но и делать малыми значения многих связей в сети, чтобы облегчить процесс их прореживания. Подобную технологию - путем добавления к функции ошибки специально подобранных штрафных членов - мы уже разбирали в Главе 3. В методе NeuroRule функция ошибка включает два слагаемых



,

где 



 

функция взаимной энтропии, минимизация которой происходит быстрее, чем минимизация среднеквадратичной ошибки. Штрафная функция



уже фигурировала в лекции 3. 

Здесь [image: image78.png]


- число нейронов в скрытом слое, [image: image79.png]


- величина связи, между [image: image80.png]


-м входным и [image: image81.png]


-м скрытым нейронами [image: image82.png]


- вес связи между [image: image83.png]


-м скрытым и [image: image84.png]


-м выходным нейронами. 

Использование регуляризирующего члена [image: image85.png]Ey



приводит к дифференциации весов по величи-нам, уменьшая большинство, но сохраняя значения некоторых из них. Обучение сети произво-дится методом обратного распространения ошибки. 

 Прореживание нейронной сети

Полное число связей в обученной сети составляет [image: image86.png](N + N,)Nn



. Можно показать, что связь между входным и промежуточным нейроном [image: image87.png]


можно удалить без снижения точности клас-сификации сетью при выполнении условий [image: image88.png]


и [image: image89.png]m+n2 <05



. Аналогичным образом, удаление связи [image: image90.png]


не влияет на качество классификации если [image: image91.png]


.

Извлечение правил 

Даже если параметры, описывающие признаки классифицируемых объектов, представляют собой непрерывные величины, для их представления можно использовать бинарные нейроны и принцип кодирования типа термометра. При таком способе кодирования область изменения параметра делится на конечное число [image: image92.png]


интервалов и для представления всех значений, ле-жащих в m-м интервале используется следующее состояние [image: image93.png]


бинарных нейронов: [image: image94.png]


.[image: image95.png]



Рис. 9.1.  . Пример кодировки непрерывной величины с помощью бинарных нейронов и принципа термометра. Интервал (0, 50) разбит на 5 равных частей. Значение 34.0 попадает в 4-й интервал. При этом состояния первых 4 из 5 кодирующих бинарных нейронов равно единице, а 5-го - нулю. 

При наличии многих непрерывных входов число заменяющих их бинарных нейронов может стать весьма большим. Однако, прореживание связей приводит к получению относительно ком-пактной сети. Но и для нее выделение классификационных правил представляет проблему. Если нейрон имеет d входов, то число различных бинарных векторов, которые он может обра-ботать составляет [image: image96.png]


, а это большая величина даже при малом d. Далее, состояния нейрона скрытого слоя являются непрерывными, что также является препятствием для извлечения пра-вил. Для его устранения все значения, которые принимают нейроны скрытого слоя кластеризу-ются и заменяются значениями, определяющими центры кластеров. Число таких кластеров выбирается небольшим. После такой дискретизации активностей промежуточных нейронов производится проверка точности классификации объектов сетью. Если она остается приемле-мой, то подготовка к извлечению правил заканчивается. Приведем формальное описание алго-ритма дискретизации значений активности нейронов скрытого слоя 

Алгоритм дискретизации

1. Выбирается значение параметра [image: image97.png]= (

0,1



, управляющего числом кластеров активности нейрона скрытого слоя. Пусть [image: image98.png]hy



- активность этого нейрона при предъявлении сети первого вектора обучающего набора. Положим число кластеров [image: image99.png]


, положение кластера [image: image100.png]Actuet(1)h1, count(1) = 1, sum(1) = hy



. 

2. Для всех векторов обучающего набора [image: image101.png]



· определяется активность нейрона скрытого слоя [image: image102.png]



· если существует индекс [image: image103.png]


такой что 

[image: image104.png]|h—

Actust (5)]

Ge{1,....

|h = Actuse (3)|




и 

[image: image105.png]|h— Aque(3)] < &,




то [image: image106.png]count(j

= count(j) + 1, sum(Nejust)

um (Nejust) + h




иначе [image: image107.png]Netust = Netust + 1, Actust(Netust) = b,
count(Npyes) = 1, sum(N_jyoe)





3. Заменить [image: image108.png]Acjust



на среднее значение активаций нейрона, объединенных в один и тот же кластер: [image: image109.png]Acpuet(3)=sum(3)/ count(3), 51, .



. 

4. Проверить точность классификации объектов сетью при замене истинных значений активации нейрона скрытого слоя на [image: image110.png]


. 

5. Если точность классификации оказалась ниже заданного значения, то уменьшить значение [image: image111.png]


и вернуться к шагу 1. 

Рассмотрим приведенный в (Lu, Setiono and Liu, 1995) пример, в котором прореженная сеть содержала три нейрона скрытого слоя, дискретизация активности которых была проведена при значении параметра [image: image112.png]c=0.6



. Ее результаты отражены в таблице 9.1. 

	Таблица 9.1. Дискретизация состояний нейронов скрытого слоя 

	нейрон скрытого слоя
	число кластеров
	дискретное значение активности

	1
	3
	(-1,0,1)

	2
	2
	(0, 1)

	3
	3
	(-1, 0.24, 1)


В этой работе решалась задача разбиения объектов на два класса. На ее примере мы и рассмотрим последовательность извлечения правил. После дискретизации значений активности нейронов скрытого слоя, передача их воздействий выходным классифицирующим нейронам описывалась параметрами, приведенными в таблице 9.2. 

	Таблица 9.2. Связь дискретных значений активности нейронов скрытого и выходного слоев. 

	h1
	h2
	h3
	o1
	o2

	-1
	1
	-1
	0.92
	0.08

	-1
	1
	1
	0.00
	1.00

	-1
	1
	0.24
	0.01
	0.99

	-1
	0
	-1
	1.00
	0.00

	-1
	0
	1
	0.11
	0.89

	-1
	0
	0.24
	0.93
	0.07

	1
	1
	-1
	0.00
	1.00

	1
	1
	1
	0.00
	1.00

	1
	1
	0.24
	0.00
	1.00

	1
	0
	-1
	0.89
	0.11

	1
	0
	1
	0.00
	1.00

	1
	0
	0.24
	0.00
	1.00

	0
	1
	-1
	0.18
	0.82

	0
	1
	1
	0.00
	1.00

	0
	1
	0.24
	0.00
	1.00

	0
	0
	-1
	1.00
	0.00

	0
	0
	1
	0.00
	1.00

	0
	0
	0.24
	0.18
	0.82


Исходя из значений, приведенных в этой таблице, после замены значений выходных нейронов ближайшими к ним нулями или единицами, легко получить следующие правила, связывающие активности нейронов скрытого слоя с активностями классифицирующих нейронов

· правило 1 если h2=0,h3=-1, то o1=1, o2=0 (объект класса А) 

· правило 2 если h1=-1,h2=1,h3=-1, то o1=1, o2=0 (объект класса А) 

· правило 3 если h1=-1,h2=0,h3=0.24, то o1=1, o2=0 (объект класса А) 

· правило 4 в остальных случаях o1=1, o2=0 (объект класса В) 

Эти правила являются вспомогательными, поскольку нам необходимо связать значения состояний классифицирующих выходных нейронов со входами нейронной сети. Структура данной сети после прореживания связей и нейронов изображена на следующем рисунке. 

[image: image113.png]




Рис. 9.2.  Двухслойная сеть после прореживания связей и входных нейронов. Положительные связи выделены. 

Связь между активностями входных бинарных нейронов и нейронов скрытого слоя для данной сети определяется следующими правилами: 

Для первого нейрона скрытого слоя: 

[image: image114.png]



[image: image115.png]



Для второго нейрона скрытого слоя: 

[image: image116.png]



[image: image117.png]



[image: image118.png]



Для третьего нейрона скрытого слоя: 

[image: image119.png]



[image: image120.png]



[image: image121.png],i1r=0= h; = -0.24





[image: image122.png]i5 = 0,113 1=h; =024





Комбинируя эти связи с правилами, связывающими активности нейронов скрытого слоя с ак-тивностями выходных нейронов, получим окончательные классифицирующие правила. 

[image: image123.png]ia=i13=i17=0=0=1,00=0




[image: image124.png]



[image: image125.png]is=i3=iis=1=0=1,0,=0




[image: image126.png]h=d13=1015=0,i17=1=0=1,00=0




[image: image127.png]Ip=i17=0,iy=i13=1=01=1,00=0




Приведенные выше правила определяют принадлежность объекта первому классу (А). Некото-рые из них могут оказаться нереализуемыми, если учесть, что состояния бинарных нейронов кодируют соответствующие непрерывные величины с помощью принципа термометра. 

Количество правил, полученных в данном случае, невелико. Однако, иногда даже после проце-дуры прореживания некоторые нейроны скрытого слоя могут иметь слишком много связей с входными нейронами. В этом случае извлечение правил становится нетривиальным, а если оно и осуществлено, то полученные правила не так просто понять. Для выхода из этой ситуации для каждого из "проблемных" нейронов скрытого слоя можно использовать вспомогательные двух-слойные нейронные сети. Во вспомогательной сети количество выходных нейронов равно чис-лу дискретных значений соответствующего "проблемного" нейрона скрытого слоя, а входными нейронами являются те, которые в исходной прореженной сети связаны с данным нейроном скрытого слоя. 
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Рис. 9.3.  . Третий нейрон скрытого слоя связан с максимальным числом входов. Число дискретных значений его активности равно 3. Для облегчения процедуры выделения классифицирующих правил этот нейрон может быть заменен вспомогательной сетью с тремя выходными нейронами, кодирующими дискретные значения активности. 

Обучающие примеры для вспомогательной сети группируются согласно их дискретизованным значениям активации "проблемного" нейрона. Для [image: image129.png]


дискретных значений [image: image130.png]


всем обучающим примерам, соответствующим уровню активации [image: image131.png]


, ставится в соответствие [image: image132.png]


-мерный целевой вектор, состоящий из нулей и одной единицы в [image: image133.png]


-й позиции. Вспомогательная сеть содержит свой слой скрытых нейронов. Она обучается и прореживается тем же способом, что и основная нейронная сеть. Метод извлечения правил применяется к каждой вспомогатель-ной сети, для того чтобы связать значения входов с дискретными значениями активации про-блемных нейронов скрытого слоя оригинальной сети. Подобный процесс осуществляется ре-курсивно для всех скрытых нейронов с большим числом входов до тех пор пока это число не станет достаточно малым или же новая вспомогательная сеть уже не сможет быть далее упро-щена. 

Исправление данных 

Итак, перед извлечением правил из нейронной сети производится ее обучение и прореживание. Упомянем еще об одной процедуре, которая иногда осуществляется при извлечении знаний из нейронных сетей - исправление (очищении). Подобная операция была предложена Вайгендом и коллегами и по сути используется параллельно с обучением (Weigend, Zimmermann, & Neuneier 1996). Гибридное использование обучения и исправления данных носит название CLEARNING (CLEARING+LEARNING). Данная процедура включает восходящий процесс обучения, при котором данные изменяют связи в нейронной сети и нисходящий процесс, в котором нейронная сеть изменяет данные, на которых производится обучение. Ее достоинствами являются выявление и удаление информационных записей, выпадающих из общей структуры обучающей выборки, а также замена искаженных данных и данных с лакунами на исправленные величины. При использовании данной процедуры происходит торг между доверием к данным и доверием к нейросетевой модели, обучаемой на этих данных. Эта конкур енция составляет существо так называемой дилеммы наблюдателя и наблюдений. 

2Способность работать с неточными данными является одним из главных достоинств нейронных сетей. Но она же парадоксальным образом является и их недостатком. Действительно, если данные не точны, то сеть в силу своей гибкости и адаптируемости будет подстраиваться к ним, ухудшая свои свойства обобщения. Эта ситуация особенно важна при работе с финансовыми данными. В последнем случае существует множество источников погрешности. Это и ошибки при вводе числовых значений или неправильная оценка времени действия ценных бумаг (например, они уже не продаются). Кроме того, если даже данные и введены правильно, они могут быть слабыми индикаторами основополагающих экономических процессов, таких как промышленное производство или занятость. Наконец, возможно, что многие важные параметры не учитываются при обучении сети, что эффективно может рассматриваться как введение дополнительного шума. Данные, далеко выпадающие из общей тенденции, забирают ресурсы нейронной сети. Некоторые из нейронов скрытого слоя могут настраива ться на них. При этом ресурсов для описания регулярных слабо зашумленных областей может и не хватить. Множество попыток применения нейронных сетей к решению финансовых задач выявило важное обстоятельство: контроль гибкости нейросетевой модели является центральной проблемой. Изложим кратко существо процедуры обучения сети, объединенной с исправлением данных. Для простоты рассмотрим сеть с одним входом и одним выходом. В этом случае минимизируемой величиной является сумма двух слагаемых (Weigend & Zimmermann, 1996): 

[image: image134.png]Snlu—v) +
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Первый член описывает обычно минимизируемое в методе обратного распространения ошибки квадратичное отклонение выхода нейронной сети [image: image135.png]y=ul.

T,



от желаемого значения [image: image136.png]


. Второе слагаемое представляет собой квадратичное отклонение исправленного входного значения [image: image137.png]


от реального его значения [image: image138.png]


. Соответственно, для весов сети [image: image139.png]


и для исправленных входных значений [image: image140.png]


получаются два правила их модификации. Для весов оно такое же, как и в стандартном методе обратного распространения ошибки, а для исправленного входа имеет вид 

[image: image141.png]Tyl = I;




где индекс определяет номер итерации данного входа. Представляя в виде суммы подлинного начального входного значения и поправки , получим для последней следующее уравнение итерационного изменения 

[image: image142.png]L= (= R)A =y -5





Это уравнение включает

· экспоненциальное затухание [image: image143.png]


: в отсутствие нового входа [image: image144.png]


стремится к нулю со скоростью пропорциональной [image: image145.png](1-Kkelo,1]



. 

· член, пропорциональный ошибке выходного значения [image: image146.png]


: аналогичная пропорциональность свойственна и обычному соотношению для модификации весов - чем больше ошибка, тем больше ее влияние на исправление входного значения. Этот член также пропорционален чувствительности выхода ко входу - [image: image147.png]dy/dr



. 

3Вайгенд и его коллеги предложили наглядную механическую интерпретацию минимизируемой функции, а также отношению скоростей обучения и исправления (см. рисунок 9.4). 

[image: image148.png]




Рис. 9.4.  

При обычном обучении (без исправления входного вектора) данные располагаются в пространстве вход-выход. Наблюдаемое выходное значение состояния выходного нейрона может рассматриваться как поверхность над пространством входов. Точки, изображающие данные обучающего набора вертикально прижимаются к этой поверхности пружинами, которые запасают некоторую энергию сжатия. Сложность нейронной сети определяется в конкуренции между жесткостью поверхности и жесткостью пружин. В одном из предельных случаев, бесконечно мягкая сеть (поверхность) пройдет как раз через все точки, определяемые данными. В противоположном случае, чрезмерно эластичные пружины не будут оказывать воздействия на поверхность и менять нейронную сеть. 

Введение механизма исправления данных соответствует добавлению пружин в пространстве входов - между каждой точкой данных [image: image149.png]


и исправленным значением [image: image150.png]


. Энергия, запасенная в этих пружинах составляет [image: image151.png]k22



. Минимизация суммарной функции ошибки соответствует минимизации полной энергии, запасенной в обеих типах пружин. Отношение [image: image152.png]


описывает конкуренцию между важностью ошибок выхода и важностью ошибок входа. 

Понимание закономерностей временных последовательностей 
Исправление данных является важной компонентой подхода, позволяющего извлекать из нейронных сетей знания, касающиеся воспроизводимых ими временных закономерностей. Если, например, нейронная сеть обучена и используется для предсказания курса рубля по отношению к доллару, то естественно попытаться осмыслить связь большего или меньшего падения этого курса с теми или иными параметрами, подаваемыми на вход нейронной сети. 

Кравен и Шавлик (Craven & Shavlik, 1996) разработали алгоритм TREPAN, порождающий дерево решений, аппроксимирующее поведение обученной нейронной сети. Важным достоинством алгоритма является то, что он не предъявляет никаких требований к архитектуре сети, числу ее элементов и связей (вспомним как важно было упростить структуру сети при использовании правила NeuroRule). Для него вполне достаточно того, что нейронная сеть является черным ящиком или Оракулом, которому можно задавать вопросы и получать от него ответы. Точность предсказания, даваемое сгенерированным деревом решений, близка к точности нейросетевого предсказания. 

Приведем формальную схему алгоритма TREPAN Исходные данные обученная нейронная сеть (Оракул); обучающая выборка - S; множество признаков - F, min_sample - минимальное множество вопросов для каждого узла дерева, baem_width - число ветвей. 

Инициализируем корень дерева R в виде листа. <Выборка векторов признаков> Используем все обучающее множество примеров S для конструирования модели распределе-ния входных векторов, достигающих узла R. 

[image: image153.png]ax(0, min.ample — |S|)





[image: image154.png]query)




множество из [image: image155.png]


примеров, генерируемых моделью [image: image156.png]


. <Используем нейронную сеть для классификации всех векторов признаков> Для каждого вектора признаков [image: image157.png]r € (SUqueryr)



узнаем у Оракула принадлежность [image: image158.png]


тому или иному классу - ставим метку класса [image: image159.png]Oracle(r)



<Осуществляем наилучшее первое расширение дерева> Инициализируем очередь [image: image160.png]Queue



, составленную из наборов [image: image161.png](R, S, querygr,{})



До тех пор пока очередь [image: image162.png]Queue



не пуста и глобальный критерий остановки не выполнен <создаем узел в начале очереди> удаляем [image: image163.png]{y3enN, sy, queryn, constry)



из начала очереди [image: image164.png]Queue



. Используем [image: image165.png]


и beam_width для конструирования в узле [image: image166.png]


разветвления [image: image167.png]


. lt;создаем узлы следующего поколения> Для каждого ответвления t разветвления [image: image168.png]


создаем [image: image169.png]


- новый дочерний узел [image: image170.png]



[image: image171.png]constry U{T =t}




<выборка векторов для узла С> [image: image172.png]


члены [image: image173.png]


с ответвлением t. Конструируем модель [image: image174.png]


распределения примеров, покрываемых узлом [image: image175.png]



[image: image176.png]max (o, min.ample — |Sc|)





[image: image177.png]quei

TUC



множество из [image: image178.png]


примеров, сгенерированных моделью [image: image179.png]


и ограничением [image: image180.png]CONSIre



Для каждого вектора признаков [image: image181.png]I € queryc



ставим метку класса [image: image182.png]Oracle(r)



<временно принимаем, что узел С является листом> Используем [image: image183.png]


и [image: image184.png]quei

TUC



для определения метки класса для С. <Определяем долен ли узел С расширяться> если локальный критерий остановки не удовлетворен то поместить <[image: image185.png]C, S¢, queryc, constrg



 > в очередь [image: image186.png]Queue



. Вернуть дерево с корнем [image: image187.png]


. 

TREPAN поддерживает очередь листьев, которые раскрываются и порождают поддеревья. В каждом узле очереди TREPAN сохраняет: (i) подмножество примеров, (ii) еще одно множество векторов, который называется набором вопросов (query) и (iii) набор ограничений ( ). Подмножество примеров включает просто те векторы обучающего набора, которые достигают данного узла дерева. Дополнительный набор вопросов Оракулу используется для выбора теста на разветвление в узле и определения класса примеров, если узел является листом. Алгоритм всегда требует, чтобы число примеров, на основе которых оценивается узел, было бы не меньше заданного (min_sample). Если же до данного узла доходит меньшее число примеров, TREPAN генерирует новые искусственные примеры, используя набор ограничений в данном узле. Множество ограничений определяет условия, которым должны удовлетворять примеры, чтобы достичь данного узла - эта информация используется при формировании набора вопросов для создаваемого нового узла. Для завершения процедуры построения дерева TREPAN использует локальный критерий - он оценивает состояние данного узла и решает, превратить ли его в лист, и глобальные критерии - максимальный размер дерева и общую оценку качества классификации примеров деревом. 

Возникает естественный вопрос: "А зачем вообще нужна нейронная сеть для данного алгорит-ма?" Ведь он может просто использовать обучающую выборку - известно же, какому классу принадлежит каждый пример. Более того, как бы хорошо ни была обучена сеть, она все равно будет делать ошибки, неправильно классифицируя некоторые примеры. Дело в том, что именно использование нейросетей в качестве Оракула дает возможность получать деревья решений, имеющих более простую структуру, чем у деревьев, обученных на исходных примерах. Это яв-ляется следствием как хорошего обобщения информации нейронными сетями, так и использо-вания при их обучении операции исправления данных (CLEARNING). Кроме того, алгоритмы построения деревьев, исходя из тренировочного набора данных, действительно разработаны и с их помощью такие деревья строятся путем рекурсивного разбиения пространства признаков. Каждый внутренний узел подобных деревьев представляет критерий расщепления некоторой части этого пространства, а каждый лист дерева - соответствует классу векторов признаков. Но в отличие от них TREPAN конструирует дерево признаков методом первого наилучшего расширения. При этом вводится понятие наилучшего узла, рост которого оказывает набольшее влияние на точность классификации генерируемым деревом. Функция, оценивающая узел [image: image188.png]


, имеет вид [image: image189.png]


, где [image: image190.png]


- вероятность достижения узла [image: image191.png]


примером, а [image: image192.png]


- оценка правильности обработки этих примеров деревом. TREPAN очень интересно осуществляет разделение примеров, достигающих данный внутренний узел дерева, а именно, использует так называемый [image: image193.png]m—of —n



тест. Такой тест считается выполненным, когда выпол-няются по меньшей мере из условий. Если, например, имеется 3 булевых переменных [image: image194.png]I1,I2,I3



, то использование выражения [image: image195.png]2—of —{r1,—12, 73}



будет эквивалентно использо-ванию логической функции [image: image196.png](riN—z2)U(r1Nzs)U (=12 Nx3)



. Подобная формулировка правил делает деревья вывода более компактными и четкими. Приведем пример дерева реше-ний, полученного алгоритмом TREPAN, Оракулом в которой являлась нейронная сеть, обучен-ная предсказывать курс обмена немецкой марки на доллар (Weigend et al., 1996). Заметим, что для обучения сети использовался рекомендуемый для финансовых приложений метод CLEARNING, с которым мы уже познакомились. Сеть обучалась на данных, охватывающих пе-риод с 1985 по 1994 гг. и предсказывала рост или падение курса обмена на следующий день в течение всего 1995 г. 

Таким образом, нейронные сети могут эффективно использоваться в практически важных зада-чах извлечения хорошо сформулированных знаний не только в случае, если их структура дос-таточно проста, но и в общем случае. 
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Предсказание рисков и рейтингование
Зачем нужны и какие бывают рейтинги? Нейросетевое рейтингование ценных бумаг. Предсказание банкротств. Возможно ли объективное рейтингование? Пример нейросетевого анализа российских банков.

( Если хотите броситься из окна, - сказал Швейк, - так идите в комнату, окно я открыл. Прыгать из кухни я бы вам не советовал, потому что вы упадете в сад прямо в розы, поломаете все кусты, и за это вам же придется платить. А из того окна вы прекрасно слетите на тротуар и, если повезет, сломаете себе шею. Если же не повезет, то вы переломаете себе только ребра, руки и ноги и вам придется  платить за лечение в больнице.  
 Я.Гашек. Похождения бравого солдата Швейка

Введение: предсказание рисков
Существуют две базовые инвестиционные стратегии: активная, основанная на предсказаниях доходности тех или иных активов, и пассивная, в которой рынок полагают непредсказуемым, и главной целью ставят минимизацию рисков. Оценка инвестиционного риска, таким образом, является одним из краеугольных камней финансового анализа. В этой главе рассмотрены основные нейросетевые методики оценки рисков и составления рейтингов. 

Эти методики используют два основных подхода: обучение с учителем - на примерах экспертных оценок или обанкротившихся фирм, и обучение без учителя - путем категоризации имеющихся данных. Сначала рассмотрим первый, более прямолинейный подход.

Рейтинги ценных бумаг

Рейтинг корпоративных облигаций

Существенную часть рынка ценных бумаг составляют корпоративные облигации - займы корпораций под фиксированный процент. Только на Нью-Йоркской Фондовой бирже в 1992 г. обращались облигации около 1500 компаний с общей номинальной стоимостью свыше $260 млрд. Для оценки риска невыплаты процентов или невозврата денег по облигации практически для всех таких корпораций существуют и периодически обновляются рейтинги, составляемые независимыми рейтинговыми агентствами. 

В рейтинговом бизнесе доминируют две компании: Standard & Poor's  и Moody's. Свыше 2000 долговых эмитентов поставляют свои финансовые отчеты этим двум организациям. Рейтинги этих агентств чрезвычайно авторитетны, от них напрямую зависят процентные ставки по облигациям: чем ниже рейтинг эмитента - тем дороже обходится эмитенту обслуживание своего долга, т.к. инвесторы желают получить плату за дополнительный риск. Более того, в США некоторым категориям инвесторов, таким, как банки и страховые компнии, законодательно запрещено покупать облигации с рейтингом Standard & Poor's  и Moody's ниже определенного уровня. Так, в классификации Standard & Poor's  (Error! Reference source not found.) бумаги с рейтингом ниже BBB считаются в основном спекулятивными. Их характеризует большая степень неопределенности в возможности выплаты процентов и возвращения основного долга (рейтинг России также принадлежит пока к этой категории
). 

Таблица 10.1. Шкала рейтингов по классификации Standard & Poor's 

	Рейтинг
	Описание (Шарп и др., 1997)
	Процент неплатежей (1971-1990)

	AAA
	Самая высокая вероятность выплаты процентов и возврата долга
	0.00%

	AA
	Высокая вероятность выплаты процентов и возврата долга
	1.70%

	A
	Высокая вероятность выплаты процентов и возврата долга, но несколько большая зависимость от экономической коньюнктуры
	0.65%

	BBB
	Адекватная вероятность выплаты процентов и возврата долга, еще большая зависимость от неблагоприятных факторов
	1.54%

	BB
	Долговые обязательства, хотя и имеют защитные характеристики, но характеризуются огромной неопределенностью невыплаты процентов
	5.93%

	B
	
	20.87%

	CCC
	
	38.08%


Чтобы составить представление о степени риска, характерном для облигаций с различными рейтингами, в последнем столбце этой таблицы приведены данные исследований реальных неплатежей по корпоративным облигациям в течении двадцати лет (Altman, 1991), а именно: процент бумаг, по которым в течении первых пяти лет с момента их выпуска были отмечены неплатежи. Можно отметить действительно отчетливую границу между "надежными" и "рискованными" облигациями.

Алгоритм составления описанных выше рейтингов неизвестен, более того, агентства утверждают, что он не основан в чистом виде на статистическом анализе финансовой информации, а содержит еще оценки экспертов, например для таких трудно формализуемых параметров, как "качество менеджмента". Такая ситуация вполне устраивает сами рейтинговые агентства, превращая их продукцию в уникальный товар. Однако многие инвесторы заинтересованы в обладании своими собственными алгоритмами рейтингования, "эмулирующими" рейтинги большой двойки - по крайней мере по трем причинам. 

· Во-первых, не для каждой облигации имеется официальный рейтинг. Многие бумаги, обойденные вниманием крупных рейтинговых агентств, могут в итоге оказаться весьма привлекательными для инвестиций, если суметь грамотно оценить степень их рискованности.

· Во-вторых, обновление официальных рейтингов происходит не столь часто, как хотелось бы. Умение загодя, до того как это станет общедоступной информацией, предугадать изменение рейтингов, очевидно, дает инвесторам дополнительные конкурентные преимущества.

· Наконец, разгадав стратегию "официального" рейтингования, инвесторы могут надеяться улучшить качество оценки финансового состояния эмитентов путем более интенсивного статистического анализа, получив, таким образом, преимущество над теми, кто пользуется официальными рейтингами.

Приведенные выше доводы обосновывают следующую постановку задачи для нейро-анализа: на основе общедоступной финансовой отчетности компаний-эмитентов постараться воспроизвести рейтинги Standard & Poor's  и/или Moody's. Несмотря на наличие неформальной компоненты, представляется вероятным, что алгоритмическая составляющая этих рейтингов довольно велика. В конце концов, общая численность аналитиков в обоих ведущих агентствах вместе взятых не превышает 100 человек. Так что справиться с обработкой постоянно обновляемых данных о 2000 эмитентах они могут лишь используя в основном автоматизированные процедуры.

Попытки смоделировать алгоритм рейтингования облигаций предпринимались с 60-х годов (Horrigan, 1966) и базировались на методе линейной регрессии. Типичный процент угадывания рейтинга в этих моделях составляет примерно 60%. Поскольку возможности нелинейного нейросетевого моделирования шире, неудивительно, что первые же попытки применить нейросети показали существенно лучшие результаты - на уровне 88% для воспроизведения отдельной градации рейтинга (Dutta, Shekhar, 1988)
. Более сложные нейросетевые модели способны с приемлемой точностью воспроизводить широкий диапазон рейтингов облигаций по набору ключевых финансовых индикаторов фирм-имитентов. Например, в работе (Moody, Utans, 1993) 97% предсказаний нейросети расходятся не более чем на один пункт с классификацией Standard & Poor's  в интервале [AAA+AA, A, BBB, BB, B] . 

Заметим, что несмотря на неплохие, в общем-то, результаты, подобные нейросетевые модели весьма компактны. В качестве входных переменных обычно используется от 6 до 10 финансовых индикаторов, являющихся отношением наиболее значимых статей балансов и отчетов о прибылях и убытках корпораций. Например, в последней из упомянутых выше работ первоначально использовались 10 финансовых индикаторов, отобранных аналитиками одного из крупных американских банков. Однако по результатам анализа чувствительности нейросетевых предсказаний к входным переменным два из этих индикаторов оказались незначимыми и не использовались в окончательной модели (8-3-1 персептрон с 3 нейронами на скрытом слое и 1 выходным линейным нейроном, дающим численный эквивалент рейтинга). Качество воспроизведения "тонких" градаций (с учетом субкатегорий, например AA+, AA-) рейтинга агентства Standard & Poor's, достигнутое этой моделью, иллюстрирует Error! Reference source not found..
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Рис. 10.1.  Воспроизведение 15-ти градаций рейтинга Standard & Poor's (штриховая линия) в работе (Moody, Utans, 1993) 

Оценка акций

В отличае от облигаций, являющихся своего рода долговыми расписками, акции корпораций не гарантируют возврата процентов и основной суммы долга. Однако, оценка перспективности различных активов в пакетах акций является одной из главных задач любого инвестора. Ранее мы описывали возможности предсказания котировок акций в будущем, основанные на анализе прошлого поведения временного ряда котировок. Альтернативный подход представляет собой рейтингование акций, основанное на более широком круге финансовых показателей компаний, доступных из их финансовых отчетов.

Результативность подобного подхода иллюстрируют рейтинги ведущего консультационного агентства США по инвестициям в акции - Value Line.  Раз в неделю это агентство разбивает акции около 1700 компаний по 5 рейтинговым категориям (алгоритм, естественно, широкой публике неизвестен). Статистические исследования подтверждают значимость рейтинга  Value Line. А именно, пакеты, составленные из акций более высокой рейтинговой категории, систематически дают большую прибыль в течении ближайшего квартала (в следующем квартале эффект уже заметно меньше). 

Есть основания предполагать, что квартальные отчеты корпораций влияют на курс акций. В частности, неожиданно высокие прибыли (убытки) статистически значимо коррелируют с повышением (понижением) курсов акций.
 Причем, эта корреляция существует достаточно долго - в течении по крайней мере двух месяцев со дня публикации отчета. Следовательно, инвестор имеет возможность извлечь определенную выгоду из финансовой отчетности корпораций. Справедливости ради следует отметить, что такая же корреляция имеется и на протяжении двух месяцев до объявления о прибылях/убытках (Шарп, и др. 1997). Это означает, что информация о состоянии фирмы просачивается на рынок раньше официальной публикации, так что временной ряд уже содержит эту информацию в неявном виде. Однако, интерпретация финансовых показателей отчета может дать гораздо более содержательную информацию, чем динамика временного ряда, зашумленная многими внешними факторами.

В более общей постановке речь идет о прогнозировании финансового "здоровья" корпорации на основании ее финансовой отчетности. Нетривиальным моментом здесь является количественное определение финансового благополучия. Можно, как и в случае с облигациями, воспользоваться для обучения сети рейтингами, например, упомянутого выше агентства Value Line для воспроизведения этой, в общем-то субъективной оценки компании. Можно попытаться использовать в качестве индикатора благополучия более объективный критерий - рыночный курс акций в ближайшем или более отдаленном будущем (Бэстенс и др., 1997). Однако, рыночный курс может быть подвержен сильным флуктуациям чисто спекулятивного характера. Наконец, можно воспользоваться указаниями самого сурового учителя, исследуя крайнюю форму проявления финансового "недомогания" - банкротство. Анализ банкротств, таким образом, может служить источником объективных оценок устойчивости финансового положения фирм. 
Предсказание рисков банкротств
Сначала приведем несколько цифр, иллюстрирующих "цену вопроса". Мировой рынок только межбанковских кредитов оценивается в $38 трлн. Это почти в два раза превышает мировой объем ценных бумаг. Естественно, что оценка риска невозврата кредитов имеет для банков первостепенное значение. (В случае страховки, этот риск, перекладывается на страховщика. Общий объем страховых премий в этой индустрии риска составляет $2.5 трлн.)

Количество банкротств в США на протяжении 80-х годов возрастало ежегодно примерно на 14%. В банковском секторе США число банкротств возросло с 50 в 1984 г. до 400 в 1991 г. Это, однако, составляет менее 3% от примерно 14000 действующих в США банков. В России же, например, только в 1996 г. лицензии были отозваны более чем у 10% из около 2000 зарегистрированных банков. Таким образом, предсказание банкротств, особенно в кризисных экономических условиях, является насущной задачей экономического анализа.

Если в проблеме рейтингования задачей нейросети было воспроизвести мнения экспертов о надежности корпорации, то нейросетевое предсказание банкротств основано на статистической обработке конкретных примеров банкротств. В такой постановке задача нейросети - самой стать экспертом, определяющим финансовую стабильность корпорации, основываясь исключительно на объективной информации - показателях финансовой отчетности. Обычно от нейросети требуется оценить вероятность банкротства через определенный промежуток времени (например, через год или через два года) по доступной на данный момент финансовой отчетности. В качестве входов используют финансовые индикаторы - отношения балансовых статей, наиболее полно отражающие определенные стороны финансового положения фирмы.

Исторические корни

Пионерская работа Альтмана в этом направлении датируется 1968 годом (Altman, 1968). Используя метод линейного дискриминантного анализа он выявил пять наиболее значимых финансовых индикаторов, влияющих на предсказание банкротств:

· (Оборотные средства / Общий размер активов) - характеризует денежные активы фирмы, т.е. ее способность мобилизовать ресурсы для немедленной уплаты долгов.

· (Нераспределенная прибыль / Общий размер активов) - прибыль после уплаты налогов и выплат акционерам, которая остается в распоряжении корпорации, например, для реинвестирования, характеризует источник погашения долгов.

· (Прибыль до выплаты налогов и процентов по вкладам / Общий размер активов) - характеризует общую эффективность управления капиталом.

· (Рыночная капитализация / Общий размер долгов) - характеризует отношение собственного капитала к заемному, т.е. эффективный размер долга.

· (Объем продаж / Общий размер активов) - характеризует активность  использования фирмой своих ресурсов.

В последующих работах разные авторы дополняли или видоизменяли список ключевых финансовых индикаторов по своему усмотрению. Наиболее общий подход, видимо, состоит в использовании в качестве входов логарифмов укрупненных статей балансов и отчетов о прибылях/убытках. Нейросеть в этом случае сама выберет наиболее значимые линейные комбинации входов, которым будут соответствовать наиболее значимые отношения различных статей в нужных пропорциях. Использование индикаторов, с другой стороны, помогает в интерпретации результатов нейро-моделирования если воспользоваться, например, техникой прореживания связей и извлечения правил, описанной в предыдущей главе. Заметим, что использование описанных выше индикаторов лежит также в основе общепринятой методики рейтингования банков CAMEL.

Нейросетевое предсказание банкротств

Обобщая опыт сравнительного анализа предсказаний банкротств различными методиками (Trippi, Turban, 1993), отметим:

· Нейросетевое моделирование обеспечивает наилучшую точность предсказания банкротств: порядка 90%, по сравнению с 80%-85% точностью для других статистических методик (дискриминантный анализ, логистический анализ, ID3, kNN). 

· При желании можно повысить "подозрительность" нейросети, обеспечив точность выявления банкротов вплоть до 99% - за счет снижения требований к ошибкам второго рода (класификации нормальной фирмы как банкрота). Это достигается путем увеличения веса ошибки первого рода (класификации банкрота как нормальной фирмы). В зависимости от конкретной практической задачи "подозрительность" сети можно произвольно регулировать.

· Банкротства можно уверенно предсказывать за несколько лет до их фактического наступления, причем точность предсказания за два года практически не отличается от точности предсказания за год. Таким образом, неявные сигналы неблагополучия присутствуют в финансовой отчетности фирмы задолго до ее краха.

Обсуждение

Полезность обучения сети на примерах обанкротившихся фирм состоит также в том, что такая сеть вырабатывает дискриминантную функцию - численный показатель финансового здоровья фирмы, меру ее устойчивости. Однако, устойчивость не является единственным возможным критерием оценки деятельности фирмы.
 Акционеры, например, заинтересованы не только в бесконечно долгом существовании фирмы, но и в получении достаточно весомой прибыли. Важно, кроме того,  не только состояние фирмы на настоящий момент, но и характеристики существующих тенденций. Здесь значимым может оказаться другой набор факторов, дающий другую оценочную функцию. Так, высокая доходность может обеспечить повышение надежности в будущем. Между тем, неясно каким образом можно обучать нейросеть на "будущий успех" при отсутствии такого же четкого критерия успеха, каким является банкротство для неудачи. 

Эти объективные трудности можно преодолеть, если вспомнить, что фирма существует не сама по себе, а в сообществе подобных ей фирм-конкурентов. И именно в сопоставлении с этим сообществом можно говорить о сильных и слабых сторонах ее деятельности. Эти рассуждения подводят нас к другой постановке задачи: комплексной оценки финансового состояния фирмы путем систематического сравнения ее показателей с показателями остальных участников данного рынка. Такой подход, рассмотренный в следующем разделе, не требует знания готовых ответов, т.к. основан на обучении без учителя.

Сравнительный анализ финансового состояния фирм
Сравнительный анализ, в отличае от рейтингования, предполагает введение не одной, а нескольких оценочных координат. Это позволяет лучше использовать имеющуюся информацию, более точно позиционировать фирму среди остальных. С другой стороны, для обозримости  результатов сравнительного анализа, количество параметров сравнения должно быть по возможности минимальным. В узком смысле "обозримость" требует введения не более двух координат - чтобы относительная позиция фирмы могла быть представлена точкой на двумерной карте, а различные финансовые показатели могли быть визуализированы в виде двумерных поверхностей. 

Постановка задачи

С математической точки зрения эта задача сводится к оптимальному сжатию информации о финансовом состоянии фирмы, т.е. отображении информации минимальным числом параметров при заданном уровне огрубления или минимизации потерь информации при заданном числе обобщенных координат. Для целей визуализации, выгодно ограничиться двухпараметрическим представлением. Это уже существенный шаг вперед по сравнению с однопараметрическим рейтингом. 

Данные о российских банках

Для иллюстрации описываемого подхода далее в этой главе
 будут использованы данные Центрального Банка России о годовых балансах и отчетах о прибылях/убытках примерно 1800 российских банков за 1994, 1995 годы, предоставленные информационным агентством "Прайм". Каждый банк при этом описывается 30 финансовыми показателями - отношением балансовых статей к общей сумме активов банка. Подобная нормализация приводит  все статьи к единому масштабу, сглаживая различия между крупными и мелкими банками, составляющие несколько порядков величин. Из этих 30 параметров нам предстоит оптимальным образом сконструировать две обобщенные координаты.

Сечения

Главный вопрос теперь - как выбирать эти обобщенные координаты. Можно, например, воспользоваться сечениями имеющихся многомерных данных, иными словами - просто выбрать два "наиболее важных" с точки зрения экспертов параметра балансов и таким образом отобразить на двумерной карте положение всех фирм. Для российских банков подобное представление информации практикует журнал "Эксперт" (см Error! Reference source not found.). 
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Рис. 10.2.  Положение пятнадцати крупнейших российских банков в 1996 г. в координатах "Надежность" - Доходность. (По материалам журнала "Эксперт")

Согласно такому подходу надежность банка характеризуется одним финансовым показателем - отношением собственного капитала к привлеченному. В первой половине этой главы мы видели, однако, что анализ банкротств выявляет как минимум пять (а то и восемь) значимых финансовых показателей, влияющих на надежность. 

Линейное сжатие информации - метод главных компонент

Более общий подход - использовать не две отдельные компоненты, а две линейные комбинации всех 30 исходных параметров, наилучшим образом представляющие имеющиеся данные (см. Error! Reference source not found.). 
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Рис. 10.3.  Линейная аппроксимация многомерных (здесь - трехмерных) данных

Каждый банк представлен точкой в 30-мерном пространстве и задача состоит в проведении двумерной плоскости в этом пространстве, обеспечивающей минимальное среднеквадратичное отклонение имеющихся точек от этой плоскости:



 

Как мы знаем подобное линейное приближение дается методом главных компонент. Если действительное расположение точек не сильно отклоняется от плоскости, этот метод может дать неплохое начальное приближение. Однако, оказывается, что в даном случае это не так. Среднеквадратичное отклонение для случая двух главных компонент оказалось равным почти половине от общей дисперсии: 

. 

Таким образом, даже оптимальный вариант линейного сжатия не дает возможности визуализировать финансовое положение банков. Оно может, тем не менее, оказаться полезным, в частности, для анализа значимости балансовых статей. Так, увеличение числа главных компонент постепенно дает все лучшее и лучшее приближение имеющегося массива данных (см. Error! Reference source not found.). 
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	Рис. 10.4.  Точность воспроизве-дения данных как функция числа главных компонент


Например, 10 главных компонент обеспечивают вполне приемлемую общую точность 94% (т.е. 

). При общем числе входов равном 30, это означает 3-кратное сжатие информации. Такое сжатие оказывается возможным из-за существенных корреляций между отдельными статьями в балансовой отчетности. При этом те статьи, которые дают наибольший вклад в главные компоненты, восстанавливаются по ним с наибольшей точностью.

Степень восстановления исходных данных по ограниченному числу главных компонент свидетельствует о том, насколько согласованны данные в этих статьях между собой во всем массиве имеющейся информации, т.е. насколько содержащаяся в них информация значима для выявления индивидуальных отличий. Error! Reference source not found. показывает, что около 20 статей восстанавливаются по 10 главным компонентам с относительно высокой точностью. Это как раз те статьи, кторые дают основной вклад в главные компоненты. Остальные статьи гораздо менее значимы для сравнительного финансового анализа, в частности, в силу незначительности совокупной доли активов в этих статьях балансов.
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Рис. 10.5.  Значимость статей балансов и отчетов о прибылях/убытках, определенная по степени их восстановления по 10 главных компонентам

Нелинейное сжатие информации - карты Кохонена

Итак, линейная статистическая обработка данных не способна выделить два ведущих параметра, описывающих финансовое состояние российских банков с приемлемой точностью. В этой ситуации естественно обратиться к нелинейному статистическому анализу, т.е. к нейросетевому моделированию. 

Напомним, что методом, дающим оптимальное представление информации в виде координат двумерной сетки, является построение топографических карт (карт Кохонена), о которых шла речь в Главе 4. Напомним в двух словах суть этой методики. В многомерное пространство данных погружается двумерная сетка. Эта сетка изменяет свою форму таким образом, чтобы по возможности точнее аппроксимировать облако данных. Каждой точке данных ставится в соответствие ближайший к ней узел сетки. Таким образом каждая точка данных получает некоторую координату на сетке. Такое отображение локально непрерывно: близким точкам на карте соответствуют близкие точки в исходном пространстве (обратное, вообще говоря, не верно: близким точкам в исходном пространстве могут соответствовать далекие точки на карте - такова цена понижения размерности). Таким образом, распределение данных на двумерной карте позволяет судить о локальной структуре многомерных данных.

Синаптические веса нейрона в сети Кохонена являются его координатами в исходном многомерном пространстве. Обучение сети, т.е. нахождение положения узлов карты в многомерном пространстве происходит в режиме "победитель забирает все". Данные по очереди подаются на входы всех нейронов и для каждого входа определяется ближайший к нему нейрон. Обучение состоит в подгонке весов нейрона-победителя и его ближайших соседей минимизурующих отклонение данных от нейронов-победителей. Постепенно сеть находит равновесное положение, оптимально аппроксимирующее данные (см. Error! Reference source not found.). 
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Рис. 10.6.  Нелинейная аппроксимация массива многомерных данных двумерной поверхностью

Если линейный статистический анализ пытается аппроксимировать данные плоскостью, то нелинейный - использует для этих целей двумерную поверхность, что позволяет, в принципе, добиться гораздо более высокой точности аппроксимации. Так, в нашем случае, суммарное расстояние от данных до ближайших к ним узлов топографической сетки 




составляет всего 

 (сравнительно с 

 ошибки линейной аппроксимации).

Таким образом, можно с приемлемой точностью описать финансовое состояние российских банков используя всего лишь два обобщенных финансовых индикатора, а именно - две координаты на двумерной карте Кохонена. Каждый банк по состоянию своего баллансового отчета отображается конкретной ячейкой на карте. Ячейки с одинаковыми координатами содержат банки со сходным финансовым состоянием. Чем дальше на карте координаты банков, тем больше отличается друг от друга их финансовый портрет.
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Рис. 10.7.  Пример содержимого ячейки Т9 карты Кохонена для российских банков (регистрационные номера и названия банков)

Так, например, Error! Reference source not found. иллюстрирует содержимое конкретной ячейки на карте Кохонена российских банков, содержащей 20x20 ячеек (т.е. 400 нейронов). 

Расположение на карте банков с отозванной лицензией

Достоинства карты Кохонена начинают проявляться после нанесения на нее какой-либо графической информации. Error! Reference source not found. показывает как выглядит карта Кохонена, на которой отмечены ячейки, содержащие банки с отозванными по результатам 1994 года лицензиями. Видно, что банки с отозванными лицензиями группируются в правом верхнем углу карты - "зоне риска". Мы увидим, что эта зона имеет и другие признаки неблагополучия.

[image: image204.wmf]
Рис. 10.8.  Ячейки, содержащие хотя бы один банк с отозванной в 1994 году лицензией

Отметим, что в отличие от анализа банкротств, описанного в первой части главы, здесь информация о банкротствах не участвовала в обучении сети. Она изображена на уже готовой карте, являсь лишь индикатором области параметров с повышенным риском банкротства. Эта особенность описываемой методики позволяет выявить область риска по относительно небольшому числу примеров (как в нашем случае).

Раскраски карты Кохонена

Различные раскраски топографической карты являются удобным средством для выявления взаимосвязей различных факторов. В принципе, любая финансовая характеристика порождает свою раскраску карты, как это иллюстрирует Error! Reference source not found..
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Рис. 10.9.  Раскраска карты, порожденная -ой статьей баланса
Вместе подобные раскраски дают исчерпывающую и наглядную картину. Здесь имеется полная аналогия с географическими картами различных типов на одной и той же географической сетке, которые в совокупности дают полное представление о данной местности. 

Карта размеров банков

Рассмотрим, например как располагаются на построенной карте банки разных размеров (см. Error! Reference source not found.)
. Размеры банков берутся в логарифмической шкале, причем клетки, отличающиеся на одну цветовую градацию, содержат банки с пятикратным отношением активов. Напомним, что величин активов банков была изначально выведена из набора параметров, т.к. она использовалась для нормировки остальных статей. Несмотря на это, банки разных размеров располагаются не хаотично, а регулярным образом, что свидетельствует о значимости размера банка при выборе им своей финансовой стратегии. Визуально на карте можно выделить следующие большие группы банков: большие банки (низ карты), малые банки (группа слева и группа справа) и средние банки. Раскраска, отражающая относительный размер Уставного фонда показывает, что между двумя группами малых банков имеются существенные различия: Банкив нижнем правом углу карты практически не растут (Error! Reference source not found.).
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	Рис. 10.10.  Размер активов российских банков
	Рис. 10.11.  Уставной фонд


Сравнение с расположением банков-банкротов, показывает, что вероятность банкротства как больших так и малых банков в 1994 году была невелика. 

Балансовые показатели

Ниже приводится ряд раскрасок карты Кохонена Российских банков по некоторым статьям баланса. Как видно из карт Итого доходов и Итого расходов, наиболее активные  банки (банки, у которых отношение доходов и расходов к их размеру наибольшее) располагаются в левом верхнем углу карты. Карта размеров говорит нам о том, что эти банки относительно невелики по своим размерам.
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	Рис. 10.12.  Итого доходов
	Рис. 10.13.  Итого расходов


Очень показательны карты Всего обязательств и Прибыль/убыток. Из карты Прибыль/убыток ясно видно, что наиболее убыточной является группа банков-банкротов (правый верхний угол). Эта же группа банков имеет больше всего обязательств. 
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	Рис. 10.14.  Прибыль/убыток
	Рис. 10.15.  Всего обязательств


Интересно отметить, что меньше всего обязательств имеют обе группы малых банков. Эти группы банков сходны по многим параметрам (на карте Уставной фонд видно, что у малых банков отношение уставного фонда к размеру выше, чем у остальных). Однако, как видно из карты Прибыль/убыток, в отличие от группы малых банков слева, которая является самой прибыльной, группа справа имеет прибыль ниже среднего. Это говорит о том, что скорее всего деятельность этих групп имеет разные цели. Малая прибыль в совокупности с большим уставным фондом и малыми обязательствами говорит о том, что банки из группы справа скорее всего служат для расчетных операций различных организаций, а не для получения прибыли.  

Обсуждение

Приведенные выше раскраски в совокупности образуют атлас, отражающий финансовое состояние банков или других фирм, занимающихся сходными видами бизнеса. Этот атлас дает графическое отображение положения любой конкретной фирмы среди конкурентов и может использоваться как удобное средство финансового анализа. В частности, можно рассматривать эволюцию финансового положения отдельной фирмы во времени, выявлять существующие тенденции и циклы. С точки зрения макроэкономики удобство такого рода карт состоит в том, что площади на этой карте примерно пропорциональны доле фирм в силу более-менее равномерного заполнения ячеек. Таким образом можно зримо представлять себе, например, долю крупных банков или банков, испытывающих трудности с возвратом кредитов.

Выводы
В данной главе были рассмотрены различные подходы к анализу рисков. Одни из них в для формирования обучающей выборки используют мнения авторитетных рейтинговых агентств, другие - опираются на объективные данные о банкротствах. Наконец, альтернативный подход использует для обучения сети "непомеченные" финансовые данные, предлагая методику сравнительного финансового анализа.

Бэстенс, Д.-Э., Ван Ден Берг, В.-М., Вуд, Д. (1997). Нейронные сети и финансовые рынки. Принятие решений в торговых операциях. ТВП Научное издательство.

Шарп, У., Александер, Г., Бейли, Д. (1997). Инвестиции. 5-е изд., пер. с англ. ИНФРА-М.

Altman, E. I. (1968). "Financial ratios, Discriminant analysis and the prediction of corporate bankruptcy", Journal of Finance, 23, No 4, 589-609.

Altman, E. I. (1991). "Defaults and returns on high-yield bonds through thr first half of 1991", Financial Analyst Journal, 47, No 6. 74-75.

Dutta, S., and Shekhar, S. (1988). "Bond Rating: A Non-Conservative Application of Neural Networks", Proc. IEEE Int. Conf. on Neural Networks, pp.II443-II450.

Horrigan, J.O. (1966). "The determination of long term credit standing with financial ratios", Empirical Research in Accounting: Selected Studies. Journal of Accounting Research.

Moody, J. and Utans, J. (1993). "Architecture Selection Strategies for Neural Networks: Application to Corporate Bond Rating Prediction", in: Neural Networks in the Capital Markets, Apostolos-Paul Refenes Ed., John Wiley & Sons, 277-300.

Shumsky, S.A., and Yarovoy, A.V. (1998). "Self-Organizing Atlas of Russian Banks", in: Deboeck, G. and Kohonen, T. (Eds). Visual Explorations in Finance with Self-Organizing Maps. Springer, 1998.
Trippi, R., and Turban, E., eds. (1993) Neural Networks in Finance and Investing, Probus Publishing.

West, R.R. (1970). "An alternative approach predicting corporate bond ratings",  Journal of Accounting Research, Spring 1970.

Нейронные сети и ...
Нейронные сети и статистика. Нейронные сети и  нечеткая логика. Нейронные сети и экспертные системы. Нейронные сети и статистическая физика.

( Животные делятся на: а) принадлежащих Императору, б) набальзамированных, в) прирученных, г) сосунков, д) сирен, е) сказочных, ж) отдельных собак, з) включенных в эту классификацию, и) бегающих, как сумасшедшие, к) бесчисленных, л) нарисованных тончайшей кистью из верблюжьей шерсти, м) прочих, н) разбивших цветочную вазу, о) издали напоминающих мух.
Х.Л.Борхес, Аналитический язык Джона Уилкинса

Нейрокомпьютинг имеет многочисленные точки соприкосновения с другими дисциплинами и их методами. В частности, теория нейронных сетей использует  аппарат статистической механики и теории оптимизации. Области приложения нейрокомпьютинга подчас сильно пересекаются или почти совпадают со сферами применения  математической статистики, теории нечетких множеств и экспертных систем. Связи и параллели нейрокомпьютинга чрезвычайно многообразны и свидетельствуют о его универсальности. В данной главе, которую можно рассматривать как дополнительную, так как она требует несколько большей математической подготовки, мы поговорим только о наиболее важных из них. 

Нейронные сети и статистика
Поскольку в настоящее время нейронные сети с успехом используются  для анализа данных, уместно сопоставить их со старыми хорошо разработанными статистическими методами. В литературе по статистике иногда можно встретить утверждение, что наиболее часто применяемые нейросетевые подходы являются ни чем иным, как неэффективными регрессионными и дискриминантными моделями.  Мы уже отмечали прежде, что многослойные нейронные сети действительно могут решать задачи типа регрессии и классификации. Однако, во-первых, обработка данных нейронными сетями носит значительно более многообразный характер - вспомним, например, активную классификацию сетями Хопфилда или карты признаков Кохонена, не имеющие статистических аналогов. Во-вторых, многие исследования, касающиеся применения нейросетей в финансах и бизнесе, выявили их преимущества перед ранее разработанными статистическими методами. Рассмотрим подробнее результаты сравнения методов нейросетей и математической статистики. 

Являются ли нейронные сети языком описания?

Как уже отмечалось, некоторые статистики утверждают, что нейросетевые подходы к обработке данных являются просто заново переоткрытыми и переформулированными, но хорошо известными статистическими методами анализа. Иными словами, нейрокомпьютинг просто пользуется новым языком для описания старого знания. В качестве примера приведем цитату из Уоррена Сэрла:

“Многие исследователи нейронных сетей являются инженерами, физиками, нейрофизиологами, психологами или специалистами по компьютерам, которые мало знают о статистике и нелинейной оптимизации. Исследователи нейронных сетей постоянно переоткрывают методы, которые известны в математической и статистической литературе десятилетиями и столетиями, но часто оказываются неспособными понять как работают эти методы”
Подобная точка зрения, на первый взгляд, может показаться обоснованной. Формализм нейронных сетей  действительно способен претендовать на роль универсального языка.  Не случайно уже в пионерской работе МакКаллока и Питтса было показано, что  нейросетевое описание эквивалентно описанию логики высказываний. 

“Я  в действительности обнаружил, что с помощью с помощью техники, которую я разработал в работе1961 года (…),  я мог бы легко ответить на все вопросы, которые мне задают специалисты по мозгу (...) или компьютерщики. Как физик, однако, я хорошо  знал, что теория, которая объясняет все, на самом деле не объясняет ничего: в лучшем случае она является языком”.  Эдуардо Каянелло
Не удивительно поэтому, что статистики часто обнаруживают, что привычные им понятия имеют свои аналоги в теории нейронных сетей. Уоррен Сэрл составил небольшой словарик терминов, использующихся в этих двух областях.

Таблица 2. Словарь аналогичных терминов 
	Нейронные сети
	Статистические методы.

	Признаки
	переменные

	входы
	независимые переменные

	выходы
	предсказанные значения

	целевые значения 
	зависимые переменные

	ошибка
	невязка

	обучение, адаптация, самоорганизация
	оценка

	функция ошибки, функция Ляпунова
	критерий оценки

	обучающие образы (пары)
	наблюдения

	параметры сети: веса, пороги.
	Оценочные параметры

	нейроны высокого порядка
	взаимодействия

	функциональные связи
	трансформации

	обучение с учителем или гетероассоциация
	регрессия и дискриминантный анализ

	обучение без учителя или автоассоциация
	сжатие данных

	соревновательное обучение, адаптивная векторная квантизация 
	кластерный анализ

	обобщение
	интерполяция и экстраполяция


В чем различие нейронных сетей и статистики?

В чем же заключается сходство и различие языков нейрокомпьютинга и статистики в анализе данных. Рассмотрим простейший пример.

Предположим, что мы провели наблюдения и экспериментально измерили N пар точек, представляющих функциональную зависимость 

. Если  попытаться провести через эти точки наилучшую прямую, что на языке статистики будет означать  использование для описания неизвестной зависимости линейной модели 



,

(где 

 обозначает шум при проведении наблюдения), то решение соответствующей проблемы линейной регрессии сведется к  нахождению оценочных значений параметров 

, минимизирующих сумму квадратичных невязок.



.

Если  параметры 

и 

найдены, то можно оценить значение y для любого значения x, то есть осуществить интерполяцию и экстраполяцию данных. 

Та же самая задача может быть решена с использованием однослойной сети с единственным входным и единственным линейным выходным нейроном. Вес связи a и порог  b могут быть получены путем минимизации той же величины невязки (которая в данном случае будет называться среднеквадратичной ошибкой) в ходе обучения сети, например методом backpropagation. Свойство нейронной сети к обобщению будет при этом использоваться для предсказания выходной величины по значению входа.
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Рисунок 25. Линейная регрессия и реализующий ее однослойный персептрон.
При сравнении этих двух подходов  сразу бросается в глаза то, что при описании своих методов статистика апеллирует к формулам и уравнениям, а нейрокомпьютинг к графическому описанию нейронных архитектур. 

· Если вспомнить, что с формулами и уравнениями оперирует левое полушарие, а с графическими образами правое, то можно понять, что в сопоставлении со статистикой вновь проявляется “правополушарность” нейросетевого подхода.
Еще одним существенным различием является то, что для методов статистики не имеет значения, каким образом будет минимизироваться невязка - в любом случае модель остается той же самой, в то время как для нейрокомпьютинга главную роль играет именно метод обучения.  Иными словами, в отличие от нейросетевого подхода, оценка параметров модели для статистических методов не зависит от метода минимизации. В то же время статистики будут рассматривать изменения вида невязки, скажем на 



,

как  фундаментальное изменение модели. 

В отличие от нейросетевого подхода, в котором основное время забирает обучение  сетей, при статистическом подходе это время тратится на тщательный анализ задачи. При этом опыт статистиков используется для выбора модели на основе анализа данных и информации, специфичной для данной области. Использование нейронных сетей - этих универсальных аппроксиматоров - обычно проводится без использования априорных знаний, хотя в ряде случаев оно весьма полезно. Например, для рассматриваемой линейной модели использование именно среднеквадратичной ошибки ведет к получению оптимальной оценки ее параметров, когда величина шума 

 имеет нормальное распределение с одинаковой дисперсией для всех обучающих пар. В то же время если известно, что эти дисперсии различны, то использование взвешенной функции ошибки 




может дать значительно лучшие значения параметров. 

Помимо рассмотренной простейшей модели можно привести примеры других в некотором смысле эквивалентных моделей статистики и нейросетевых парадигм

Таблица 3. Аналогичные методики
	Нейронные сети
	Статистические методы

	Многослойный персептрон
	Нелинейная (в т.ч. логистическая) регрессия, Дискриминантные модели

	Автоассоциативный персептрон
	Анализ главных компонент

	Векторная квантизация
	Кластеризация с k-средними

	Сети нейронов высоких порядков
	Полиномиальная регрессия


Сеть Хопфилда имеет очевидную связь с кластеризацией данных и их факторным анализом.

· Факторный анализ используется для изучения структуры данных. Основной его посылкой является предположение о существовании таких признаков - факторов, которые невозможно наблюдать непосредственно, но можно оценить по нескольким наблюдаемым первичным признакам. Так, например, такие признаки, как объем производства и стоимость основных фондов, могут определять такой фактор, как масштаб производства. В отличие от нейронных сетей, требующих обучения, факторный анализ может работать лишь с определенным числом  наблюдений. Хотя в принципе число таких наблюдений должно лишь на единицу превосходить число переменных рекомендуется использовать хотя бы втрое большее число значение. Это все равно считается меньшим, чем объем обучающей выборки для нейронной сети. Поэтому статистики указывают на  преимущество факторного анализа, заключающееся в  использовании меньшего числа данных и, следовательно, приводящего к более быстрой генерации модели. Кроме того, это означает, что реализация методов факторного анализа требует менее мощных вычислительных средств. Другим преимуществом факторного анализа считается то, что он является методом типа white-box, т.е. полностью открыт и понятен  - пользователь может легко осознавать, почему модель дает тот или иной результат. Связь факторного анализа с моделью Хопфилда можно увидеть, вспомнив векторы минимального базиса для набора наблюдений (образов памяти - см. Главу 5). Именно эти векторы являются аналогами факторов, объединяющих различные компоненты векторов памяти - первичные признаки. 
· Логистическая регрессия является методом бинарной классификации, широко применяемом при принятии решений в финансовой сфере. Она позволяет оценивать вероятность реализации (или нереализации) некоторого события в зависимости от значений некоторых независимых переменных - предикторов: x1,...,xN. В модели логистической регресии такая вероятность имеет аналитическую форму: Pr(X) =(1+exp(-z ))-1, где  z = a0+ a1x1+...+ aNxN. Нейросетевым аналогом ее, очевидно, является однослойный персептрон с нелинейным выходным нейроном. В финансовых приложениях логистическую регрессию по ряду причин предпочитают многопараметрической линейной регрессии и дискриминантному анализу. В частности, она автоматически обеспечивает принадлежность вероятности интервалу [0,1], накладывает меньше  ограничений на распределение значений предикторов. Последнее очень существенно, поскольку распределение значений финансовых показателей, имеющих форму отношений, обычно не является нормальным и “сильно перекошено”. Достоинством нейронных сетей является то, что такая ситуация не представляет для них проблемы. Кроме того, нейросети нечувствительны к корреляции значений предикторов, в то время как методы оценки параметров регрессионной модели в этом случае часто дают неточные значения. 
В то же время многие нейронные парадигмы, такие как сети Кохонена или машина Больцмана не  имеют прямых аналогов среди статистических методов. 

· В каком-то смысле недоверие и даже “ревность” к нейросетевым методам в сообществе статистиков аналогичны такому же отношению, существовавшему в недалеком прошлом среди специалистов в области Искусственного Интеллекта. Теперь же значительную часть публикаций в  журналах типа Artificial Intelligence (AI) или AI Expert составляют работы, посвященные нейронным технологиям. В настоящее время в статистическом сообществе растет интерес к нейронным сетям, как с теоретической, так и с практической точек зрения. Это проявляется в инкорпорации нейросетевых средств в стандартные статистические пакеты, такие как SAS и SPSS. 
Что лучше, статистические методы или нейронные сети?

Лучшим ответом на этот сугубо практический для прикладника вопрос является “It depends”. По-русски это означает “Все зависит от ситуации”. Иногда, особенно если априорная информация о данных отсутствует, разумнее использовать нейронные сети. Такой выбор часто дает быстрое и качественное решение задачи, как правило не худшее, чем получаемое статистическими методами после тщательного изучения структуры данных. 

· Иногда высказывается такое мнение, что статистические методы предназначены для профессионалов, поскольку их использование требует основательной теоретической подготовки. В то же время, нейронные сети - это инструмент любителей, который можно быстро освоить и применять. Как бы то ни было, разработка нейросетевой системы анализа данных действительно может быть осуществлена за значительно более короткое время (порядка нескольких месяцев) нежели создание аналогичной системы статистического анализа (требующее годы).   Например, бизнес-стратег Дэниэл Баррас, автор “Technotrands: How to Use Technology to Go Beyond Your Competition” утверждает, что для того, чтобы остаться конкурентноспособным, деловой человек должен не только использовать инструменты будущего, но и использовать их по-новому. В частности, нейросетевые технологии снабжают людей экспертизой, которая прежде могла быть получена лишь в течении многих лет обучения и опыта.
При наличии дополнительных знаний о характере задачи  статистические данные могут оказаться предпочтительнее. При сравнительном анализе возможностей нейронных сетей и статистических методов надо быть достаточно осторожными, поскольку иногда весьма сложные нейросетевые подходы сопоставляются с простыми статистическими моделями или наоборот. Существует мнение, что одинаково мощные статистические и нейросетевые подходы дают результаты одинаковые по точности и по затратам. Тем не менее,  примеры решения действительно важных прикладных задач могут дать представление о возможностях того или иного подхода.  

· Очень важной является проблема диагностирования инфаркта миокарда в приемном покое. Опытные врачи правильно определяют это заболевание в 88% случаев и в 29% случаев дают ложную тревогу. Разнообразные статистические  методы, включая дискриминантный анализ, логистическую регрессию, рекурсивный анализ распределений и пр. смогли лишь незначительно снизить число ложных тревог (до 26%). А вот Вильям Бакст, работающий на медицинском факультете университета в Сан-Диего, использовал для диагностики многослойный персептрон   и повысил  число правильно диагностированных инфарктов до 92%. Но более впечатляющим его результатом было снижение числа ложных тревог до 4%(!). Заметим, что такое значительное уменьшение ложно-положительных реакций является достаточно типичным преимуществом использования нейронных сетей. Эта особенность стимулирует в настоящее время разработку нейросетевых систем диагностики рака молочной железы, для которой ложные диагнозы являются настоящим бичом.    
· Дэвид Эшби и Нед Кумар из Школы Бизнеса в Арканзасе сравнили результаты применения нейросетевой технологии и классического дискриминантного анализа  к предсказанию невыполнения обязательств по высокодоходным облигациям (“junk-bonds”). Такие облигации являются в настоящее время основным источником внешнего финансирования американских корпораций.  Невыполнение обязательств означает либо потерю интереса к компании, либо потерю финансирования.  Поскольку операции с такими облигациями носят ярко выраженный спекулятивный характер, то предсказание выхода их из игры представляет интерес для ее участников. Задача состоит в классификации облигаций на два класса: выполнят - не выполнят. Первичный набор признаков, характеризовавших каждую облигацию, включал 29 финансовых и рыночных показатели фирм, из которых после корреляционного анализа было отобрано 16. Линейный дискриминантный анализ позволил провести классификацию с точностью 87.5%, в то время как двухслойный персептрон (16 нейронов в скрытом слое) дал несколько лучший результат - 89.3% правильных ответов.
·  Нейронные сети помогают выявить связи между данными в тех случаях, когда статистические методы не справляются с задачей. Например, статистика не позволяет найти корреляцию в последовательностях ДНК двух бактериофагов PHIX174 и  MIG4XX, хотя было известно, что они являются ближайшими родственниками. Использование сетей Хопфилда для поиска в этих последовательностях скрытых повторов (периодичностей), обеспечившее учет корреляций между нуклеотидными парами, не только показало несомненную близость геномов этих фагов, но и продемонстрировало, что они представляют собой гены, “сбежавшие” с комплементарных цепей ДНК-предшестенницы. 
Почему статистики ревнуют специалистов по нейронным сетям, а не наоборот?

Среди так или иначе конкурирующих методологий (а нейронные сети и статистика имеют общую часть “электората” - анализ данных) как правило побеждает не более обоснованная и надежная, а та, что ставит новые задачи для исследования (Имре Лакатош). Нейрокомпьютинг гораздо более молодая отрасль знания нежели статистика. Он бросает многочисленные вызовы специалистам различных профессий: биологам, физикам, психологам, математикам и другим. Кроме того, сфера теории нейронных сетей гораздо шире анализа данных. Она включает в себя и моделирование мозга и разработку нейрокомпьютеров. Статистики не могут претендовать на соревнование в этих областях и ревностно следят за претензиями нейрокомпьютинга  на их экологическую нишу.

Перекрестное опыление.

Конструктивный взгляд на взаимоотношение нейронных сетей и статистических методов заключается в том, что в общем случае они должны помогать друг другу и обогащать друг друга.  Кристоф и Пьер Кувре назвали такой процесс перекрестным опылением.

· Например, было показано, что нейросетевые классификаторы оценивают апостериорную Байесовскую вероятность и поэтому аппроксимируют оптимальный статистический классификатор с минимальной ошибкой. Подобная статистическая интерпретация значений выходов нейронной сети позволяет, в частности, компенсировать обычно существующие диспропорции в объемах примеров, представляющих в обучающей выборке различные классы. 
Практические выводы

Джон Такер провел тщательное сравнительное исследование использования логистической регрессии и нейронных сетей и определил следующее их принципиальное различие, которое сохраняет свое значение и при общем сопоставления статистики и нейрокомпьютинга. В то время как статистические методы фокусируются на оптимальном методе выбора переменных, нейрокомпьютинг ставит во главу угла предобработку этих переменных. Если нейронная сеть представляет собой многослойный персептрон, то функцией скрытых слоев и является такая последовательная предобработка данных. Вследствие этого нейронные сети занимают уникальное место среди методов обработки данных, превосходя их в универсальности и сложности, оставаясь при этом data-driven методом мало чувствительным к форме данных как таковых.  

Главный практический вывод, который может сделать читатель, сводится к фразе, уже ставшей афоризмом:

“Если ничего не помогает, попробуйте нейронные сети”.
Нейронные сети и экспертные системы
Рассмотрим теперь отношения нейрокомпьютинга и экспертных систем. Обе эти  технологии иногда относят к направлению Искусственный Интеллект, хотя строго говоря, термин искусственный интеллект появился в 70-е годы в связи с экспертными системами, как направления альтернативного нейронным сетям. 

· Первая конференция по проблемам искусственного интеллекта состоялась в США в 1969 году -  в этом же году и была опубликована критическая книга Минского и Пейперта “Персептроны”. 
Его основатели - Марвин Минский и Эдвард Фейгенбаум посчитали излишней апелляцию к  архитектуре мозга, его нейронным структурам, и декларировали необходимость моделирования работы человека со знаниями. Тем самым, поставив в центр внимания операции с формально-логическими языковыми структурами, они заведомо выбрали ориентацию на имитацию обработки информации левым полушарием мозга человека. Системы обработки таких формализованных знаний были названы экспертными, поскольку они должны были воспроизводить ход логических рассуждений эксперта (высокопрофессионального специалиста) в конкретной предметной области. Эти рассуждения проводятся с использованием правил вывода, которые инженер знаний должен извлечь у эксперта. 
Заметим, что в настоящее время распространено более широкое толкование систем искусственного интеллекта. К ним относят не только экспертные, но и нечеткие системы, нейронные сети и всевозможные комбинации, такие как нечеткие экспертные системы или нечеткие нейронные системы. Отдельным направлениями, выделяются также эвристический поиск, в рамках которого в 80-е годы Ньюэллом и Саймоном был разработан Общий Решатель Задач (GPS - General Problem Solver), а также обучающиеся машины (Ленат, Холланд). И если GPS не мог решать практические задачи, то машинная обучающаяся система EURISCO внесла значительный вклад в создание СБИС, изобретя трехмерный узел типа И/ИЛИ.

Однако экспертные системы претендовали именно на решение важных прикладных задач, прежде всего в таких областях, как медицина и геология. При этом соответствующая технология в сочетании с нечеткими системами была в 1978 году положена японцами в основу программы создания компьютеров 5-го поколения.  

· Парадокс искусственного интеллекта заключается в том, что как только некоторая, кажущаяся интеллектуальной, деятельность оказывается  искусственно реализованной, она перестает считаться интеллектуальной. В этом смысле наибольшие шансы остаться интелелктуальными имеют как раз нейронные сети, из которых еще не извлечены артикулированные знания. 
Сопоставление экспертных систем и нейрокомпьютинга выявляет  различия, многие из которых характерны для уже отмечавшихся в первой лекции различий обычных компьютеров (а экспертные системы реализуются именно на традиционных машинах, главным образом на языке ЛИСП и Пролог) и нейрокомпьютеров 

Таблица 4. Сравнение методов нейронных сетей и экспертных систем
	
	Нейронные сети
	Экспертные системы

	Аналогия
	правое полушарие
	левое полушарие

	Объект
	данные
	знания

	Вывод
	отображение сетью
	правила вывода


Важным преимуществом нейронных сетей является то, что разработка экспертных систем, основанных на правилах,  требует 12-18 месяцев, а нейросетевых - от нескольких недель до месяцев. 

Рассматривая извлечение знаний из обученных нейронных сетей, мы уже показали, что представление о них, как о черных ящиках, не способных объяснить полученное решение (это представление иногда рассматривается как аргумент в пользу преимущества экспертных систем перед нейросетями), неверно. В то же время, очевидно, что как и в случае мозга, в котором левое и правое полушарие действуют сообща, естественно и объединение экспертных систем с искусственными нейронными сетями. Подобные синтетические системы  могут быть названы  нейронными экспертными системами - этот термин использовал Иржи Шима,  указавший на необходимость интеграции достоинств обоих типов систем. Такая интеграция может осуществляться двояким образом. Если известна только часть правил, то можно либо инициализировать веса нейронной сети исходя из явных правил, либо инкорпорировать правила в уже обученные нейронные сети. Шима предложил  использовать и чисто коннекционистский методику построения нейронных эксперных систем, которая обладает таким достоинством, как возможность работы с неполными данными (ситуация типичная для реальных баз данных). Такой возможностью обладают введенные им сети интервальных нейронов.

Сети интервальных нейронов

Ситуация, в которой некоторые данные не известны или не точны, встречается достаточно часто. Например, при оценке возможностей той или иной фирмы, можно учитывать ее официально декларируемый капитал, скажем в 100 миллионов, но лучше всего считать, что в действительности его величина является несколько большей и меняется в интервале от 100 до 300 млн. Удобно ввести в данном случае специальные нейроны, состояния которых кодируют не бинарные или непрерывные значения, а интервалы значений. В случае если нижняя и верхняя граница интервала совпадают, то состояния таких нейронов становятся аналогичными состояниям обычных нейронов. 

Для интервального нейрона 

 на каждый его вход 

 подается не одно, а пара значений, 

определяющая границы интервала, в котором лежит величина воздействия 

-го нейрона. Воздействие, оказываемое на 

-й нейрон со стороны всех связанных с ним нейронов само лежит в интервале 

, где



,      

,



 - обратная температура.

Интервальное значение, которое принимает 

-й нейрон при данном воздействии, равно




где



.

Передаточная функция интервального нейрона приблизительно отражает идею монотонности по отношению к операции интервального включения. Это означает, что при 

, если вход 

-го нейрона лежит в интервале 

 , то выход 

- го нейрона, определенный по классической функции Ферми, обязательно попадет в интервал 

. Интервальные нейроны могут являться элементами многослойных персептронов. В этом случае их состояния вычисляются последовательно, начиная от входного слоя к выходному. Для сетей интервальных нейронов может быть построено обобщение метода обратного распространения ошибки, описание которого выходит за рамки нашего курса. 

Нейронные сети и нечеткая логика
Системы нечеткой логики (fuzzy logics systems)  могут оперировать с неточной качественной информацией и объяснять принятые решения, но не способны автоматически усваивать правила их вывода. Вследствие этого, весьма желательна их кооперация с другими  системами обработки информации для преодоления этого недостатка. Подобные системы сейчас активно используются в различных областях, таких как контроль технологических процессов, конструирование, финансовые операции, оценка кредитоспособности, медицинская диагностика и др. Нейронные сети используются здесь для настройки функций принадлежности  нечетких систем принятия решений. Такая их способность особенно важна при решении экономических и финансовых задач, поскольку вследствие их динамической природы функции принадлежности неизбежно должны адаптироваться к изменяющимся условиям.

Хотя нечеткая логика может явно использоваться для представления знаний эксперта с помощью правил для лингвистических переменных, обычно требуется очень много времени для конструирования и настройки функций принадлежности, которые количественно определяют эти  переменные. Нейросетевые методы обучения автоматизируют этот процесс и существенно сокращают время разработки и затраты на нее, улучшая при этом параметры системы. Системы, использующие нейронные сети для определения параметров нечетких моделей,  называются нейронными нечеткими системами. Важнейшим свойством этих систем является их интерпретируемость в терминах нечетких правил if-then.

· Подобные системы именуются также кооперативными нейронными нечеткими системами и противопоставляются конкурентным нейронным нечетким системам, в которых нейронные сети и нечеткие системы работают вместе над решением одной и той же задачи, не взаимодействуя друг с другом. При этом нейронная сеть обычно используется для предобработки входов или же для постобработки выходов нечеткой системы. 
Кроме них имеются также нечеткие нейронные системы. Так называются нейронные сети, использующие методы нечеткости для ускорения обучения и улучшения своих характеристик. Это может достигаться, например, использованием нечетких правил для изменения темпа обучения или же рассмотрением нейронных сетей с нечеткими значениями входов.

· Существует два основных подхода к управлению темпом обучения персептрона методом обратного распространения ошибки. При первом этот темп одновременно и равномерно уменьшается для всех нейронов сети в зависимости от одного глобального критерия - достигнутой среднеквадратичной погрешности на выходном слое. При этом сеть быстро учится на начальном этапе обучения и избегает осцилляций ошибки на позднем. Во втором случае оцениваются изменения отдельных межнейронных связей. Если на двух последующих шагах обучения инкременты связей имеют противоположный знак, то разумно уменьшить соответствующий локальный темп – в противном случае его следует увеличить. Использование нечетких правил может обеспечить более аккуратное управление локальными темпами модификации связей. В чаcтности это может быть достигнуто, если в качестве входных параметров этих правил  использовать последовательные значения градиентов ошибки. Таблица соответствующих правил может иметь, например следующий вид: 
Таблица 11.4. Нечеткое правило адаптации темпа обучения нейронной сети 

	Текущий градиент 


Предыдущий градиент
	NB   
	NS
	Z
	PS
	PB

	NB
	PB
	PS
	Z
	NS
	NB

	NS
	NS
	PS
	Z
	NS
	NB

	Z
	NB
	NS
	Z
	NS
	NB

	PS
	NB
	NS
	Z
	PS
	NS

	PB
	NB
	NS
	Z
	PS
	PB


Лингвистические переменные Темп Обучения и Градиент принимают в иллюстрируемом таблицей нечетком правиле адаптации следующие значения: NB - большой отрицательный; NS - малый отрицательный; Z - близок к нулю; PS - малый положительный; PB - большой положительный.

Наконец, в современных гибридных нейронных нечетких системах нейронные сети и нечеткие модели комбинируются в единую гомогенную архитектуру. Такие системы могут интерпретироваться либо как  нейронные сети с нечеткими параметрами, либо как параллельные распределенные нечеткие системы.

Элементы нечеткой логики

Центральным понятием нечеткой логики является понятие лингвистической переменной. Согласно Лотфи Заде лингвистической называется переменная, значениями которой являются слова или предложения естественного или искусственного языка. Примером лингвистической переменной является, например, падение производства, если она принимает не числовые, а лингвистические значения, такие как, например, незначительное, заметное, существенное, и катастрофическое. Очевидно, что лингвистические значения нечетко характеризуют имеющуюся ситуацию. Например, падение производства на 3% можно рассматривать и как в какой-то мере незначительное, и как в какой-то мере заметное. Интуитивно ясно, что мера того, что данное падение является катастрофическим, должна быть весьма мала.

Смысл лингвистического значения X  и характеризуется выбранной мерой - так называемой функций принадлежности (membership function) 

, которая каждому элементу u универсального множества U ставит в соответствие значение совместимости этого элемента с X . В нашем случае универсальным множеством является множество всех возможных величин падения производства (от 0 до 100%).
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Рис. 11.2.  Функции принадлежности лингвистической переменной Падение производства
Нечеткое правило связывает значения лингвистических переменных. Примером такого правила может быть, например, следующее.

Если (падение производства - катастрофическое), то  (доходы от экспорта энергоресурсов - значительные).

Нечеткое подмножество универсального множества U  характеризуется функцией принадлежности 

, которая ставит в соответствие каждому элементу 

 число 

из интервала [0, 1], характеризующее степень принадлежности элемента u подмножеству A.

Носителем множества A  называется множество таких точек в U, для которых величина   

положительна.

Нечеткие нейроны

Преобразование, осуществляемое типичным нейроном с двумя входами, имеет вид                                          

, где 

 - сигмоидная функция. Для того чтобы обобщить его, нужно представить себе, что вес нейрона не обязательно должен умножаться на значение соответственного входа, а здесь может быть применена какая-либо другая операция. Далее, суммирование воздействий также может быть заменено неким другим действием. Наконец, вместо сигмоидной функции потенциал нейрона может быть преобразован каким-либо новым способом. В нечеткой логике операция умножения заменяется для булевых переменных операцией И, а для числовых - операцией взятия минимума (min). Операция суммирования заменяется соответственно операциями ИЛИ и взятием максимума (max).

Если осуществить соответствующие замены в преобразовании, осуществляемом знакомым нам нейроном, и положить в нем 

 (линейный выход), то мы получим так называемый нечеткий ИЛИ-нейрон:



.

Для нечетких нейронов полагается, что значения входов и весов заключены в интервале [0, 1], поэтому и выход нейрона ИЛИ будет принадлежать этому же интервалу.

Используя противоположную подстановку (умножение

max), (сложение

min) получим преобразование, характерное для нечеткого И-нейрона:




Извлечение правил if-then

В главе, посвященной извлечению знаний,  мы уже познакомились с нейросетевыми методами извлечения правил из данных. Настало время узнать, как можно извлечь с их помощью нечеткие правила. 

Рассмотрим набор нечетких правил



 Если x есть Ai  ,  то y есть Bi ,     

    

Каждое из них может интерпретироваться как обучающая пара для многослойного персептрона. При этом, условие (x есть Ai) определяет значение входа, а следствие (y есть Bi) - значение выхода сети. Полное обучающее множество имеет вид 

. Заметим, что каждому лингвистическому значению Ai, Bi  соответствует своя функция принадлежности, так что каждое нечеткое правило определяет связь двух функций.

Если же правила имеют более сложный вид, типа  “два входа - один выход”:



 Если x есть Ai   и y есть Bi , то z есть Ci , 

 

то обучающая выборка принимает форму  

, 


Существует два основных подхода к реализации нечетких правил типа if-then с помощью многослойных персептронов.

В методе Умано и Изавы нечеткое множество представляется конечным числом значений совместимости. Пусть 

 включает носители всех 

, входящих в обучающую выборку, а также носители всех 

, которые могут быть входами в сети. Предположим также, что  

 включает носители всех 

, входящих в обучающую выборку, а также носители всех 

, которые могут быть входами в сети. Положим






 

Дискретный аналог обучающего множества правил (заменяющее функциональное) имеет вид:




Если теперь ввести обозначения 

, то можно представить нечеткую нейронную сеть с 

 входными и 

 выходными нейронами.
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Рис. 11.3.  Нечеткая нейронная сеть и треугольные функции принадлежности входных и выходных переменных
Пример 1.  Предположим, что обучающая выборка включает три правила:

    

   Если город мал, то доход от продажи бриллиантов отрицателен,

    

   Если город средний, то доход от продажи бриллиантов близок к нулю,

    

   Если город велик, то доход от продажи бриллиантов положителен.

Функции принадлежности определим как



                   




    




       


(Здесь предполагается, что доход не превышает 100% или 1.0 в относительных величинах)

Тогда обучающая выборка принимает форму

{(малый, отрицательный), (средний, близок к нулю), (большой, положительный)}

Если носитель множества входов [0, 10 000 000],  то для покрытия множества населения городов равномерной сеткой, захватывающей и малые города, понадобится несколько сот точек. Поэтому, ограничимся городами с населением 1 000 000 человек. Тогда можно выбрать 

.  Носитель множества выходов [-1,1] может быть описан набором из 

. Таким образом, в рассматриваемом случае сеть будет иметь умеренные размеры (например 50 - ... - 5) и 3 пары в обучающем наборе. 

В методе Уехары и Фуджицы вместо разбиения равномерной сеткой области, покрывающей носители всех функций принадлежности, равномерно разбивается область изменения этих функций [0,1]. Здесь видна явная аналогия с переходом от интегрирования по Риману к интегралу Лебега. Остальные действия аналогичны уже описанным.

Адаптация функций принадлежности

В главе, посвященной извлечению знаний из обученных нейронных сетей, мы познакомились с методами интерпретации отображения сетью входной информации в выходную с помощью правил типа неравенств, правил m-of-n и других. В теории нечетких множеств соответствующие нечеткие правила уже изначально имеют наглядный смысл. Например, 

    

 если разрыв между бедными и богатыми высок, то уровень преступности повышен.

Конечно, заманчиво иметь возможность получения не только качественного, но и количественного правила, связывающего уровень разрыва в доходах с преступностью. Мы знаем, что нейронные сети типа персептрона являются универсальными аппроксиматорами и могут реализовать любое количественное отображение. Хорошо бы, поэтому построить нейронную сеть так, чтобы она, во-первых, воспроизводила указанное нечеткое качественное правило (чтобы изначально знать интерпретацию работы сети) и, во-вторых, давала хорошие количественные предсказания для соответствующего параметра (уровня преступности). Очевидно, что добиться этого можно подбором соответствующих функций принадлежности. А именно, задача состоит в том, чтобы так определить понятия “высокий разрыв  в доходах” и “повышенный уровень преступности”, чтобы выполнялись и качественные и количественные соотношения. Нужно, чтобы и сами эти определения не оказалось дикими - иначе придется усомниться в используемом нами нечетком правиле. Если такая задача успешно решается, то это означает успешный симбиоз теории нечетких множеств и нейронных сетей, в которых “играют” наглядность первых и универсальность последних.

· Заметим, что использованные нами ранее функции принадлежности носили достаточно специфический характер (так называемую треугольную форму). Успех же сочетания  нечетких  моделей существенно зависит от разумного нечеткого разбиения пространств входов и выходов. Вследствие этого, задача адаптации функций принадлежности может быть поставлена как задача оптимизации, для решения которой и могут использоваться нейронные сети. Наиболее простой путь для этого заключается в выборе некоторого вида функции принадлежности, форма которой управляется рядом параметров,  точное значение которых находится при обучении нейронной  сети.

Рассмотрим соответствующую методику на следующем примере.Обозначим

              

 - курс доллара США ($) по отношению к немецкой марке (DM);

              

 - курс доллара США ($) по отношению к шведской кроне (SK);

              

 - курс доллара США ($) по отношению к финской марке (FM);

Предположим, что мы имеем три нечетких правила



если  $  слаб по отношению к DM и слаб по отношению к SK и слаб по отношению к FM,

                                      то    величина портфеля очень высока



если $ силен по отношению к DM и силен по отношению к SK и слаб по отношению к FM,

                                       то    величина портфеля  высока



если $ силен по отношению к DM и силен по отношению к SK и силен по отношению к FM,

                                       то величина портфеля мала

Формально,  эти правила можно записать следующим образом 

    

   если  

 есть L1   и  

 есть L2       и  

 есть L3  ,то   PV есть VB
    

   если    

 есть H1   и  

 есть H2       и  

 есть L3  ,то   PV есть B
    

   если    

 есть H1   и  

 есть H2       и  

 есть H3  ,то   PV есть S
Для всех нечетких правил Li  и Hi используем сигмоидные функции принадлежности




Для нечетких оценок величины портфеля вводятся следующие функции принадлежности





.

Предположим, что точные количественные значения курса доллара по отношению к немецкой марке, шведской кроне и финской марке равны 

, соответственно. Поскольку  любые значения этих курсов являются в какой-то мере слабыми и в какой-то мере сильными (а соответствующие меры определяются функциями принадлежности), то все три правила вступают в игру. В этом случае можно определить уровень активация каждого из них: 










Теперь можно вычислить и количественные оценки величины портфеля, даваемые каждым из наших правил,










Оценка величины портфеля получается усреднением вышеприведенных оценок по уровням активации каждого из правил




Ниже на  рисунке приведена архитектура нейронной сети, эквивалентной описанной выше нечеткой системе.
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Рис. 11.4.  Нейронная сеть (нечеткий персептрон), входами которой являются лингвистические переменные, выходом - четкое значение величины портфеля. Скрытые слои в нечетком персептроне называются слоями правил
Значения выходов в узлах первого слоя отражают степень соответствия входных значений  лингвистическим переменным, связанными с этими узлами. Элементы второго слоя вычисляют значения уровней активации соответствующих нечетких правил. Выходные значения нейронов третьего слоя соответствуют нормированным значениям этих уровней активации  

 Выходные значения нейронов четвертого слоя вычисляются как произведения нормированных значений уровней активации правил на значения величины портфеля, соответствующего данной их (ненормированной) активации:



. 

Наконец, единственный выходной нейрон (слой 5) просто суммирует воздействия нейронов предыдущего слоя.

Если мы имеем набор обучающих пар, содержащих точные значения курсов обмена 

 и точные значения величины портфеля 

: 

,  то определив ошибку сети для k-й обучающей пары обычным образом, как 

  (

 - реальное значение состояния выходного нейрона), можно использовать метод  градиентного спуска для коррекции значений  параметров, управляющих формой функции принадлежности лингвистической переменной “величина портфеля”:



,



,



,



.

Аналогичным образом выводятся уравнения коррекции для параметров, управляющих формой функций принадлежности нечетких понятий слабый Li  и сильный  Hi  курс доллара: 

 Легко заметить, что особенностью описанного нами совместного использования нейросетевого и нечеткого подходов заключается в том, что адаптируются не величины связей между нейронами, а формы нелинейного преобразования, осуществляемого нейронами (формы функции принадлежности). С нейрокомпьютерной точки зрения достоинства нечетких моделей как раз и связано с нелинейностью функции принадлежности. Фиксирование и изначальное задание архитектуры сети позволяет интерпретировать ее решения. И что особенно важно, описанный подход по сути позволяет инкорпорировать априорные знания в структуру нейронной сети. 
Нейронные сети и статистическая физика
Данная тема заслуживает не одной книги и ей действительно посвящена обширнейшая литература. В настоящем курсе лекций мы не можем хоть сколько-нибудь подробно остановится на ней. Рассмотрим кратко лишь  применение соответствующих идей к анализу сети Хопфилда. Демонстрация тесной аналогии, существующей между спиновыми стеклами и нейронными сетями, определила массированное и плодотворное вторжение методов статистической физики в теорию нейронных сетей в начале восьмидесятых годов. Сеть Хопфилда со стохастическими нейронами и явилась главной моделью, в которой применение  этих методов оказалось наиболее значительным. Это чрезвычайно плодотворное обобщение модели, в некотором смысле эквивалентное переходу к сетям с градуальными нейронами. В нем нейроны являются стохастическими элементами, и это обстоятельство открывает путь использованию методов статистической физики для анализа свойств ассоциативной памяти.

Стохастические нейроны

Стохастический нейрон, как и в оригинальной модели Хопфилда,  является бинарным - его состояние 

принимает значения 

. Однако то, в какое состояние перейдет нейрон,  связано со значением  потенциала 

 не однозначно, а случайным образом. Именно, вероятность перехода нейрона в состояния 

: 

, 

,  или иначе



,

где 

- распределение Ферми: 

, удовлетворяющее необходимым условиям 

,  и 

 - обратная температура. В низкотемпературном пределе  

 распределение Ферми переходит в пороговую функцию, и поведение сети из стохастических нейронов становится аналогичным поведению сети Хопфилда, составленной из обычных бинарных нейронов.

Приближение среднего поля

Поскольку динамика состояний стохастических нейронов является вероятностной, можно интересоваться только средней активностью, или же ожидаемыми значениями их состояний




В силу нелинейности функции Ферми усреднение ее затруднительно, но в приближении среднего поля  

 можно получить следующую замкнутую систему уравнений.



 

Фазовые переходы

На простом примере можно убедиться, что свойства сети критическим образом  зависят от температуры  

. Действительно, если величины всех синаптических связей положительны и равны между собой: 

 (такая система эквивалентна ферромагнетику), то все уравнения системы сводятся к одному



.

Решение этого уравнения зависит от крутизны наклона функции гиперболического тангенса в начале координат. При высокой температуре 

 уравнение имеет только тривиальное решение 

. Это означает, что состояния всех нейронов  беспорядочно флуктуируют, принимая с равной вероятностью значения 

. 
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Рис. 11.5.  Иллюстрация к характеру решений уравнения среднего поля в приближении высокой и низкой температур
Однако, при снижении температуры ниже точки Кюри 

 в системе происходит фазовый переход, при котором тривиальное решение становится неустойчивым, а у уравнения среднего поля появляется еще два устойчивых нетривиальных решения 

.

Такое поведение характерно и для общего случая. Мы увидим далее, что в модели Хопфилда свойства ассоциативного запоминания и вызова образов проявляются в некоторой области температуры и дополнительного параметра - степени загрузки памяти. Вне этой области система переходит в неупорядоченное состояние.

Сеть Хопфилда с Хеббовскими связями 

Рассмотрим интересующий нас случай сети, в которой связи вычислены по Хеббовскому правилу, исходя из вида 

 запоминаемых векторов. В этом случае уравнения среднего поля принимают вид



.

Если сеть работает как ассоциативная память, то разумно предположить, что каждому запоминаемому вектору 

 должно соответствовать некоторое решение системы,  совпадающего с ним с точностью до постоянного множителя



.

Подставляя это выражение в уравнения среднего поля и используя предположение, что все векторы памяти не коррелированы и значения их компонент с равной вероятностью принимают значения 

, получим:





 

В пределе 

 получаем знакомое уравнение для  множителя m: 



. 
Вновь при высокой температуре 

 это уравнение имеет только тривиальное решение и усредненная по времени конфигурация состояний нейронов не имеет ничего общего с запоминаемыми образами. При 

 уравнение имеет два решения 

, для которых средняя конфигурация активностей указывает на одно из запоминаемых состояний 

, или на его “зеркального двойника” 

. Из этих состояний однозначно восстанавливаются образы памяти. Однако, если сделать моментальный снимок состояния сети, то в силу флуктуаций она практически никогда не находится ни в одном из состояний памяти, всегда воспроизводя их с некоторой ошибкой. Теоретически было показано, что загрузка памяти,  

, оказывает на поведение системы такое же влияние, как температурный параметр в распределении Ферми. Когда этот параметр мал, каждому из запоминаемых некоррелированных образов соответствует стационарное состояние сети. Однако, при приближении его к критической емкости 

,  сеть внезапно теряет все свойства памяти. В плоскости координат 

 области памяти и неупорядоченного поведения сети разделены границей, при пересечении которой происходит соответствующий фазовый переход. Более детальный анализ выявляет на фазовой диаграмме следующие 4 области: парамагнитную (P) фазу, в которой любой порядок разрушается высокой температурой;  фазу спинового стекла (SG), в которой состояние сети не может эволюционировать к запомненным образам; смешанную (F+SG) - в ней запомненные образы метастабильны; и ферромагнитную (F) - в ней всем запоминаемым образам соответствуют глобальные минимумы энергии.
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Рис. 11.6.  Упрощенная и детальная диаграммы фазовых состояний сети Хопфилда
Наличие тепловых флуктуаций снижает вероятность попадания сети в состояние ложных минимумов. Критическая температура, при которых множество таких минимумов становится неустойчивыми, равна 

. Таким образом, тепловой шум улучшает свойства памяти и наиболее благоприятным температурным интервалом работы сети является 

. 
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Заключение

Еще несколько примеров применений нейросетей в бизнесе: оценка стоимости квартир в Москве, карта состояний фондового рынка, категоризация крупнейших компаний России. Заключение

( Плохая награда учителю, если ученики его так и остаются учениками.
Ф.Ницше, Так говорил Заратустра
Лекции, составляющие этот краткий курс, конечно, далеко не исчерпывают тему. Мы успели затронуть лишь малую долю всех возможных приложений искусственных нейросетей к задачам экономики и бизнеса. Это диктовалось как ограниченным объемом данной книги, так и нашим стремлением поподробнее остановиться хотя бы на нескольких приложениях, может быть в ущерб полноте охвата.

Чтобы как-то компенсировать этот недостаток, приведем в заключении несколько дополнительных примеров нейроприложений в области экономики и бизнеса. В следующих изданиях мы надеемся поподробнее изложить и этот материал. Пока же эти примеры призваны лишь “запитать” воображение читателя, облегчив ему поиск аналогичных перспективных приложений нейротехнологий.

· Оценка стоимости недвижимости. Нейросетевых оценщиков недвижимости можно найти в Internet, например, по адресам: http://www.neuralbench.ru/RUS/APP/REALEST.HTM - оценщик стоимости подмосковных дач, и http://canopus.lpi.msk.su/neurolab/NNgallery/NNlive/nnrieltor/Neurielt.html - оценщик стоимости квартир в Москве. Последняя программа, в создании которой один из авторов принимал непосредственное участие, представляет собой нейросеть, обученную на реальной базе данных. Пользователю достаточно заполнить стандартный бланк характеристик квартиры, включая район и степень удаленности от ближайшей станции метро, и ему мгновенно выдается средневзвешенная “рыночная” цена такой квартиры, полученная нейросетью обобщившей все накопленные в базе данные по известным предложениям.

· Карта состояний фондового рынка. Каждый день фондового рынка характеризуется сотнями параметров - котировками всех составляющих его акций. Можно ли как-то визуализировать состояние этого рынка, ввести обобщенные координаты, наиболее полно характеризующие его? Читатель может легко убедиться, что эта задача аналогична визуализации массивов банковской информации, только вместо конкретного банка, характеризуемого своим балансом, здесь выступает исторический момент фондового рынка. В группе нейрокомпьютинга ФИАН была построена такого рода карта состояний российской торговой системы, на которой история рынка выглядит как траектория, выписывающая сложные кривые. Транспонировав базу данных, получим набор компаний-эмитентов, каждая из которых характеризуется своей историей движения акций. Теперь можно, напротив, построить самоорганизующуюся карту Кохонена всех российских компаний, кластеризующие их по степени скоррелированности рыночных движений.

· Карта состояний российских предприятий. Предприятия характеризуются не только динамикой их ценных бумаг, но также различными экономическими показателями, отражающими его реальные успехи в бизнесе. В частности, таблицы важнейших экономических показателей двухсот самых крупных российских компаний ежегодно публикует журнал “Эксперт”. Опять же, самоорганизующиеся карты Кохонена дают возможность комплексного сравнения положения флагманов российской индустрии, позволяют обозреть российскую промышленность в целом и проанализировать тенденции ее развития.

Подобные примеры можно множить и множить. В частности, в вышедшей в 1997 году в издательстве “ТВП” книге Бэстенса, ван ден Берга и Вуда “Нейронные сети и финансовые рынки. Принятие решений в торговых операциях” можно найти дополнительные примеры применения нейросетей для прогнозирования денежных потоков и налоговых поступлений, оценки индексов акций и управления портфелями.

Мы же, напомним, в этой книге стремились выделить главные особенности новой технологии обработки данных с помощью искусственных нейросетей. Насколько это нам удалось - судить читателю. Нам же остается надеяться, что книга окажется полезной хотя бы для некоторых из них, и тем самым внесет свой вклад в распространение идей нейрокомпьютинга  в России. 
� “Достаточно сильное” изменение означает, что оно должно превосходить некоторое пороговое значение, которое может быть специфичным для каждого нейрона. 


� Болезненность родов у человека как раз и является платой за опережающее развитие мозга, сопровождающееся увеличением его объема.  


� Сейчас это пугающее предсказание, по-видимому, неактуально - вспомним основные параметры героев Шварценнегера.


� Одновременная активность большинства нейронов мозга проявляется в виде эпилептических припадков. 


� Противоположную точку зрения, не нашедшую экспериментального подтверждения, называют как раз grandmother-cell hypothesis.


� Мы будем пользоваться этим "народным" термином для персональных компьютеров (Personal Computer) вместо более наукообразной аббревиатуры ПЭВМ


� Некоторые нейро-пакеты, впрочем, предусматривают возможность использования специальных нейро-ускорителей.


� Известно сравнение нейросетей с изюмом, который хорош не столько сам по себе, сколько как добавка, например, в булочки. 


� Напомним определение идеала как принципиально недостижимой цели, к которой, тем не менее, следует стремиться.


� Свободный член, как мы убедимся ниже, нам не потребуется.


� Точнее - выходы сети Ойа являются линейными комбинациями первых � EMBED Equation.2  ��� главных компонент. Чтобы получить в точности сами главные компоненты достаточно в правиле Ойа заменить суммирование по всем выходам на: � EMBED Equation.2  ���.


� Энтропия  случайной величины  по порядку равна логарифму характерного разброса ее значений� EMBED Equation.2  ���


� Действительно, JPEG при ближайшем рассмотрении имеет много общего с методом главных компонент.


� Практически при больших размерностях осуществимы все-таки не всякие полиномиальные решения, а лишь полиномы низших степеней.


� Состояния аналоговых нейронов мы обозначаем латинскими буквами, тогда как состояния бинарных нейронов - греческими.


� В предположении, что задача определена и база данных для обучения нейросети уже собрана


� Здесь мы несколько упрощаем ситуацию, забывая, что участники сделки могут ориентироваться на разные временные масштабы цикла купли-продажи. Это, однако, не меняет кардинально общий вывод о сложности финансовых предсказаний.





� Вообще говоря, можно определить целое семейство т.н. размерностей Реньи:� EMBED Equation.2  ���, определяемых через относительные числа заполнения ячеек � EMBED Equation.2  ���. Причем  � EMBED Equation.2  ��� называют размерностью Хаусдорфа, � EMBED Equation.2  ���- информационной, а � EMBED Equation.2  ��� - корреляционной размерностями. Чем выше степень � EMBED Equation.2  ���, тем меньше эффективное число ячеек, и соответственно - тем меньше размерность. Для сопоставимости с другими применениями box-counting в данных лекциях мы будем опираться на информационную размерность � EMBED Equation.2  ���, численно равную энтропии, деленной на число бит данной степени разрешения � EMBED Equation.2  ���.





� График размерностей с ростом глубины погружения не выходит на насыщение, которое зафиксировало бы существование замкнутой детерминистической системы


� Предсказуемость подсчитывалась методом box-counting с использованием искусственных примеров, как это будет описано чуть ниже.





� Напомним, что согласно нашим прошлым оценкам минимальная ошибка нейропредсказаний возрастает с ростом числа входов: � EMBED Equation.2  ���, где � EMBED Equation.2  ���- число примеров.





� Естественно, таким образом можно не только удвоить число примеров, но и учетверить их и т.д


� Это отношение, в принципе, может быть не малым даже при очень маленькой волатильности - за счет механизмов залоговой торговли, практикуемых на биржах





� Помимо явного пренебрежения комиссионными, вызывает сомнения само предположение о постоянном перевложении капитала. В более  реалистичной игре на фиксированном капитале экспоненциальный рост сменяется линейным. 





� В момент написания этих строк рейтинг России был B+ в классификации агентства Standard & Poor's 


� Для рейтинга облигаций из класса AA по классификации Standard & Poor's.


� Заметим , что само понятие неожиданной прибыли подразумевает какую-то модель прогнозирования прибыли. Чем адекватнее будет прогноз, тем значимее информация об отличной от ожидаемой прибыли, свидетельствующая о каких-то существеных изменениях в характере функционирования фирмы. 


� Биологическая эволюция демонстрирует многочисленные примеры "слишком успешной" адаптации к определенной экологической нише, приводящей к быстрому вымиранию при резком изменении условий внешней среды. 


� Наше изложение будет следовать работе (Shumsky, Yarovoy, 1998), выполненной по заказу и при финансовой поддержке агентства "Прайм".


� К сожалению, в черно-белом варианте раскрасок многие эффекты не наблюдаются
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Результаты экспериментов по оценке точности предсказаний

Cfr

DM

Использовалось погружение в N-мерное входное пространство по трем схемам:

SP500

1) простое погружение:

2) разностное погружение:

3) разность логарифмов:

4) EMA - как входы, а приращение ряда - как выход

Box-counting анализ применялся к первым n главным компонентам.

Оценивалась кросс-энтропия входов-выходов, отнесенная к энтропии выходов:

Чем больше кросс-энтропия,

тем больше предсказуемость.

Оценка энтропий производилась по биту, ближайшему к 

Кол-во главных компонент увеличивалось, пока не терялась значимость первого бита.

Комментарий: для Гауссовых распределений кросс-энтропия 

связана с нормализованной ошибко следующим образом:

Связь выигрыша с кросс-энтропией.

Игра в орлянку

Без предсказания

Связь выигрыша с кросс-энтропией
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Связь нормализованной ошибки с кросс-энтропией.

Гауссовы распределения:

Т.о. кросс-энтропия определяет нормализованную среднеквадратичную ошибку предсказаний

Связь нормализованной ошибки с кросс-энтропией
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1.2035

1.218

1.2123

1.207

1.2055

1.2027

1.171

1.139

1.146

1.156

1.1622

1.1517

1.1425

1.1538

1.1495

1.1595

1.1531

1.141

1.1455

1.1413

1.1475

1.1565

1.148

1.154

1.1549

1.1465

1.156

1.1478

1.1405

1.1285

1.136

1.132

1.13

1.137

1.1368

1.136

1.139

1.1455

1.1395

1.1375

1.1385

1.1465

1.1365

1.1385

1.143

1.1408

1.1375

1.138

1.1379

1.1361

1.1371

1.1362

1.1377

1.1445

1.1575

1.1565

1.1645

1.176

1.1765

1.1675

1.165

1.1693

1.1705

1.1685

1.1685

1.174

1.175

1.1625

1.163

1.145

1.156

1.1543

1.1565

1.1568

1.159

1.152

1.1565

1.156

1.1535

1.1585

1.1645

1.162

1.161

1.1617

1.1615

1.16

1.1615

1.1625

1.166

1.18

1.1892

1.188

1.1918

1.1835

1.1882

1.1917

1.197

1.2105

1.2059

1.2165

1.2127

1.2142

1.2143

1.197

1.198

1.2067

1.204

1.207

1.206

1.2027

1.1945

1.197

1.184

1.1768

1.1783

1.1825

1.1785

1.1755

1.179

1.1816

1.195

1.2016

1.2035

1.202

1.1986

1.201

1.199

1.2022

1.2014

1.1929

1.1876

1.1872

1.1862

1.1912

1.1898

1.1919

1.1967

1.193

1.1916

1.1926

1.198

1.1892

1.189

1.1948

1.1948

1.196

1.1923

1.1944

1.1952

1.211

1.215

1.2215

1.2281

1.2343

1.2285

1.2275

1.2185

1.2276

1.2285

1.2335

1.23

1.2382

1.2344

1.2397

1.244

1.2502

1.2455

1.2417

1.2443

1.2445

1.2346

1.239

1.248

1.25

1.25

1.2519

1.2541

1.2615

1.2618

1.2683

1.268

1.2647

1.266

1.265

1.272

1.2595

1.2595

1.2481

1.253

1.2575

1.2569

1.2571

1.2695

1.2669

1.1605

1.1585

1.1528

1.144

1.157

1.145

1.15

1.146

1.159

1.145

1.148

1.144

1.148

1.1445

1.1432

1.157

1.1575

1.1705

1.167

1.158

1.1625

1.1687

1.1604

1.146

1.1519

1.1545

1.151

1.1591

1.152

1.1491

1.1488

1.152

1.1373

1.157

1.1485

1.152

1.1671

1.1665

1.1635

1.176

1.196

1.1945

1.2338

1.2308

1.2225

1.222

1.2265

1.2332

1.2263

1.2178

1.2098

1.208

1.217

1.2116

1.203

1.196

1.199

1.2

1.212

1.2163

1.214

1.2095

1.2035

1.218

1.2123

1.207

1.2055

1.2027

1.171

1.139

1.146

1.156

1.1622

1.1517

1.1425

1.1538

1.1495

1.1595

1.1531

1.141

1.1455

1.1413

1.1475

1.1565

1.148

1.154

1.1549

1.1465

1.156

1.1478

1.1405

1.1285

1.136

1.132

1.13

1.137

1.1368

1.136

1.139

1.1455

1.1395

1.1375

1.1385

1.1465

1.1365

1.1385

1.143

1.1408

1.1375

1.138

1.1379

1.1361

1.1371

1.1362

1.1377

1.1445

1.1575

1.1565

1.1645

1.176

1.1765

1.1675

1.165

1.1693

1.1705

1.1685

1.1685

1.174

1.175

1.1625

1.163

1.145

1.156

1.1543

1.1565

1.1568

1.159

1.152

1.1565

1.156

1.1535

1.1585

1.1645

1.162

1.161

1.1617

1.1615

1.16

1.1615

1.1625

1.166

1.18

1.1892

1.188

1.1918

1.1835

1.1882

1.1917

1.197

1.2105

1.2059

1.2165

1.2127

1.2142

1.2143

1.197

1.198

1.2067

1.204

1.207

1.206

1.2027

1.1945

1.197

1.184

1.1768

1.1783

1.1825

1.1785

1.1755

1.179

1.1816

1.195

1.2016

1.2035

1.202

1.1986

1.201

1.199

1.2022

1.2014

1.1929

1.1876

1.1872

1.1862

1.1912

1.1898

1.1919

1.1967

1.193

1.1916

1.1926

1.198

1.1892

1.189

1.1948

1.1948

1.196

1.1923

1.1944

1.1952

1.211

1.215

1.2215

1.2281

1.2343

1.2285

1.2275

1.2185

1.2276

1.2285

1.2335

1.23

1.2382

1.2344

1.2397

1.244

1.2502

1.2455

1.2417

1.2443

1.2445

1.2346

1.239

1.248

1.25

1.25

1.2519

1.2541

1.2615

1.2618

1.2683

1.268

1.2647

1.266

1.265

1.272

1.2595

1.2595

1.2481

1.253

1.2575

1.2569

1.2571

1.2695

1.2669

DM

1.7378

1.7392

1.7362

1.7404

1.7352

1.7302

1.7382

1.7368

1.7428

1.7524

1.7525

1.75

1.7446

1.7425

1.7442

1.7513

1.7518

1.7464

1.7374

1.731

1.7384

1.7299

1.7319

1.7365

1.747

1.7606

1.7622

1.7601

1.757

1.7549

1.7355

1.7286

1.725

1.7278

1.7158

1.7208

1.729

1.7275

1.727

1.7113

1.7078

1.7042

1.7025

1.709

1.7158

1.7198

1.7168

1.707

1.6872

1.6802

1.6885

1.6948

1.6919

1.6844

1.693

1.6955

1.686

1.6857

1.6756

1.665

1.6702

1.6712

1.6764

1.6692

1.6852

1.697

1.7038

1.7135

1.714

1.7126

1.7098

1.7142

1.7135

1.7116

1.7118

1.7142

1.7025

1.6939

1.69

1.6916

1.6824

1.6816

1.6724

1.6686

1.6538

1.6515

1.6435

1.6482

1.6624

1.6678

1.6584

1.665

1.6732

1.6684

1.6681

1.6743

1.668

1.6658

1.6556

1.651

1.6448

1.6488

1.6496

1.644

1.6462

1.6448

1.6435

1.6444

1.6502

1.6615

1.6698

1.6684

1.6678

1.6706

1.6661

1.6542

1.6434

1.6402

1.6324

1.623

1.6045

1.5978

1.6014

1.605

1.5946

1.5783

1.5837

1.5802

1.59

1.5946

1.5981

1.5886

1.5748

1.5762

1.569

1.5378

1.524

1.5339

1.5464

1.555

1.5445

1.5582

1.5672

1.5748

1.5946

1.5868

1.5902

1.5781

1.5799

1.5903

1.5748

1.5809

1.5809

1.5815

1.584

1.5808

1.5836

1.5788

1.5722

1.5554

1.5515

1.5548

1.5575

1.5465

1.5395

1.533

1.5334

1.539

1.5448

1.5596

1.575

1.5788

1.578

1.5765

1.5684

1.5536

1.5466

1.548

1.553

1.5482

1.5392

1.5436

1.54

1.546

1.5406

1.5475

1.5528

1.5482

1.547

1.5448

1.5525

1.5452

1.546

1.5481

1.5474

1.5552

1.5502

1.5434

1.5432

1.5402

1.5464

1.5465

1.5428

1.5368

1.5212

1.5085

1.5021

1.5013

1.4972

1.4952

1.4968

1.491

1.4948

1.4949

1.5045

1.5068

1.4981

1.5066

1.5192

1.5201

1.5146

1.5114

1.5178

1.5308

1.5283

1.5395

1.5488

1.5532

1.5479

1.5548

1.5588

1.553

1.5515

1.5572

1.5569

1.564

1.5656

1.5701

1.5719

1.5772

1.574

1.5707

1.5698

1.5722

1.5787

1.5765

1.5716

1.5707

1.5708

1.5708

1.5752

1.5713

1.575

1.578

1.576

1.5798

1.5786

1.5596

1.5534

1.551

1.5538

1.5559

1.5585

1.5552

1.5565

1.5478

1.5348

1.5344

1.5326

1.532

1.5322

1.5329

1.5306

1.5228

1.5108

1.5115

1.5123

1.5118

1.515

1.5148

1.5078

1.5144

1.5204

1.5182

1.5229

1.5304

1.5326

1.5326

1.529

1.5255

1.5184

1.5144

1.5098

1.4982

1.4837

1.4754

1.4774

1.4715

1.4705

1.4682

1.4594

1.4629

1.4618

1.4506

1.4388

1.4024

1.3828

1.3742

1.3982

1.4101

1.4051

1.4102

1.3991

1.3891

1.3889

1.3942

1.406

1.4074

1.4013

1.4122

1.4106

1.396

1.3808

1.3989

1.3878

1.3732

1.377

1.3763

1.3705

1.3749

1.404

1.4058

1.401

1.3922

1.3893

1.377

1.3612

1.3612

1.3772

1.3768

1.3665

1.3685

1.374

1.3729

1.3842

1.3925

1.3826

1.3738

1.372

1.3688

1.3672

1.3729

1.3858

1.4125

1.4449

1.4446

1.4408

1.4386

1.449

1.441

1.4444

1.4397

1.4408

1.4171

1.3864

1.3814

1.387

1.402

1.4208

1.408

1.4088

1.4148

1.4104

1.414

1.4024

1.4041

1.402

1.4053

1.4033

1.4034

1.3968

1.3929

1.3881

1.392

1.3906

1.3894

1.3848

1.393

1.3872

1.3832

1.38

1.3805

1.382

1.381

1.3909

1.3942

1.4008

1.4046

1.3998

1.3874

1.3956

1.3918

1.3815

1.3792

1.3853

1.3856

1.3894

1.3886

1.383

1.382

1.382

1.3793

1.389

1.3922

1.3953

1.4025

1.4082

1.4064

1.4144

1.4302

1.4388

1.4565

1.482

1.4766

1.476

1.474

1.482

1.4846

1.4855

1.4746

1.4643

1.4717

1.4769

1.4717

1.466

1.4608

1.4642

1.4712

1.4782

1.4822

1.471

1.4739

1.4844

1.4935

1.4912

1.486

1.485

1.473

1.4366

1.4195

1.4266

1.4354

1.4284

1.4207

1.422

1.4302

1.4337

1.4365

1.4273

1.4215

1.4151

1.4168

1.4208

1.4224

1.424

1.4213

1.4175

1.415

1.4138

1.4031

1.3877

1.3904

1.3933

1.398

1.3981

1.4086

1.7378

1.7392

1.7362

1.7404

1.7352

1.7302

1.7382

1.7368

1.7428

1.7524

1.7525

1.75

1.7446

1.7425

1.7442

1.7513

1.7518

1.7464

1.7374

1.731

1.7384

1.7299

1.7319

1.7365

1.747

1.7606

1.7622

1.7601

1.757

1.7549

1.7355

1.7286

1.725

1.7278

1.7158

1.7208

1.729

1.7275

1.727

1.7113

1.7078

1.7042

1.7025

1.709

1.7158

1.7198

1.7168

1.707

1.6872

1.6802

1.6885

1.6948

1.6919

1.6844

1.693

1.6955

1.686

1.6857

1.6756

1.665

1.6702

1.6712

1.6764

1.6692

1.6852

1.697

1.7038

1.7135

1.714

1.7126

1.7098

1.7142

1.7135

1.7116

1.7118

1.7142

1.7025

1.6939

1.69

1.6916

1.6824

1.6816

1.6724

1.6686

1.6538

1.6515

1.6435

1.6482

1.6624

1.6678

1.6584

1.665

1.6732

1.6684

1.6681

1.6743

1.668

1.6658

1.6556

1.651

1.6448

1.6488

1.6496

1.644

1.6462

1.6448

1.6435

1.6444

1.6502

1.6615

1.6698

1.6684

1.6678

1.6706

1.6661

1.6542

1.6434

1.6402

1.6324

1.623

1.6045

1.5978

1.6014

1.605

1.5946

1.5783

1.5837

1.5802

1.59

1.5946

1.5981

1.5886

1.5748

1.5762

1.569

1.5378

1.524

1.5339

1.5464

1.555

1.5445

1.5582

1.5672

1.5748

1.5946

1.5868

1.5902

1.5781

1.5799

1.5903

1.5748

1.5809

1.5809

1.5815

1.584

1.5808

1.5836

1.5788

1.5722

1.5554

1.5515

1.5548

1.5575

1.5465

1.5395

1.533

1.5334

1.539

1.5448

1.5596

1.575

1.5788

1.578

1.5765

1.5684

1.5536

1.5466

1.548

1.553

1.5482

1.5392

1.5436

1.54

1.546

1.5406

1.5475

1.5528

1.5482

1.547

1.5448

1.5525

1.5452

1.546

1.5481

1.5474

1.5552

1.5502

1.5434

1.5432

1.5402

1.5464

1.5465

1.5428

1.5368

1.5212

1.5085

1.5021

1.5013

1.4972

1.4952

1.4968

1.491

1.4948

1.4949

1.5045

1.5068

1.4981

1.5066

1.5192

1.5201

1.5146

1.5114

1.5178

1.5308

1.5283

1.5395

1.5488

1.5532

1.5479

1.5548

1.5588

1.553

1.5515

1.5572

1.5569

1.564

1.5656

1.5701

1.5719

1.5772

1.574

1.5707

1.5698

1.5722

1.5787

1.5765

1.5716

1.5707

1.5708

1.5708

1.5752

1.5713

1.575

1.578

1.576

1.5798

SP500

106.085

110.025

110.81

113.405

114.335

117.19

115.41

114.945

112.945

107.475

105.25

102.64

99.575

102.325

104.175

101.02

104.295

105.43

105.19

107.07

110.19

110.21

113.06

115.805

114.01

115.995

116.645

117.335

122.035

120.95

121.23

124.025

125.59

126.48

122.035

125.1

125.735

128.95

126.73

129.045

130.865

131.645

129.295

126.765

128.91

137.04

139.67

140.27

134.64

128.565

132.9

136.11

135.855

133.235

134.63

130.17

130.13

130.42

127.19

126.155

130.685

129.87

133.96

133.895

135.4

135.855

134.705

134.625

134.44

132.8

131.765

131.98

131.535

132.94

131.575

133.745

131.88

132.73

129.16

129.405

130.545

128.21

130.69

132.0

133.12

129.88

123.97

120.39

120.71

116.435

113.165

118.615

121.955

119.42

118.85

120.48

122.94

122.335

121.36

124.67

126.22

125.29

123.715

122.315

122.495

119.57

116.12

115.555

120.01

116.995

114.545

113.455

113.025

109.605

107.09

110.615

112.345

114.72

115.94

116.69

117.915

116.425

119.3

118.205

114.865

112.23

110.935

110.565

107.335

109.46

108.155

108.265

110.82

111.315

107.48

104.415

103.125

111.105

117.595

121.975

121.125

123.05

123.455

121.06

129.95

133.945

139.575

133.33

141.875

140.69

137.965

134.385

139.09

140.25

136.53

139.39

140.525

145.805

146.42

144.775

144.86

145.14

147.995

147.75

150.24

153.1

151.2

149.925

153.005

153.94

152.12

158.43

160.39

163.575

165.645

164.745

161.69

164.91

164.375

162.31

169.12

170.36

168.205

167.43

165.035

168.74

163.265

161.385

162.075

163.745

161.205

164.64

167.34

165.48

169.525

166.43

170.705

169.585

166.105

164.21

162.82

165.315

165.315

166.995

165.975

164.895

161.985

163.105

164.815

168.9

167.615

166.465

163.7

162.4

155.97

156.155

155.91

159.05

154.48

158.715

156.47

159.22

154.8

158.0

157.56

160.23

160.065

158.71

156.005

151.435

151.895

154.985

149.865

154.405

153.46

152.195

150.595

149.825

150.685

160.275

166.915

164.195

167.32

166.23

165.265

168.81

167.165

166.365

162.915

163.64

168.465

165.585

167.595

168.45

165.165

165.735

163.43

162.785

162.58

165.49

165.995

163.955

168.15

171.04

177.145

179.02

182.03

181.94

179.82

182.525

179.52

177.47

179.39

180.11

178.71

180.305

180.835

182.86

179.66

183.33

186.705

187.79

188.52

190.42

186.225

188.045

191.445

192.07

192.98

194.705

192.18

191.69

188.58

186.675

186.97

188.565

187.86

183.12

182.715

180.37

183.505

183.445

187.5

187.915

190.45

193.25

198.74

201.53

202.66

203.14

208.52

210.895

208.635

210.195

206.425

208.495

205.34

210.805

213.2

218.49

223.42

226.67

225.385

234.565

235.32

238.71

230.44

236.49

242.605

241.855

235.325

236.93

233.345

241.14

247.81

245.25

243.81

245.77

249.24

252.085

242.58

236.08

239.155

235.74

237.215

246.425

249.94

252.9

252.23

232.095

231.5

232.16

234.465

235.79

238.62

238.95

243.73

245.535

243.235

244.145

248.645

252.3

247.665

247.925

246.91

244.31

257.655

265.775

274.685

272.81

280.835

277.96

285.145

283.66

289.72

290.835

296.125

298.73

296.785

292.335

287.005

284.0

288.11

293.945

290.675

281.76

291.285

293.97

300.54

306.26

307.67

304.64

307.685

313.485

308.535

318.21

322.98

334.355

335.34

329.205

319.28

319.79

315.92

319.325

328.08

313.01

290.195

246.77

249.45

253.45

247.55

238.955

242.225

223.505

234.42

246.075

252.41

246.535

252.0

249.765

244.825

254.885

252.375

257.355

259.615

262.19

266.56

263.105

271.2

260.78

257.595

268.165

258.18

258.79

261.29

258.67

255.355

252.745

253.68

265.765

271.705

269.43

274.36

272.29

271.085

270.795

264.975

269.02

271.0

262.155

261.25

259.51

261.635

265.96

269.07

269.295

273.265

275.22

275.545

282.41

278.385

277.755

270.345

265.62

267.735

271.48

277.08

275.3

277.435

278.75

281.035

283.415

286.395

293.885

296.905

293.935

295.905

289.58

290.31

292.755

295.235

290.035

293.745

295.985

298.9

307.9

309.065

308.835

310.395

319.675

320.365

323.805

326.24

320.025

325.165

317.175

323.48

329.51

334.185

342.13

344.01

347.595

344.96

351.41

352.39

347.46

343.215

346.63

349.29

358.01

344.17

346.02

335.615

338.52

337.845

341.045

343.075

348.935

348.595

348.97

346.145

352.045

353.51

343.99

339.335

325.01

330.095

333.505

334.03

324.125

334.13

338.555

340.015

336.635

339.81

340.335

343.35

335.965

331.14

336.815

348.075

353.58

356.36

362.365

360.585

361.925

359.255

358.195

356.83

367.575

364.11

354.04

344.84

337.08

328.495

308.915

319.58

321.945

316.705

310.075

301.015

310.275

298.45

309.105

307.44

309.41

310.695

316.895

316.18

319.22

327.89

327.25

331.295

327.98

320.61

314.415

329.655

335.56

342.635

357.685

366.86

367.595

367.1

376.56

372.395

366.9

375.5

377.635

378.98

386.18

378.44

379.91

379.76

371.225

376.56

387.43

381.195

379.965

376.54

371.19

373.84

378.6

384.74

380.785

387.805

388.465

386.5

393.015

395.2

389.035

385.4

387.655

386.98

383.215

380.68

392.285

384.55

392.385

394.425

389.89

377.285

375.6

378.9

383.295

385.38

405.585

417.975

415.465

417.725

415.78

410.635

411.665

412.52

411.99

413.93

405.58

405.305

409.915

405.365

399.9

402.855

414.84

410.61

412.54

415.63

411.495

413.71

416.855

412.41

410.47

402.595

402.725

412.89

414.61

415.255

411.0

423.63

420.98

419.07

416.965

414.165

417.69

419.86

421.42

415.67

413.4

405.085

409.58

414.955

419.835

417.68

421.975

425.295

430.55

431.315

433.945

438.375

439.42

437.65

106.085

110.025

110.81

113.405

114.335

117.19

115.41

114.945

112.945

107.475

105.25

102.64

99.575

102.325

104.175

101.02

104.295

105.43

105.19

107.07

110.19

110.21

113.06

115.805

114.01

115.995

116.645

117.335

122.035

120.95

121.23

124.025

125.59

126.48

122.035

125.1

125.735

128.95

126.73

129.045

130.865

131.645

129.295

126.765

128.91

137.04

139.67

140.27

134.64

128.565

132.9

136.11

135.855

133.235

134.63

130.17

130.13

130.42

127.19

126.155

130.685

129.87

133.96

133.895

135.4

135.855

134.705

134.625

134.44

132.8

131.765

131.98

131.535

132.94

131.575

133.745

131.88

132.73

129.16

129.405

130.545

128.21

130.69

132.0

133.12

129.88

123.97

120.39

120.71

116.435

113.165

118.615

121.955

119.42

118.85

120.48

122.94

122.335

121.36

124.67

126.22

125.29

123.715

122.315

122.495

119.57

116.12

115.555

120.01

116.995

114.545

113.455

113.025

109.605

107.09

110.615

112.345

114.72

115.94

116.69

117.915

116.425

119.3

118.205

114.865

112.23

110.935

110.565

107.335

109.46

108.155

108.265

110.82

111.315

107.48

104.415

103.125

111.105

117.595

121.975

121.125

123.05

123.455

121.06

129.95

133.945

139.575

133.33

141.875

140.69

137.965

134.385

139.09

140.25

136.53

139.39

140.525

145.805

146.42

144.775

144.86

145.14

147.995

147.75

150.24

153.1

151.2

149.925

153.005

153.94

152.12

158.43

160.39

163.575

165.645

164.745

161.69

164.91

164.375

162.31

169.12

170.36

168.205

167.43

165.035

168.74

163.265

161.385

162.075

163.745

161.205

164.64

167.34

165.48

169.525

166.43

170.705

169.585

166.105

164.21

162.82

165.315

165.315

166.995

165.975

164.895

161.985

163.105

164.815

168.9

167.615

166.465

163.7

162.4

155.97

156.155

155.91

159.05

154.48

158.715

156.47

159.22

154.8

158.0

157.56

160.23

160.065

158.71

156.005

151.435

151.895

154.985

149.865

154.405

153.46

152.195

150.595

149.825

150.685

160.275

166.915

164.195

167.32

166.23

165.265

168.81

167.165

166.365

162.915

163.64

168.465

165.585

167.595

168.45

165.165

165.735

163.43

162.785

162.58

165.49

165.995

163.955

168.15

171.04

177.145

179.02

182.03

181.94

179.82

182.525

179.52

177.47

179.39

180.11

178.71

180.305

180.835

182.86

179.66

183.33

186.705

187.79

188.52

190.42

186.225

188.045

191.445

192.07

192.98

194.705

192.18

191.69

188.58

186.675

186.97

188.565

187.86

183.12

182.715

180.37

183.505

183.445

187.5

187.915

190.45

193.25

198.74

201.53

202.66

203.14

208.52

210.895

208.635

210.195

206.425

208.495

205.34

210.805

213.2

218.49

223.42

226.67

225.385

234.565

235.32

238.71

230.44

236.49

242.605

241.855

235.325

236.93

233.345

241.14

247.81

245.25

243.81

245.77

249.24

252.085

242.58

236.08

239.155

235.74

237.215

246.425

249.94

252.9

252.23

232.095

231.5

232.16

234.465

235.79

238.62

238.95

243.73

245.535

243.235

244.145

248.645

252.3

247.665

247.925

246.91

244.31

257.655

265.775

274.685

272.81

280.835

277.96

285.145

283.66

289.72

290.835

296.125

298.73

296.785

292.335

287.005

284.0

288.11

293.945

290.675

281.76

291.285

293.97

300.54

306.26

307.67

304.64

307.685

313.485

308.535

318.21

322.98

334.355

335.34

329.205

319.28

319.79

315.92

319.325

328.08

313.01

290.195

246.77

249.45

253.45

247.55

238.955

242.225

223.505

234.42

246.075

252.41

246.535

252.0

249.765

244.825

254.885

252.375

257.355

259.615

262.19

266.56

263.105

271.2

260.78

257.595

268.165

258.18

258.79

261.29

258.67

255.355

252.745

253.68

265.765

271.705

269.43

274.36

272.29

271.085

270.795

264.975

269.02

271.0

262.155

261.25

259.51

261.635

265.96

269.07

269.295

273.265

275.22

275.545

282.41

278.385

277.755

270.345

265.62

267.735

271.48

277.08

275.3

277.435

278.75

281.035

283.415

286.395

293.885

296.905

293.935

295.905

289.58

290.31

292.755

295.235

290.035

293.745

295.985

298.9

307.9

309.065

308.835

310.395

319.675

320.365

323.805

326.24

320.025

325.165

317.175

323.48

329.51

334.185

342.13

344.01

347.595

344.96

351.41

352.39

347.46

343.215

346.63

349.29

358.01

344.17

346.02

335.615

338.52

337.845

341.045

343.075

348.935

348.595

348.97

346.145

352.045

353.51

343.99

339.335

325.01

330.095

333.505

334.03

324.125

334.13

338.555

340.015

336.635

339.81

340.335

343.35

335.965

331.14

336.815

348.075

353.58

356.36

362.365

360.585

361.925

359.255

358.195

356.83

367.575

364.11

354.04

344.84

337.08

328.495

308.915

319.58

321.945

316.705

310.075

301.015

310.275

298.45

309.105

307.44

309.41

310.695

316.895

316.18

319.22

327.89

327.25

331.295

327.98

320.61

314.415

329.655

335.56

342.635

357.685

366.86

367.595

367.1

376.56

372.395

366.9

375.5

377.635

378.98

386.18

378.44

379.91

379.76

371.225

376.56

387.43

381.195

379.965

376.54

371.19

373.84

378.6

384.74

380.785

387.805

388.465

386.5

393.015

395.2

389.035

385.4

387.655

386.98

383.215

380.68

392.285

384.55

392.385

394.425

389.89

377.285

375.6

378.9

383.295

385.38

405.585

417.975

415.465

417.725

415.78

410.635

411.665

412.52

411.99

413.93

405.58

405.305

409.915

405.365

399.9

402.855

414.84

410.61

412.54

415.63

411.495

413.71

416.855

412.41

410.47

402.595

402.725

412.89

414.61

415.255

411.0

423.63

420.98

419.07

416.965

414.165

417.69

419.86

421.42

415.67

413.4

405.085

409.58

414.955

419.835

417.68

421.975

425.295

430.55

431.315

433.945

438.375

439.42

437.65

SP500

Предсказуемость как функция глубины погружения по методу 'diff'

Ряд индексов приращений D_log(1:N)

# EMA

Опт. бит

Число главных компонент

Степень предска-зуемости

Линейная предска-зуемость

0.3148

0.1848

0.4554

0.1905

3.0

0.9406

0.8306

5.0

1.048

0.8357

8.0

1.0956

0.809

13.0

1.2048

0.8036

21.0

1.2647

0.7004

34.0

1.4978

0.8597

55.0

1.1503

0.796

89.0

1.5456

0.8165

0.0

0.0

0.0

0.0

0.0

0.0

0.0

0.0

0.0

0.0

0.0

0.0

0.0

0.0

0.0

0.0

0.0

0.0

0.0

0.0

0.0

0.0

0.0

0.0

0.0

0.0

0.0

0.0

0.0

0.0

0.0

0.0

0.0

0.0

0.0

0.0

0.0

0.0

0.0

0.0

SP500

Предсказуемость как функция глубины погружения по методу 'diff'

После увеличения числа точек впятеро

# входов

Опт. бит

Число главных компонент

Степень предска-зуемости

Линейная предска-зуемость

1.0

2.0

3.0

5.0

8.0

0.5269

0.0061

13.0

0.9038

0.0133

21.0

0.4897

0.0217

34.0

0.5193

0.0076

55.0

1.0963

0.0618

89.0

0.6523

0.1135

Без обрезания числа главных компонент:

# входов

Опт. бит

Число главных компонент

Степень предска-зуемости

Относительная предска-зуемость

Относительная предска-зуемость (с обрезанием)

1.0

2.0

3.0

5.0

8.0

0.2613

0.0871

0.131725

13.0

0.2601

0.0867

0.22595

21.0

0.233

0.1165

0.16323333333333334

34.0

0.4587

0.22935

0.129825

55.0

0.608

0.20266666666666666

0.36543333333333333

89.0

0.548

0.274

0.32615

0.0

0.0

0.0

0.0

0.0

0.0

0.0

0.0

0.0

0.0

0.0

0.0

0.0

0.0

0.0

0.0

0.0

0.0

0.0

0.0

0.0

0.0

0.0

0.0

0.0

0.0

0.0

0.0

0.0

0.0

0.0

0.0

0.0

0.0

0.0

0.0

0.0

0.0

0.0

0.0

0.0

0.0

0.0

0.0

0.0

0.0

0.0

0.0

0.0

0.0

0.0

0.0

0.0

0.0

0.0

0.0

0.0

0.0

0.0

0.0

SP500

Предсказуемость как функция числа главных компонент по методу 'diff'

Число главных компонент

Опт. бит

Степень предска-зуемости

Линейная предска-зуемость

0.7917

0.6498

0.9323

0.6411

0.9295

0.6226

1.1126

0.6042

0.9744

0.7923

1.0013

0.7897

1.0629

0.817

1.0876

0.8161

1.1329

0.8158

1.1477

0.7957

1.1662

0.7945

1.1746

0.8037

1.2048

0.8036

0.0

0.0

0.0

0.0

0.0

0.0

0.0

0.0

0.0

0.0

0.0

0.0

0.0

0.0

0.0

0.0

0.0

0.0

0.0

0.0

0.0

0.0

0.0

0.0

0.0

0.0

0.0

0.0

0.0

0.0

0.0

0.0

0.0

0.0

0.0

0.0

0.0

0.0

0.0

SP500

Предсказуемость как функция числа главных компонент по методу 'diff'

После утроения числа примеров с помощью растяжения масштаба на 0.9 и 1.1

Линейная предсказуемость исчезает !

Число главных компонент

Опт. бит

Степень предска-зуемости

Линейная предска-зуемость

0.2023

0.0027

0.2212

0.0115

0.2329

0.0033

0.3653

0.0

0.4694

0.0

0.6283

0.0078

0.784

0.0

0.2059

0.0

0.2304

0.0

0.2473

0.0035

0.2667

9.0E-4

0.2856

0.0176

0.3089

0.0144

0.0

0.0

0.0

0.0

0.0

0.0

0.0

0.0

0.0

0.0

0.0

0.0

0.0

0.0

0.0

0.0

0.0

0.0

0.0

0.0

0.0

0.0

0.0

0.0

0.0

0.0

0.0

0.0

0.0

0.0

0.0

0.0

0.0

0.0

0.0

0.0

0.0

0.0

0.0

SP500

Предсказуемость как функция числа главных компонент по методу 'diff'

После упятерения числа примеров с помощью растяжения масштаба на 0.8, 0.9, 1.1 и 1.2

Линейная предсказуемость исчезает !

Число главных компонент

Опт. бит

Степень предска-зуемости

Линейная предска-зуемость

0.1555

4.0E-4

0.1794

0.0079

0.2031

0.0086

0.3202

0.0102

0.4018

0.0102

0.5101

0.0114

0.623

0.0124

0.7707

0.013

0.9038
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0.2168
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0.0163
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SP500

Предсказуемость как функция числа главных компонент по методу 'diff'

Число главных компонент

Опт. бит

Степень предска-зуемости

Линейная предска-зуемость

Линейная значимость входов

0.6719

0.504

0.0024

0.9177

0.7082

0.0225

0.7335

0.6453

0.0647

0.8506

0.6902

0.0167

0.8219

0.7171

0.0033

0.8906

0.718

1.0E-4

0.9424

0.721

0.0015

0.9612

0.7211

0.0224

0.9997

0.7164

0.0346

1.033

0.6996

0.0343

1.0415

0.6788

0.0424

0.6991

0.657

0.0307

0.7044

0.6594

0.0141

0.7144

0.6594

0.0134

0.7155

0.6504

0.0076

0.7206

0.6548

3.0E-4

0.7588

0.6846

0.0043

0.7709

0.6851

7.0E-4

0.7847

0.7059

0.0139

0.7819

0.7029

0.0109

0.7903

0.691

0.0018

0.7924

0.6963

0.006

0.796

0.6874

0.0261

0.8136

0.714

0.0248

0.8197

0.7166

0.0151

0.8187

0.7248

0.0123

0.8234

0.7249

3.0E-4

0.8468

0.7111

2.0E-4

0.8659

0.7191

0.001

0.8672

0.7195

0.0075

0.8605

0.7038

0.017

0.8782

0.7294

0.0695

0.8865

0.7549

0.0381

1.1503

0.796

0.0133

0.9288

0.8175

0.0235

1.0935

0.8266

1.0E-4

0.8883

0.8214

0.012

0.8806

0.8124

0.0086

0.8807

0.8125

0.0082

0.8811

0.8134

0.0095

0.8935

0.8066

5.0E-4

0.8969

0.8122

6.0E-4

0.8081

2.0E-4

0.8932

0.8092

0.0091

0.9381

0.8596

0.0365

0.9342

0.8561

0.0618

1.0109

0.8462

0.0566

1.0565

0.8619

0.0903

1.1197

0.8724

0.0253

1.1363

0.8812

7.0E-4

1.1355

0.8804

0.0035

1.123

0.8731
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SP500

Предсказуемость как функция числа главных компонент по методу 'diff'

После утроения числа примеров с помощью растяжения масштаба на 0.9 и 1.1

Линейная предсказуемость исчезает !

Число главных компонент

Опт. бит

Степень предска-зуемости

Линейная предска-зуемость

0.0871

0.0043

0.3621

0.0084

0.258

0.0108

0.3924

0.0156

0.3832

0.0162

0.4856

0.0189

0.5487

0.0191

0.1754

0.0192

0.1981

0.0209

0.2291

0.0238

0.2556

0.0255

0.2697

0.0258

0.2944

0.0271

0.3156

0.0281

0.323

0.0295

0.3372

0.0299

0.3561

0.0369

0.3736

0.0369

0.3974

0.0395

0.4003

0.0401

0.0979

0.0408

0.1009

0.0433

0.1036

0.0435

0.1026

0.0478

0.1034

0.0479

0.1062

0.0483

0.1092

0.0483

0.127

0.0511

0.1338

0.052

0.1339

0.052

0.1423

0.0552

0.141

0.0585

0.1401

0.0614

0.2696

0.0616

1.0963

0.0618

0.813

0.065

0.8183

0.0652

0.8219

0.0658

0.8222

0.0658

0.8252

0.0669

0.1189

0.0672

0.1194

0.0682

0.1194

0.0683

0.1193

0.0684

0.1213

0.0698

0.1217

0.0698

0.6911

0.0704

0.5398

0.0713

0.5968

0.0718

0.5963

0.0721

0.5989

0.0722

0.5951

0.0731

0.6002

0.0733

0.6045

0.0748

0.608

0.0773
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SP500

Число главных компонент

Опт. бит

Степень предска-зуемости

Линейная предска-зуемость

Линейная значимость входов

0.6367

0.4828

0.1958

0.9259

0.7195

0.1761

0.736

0.6349

0.0281

0.8356

0.6568

0.08

0.6459

0.6045

0.153

0.6284

0.5622

0.1601

0.6209

0.5588

0.1501

0.6333

0.5522

0.0085

0.6402

0.5535

0.1355

0.6467

0.5543

0.1501

0.6957

0.5755

0.123

0.7127

0.5941

0.0603

0.7216

0.6117

0.0057

0.722

0.6117

0.1142

0.7059

0.6031

0.1322

0.743

0.6279

0.0219

0.7444

0.6284

0.0649

0.7586

0.6299

0.0896

0.759

0.6303

0.0534

0.7745

0.6458

0.0276

0.7702

0.6381

0.0236

0.7699

0.6378

0.0607

0.7689

0.6368

0.1013

0.7681

0.636

0.0151

0.8116

0.6183

0.0481

0.8233

0.6466

0.0314

0.8406

0.6696

0.0146

0.8583

0.7064

0.0135

0.859

0.7138

0.0103

0.8616

0.7164

0.004

0.8591

0.7139

0.0101

0.8556

0.7008

0.0106

0.8556

0.7008

0.0572

0.8555

0.687

0.0032

0.8744

0.7244

0.0221

0.871

0.721

0.0215

0.869

0.7191

0.0799

0.8699

0.7192

0.1144

0.8757

0.7155

0.0647

0.8781

0.7273

0.0744

0.8847

0.7339

0.1306

0.8913

0.7405

0.1043

0.8894

0.7386

0.0834

0.8847

0.7339

0.0242

0.9232

0.7884

0.078

0.9238

0.7891

0.1411

0.9529

0.8181

0.1166

0.993

0.8582

0.0432

1.0057

0.8512

0.0114

1.0076

0.8522

0.0998

1.0143

0.8684

0.1373

1.0192

0.8706

0.0663

1.0263

0.8682

0.0109

1.0283

0.8701

0.1283

1.0476

0.8861

0.1114

1.0483

0.8868

0.0213

0.8834

0.0261

1.0474

0.8859

0.1137

1.0717

0.9102

0.0971

1.0718

0.9102

0.0419

1.0763

0.9147

0.041

1.0761

0.9145

0.0769

1.0721

0.9299

0.0693

1.0549

0.9128

0.1059

1.0615

0.9193

0.0471

1.0548

0.9126

0.0978

1.0807

0.9385

0.1951

1.0963

0.9541

0.1064

1.0947

0.9526

0.0319

1.099

0.9568

0.0767

1.0987

0.9565

0.1408

1.0809

0.9388

0.1596

1.0819

0.9398

0.0616

1.0815

0.9393

0.0706

0.956

0.9396

0.186

0.9555

0.939

0.1744

1.0394

0.733

0.0633

1.1273

0.7609

0.0603

1.1507

0.7603

0.1832

1.1538

0.7522

0.204

1.1404

0.7519

0.1628

1.1533

0.7539

7.0E-4

1.1632

0.7555

0.1318

1.1697

0.7763

0.1642

1.1992

0.7926

0.2169

1.5426

0.7996

0.1405

1.5361

0.8064

0.0191

1.536

0.7938

0.2141

1.5456

0.8165

0.2262
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SP500

Число главных компонент

Опт. бит

Степень предска-зуемости

Линейная предска-зуемость

0.1864

0.0024

0.1006

0.0026

0.2447

0.0027

0.1057

0.0126

0.1496

0.017

0.2059

0.0233

0.2058

0.0235

0.0659
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