Применение многоуровневых нейронных сетей типа неокогнитрон для распознавания символов

Аннотация. Проведены исследования эффективности распознавания искаженных образов на программной модели неокогнитрона. Проанализировано качество распознавания смещенных, деформированных и измененных в размерах образов. Дана оценка распознающих возможностей неокогнитрона. 

В основу структуры неокогнитрона положена организация зрительной системы человека[1]. Первая модель неокогнитрона была разработана в 1980 г. K.Фукушимой [2] и являлась последующим развитием нейросети когнитрон [3]. В [2] подробно описана архитектура стандартного неокогнитрона, которая, несмотря на дальнейшие разработки, по-прежнему остается основополагающей. 

 


Рис.1. Структура стандартного неокогнитрона

Неокогнитрон является многослойной нейронной сетью (рис 1). В нём различают два вида слоев S и С (Simple - простые и Compatible - сложные). Данные слои парами образуют один уровень в системе. Каждый слой (S и C) содержит несколько плоскостей нейронов. В них используются два типа нейронов: возбуждающие и тормозящие. Первые стремятся увеличить выходную реакцию слоя, вторые наоборот - направлены на уменьшения выходного сигнала. Любой возбуждающий нейрон в плоскости слоя типа S и C получает набор входных сигналов с нейронов предыдущего слоя (для Us1 входом служит слой U0), которые образуют его область связи. Эту же область связи имеет и тормозящий нейрон, выход которого также поступает на вход возбуждающего нейрона. Таким образом, результирующий выход генерирует только возбуждающий нейрон. На величину выходного сигнала также влияет "сила возбуждения" соседних нейронов на текущем слое, которые образуют область конкуренции данного нейрона. Количество областей конкуренции равно числу нейронов на плоскости и поэтому они частично перекрываются. Смысл такой организации связей состоит в определении наиболее сильно возбуждённого нейрона ("победителя"), который мог бы в полной мере охарактеризовать всю область конкуренции. Победитель в области конкуренции всегда один. 

Области связи предназначены для выделения характерных частей входного образа. Они тоже частично перекрываются, что обеспечивает в случае отказа в работе одного из нейронов замену его другим нейроном из этой области конкуренции.

Каждой плоскости нейронов в слое S соответствует своя плоскость в слое C. Возбуждающие и тормозящие нейроны слоя С получают сигналы с определенных областей связи предыдущего слоя S. Семантика S и C слоев заключается в следующем: S выделяет особенности (фрагменты) входного образа, определяет среди них, посредством областей конкуренции, наиболее значимые и передает их парному слою C, который в свою очередь придаёт этим особенностям меньшую позиционную зависимость. Данная тенденция прослеживается от уровня к уровню. При этом размер плоскостей нейронов постепенно уменьшается и на слое C последнего уровня каждая плоскость состоит из одного нейрона соответствующего одному классу входных образов. 

Для анализа процесса распознавания были заданы следующие параметры архитектуры неокогнитрона (табл. 1).

Таблица 1. Параметры нейросети неокогнитрон

	Слой
	Плоскости
	Размер области связи
	Размер области конкуренции
	Коэффициент чувствитель-ности , 
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	Коэфф-т скорости обучения, 
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	Количество
	Размер 
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	1
	12х12
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	11
	12х12
	5х5
	5х5
	4.7
	100
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	11
	10х10
	5х5
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	11
	8х8
	5х5
	5х5
	2.55
	1000
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	11
	6х6
	5х5
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	11
	4х4
	5х5
	5х5
	0.7
	1000
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	9
	1
	5х5
	
	
	


На первом этапе исследования в качестве обучающего множества были взяты эталонные символы, изображенные на рис. 2. Входной сигнал формировался на панели размером 12х12 пикселей.
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Рис. 2. Набор образов для обучения

Для обучения указанному набору образов была разработана программная модель нейросети неокогнитрон. Выбор количества плоскостей, их размеры, а так же размеры области конкуренции (связи) были взяты с учётом рекомендаций работ [4,5]. Коэффициенты чувствительности и скорости обучения подобраны таким образом, чтобы на выходе нейросети каждая плоскость реагировала на свой индивидуальный образ. Другие параметры неокогнитрона, не указанные в таблице, принимали следующие значения: расстояние между областями конкуренции - 2, альфа-параметр - 0.2.

Далее проводилось обучение нейросети путем циклической подачи на вход каждого образа по два раза. Нейросеть хорошо смогла выделить семь существенно различных входных наборов, два оставшихся (образы "6","8") интерпретированы нейросетью, как состоящие из частей других образов.

Для оценки распознавания деформированных образов был создан набор, состоящий из 63 образов (по 7 для каждого распознаваемого образа). При искажении образы существенно не смещались. Отдельные образы, которые распознала нейросеть, изображены на рис. 3. В табл. 2 отражена общая информация по распознанным образам. Средний показатель распознавания составил 76.2% (48 образов из 63).

Таблица 2. Качество распознания деформированных образов

	╧ образа
	1
	2
	3
	4
	5
	6
	7
	8
	9

	Распознано, %
	42.8
	85.7
	71.4
	71.4
	100
	71.4
	85.7
	85.7
	57.1


Наибольшую сложность при распознавании вызвали образы простые по начертанию (например, "1" и "7") и образы, в которых просматривались части других образов - это цифры "9", "6" и "8". 
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Рис. 3. Деформированные образы распознанные неокогнитроном

Как показало моделирование, параметрами, влияющим на качество распознавания искаженных образов, являются коэффициент чувствительности [image: image12.png]


и альфа-параметр [image: image13.png]K



. Альфа-параметр используется для усиления выходов сложных нейронов (с увеличением [image: image14.png]K



выходы нейронов уменьшаются). В данном эксперименте он определён опытным путем таким, чтобы выходы всех сложных нейронов были пропорциональны выходам простых нейронов.

Произвольное изменение [image: image15.png]


на каждом слое не ведет к улучшению распознавания. Результат варьирования этого параметра может быть оценен только на выходе нейронов последнего слоя. Для этого необходимо проследить за изменением выходов на каждом слое. Подобное действие не может быть выполнено, поскольку неизвестно желаемое выходное значение на "скрытых" слоях. Данная проблема схожа с проблемой обучения нейросетей обратного распространения. Если в них она решается путем обратного распространения ошибки, то неокогнитрон, обучаясь без учителя, не может быть настроен таким путём. Вследствие этого, только экспериментальная подстройка [image: image16.png]


на всех слоях является приемлемым решением. В табл. 3 приведено варьирование коэффициента чувствительности.

 

Таблица 3. Зависимость распознавания от значения
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	Значения [image: image18.png]


на S-слоях
	Распознавание в %

	1
	2
	3
	

	4.7
	2.55
	0.7
	76.2

	4.65
	2.65
	0.8
	74.5

	4.6
	2.45
	0.6
	65.1

	4.7
	2.5
	0.3
	60.3

	5
	2.55
	0.7
	53.9

	4.6
	2.0
	1.0
	46.0

	3.35
	1.8
	0.5
	30.2


Для оценки распознавания смещенных образов был создан набор, состоящий из 72 образов (по 8 для каждого обученного образа). Отдельные образы, которые распознала нейросеть, изображены на рис. 4. В табл. 4 отражена общая информация по распознанным образам. Средний показатель распознавания составил 76.4% (55 образов из 72).

Таблица 4. Информация по распознанию смещенных образов

	╧ образа
	1
	2
	3
	4
	5
	6
	7
	8
	9

	Распознано, %
	75.0
	62.5
	100
	75.0
	100
	62.5
	75.0
	87.5
	0.5


При распознавании смещенных образов нейросеть успешно узнавала те образы, которые более характерно выражены и при смещении не могут быть ошибочно приняты за другие элементы из обучаемого набора. К таким образам в большей степени относятся цифры "7", "5" и "3".
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Рис. 4. Смещенные образы, распознанные неокогнитроном

Параметрами, влияющими на качество распознавание смещенных образов, являются размеры области связи и области конкуренции, а так же степень уменьшения размеров слоев от модуля к модулю. Размеры областей связи и конкуренции, установленные при проведении данного эксперимента, были взяты с учётом работ [4,5]. Поскольку назначение областей связи выделение характерных частей входного образа, то неправильная модификация их размера приводит к разным результатам. Чрезмерное увеличение этой области приводит к тому, что слой выделяет большую часть образа, которая впоследствии не может быть найдена в образе. Слишком маленькая область связи не даёт достаточной информации для неокогнитрона. 

Область конкуренции непосредственно регулирует чувствительность к смещению. Незначительное изменение размера областей конкуренции в большей степени влияет на распознавание, чем изменение только область связи.

В табл. 5. приведены данные о влиянии размера областей связи и конкуренции на распознавание смещённых образов. Как видно из таблицы, первоначальная установка параметров архитектуры неокогнитрона оказалась не оптимальной, однако процент распознания при этом был не ниже показателей для деформированных образов. При установке параметров неокогнитрона, являющихся оптимальными для смещенных образов, распознавание деформированных образов не превысило 40%. Поэтому выбранные первоначальные значения параметров неокогнитрона соответствуют обоим видам искажений. 

Таблица 5. Влияние областей связи и конкуренции на распознавание смещенных образов

	Размер 

области связи 
	Размер 

области конкуренции
	Распознавание в %

	1 слой
	2 слой
	3 слой
	1 слой
	2 слой
	3 слой
	

	7х7
	5х5
	5х5
	7х7
	5х5
	5х5
	91.2

	7х7
	5х5
	5х5
	5х5
	5х5
	5х5
	79.1

	5х5
	5х5
	5х5
	5х5
	5х5
	5х5
	76.4

	5х5
	3х3
	5х5
	7х7
	5х5
	5х5
	75.0

	7х7
	7х7
	5х5
	5х5
	5х5
	5х5
	73.6

	9х9
	7х7
	5х5
	5х5
	5х5
	5х5
	68.1

	5х5
	7х7
	5х5
	5х5
	5х5
	5х5
	58.3

	3х3
	5х5
	5х5
	5х5
	5х5
	5х5
	36.1

	5х5
	5х5
	5х5
	3х3
	5х5
	5х5
	26.3

	5х5
	5х5
	5х5
	7х7
	5х5
	5х5
	66.6


Образы, подверженные изменению размера, трудно распознаются неокогнитроном. Для оценки качества распознавания данного типа образов был создан набор, состоящий из 18 образов (по 2 для каждого обученного образа - уменьшение и увеличение).

Образы, которые были успешно распознаны, показаны на рис. 6. Некоторые из образов не были распознаны (цифры "3", "8" и "9"), а другие наоборот однозначно распознавались нейросетью (цифры "5" и "4") .
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Рис. 6. Изменённые в размере образы, распознанные неокогнитроном

Точно перечислить ключевые параметры неокогнитрона, влияющие на распознавание образов, изменённых в размерах, оказалось не просто. При данном виде искажений образ может смещаться и деформироваться одновременно. Поэтому необходимо комплексное изменение ряда параметров нейросети. В частности, большое влияние оказывает размер области связи, потому что она отвечает за выделение основных частей образов. Кроме того, образы существенно изменяются, поэтому необходимо знать насколько точно и полно происходит обобщение от уровня к уровню. 

Моделирование показало, что неокогнитрон не достаточно хорошо распознаёт масштабированные образы. Это связано с тем, что при уменьшении образа он теряет отличительные особенности, по которым происходит его выделение. С увеличением образа он может приобрести новые характеристики, которые с точки зрения нейросети присущи другим входным наборам. Наилучшим вариантом для решения этой проблемы, является задание достаточно большой размерности входного сигнала. При этом увеличится количество модулей и соответственно будет произведено "плавное" обобщение индивидуальных частей каждого входного образа.

Обобщая результаты исследований процесса распознавания неокогнитроном образов, подверженных различного рода искажениям, отметим ряд его свойств, благодаря которым неокогнитрон превосходит другие нейросети, ориентированные на распознавания образов:

· при обучении каждый образ из входного набора необходимо подавать минимальное число раз (в данном случае только два раза); 

· обучения нейросети происходит за приемлемое время (рис. 7); 

· сеть самоорганизующаяся; 

· нейросеть сама выделяет отличительные особенности во входном наборе образов, которые в дальнейшем используются при идентификации каждого образа независимо от деформации; 

· наличие в нейросети достаточного количество параметров для её настройки на различные типы образов. 

Рис. 7. Зависимость времени обучения от количества образов (использовался компьютер с процессором Celeron 800 MHz)
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К недостаткам нейросетей типа неокогнитрон относятся значительный объём памяти, необходимый для хранения всех структур и большие вычислительные затраты, связанные с реализацией выбранной архитектуры (рис. 8). 

Рис. 8. Зависимость числа нейронов от количества образов

В данной работе был приведен ряд экспериментов, в ходе которых определено влияние на качество распознавания размеров областей конкуренции (связи) и величины коэффициента чувствительности. Показан основной принцип построения слоёв нейросети. Приведенные выше примеры распознавания искаженных образов показали, что выбранные параметры позволяют неокогнитрону достаточно эффективно распознавать деформированные, смещенные и масштабированные образы. Согласно результатам моделирования наилучший показатель распознавания смещённых образов составил 91.6%, распознавание деформированных образов - 76.2%, а распознавание образов, измененных в размерах, было выборочным. 

В завершении отметим, что проведенные эксперименты подтверждают выводы работ [4,5], в которых подчеркивалось, что стандартный неокогнитрон ориентирован именно на распознавание смещённых и деформированных образов. Его иерархическая структура и возможности к обобщению входного сигнала от слоя к слою также могут быть использованы при распознавании масштабированных образов. Однако образы, повёрнутые на определённый угол, не могут быть эффективно распознаны стандартным неокогнитроном. 
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НЕЧЕТКАЯ КЛАССИФИКАЦИЯ ВЕРОЯТНОСТНЫХ ОБРАЗОВ

В статье исследуется возможность применения нечетких нейронных сетей для распознавания вероятностных образов. Показано, что переход от вероятностных представлений к нечетким представлениям можно реализовать, используя правило Байеса. Предложенный метод фаззификации оптимален при стабильных вероятностных характеристиках. Приводится также модификация метода, пригодная при динамическом изменении вероятностных характеристик.

Введение. Нечеткие нейронные сети традиционно применяются в задачах распознавания образов и классификации сигналов [1]. Основное достоинство fuzzy сетей в том, что они позволяют вложить в архитектуру сети экспертные знания, что дает возможность содержательно интерпретировать ее решения. При экспертном выборе архитектуры, обучение fuzzy сети в основном связано с фаззификацией входной информации. На этом этапе вводятся лингвистические переменные и определяются соответствующие функции принадлежности. Число термов лингвистических переменных, как правило, соответствует числу распознаваемых классов. Алгоритм фаззификации выбирается в зависимости от вида входной информации. В задачах классификации и распознавания достаточно часто возникает ситуация когда между информативными признаками существуют случайные связи или измерение числовых значений признаков производится с такими ошибками, что невозможно с полной определенностью сказать какое значение приобрела измеряемая величина. В этом случае информативные признаки рассматриваются как вероятностные, значения которых распределены по всем классам объектов. Когда вероятностные характеристики случайных величин полностью известны, то наиболее обоснованным критерием отнесения объекта к тому или иному классу является правило Байеса [2].

Для повышения надежности классификации целесообразно для описания объектов использовать одновременно несколько групп качественно разнородных информативных признаков. По каждой группе признаков, строится собственная система классификации, а затем частные диагнозы обобщаются при формировании окончательного вывода с помощью нечеткой нейронной сети. По отношению к нечеткой нейронной сети входные данные интерпретируются как нечеткие переменные. Таким образом, возникает задача построения функций принадлежности для информационных признаков вероятностной природы.

В данной статье будет рассмотрен метод фаззификации вероятностных данных на основе байесовского правила. В такой трактовке функции принадлежности по существу определяют решающие правила статистической классификации, но в отличие от последних позволяют реализовать компактную локализацию классов.

Метод фаззификации. Пусть в признаковом пространстве с носителем [image: image22.png]


определена лингвистическая переменная:

[image: image23.png]O=(4,4.4,..4)



,

где термы [image: image24.png]g



соответствуют классам распознаваемых объектов, а терм [image: image25.png]


рассматривается как отказ от распознавания. Под отказом понимается ситуация, когда факт наличия объекта достоверно установлен, но он не может быть классифицирован. Предполагается, что для каждого ненулевого терма в пространстве признаков известен эталонный образ объекта - [image: image26.png]


. В вероятностном пространстве набору термов отвечает набор несовместных гипотез. Априорные вероятности гипотез [image: image27.png]


считаются известными, и поскольку они составляют полную группу событий, то:

[image: image28.png]’_EHP(@):‘



.

Для нулевой гипотезы значение [image: image29.png]P&y



рассматривается как априорная вероятность появления объекта, не принадлежащего известному набору объектов. Предполагается, что каждый ненулевой терм характеризуется унимодальной, условной функцией распределения [image: image30.png]fi(x/&)



, заданной на носителе [image: image31.png]


. При этом максимум функции достигается, когда значение информативного признака соответствует эталонному представителю объекта. Для нулевого терма [image: image32.png]


предполагается, равномерная плотность [image: image33.png]SoCxfé&h)



вероятностного распределения на носителе [image: image34.png]


. 

Пусть в результате эксперимента определено значение признака [image: image35.png]


для распознаваемого объекта. По формуле Байеса апостериорная вероятность гипотезы [image: image36.png]


определяется правилом:
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где [image: image38.png]i =2 ncn
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Опираясь на апостериорные плотности вероятности [image: image41.png]P& fx)
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нужно решить, к какому классу следует отнести распознаваемый объект.

Будем полагать, что известна платежная матрица [image: image43.png]o=yl



, где [image: image44.png]


- потери, которые возникают, если объект типа [image: image45.png]


ошибочно относят к объекту типа [image: image46.png]


([image: image47.png]


 - потери связанные с правильным решением, обычно [image: image48.png]e £ 0



, а [image: image49.png]


). Используя платежную матрицу можно построить функцию условного риска, связанного с выбором класса [image: image50.png]


:

[image: image51.png]) :’_iac(@,/,)w,/o



.

Для каждого ненулевого терма [image: image52.png]


определим решающее правило, задав его в виде функции принадлежности [image: image53.png]AL



, с единственным условием [image: image54.png]AT =1



. Тогда значение риска при отнесении к классу [image: image55.png]


при всех возможных значениях [image: image56.png]


можно определить правилом:
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.

Средний риск отказа от распознавания при этом устанавливается выражением:
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,

где [image: image59.png]LX) = (1= 0N = (X)) (1= gy (X))



. Средний риск принятия решения по всем термам будет равен:
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.

Оптимальными считаются функции принадлежности, которые минимизируют значение среднего риска.

Когда носитель [image: image61.png]


имеет не числовую природу, то полученными формулами воспользоваться невозможно. Стандартный прием [3] преодоления указанного ограничения заключается в построении для каждого класса числовых оценок близости элементов носителя к эталону класса. Как правило, эти функции оценок известны. Они определяются выбранными методами измерений нечисловых признаков в системе распознавания. Обозначим функцию оценки близости для класса [image: image62.png]


через [image: image63.png]A= NG T



. Минимальным требованием к функции оценки является однозначность отображение пространства [image: image64.png]


в пространство [image: image65.png]


. Условие [image: image66.png]


задает отношение эквивалентности на носителе [image: image67.png]


, которое разбивает его на непересекающиеся области - ядра отображения, параметризованные значением [image: image68.png]


. Каждое ядро (обозначается далее [image: image69.png]fovd
G (@)



) определяет множество элементов [image: image70.png]


, для которых [image: image71.png]


. Понятно, что чем меньше размер ядер, тем выше качество измерителя.

Используя значение оценок близости, построим для каждого терма условные функции распределения [image: image72.png]FEeNs)



. Правило построения можно описать следующей символической формулой:

[image: image73.png]5 21
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.

Интеграл здесь выражает суммарную вероятность принадлежности элементов [image: image74.png]


, ядру отображения параметризованного значением [image: image75.png]


. Функцию принадлежности в пространстве [image: image76.png]


определим правилом:

[image: image77.png]4= ma 7(;’G(X))



.

(Далее с целью упрощения записи верхний индекс [image: image78.png]


в обозначениях [image: image79.png]


и [image: image80.png]


будем опускать, используя те же обозначения, что и в пространстве признаков [image: image81.png]


). Используя оценки близости, найдем выражения для нахождения оптимальных функций принадлежности при нечисловых носителях. По формуле Байеса имеем:

[image: image82.png](A by = DABSE
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,

где [image: image83.png]SED EE TN



, [image: image84.png][ dhy =1
in



.

Основное отличие данных формул заключается в том, что для каждого терма определена своя "метрика" и свое пространство, в котором вычисляются функции [image: image85.png]


и [image: image86.png]fith)



. Поэтому аналога для равенства (3) здесь не существует. Формула вычисления среднего риска через оценки близости имеет вид:
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.

При выполнении интегрирования соответствие между метриками [image: image88.png]


и [image: image89.png]


определяется из условия:

[image: image90.png]Ao



, причем [image: image91.png]Z 5= maz, // @)



. (4)

Средний риск отказа от распознавания определяется выражением:

[image: image92.png](&)= Jottor(a sty - 3et. ) [aCtona /ot



,

где [image: image93.png]Zay(hg) = (1= 24080 - 22 (A . (- 2 (A0



. Соответствие между метриками определяется условиями (4).

Фаззификация при вариациях статистических характеристик. Применение критерия Байеса целесообразно в случае, когда статистическое описание классов стабильно, а платежная матрица не изменяется во времени. В реальных системах такая ситуация является достаточно редкой. Можно говорить только об интервалах квазистационарности в пределах, которых стабильность сохраняется.

Поэтому если для системы нечеткого распознавания функции принадлежности построены для некоторых фиксированных априорных распределений, то любое изменение статистических характеристик от стандартных в лучшую или худшую сторону будет приводить к увеличению ошибок распознавания. И если с увеличением ошибок распознавания, обусловленных, например возрастанием дисперсий априорных распределений, в большинстве случаев можно мириться, то ошибочное распознавание заведомо достоверных объектов является неприемлемым. Разрешить данное противоречие можно двумя путями: либо непрерывно отслеживать вероятностные характеристики входных данных и изменять функции принадлежности в реальном времени, либо выбирать квазиоптимальные функции принадлежности, которые оптимизированы к заданной вариации статистических характеристик. Первый вариант внутренне противоречив, поскольку оценка статистических характеристик предполагает их стабильность, по крайней мере, на интервале накопления данных. А для получения статистически достоверных оценок этот интервал должен быть достаточно продолжительным. Поэтому говорить о реальном времени здесь не приходится.

Остановимся поэтому на втором варианте - с квазиоптимальным правилом выбора функций. При вариациях статистических характеристик происходит изменение условных плотностей вероятностей [image: image94.png]


. В случае детерминированных признаков эти плотности стремятся к импульсной [image: image95.png]


- функции, напротив, при смещении в вероятностную область увеличивается дисперсия и изменяется математическое ожидание случайных величин [image: image96.png]


. Изменение математического ожидания порождает зону, в пределах которой значения функции принадлежности следует выбирать равной единице (в соответствии с условием [image: image97.png]AT =1



). Это приводит к необходимости использования (L, R) - аппроксимации [4] данных функций (см. рис. 1).

[image: image98.png]Au





Рис. 1. Функция принадлежности (L, R) типа

Квазиоптимальность предполагает, что при изменении вероятностных характеристик (в общем случае от детерминированных признаков до стандартных случайных) вероятность ошибок классификации для решающей схемы будет лежать в пределах заданного допуска. Это требование может быть реализовано, когда при смещении в вероятностную зону функции принадлежности покрывают функции, построенные для более детерминированной ситуации. Иными словами нечеткие множества одноименных термов образуют последовательные вложения в диапазоне вариаций статистических характеристик.

Задача выбора функций принадлежности существенно упрощается, если положить, что длина зоны, где [image: image99.png]A =1



пропорциональна разнице математических ожиданий априорных распределений [image: image100.png]


в крайних вариациях, а ширина левой и правой граней функции принадлежности пропорциональна дисперсиям этих распределений. В этом случае апостериорно необходимо определить только указанные коэффициенты пропорциональности, которые будут общими для всех термов лингвистической переменной. Число настраиваемых параметров при этом существенно сокращается.

Заключение. В данной работе показано, что при решении задачи распознавания использование байесовского правила в условиях стабильности вероятностных характеристик позволяет оптимальным образом трансформировать вероятностные данные в нечеткие данные. При вариациях априорных статистических характеристик наиболее подходящей стратегией является использование (L, R) - аппроксимаций функций принадлежности, при построении которых, байесовское правило используется только на границах интервала вариации априорных вероятностей.
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Исследования алгоритмов обучения модели обратного распространения.

В статье рассмотрены алгоритмы обратного распространения ошибки при обучении искусственных нейронных сетей распознаванию образов. Исследования этих алгоритмов (стандартного, инерционного, быстрого, пакетного) проводились на базе пакета SNNS, версии 4.2. В результате исследования алгоритмов были выявлены факторы, влияющие на точность распознавания и скорость обучения. Такие как: количество обучающих циклов, количество ячеек в скрытом слое, сложность образца и искажение.

У статтi розглянуто алгоритми зворот нього розповсюдження помилки при навчаннi штучних нейрон них мереж розпiзнавати образи. Дослiдження цих алгоритмiв (стандартного, iнерцiонного, швидкого та пакетного) проводилося на базi пакету SNNS, версiя 4.2. В результатi дослiдження алгоритмiв було виявлено фактори, якi сприяють покращенню якостi розпiзнавання та швидкостi навчання. Такi як: кiлькiсть навчаючих циклiв, кiлькiсть нейронiв у прихованому шарi, складнiсть зразку та спотворення.

The backpropagation learning algorithms of artificial neural nets were investigated in this article. The researches of these algorithms (standard, momentum, quick and package) were made in SNNS package, version 4.2. The factors influencing on recognition quality and learning speed were obtained. I.e. number of learning epochs, number of neural in hidden layer, pattern complexity and distortion.

В последние несколько лет наблюдается взрыв интереса к нейронным сетям (НС), которые успешно применяются в самых различных областях - бизнесе, медицине, технике, геологии , физике. Нейронные сети вошли в практику везде, где нужно решать задачи прогнозирования, классификации или управления. Такой впечатляющий успех определяется несколькими причинами: НС - исключительно мощный метод моделирования, позволяющий воспроизводить чрезвычайно сложные зависимости; они нелинейные по своей природе и кроме того, нейронные сети справляются с проблемой размерности, которая не позволяет моделировать линейные зависимости в случае большого числа переменных. Нейронные сети привлекательны и с интуитивной точки зрения, ибо они основаны на примитивной биологической модели нервных систем и учатся на опыте, пытаясь достичь лучшей модели поведения [1].

В данной работе для решения задачи классификации используется алгоритм обратного распространения ошибки, реализованный на базе программного пакета SNNS (Stuttgart Neural Network Simulator) [2]. Этот пакет универсален для ОС Unix, Windows и свободно распространяется. Методика SNNS позволяет наглядно моделировать НС любой структуры, исследовать алгоритмы ее обучения, а графический интерфейс позволяет контролировать моделирование и анализировать полученные результаты.

Простейшей НС является сеть с одним обучающим слоем (персептрон), предложенная Розенблаттом в 1962 году. Но персептрон имеет ограниченные возможности по распознаванию образов, что показано в книге [3]. И только после открытия алгоритма обратного распространения теория обучения многослойного персептрона стала быстро развиваться. Этот алгоритм получил свое название вследствие того, что изменения весов при обучении НС вычисляются от выходного слоя нейронов к входному, т.е. в обратном порядке.

В качестве основного строительного блока в искусственных НС используется нейрон. Каждый нейрон характеризуется своим текущим состоянием по аналогии с нервными клетками головного мозга, которые могут быть возбуждены или заторможены.

Пусть имеется несколько входов (синапсов) Хi, идущих либо извне (от чувствительных клеток - рецепторов), либо от предшествующего слоя. Каждый синапс характеризуется величиной синоптической связи или ее весом Wi , который по физическому смыслу эквивалентен электрической проводимости. Сигнал, поступающий на вход, умножается на вес и произведения суммируются по всем синапсам. Эта сумма должна быть вычислена для каждого нейрона сети. 
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После того, как величина S вычислена, она модифицируется с помощью активационной функции и получается выходной сигнал y = f (S)
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где f(x) - активационная функция, обычно используемая для обратного распространения (сигмоид). Сигмоид сужает диапазон изменения S так, что значение y лежит между нулем и единицей. Это обеспечивает нелинейность сети. Поскольку многослойные сети с линейной активационной функцией эквивалентны однослойной сети, они обладают существенными ограничениями для задач классификации [3].

Обучение может быть с учителем или без него. Для обучения с учителем нужен "внешний" учитель, который оценивал бы поведение системы и управлял ее последующими модификациями. Таким образом, сети предъявляются значения как входных, так и желаемых выходных сигналов. И сеть по некоторому внутреннему алгоритму подстраивает веса своих синоптических связей. При обучении без учителя, выходы НС формируются самостоятельно, а веса изменяются по алгоритму, учитывающему только входные и производные от них сигналы [1].

Целью обучения сети является такая подстройка ее весов, чтобы возбуждение некоторого множества входов приводило к возбуждению требуемого множества выходов.

Сравнение и исследование алгоритмов обратного распространения проводилось на известной задаче распознавания трех символов TCL. Образы букв задаются матрицей размером 3*3 из 9 входных нейронов (ячеек). Каждому образу соответствует одна буква, причем каждая буква имеет 4 разные ориентации и сеть должна распознавать буквы не зависимо от их ориентации. В пакете SNNS образ буквы можно задавать в любом текстовом редакторе. Каждая ячейка кодируется 1 - если она содержит контур буквы, и 0 - если она пустая[1]. И, соответственно, выходные ячейки кодируются 1 - если распознала букву, и 0 - если нет. 

Перед началом обучения всем весам должны быть присвоены начальные значения, выбранные случайным образом. Это гарантирует, что в сети не произойдет насыщения большими значениями весов.

Изменение весовых коэффициентов базируется на правиле Хебба, которое гласит, что связь между двумя клетками усиливается, если обе эти клетки активны в одно и то же время. Его можно записать так:

 Wij = g ( ai (t), tj) *h (oi (t), Wij ) (3)

где Wij - вес связи от клетки i до j, соответствует силе одной биологической связи; i - индекс предшествующей клетки; j - индекс текущей клетки; ai (t) - активация клетки j на шаге t; tj - желаемый выход клетки j; oi (t) - выход клетки i на шаге t; g - функция, зависящая от активности клетки и обучающего входа; h - функция, зависящая от выхода предшествующего элемента и текущего весового коэффициента связи.

Правило пересчета весов при обратном распространении называют обобщенным дельта - правилом:

 Wij = [image: image103.png]
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где  - обучающий фактор, как правило это константа;  j- ошибка (разность между действительным и желаемым значениями выхода клетки j; оi-выход предыдущей клетки i; j -индекс текущей клетки; (а) -если ячейка j выходная и (б) - если j-ячейка скрытого слоя.

Коэффициент скорости обучения  ( обычно от 0,01 до 1,0), который умножается на  j, вводится с целью обобщения и позволяет управлять средней величиной изменения весов.

Исследование качества обучения проводилось для стандартного (3), быстрого, инерционного и пакетного алгоритмов обратного распространения.

Быстрый алгоритм (в SNNS он имеет название Quickpropogation) ускоряет обучение за счет использования информации о кривизне поверхности ошибки, что требует вычисления производной второго порядка от функции ошибки. Метод быстрого алгоритма обратного распространения предполагает, что поверхность ошибки локально описывается параболой и пытается переместиться за один шаг в минимум этой параболы. После расчета первой производной стандартным алгоритмом (3) в этом алгоритме выбирается шаг, чтобы минимизировать ошибку, по формуле:

 Wij (t + 1) =[image: image106.png]—D
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где  Wij (t + 1) - изменение веса на шаге t +1; Q ( t +1) - частная производная от функции ошибки по Wij на шаге (t + 1).

При инерционном алгоритме предыдущее изменение веса вводится как параметр для расчета нового изменения, что, в свою очередь, исключает проблемы осцилляции (колебаний) которые обычны для алгоритма обратного распространения, когда поверхность ошибки имеет очень узкую область минимума. Новые весовые коэффициенты рассчитываются по формуле:

 Wij ( t +1) =   j oi +   Wij ( t ) , (6)

где  - коэффициент сглаживания, варьируемый в диапазоне от 0,0 до 1,0. Если  равен 1,0, то новая коррекция весов игнорируется и повторяется предыдущая. В области между 0 и 1 коррекция веса сглаживается величиной, пропорциональной  . По-прежнему,  является коэффициентом скорости обучения, служащим для управления средней величиной изменения веса.

Влияние этих улучшений заключается в том, что ровные (плоские) участки поверхности ошибок пересекаются относительно быстро за несколько больших шагов. Однако размер шага уменьшается, если поверхность ошибки становится более крутой. Такое изменение шага значительно улучшает скорость обучения. В результате обучения сети алгоритмом обратного распространения получили графики, представленные на рис.1. По оси абсцисс отложено количество циклов обучения (эпох), а по оси ординат - среднеквадратичная ошибка при обучении.

Откуда видно, что быстрее всего и качественнее сеть распознает буквы при быстром алгоритме обратного распространения (Quickpropogation). Качество обучения при стандартном и улучшенном (инерционном) алгоритме до 50 обучающих циклов почти одинаково, однако уже после 50 эпох видно, что инерционный алгоритм дает лучший результат, чем стандартный. График 4 на рис. 1, соответствующий пакетному алгоритму обратного распространения, дает большую ошибку при обучении. Это происходит за счет того, что нет постоянного обновления данных, а все изменения весов суммируются в тренировочном файле и применяются после одной эпохи. И только тогда осуществляется пересчет накопленных весовых изменений. Такая корректировка поведения особенно хорошо подходит для внедрения параллельного образа, где затраты должны быть минимальны.
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Рис. 1. Среднеквадратичная ошибка при распознавании отдельных букв.

( 1-быстрый алгоритм обратного распространения, 2-инерционный, 3-стандартный, 4-пакетный).

Далее модель НС была усложнена. Сети были предъявлены слова из 3 букв. В SNNS существует два метода создания слова. В первом случае сеть читает слово по буквам. Т.е. у нас есть 9 входных нейронов, скрытый слой и слой выходных нейронов. Кодировка результата происходит как и в предыдущей модели. Во втором же случае сеть распознает слово целиком, подобно людям, закончившим курсы ускоренного чтения. Здесь слой входных нейронов имеет размер 3*9=27 ячеек.

Точность распознавания простого и сложного образа. Табл.1.

	 
	Количество обучающих циклов

	образ
	100
	500
	1000
	5000

	буква
	0,6746
	0,93213
	0,951
	0,976

	слово
	0,63585
	0,8891
	0,948
	0,974


Таблица 1 свидетельствует о том, что сеть быстрее распознает отдельные буквы, чем слово полностью. Это можно объяснить тем, что при распознавании целого слова сети предъявляется сложный образ, т.е. размер матрицы входных нейронов больше чем у отдельной буквы, что в свою очередь усложняет процесс обучения. При большом количестве обучающих циклов сеть распознает образ независимо от его сложности. Для дальнейших исследований нами была выбрана модель НС, которая распознает слово целиком. 

Следующий эксперимент заключался в исследовании качества распознавания искаженных 3-буквенных образов. В таблице 2 приведены коэффициенты точности обучения сети при разных искажениях символов для 500 обучающих циклов. Из данных таблицы видно, что при искажении символов качество обучения ухудшается и очень сильно возрастает ошибка. И появляется очень малая вероятность, что сеть сможет распознавать похожие буквы, если их исказить.

Точность распознавания искаженных символов. Табл. 2.

	Образ 

слова
	Точность распознавания для 1 выхода, %
	Точность распознавания для 2 выхода, %
	Точность распознавания для 3 выхода, %

	Слово не искажено
	0,921
	0,079
	0,079

	Искажена одна буква
	0,55572
	0,4443
	0,048

	Искажены все буквы
	0,54271
	0,1724
	0,263


Для исследования зависимости ошибки обучения от длины обучающих циклов нами был выбран стандартный алгоритм обратного распространения, а графики представлены на рис. 2.
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Рис. 2. Зависимость ошибки обучения от количества эпох.

После 300 обучающих циклов обучение заканчивается и остальные циклы идут на поддержку обучения, а при определенном значении, в нашем случае 450 эпох, качество дальнейшего обучения не зависит от количества обучающих циклов. 

С уверенностью можно сказать, что с увеличением количества эпох ошибка при обучении монотонно спадает, хотя из-за случайного выбора весовых коэффициентов возможны отклонения от взаимного расположения графиков.

На рис. 3 представлены графики среднеквадратичных ошибок обучения стандартного алгоритма обратного распространения для сетей с разным количеством клеток в скрытом слое. Это позволяет сделать вывод о том, что если сеть не имеет клеток в скрытом слое, то она обучается быстро, но не качественно, и лишь при увеличении количества нейронов в скрытом слое можно добиться качественного распознавания образов.
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Рис. 3. Влияние количества клеток скрытого слоя на качество обучения (1- 50 клеток в скрытом слое, 2- 20 клеток, 3- без скрытого слоя, 4- 7 нейронов в скрытом слое).

Исследования алгоритмов позволили нам сделать следующие выводы:

1. Самым быстрым алгоритмом обратного распространения ошибки является алгоритм Quickpropogation.

2. Для улучшения качества обучения необходимо уменьшать сложность входного образа, т.е. разделять входные образы на составляющие.

3. Искажение букв в словах значительно уменьшает скорость обучения и увеличивает значение ошибки при распознавании букв.

4. С увеличением количества обучающих циклов ошибка при обучении монотонно спадает.

5. На простых образах сеть быстрее обучается при отсутствии скрытого слоя, а при увеличении количества нейронов в промежуточном слое качество обучения возрастает.
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Нейрокомпьютерное распознавание типов аэродинамических целей

Рассматриваются варианты обучения нейрокомпьютерного алгоритма распознаванию типов воздушных целей по их дальностным портретам методом обратного распространения. Сравниваются варианты непосредственного (одноэтапного) распознавания 9-ти типов и двухэтапного распознавания. 

Нейрокомпьютерные алгоритмы получили в последнее время широкое применение для решения широкого круга задач распознавания образов. В настоящее время существует множество вариантов построения искусственных нейросетей (ИНС), предназначенных для управляемого (с учителем) и неуправляемого (без учителя) обучения. Для решения сравнительно простых задач классификации, когда имеется возможность получения классифицированных выборок входных образов для устройства распознавания, обычно используют ИНС с обратным распространением Вербоса [1], ИНС на основе радиальных базисных функций и др. [2]. 

В настоящее время существуют достаточно эффективные алгоритмы распознавания целей, не использующие ИНС, например, байесовский алгоритм, основанный на оценке многомерных плотностей вероятностей дальностных портретов (ДП) [3]. Однако искусственные нейросети являются универсальным средством для решения различных задач классификации образов. Кроме того, многие нейрокомпьютерные алгоритмы реализованы в настоящее время на аппаратном уровне. Поэтому они подвергаются дальнейшему исследованию в данной работе. 

В данной работе исследуется возможность использования ИНС Вербоса с обратным распространением для распознавания 9-ти типов воздушных целей по их ДП. Данное исследование основано на использовании методики математического моделирования вторичного излучения [4] и является продолжением проведенных ранее исследований нейрокомпьютерных алгоритмов распознавания классов [3, 5]. 

Ранее была показана уже принципиальная возможность качественного распознавания трёх классов воздушных целей (самолёт больших и средних размеров, крылатая ракета) по их одиночным ДП даже при отношениях сигнал-шум 16-18 дБ. Однако ограниченные вычислительные возможности ранее не позволили получить аналогичных результатов по распознаванию типов воздушных целей. 

В настоящее время получены результаты нейрокомпьютерного распознавания 9-ти типов воздушных целей (Ту-16, B-52, B1-B, Миг-21, F-15, Tornado, ALCM, GLCM, Decoy), принадлежащих трем классам, по их одиночным ДП. Для распознавания используется трехслойная ИНС (рис. 1). 
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Рис. 1

1. Общая характеристика ИНС, используемой для распознавания

Функционирование ИНС описывается системой уравнений:

а) входного слоя ИН

yi = xi, [image: image110.png]


; (1)

б) скрытого слоя ИН
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(2)

с) выходного слоя ИН
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(3)

Совокупность весовых коэффициентов wij образует K-мерный, где К - общее число весовых коэффициентов ИНС, весовой вектор ИНС [image: image113.png]


, подлежащий определению в процессе обучения,  i - смещения нелинейных характеристик f( ), которые адаптируются наравне с весовыми коэффициентами wij.

Для обучения ИНС на её входы подаётся обучающая выборка, состоящая из Р ДП (1, 2, ..., р, ..., Р). Каждому р - му обучающему ДП соответствует вектор требуемых откликов (решений) выходного слоя ИНС [image: image114.png]bl €= imm



.

Обучение каждого элемента ИНС проводилось в соответствии со схемой (рис. 2), на которой для наглядности показан только один искусственный нейрон [2]. 
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Рис. 2. 

Корректировка весовых коэффициентов [image: image116.png]


и смещений [image: image117.png]


элементов, находящихся в выходном слое, на каждом шаге адаптации осуществляется в соответствии с выражениями 
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(4)
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(5)

Здесь 
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Корректировку весовых коэффициентов [image: image121.png]


и смещений [image: image122.png]


элементов, находящихся в промежуточном слое осуществляют в соответствии с выражениями 
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Здесь 
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Значения [image: image129.png]


вычисляются по формуле, аналогичной формуле (6) для [image: image130.png]


. 

Производная сигмоидной функции (6) определяется выражением 

[image: image131.png]S(ney) = f(neti) (1= f(net;))
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2. Условия моделирования

Расчёт ДП 9-ти типов воздушных целей проводился с использованием методики математического моделирования [4] для сектора атакующих ракурсов (0 - 200 от носа). Вначале для упрощения моделирования предполагалось отсутствие у целей турбинной модуляции. Затем рассматривался случай наличия турбинной модуляции. 

Входной слой содержит m входов, на которые подаются отсчеты ДП в окне дальности (обычно 100 - 150 м). Для сокращения числа входов и устранения неопределенности положения в окне дальности ДП центрируются по медианному отсчету в меньшем окне (около 60 м). Число отсчетов зависит от интервала дискретизации сигнала по дальности. Мы применяем дискретизацию в два раза чаще, чем по Котельникову. При использованной полосе частот зондирующего сигнала 80 МГц, интервал дискретизации составил 1 м, а число отсчетов ДП, подаваемых на входы ИНС - 60. 

Промежуточный (скрытый) слой содержит N элементов. Конкретное число промежуточных элементов варьировалось в разных опытах от 10 до 600. 

Выходной слой содержит n = 9 элементов, по числу принимаемых решений. 

При обучении используется т.н. вариант обучения с частичными итерациями, при котором весовой вектор получает приращения сразу же после предъявления на входы ИНС каждого обучающего дальностного портрета. Предъявление портретов целей разных типов чередовалось сначала по классам, затем по типам в следующем порядке: ДП первого класса (Ту-16), ДП второго класса (Миг-21), ДП третьего класса (ALCM), ДП первого класса (B-52), ДП второго класса (F-15), ДП третьего класса (GLCM), и т.д. 

Конкретное число ДП, использованных для обучения, варьировалось от 10 до 500. 

Обучение ИНС распознаванию и проверка качества её функционирования проводилось на фоне аддитивного шума. Среднее отношение сигнал-шум при обучении составляло в 25 дБ. 

3. Результаты моделирования распознавания в предположении отсутствующей турбинной модуляции

Для обучения трехслойной ИНС, содержащей 600 промежуточных элементов, непосредственному распознаванию 9-ти типов целей использовалось по 100 портретов каждого типа целей. Само обучение потребовало около 30-ти часов машинного времени (Celeron, 1.2 ГГц, 256 МБ ОЗУ). Результаты проверки качества распознавания по 500 портретам каждого типа для среднего отношения сигнал-шум 25 дБ приведены в табл. 1 в виде матрицы условных вероятностей распознавания. 

Таблица 1. Оценки условных вероятностей распознавания 9-ти типов целей при отношении сигнал-шум 25 дБ.

	
	Условие

	Решение
	Ту-16
	Миг-21
	ALCM
	B1-B
	Tornado
	GLCM
	B-52
	F-15
	Decoy

	Ту-16
	0.18
	0
	0.02
	0
	0.23
	0.01
	0.06
	0
	0

	Миг-21
	0.06
	0.77
	0.03
	0
	0.22
	0
	0.08
	0.1
	0

	ALCM
	0
	0.01
	0.13
	0
	0
	0
	0
	0
	0.23

	B1-B
	0.2
	0.04
	0
	0.99
	0
	0
	0.04
	0.09
	0

	Tornado
	0.08
	0.07
	0.04
	0
	0.55
	0
	0.01
	0.02
	0

	GLCM
	0
	0.02
	0.49
	0
	0
	0.75
	0
	0
	0

	B-52
	0.48
	0.01
	0.03
	0.01
	0
	0
	0.8
	0
	0

	F-15
	0
	0.08
	0.25
	0
	0
	0.24
	0.01
	0.79
	0

	Decoy
	0
	0
	0.01
	0
	0
	0
	0
	0
	0.77


Полная вероятность правильного распознавания 9-ти типов по данным табл. 1 составила 0.64. 

Исследовался также вариант двухэтапного распознавания. На первом этапе ИНС принимает решение о принадлежности ДП к одному из 3-х классов (цель большого, среднего, малого размера), а затем с помощью дополнительных ИНС уточняется тип цели в распознанном классе. Такой вариант распознавания позволил существенно сократить время обучения и размерности используемых ИНС. 

Обучение ИНС, содержащей 100 промежуточных элементов, распознаванию 3-х классов целей потребовало около 30 минут машинного времени. При обучении использовались по 100 ДП каждого типа целей. Результат распознавания 500 ДП перечисленных выше типов целей к трем классам для среднего отношения сигнал-шум 25 дБ приводится в табл. 2. 

Таблица 2. Оценки условных вероятностей отнесения целей различных типов к трем классам при отношении сигнал-шум 25 дБ. 

	
	Условие

	Решение
	Ту-16
	Миг-21
	ALCM
	B1-B
	Tornado
	GLCM
	B-52
	F-15
	Decoy

	Бол. разм.
	0.9
	0.02
	0.02
	1
	0
	0
	1
	0
	0

	Ср. разм.
	0
	0.97
	0.04
	0
	0.99
	0
	0
	0.99
	0

	Мал. разм.
	0.1
	0.01
	0.94
	0
	0.01
	1
	0
	0.01
	1


Результаты дополнительного уточнения типов целей в пределах каждого из трех классов для среднего отношения сигнал-шум 25 дБ приводятся в таблице 3. Три дополнительных ИНС, имеющих всего по 10 промежуточных элементов, обучались с использованием 50 ДП каждого типа при среднем отношении сигнал-шум 25 дБ. В табл. 3 приводятся результаты проверки качества распознавания. Табл. 3 содержит оценки только условных вероятностей правильного распознавания типов в каждом из классов, полученные по 500 ДП каждого типа при среднем отношении сигнал-шум 25 дБ. 

Таблица 3. Оценки условных вероятностей правильного распознавания типов в пределах распознаваемых классов для среднего отношения сигнал-шум 25 дБ.

	Класс
	Цель большого размера
	Цель среднего размера
	Цель малого размера

	Тип
	Ту-16
	B1-B
	B-52
	Миг-21
	Tornado
	F-15
	Decoy
	ALCM
	GLCM

	Оценка вер-ти
	0.95
	0.99
	0.88
	0.8
	0.98
	1
	1
	0.75
	1


По данным табл. 2 и табл. 3 определим условные вероятности правильного распознавания 9-ти типов путем перемножения условных вероятностей правильного распознавания соответствующего класса на условные вероятности правильного распознавания типа внутри класса. Результирующие оценки вероятностей правильного распознавания сведены в табл. 4. 

Таблица 4. Результирующие оценки вероятностей правильного распознавания 9-ти типов целей для среднего отношения сигнал-шум 25 дБ.

	Тип
	Ту-16
	Миг-21
	ALCM
	B1-B
	Tornado
	GLCM
	B-52
	F-15
	Decoy

	Оценка вер-ти
	0.85
	0.78
	0.7
	0.99
	0.97
	1
	0.88
	0.99
	1


Полная вероятность правильного распознавания 9-ти типов целей по данным табл. 4 составила 0.91. В результате моделирования было показано, что двухэтапное обучение ИНС распознаванию типов воздушных целей позволило повысить качество распознавания с 0.64 до 0.91 и снизить размерность ИНС с 600 элементов до 130 элементов в трех ИНС. 

Дальнейшее моделирование поэтому проводилось в основном для случая двухэтапного обучения и распознавания. 

4. Результаты моделирования распознавания целей в предположении присутствующей турбинной модуляции

В данном эксперименте первая ИНС, содержащая 50 промежуточных элементов, обучалась распознаванию трёх классов целей, с использованием 200 ДП каждого из типов при среднем отношении сигнал-шум 25 дБ. Три дополнительных ИНС, содержащих по 20 промежуточных элементов, обучались распознаванию типов целей в пределах каждого из трёх распознаваемых классов. 

Оценки условных вероятностей распознавания классов для среднего отношения сигнал-шум 25 дБ, полученные по совокупностям из 500 ДП каждого типа, приводятся в табл. 5. 

Таблица 5. Оценки условных вероятностей распознавания трёх классов целей для среднего отношения сигнал-шум 25 дБ. 

	
	Условие

	Решение
	Ту-16
	Миг-21
	ALCM
	B1-B
	Tornado
	GLCM
	B-52
	F-15
	Decoy

	Бол. разм.
	1
	0
	0
	1
	0.06
	0
	0.99
	0.01
	0

	Ср. разм.
	0
	1
	0.01
	0
	0.94
	0
	0.01
	0.99
	0

	Мал. разм.
	0
	0
	0.99
	0
	0
	1
	0
	0
	1


Оценки условных вероятностей правильного распознавания по типам в классах приведены в табл. 6. 

Таблица 6. Оценки условных вероятностей правильного распознавания типов в пределах распознаваемых классов для среднего отношения сигнал-шум 25 дБ.

	Класс
	Цель большого размера
	Цель среднего размера
	Цель малого размера

	Тип
	Ту-16
	B1-B
	B-52
	Миг-21
	Tornado
	F-15
	Decoy
	ALCM
	GLCM

	Оценка вер-ти
	0.97
	0.96
	0.85
	0.94
	0.79
	0.95
	1
	0.7
	0.82


Результирующие вероятности распознавания типов приведены в табл. 7. 

Таблица 7. Результирующие оценки вероятностей правильного распознавания 9-ти типов целей для среднего отношения сигнал-шум 25 дБ.

	Тип
	Ту-16
	Миг-21
	ALCM
	B1-B
	Tornado
	GLCM
	B-52
	F-15
	Decoy

	Оценка вер-ти
	0.97
	0.94
	0.69
	0.96
	0.74
	0.82
	0.84
	0.94
	1


Полная вероятность правильного распознавания в данном опыте составила 0.87. 

Зависимость полной вероятности правильного распознавания трёх классов от отношения сигнал-шум приводится на рис. 3. Зависимости полных вероятностей правильного распознавания типов целей большого, среднего и малого размера от отношения сигнал-шум показаны на рис. 4 а, б, в. 

[image: image132.png]3048 2d8 208 18dB 1648 14 o





Рис. 3 
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а) б) в)

Рис. 4

Видно, что на этапе распознавания классов влияние отношения сигнал-шум оказалось значительно сильнее, чем на этапе распознавания типов внутри каждого из классов. 

Заключение

Обучение алгоритмов нейрокомпьютерного распознавания является достаточно непростой задачей. Сложность обучения с использованием метода градиентного поиска (или т.н. метода обратного распространения) резко возрастает при переходе от распознавания классов к распознаванию типов. В этом случае, при обучении ИНС распознаванию типов воздушных целей целесообразным оказалось разбить сложную задачу на совокупность более простых. Оказалось также, что влияние шума гораздо сильнее сказывается на качестве распознавания классов, чем распознавания типов. 
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