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La méthode des noyaux

Rappels : Approches à l'estimation de densité

Paramétrique : suppose que la distribution des données suit une
forme fonctionnelle spéci�que régie par un petit nombre de
paramètres

Non paramétrique : aucune supposition quant à la distribution
des données; construit des modèles locaux centrés autour
chacune des données (ex. KNN, KDE)

Semi-paramétrique : construit des modèles locaux sur des
groupes de données (RBF)
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La méthode des noyaux

Rappels : L'approche non paramétrique

Idée de localité : pour estimer la probabilité d'une nouvelle
donnée, on estime la densité dans le voisinage de cette donnée
(e.g. histogramme: le casier; KNN: l'hypersphère occupée par les
K voisins)

L'étendue ou le volume du voisinage est déterminée par le
paramètre de lissage (ex. histo: ∆i ou ∆; KNN: K)

Pour déterminer le voisinage on peut

soit �xer le nb de points K habitant cette région → KNN
soit �xer le l'etendue V → méthode des noyaux (KDE = Kernel
Density Estimation) = fenêtres de Parzen
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La méthode des noyaux

La méthode des noyaux : idée de base

Soit TRN = {xi} et x un nouvel individu. Pour estimer p(x) :

On centre un noyau K autour de chaque xi. K est décrit par une
forme fonctionnelle et un paramètre h qui détermine son étendue.

Chaque xi contribue à la densité p(x) suivant sa distance par
rapport à x

La densité estimée au point x ∝ la somme des contributions de
tous les xi

p̂(x) =
1

nh

n∑
i=1

K

(
x− xi

h

)
Parenthèse : Le noyau peut s'écrire K(x, xi) pour permettre plus
de latitude dans le calcul de la similarité/distance entre x et xi

→ classe élargie de méthodes d'apprentissage à base de noyaux
(kernel-based learning), dont les SVM.
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La méthode des noyaux

Noyau gaussien centré sur 7 cas univariés
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densités des 7 noyaux
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La méthode des noyaux

Noyaux pour variables continues

La fonction noyau K(x) est généralement symétrique et doit être
telle que

∫∞
−∞ K(x)dx = 1.
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La méthode des noyaux

Noyaux pour variables discrètes

Variable binaire

K(x, xi) =
{

λ x = xi

1− λ x 6= xi

Il faut 0.5 < λ ≤ 1 pour avoir K grand en cas d'égalité et petit
sinon

Variable discrète avec nombre de modalités g > 2

K(x, xi) =
{

λ x = xi
1−λ
g−1 x 6= xi

g − 1 = facteur de normalisation servant à assurer
∑g

j=1 K(.)=1
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La méthode des noyaux

E�et de la forme du noyau

Données : Durée en minutes de 107 éruptions de Old Faithful
Geyser, USA
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Silverman, 1986
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La méthode des noyaux

E�et de la largeur du noyau
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Largeur h du noyau : détermine le degré de lissage de la fonction.

h trop petit : sensible au bruit. h trop grand : perd les traits
essentiels (la bimodalité dans l'exemple)

La largeur du noyau a généralement un impact plus important
que sa forme.
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La méthode des noyaux

L'impact du paramètre de lissage en général

Histogrammes
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Le paramètre de lissage a un impact majeur sur les résultats: ne
doit être ni trop grande ni trop petite → pb de sélection de modèle.
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La méthode des noyaux

Estimation de densité multivariée

Solution générale : produit des noyaux univariés

p̂(x) =
1

nh1 . . . hd

n∑
i=1

d∏
j=1

Kj

(
xj − xij

hj

)

On peut simpli�er en utilisant Kj = K, voire hj = h pour toutes
les dimensions:

p̂(x) =
1

nhd

n∑
i=1

d∏
j=1

K

(
xj − xij

h

)
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La méthode des noyaux

Classi�cation par la méthode des noyaux

Données : TRN = {xi} pour i = 1..n, x = exemple à classer

Paramètres : fonction K, largeur h

Algorithme générique

1 Pour chaque classe c ∈ C
2 P (c)← nc

n
3 TRNc = {xi|xi ∈ c}
4 p̂(x|c) = 1

nch1...hd

∑nc

i=1

∏d
j=1 Kj

(
xj−xij

hj

)
5 P (c|x)← p̂(x|c)P (c)
6 Retourner c ayant P (c|x) maximale
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La méthode des noyaux

E�et de la largeur du noyau sur les frontières des classes

x1
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FIGURE 4.8. The decision boundaries in a two-dimensional Parzen-window di-
chotomizer depend on the window width h. At the left a small h leads to boundaries
that are more complicated than for large h on same data set, shown at the right. Appar-
ently, for these data a small h would be appropriate for the upper region, while a large
h would be appropriate for the lower region; no single window width is ideal over-
all. From: Richard O. Duda, Peter E. Hart, and David G. Stork, Pattern Classification.
Copyright c© 2001 by John Wiley & Sons, Inc.

Noyaux moins larges (gauche) → frontières plus complexes

Noyaux plus larges (droite) → frontières plus lisses.
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La méthode des noyaux

KNN vs Noyaux

zone d'in�uence déterminée
par le nombre de voisins K

forme du voisinage
déterminée par la fonction
distance

P (c|x) estimée directement
en utilisant la proportion des
K voisins ∈ c

seuls les K plus proches
voisins pris en compte pour
estimer P (c|x), quoique
tous les xi examinés pour
identi�er les K voisins

zone d'in�uence déterminée
par la largeur h

forme du voisinage
déterminée par la fonction
noyau

densité p(x|c) estimée puis
utilisée pour calculer P (c|x)

tous les xi pris en compte
pour estimer la densité au
point x quoique leur
contribution ↘ avec h
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La méthode des noyaux

Méthodes non paramétriques : bilan

Avantages

Aucune supposition quant à la distribution des données
Convergence assurée si nombre d'exemples su�sant

Inconvénients

Tous les exemples d'apprentissage doivent être stockés
Temps de classi�cation long si TRN grand
Sensible au choix de hyperparamètres K (KNN) et h (noyaux)
Fléau de la dimensionnalité : si beaucoup de variables, grand
nombre d'exemples nécessaire pour fonctionner
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Les réseaux RBF
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Les réseaux RBF

L'estimation de densité semi-paramétrique

Inconvénient majeur de l'approche non paramétrique : le modèle
croît proportionnellement au nombre d'instances

Approche semi-paramétrique : on suppose une classe générale de
formes fonctionnelles

plus �exible que l'approche paramétrique : permet un mélange de
modèles
moins coûteuse que l'approche non paramétrique : le nb de modèles
� nb d'exemples
réseaux à fonctions de base radiales (Radial Basis Function (RBF)
Networks) : utilisent m fonctions de base, m� n, contrairement à
la méthode de noyaux
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Les réseaux RBF

Structure des réseaux RBF

Un réseau RBF produit une approximation globale de la fonction
cible via une combinaison linéaire de m fonctions de base locales
(les RBF)

1

yk

φ1φ0 mφ

y1

xdx1

couche cachée

biais

couche de sortie

entrées
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Les réseaux RBF

La couche cachée

comporte m unités cachées, chacune ayant un vecteur prototype
µ de même taille que le vecteur d'entrées x

φj(x): activation d'une unité cachée = fonction de la distance
(rayon) entre le vecteur x et le prototype/centre µ

φj(x) la plus utilisée : gaussienne

φj(x) = exp

(
−‖x− µj‖2

2σ2
j

)

Plus généralement, σj peut être remplacé par une matrice de
covariance

φj(x) = exp

(
−1

2
(x− µj)T Σ−1

j (x− µj)
)
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Les réseaux RBF

Activation des unités cachées

x 31 2

1

0.5

0

3 unités cachées de même largeur ayant pour centres 1, 2, 3
respectivement

entrée x à classer : ligne pointillée

plus x est proche du centre d'une gaussiene, plus l'activation de
l'unité est grande (hauteur des �èches)
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Les réseaux RBF

La couche de sortie

Entrées : activations des m unités cachées (plus ou moins élevées
suivant la distance du vecteur d'entrée au centre de chaque unité)

Sortie : combinaison linéaire des activations de la couche cachée

yk(x) =
m∑

j=1

wkjφj(x) + βk

yk = valeur de l'unité de sortie
k pour k = 1 . . . c
wkj = poids de la connexion
allant de l'unité cachée j à la

sortie k
βk = biais de l'unité de sortie k

On peut assimiler le biais βk aux poids en ajoutant une unité
cachée supplémentaire φ0 = 1

yk(x) =
m∑

j=0

wkjφj(x)
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Les réseaux RBF

Entraînement des réseaux RBF

Apprentissage de type hybride

Phase 1

Cible : couche cachée
Apprentissage non supervisé
Paramètres à ajuster : position des centres (vecteurs prototypes)

Phase 2

Cible : couche de sortie
Apprentissage supervisé
Paramètres à ajuster : coe�cients du modèle linéaire
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Les réseaux RBF

Phase 1 : entraînement de la couche cachée

couche cachée : apprentissage non supervisé

données : TRN (valeurs cibles non utilisées pendant cette phase)

but : répartir les centres µj dans l'espace d'entrées de manière à

couvrir les régions occupées proportionnellement à la densité
assurer un degré su�sant de chevauchement

hyperparamètres

m : nombre de centres/prototypes/unités cachées
σmin : largeur minimale utilisable pour le rayon σj de chaque unité
cachée

Datamining 24 2007-2008



Les réseaux RBF

Etapes de la phase 1

1 Déterminer les coordonnées des m centres µj .

tirer aléatoirement m exemples de TRN pour servir de prototypes
utiliser une méthode de clustering comme K-means pour déterminer
les prototypes

2 Utiliser les m vecteurs prototypes µj pour calculer l'activation de
chaque unité cachée

φj(x) = exp

(
−‖x− µj‖2

2σ2
j

)

Les σj sont ajustés a�n que les fonctions de base se chevauchent
pour produire une représentation lisse des données.
Alternativement, on peut avoir une matrice de covariance entière
Σj par centre.
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Les réseaux RBF

Phase 2 : entraînement de la couche de sortie

A la �n de la phase 1 :
la couche cachée a e�ectué un transformation nonlinéaire de
l'espace d'entrées en un nouvel espace de dimension m

Rôle de la couche de sortie :
créer un modèle linéaire approximant la fonction cible dans ce
nouvel espace

entrées : les m activations des unités cachées (�gées)
sorties :

régression : un neurone représentant la valeur à estimer
classi�cation : c neurones de sortie pour c classes binarisées

Datamining 26 2007-2008



Les réseaux RBF

Optimisation du modèle linéaire

but de la phase 2 de l'apprentissage : ajustement des coe�cients
du modèle linéaire (= poids des connexions entre les unités
cachées et les unités de sortie)

soit par régression linéaire
soit par la méthode de descente du gradient comme celle utilisée
pour entraîner les perceptrons

dans les deux cas les coe�cients/poids sont obtenus en
minimisant l'erreur quadratique (tik valeur cible)

E =
1
2

n∑
i=1

c∑
k=1

(yk(xi)− tik)2
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Les réseaux RBF

Complexité du modèle

Phase 1 : le nombre de paramètres à ajuster dépend de la
stratégie du choix de

σj par centre → m(d + 1)
matrice de covariance complète Σj par centre → md(d + 3)/2)

Phase 2 : m ∗ k coe�cients des combinaisons linéaires
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Les réseaux RBF

Réseaux RBF : bilan

Etant donnée une fonction cible à approximer, les réseaux RBF

construisent m approximations locales et redondantes, puis
les combinent linéairement pour obtenir une approximation globale
relativement lisse

En général, apprennent plus rapidement que les perceptrons
multi-couches. Raison: les 2 couches sont entraînées séparément.
Un problème compliqué est décomposé en deux problèmes plus
faciles

Comme toutes les méthodes basées sur une mesure de distance

très sensibles aux variables non pertinentes/correlées
de manière générale, supportent mal les données à haute
dimensionnalité.
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Les réseaux RBF

Annexe : Notation

X une variable aléatoire, prenant ses valeurs x dans l'alphabet X
x une variable représentant un scalaire
x une variable représentant un vecteur
X une matrice de données, composée de n vecteurs lignes xi,

chacun de longueur d. Chaque vecteur ligne xi représente
donc une instance ou cas parmi n, alors que chaque vecteur
colonne x∗j x∗j x·j représente une variable parmi d.

Ex[.] espérance mathématique par rapport à la variable x
f [u] fonctionnelle f dont le paramètre u est une fonction, à

distinguer d'une fonction "normale", note f(x)
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