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Статья описывает технологию использования искусственных нейронных сетей и возможные алгоритмы обучения. В качестве методов подбора весовых коэффициентов приводятся градиентные алгоритмы — метод наискорейшего спуска, QuickProp и RPROP. Описываются способы их распараллеливания. Приводятся априорные и эмпирические оценки эффективности параллельных версий этих алгоритмов по сравнению с последовательными.
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С момента появления компьютера людям хотелось научить его человеческому мышлению, так как особое мышление компьютера всегда приводило к большим трудностям, в связи с необходимостью подробного объяснения поставленной задачи. Так, например, для моделирования каких-либо социальных или биологических систем необходимо создавать сложные математические модели и затем реализовывать их. Такие модели могут быть различного типа (дискретные или непрерывные и т. д.), могут иметь смешанные типы. Часто каждый из вариантов имеет как преимущества, так и недостатки перед другими и выбор характеристики модели затруднителен.  Способность компьютера думать и самостоятельно подбирать параметры модели могла бы решить эту проблему. Одним из решений этой проблемы было изобретение нейронных сетей (ИНС).


Аппарат ИНС - это математический аппарат, являющийся в определенном смысле компьютерной моделью биологических объектов и человека, обладающий способностями к обучению на основе эмпирических данных, работе в случае недостатка информации или при ее значительной зашумленности [1].

Способность ИНС действовать по принципу «черного ящика» во многом облегчает человеку моделирование различных систем. Необходимо принять решение, что является входными данными, а что выходными, собрать экспериментальные данные и позволить сети обучаться. Наличие алгоритмов, изменяющих структуру сети для адаптации к имеющейся выборке данных, избавляет от необходимости управлять обучением. На сегодняшний день современные компьютеры значительно превосходят человека по способности выполнять числовые операции. Однако человек достаточно просто и быстро может решать такие сложные задачи восприятия  внешних данных, как например, узнавание кого-либо в толпе, понимание речи различных людей. Опытный врач может быстро поставить диагноз болезни по внешнему виду больного человека. Со всеми этими задачами даже современному суперкомпьютеру справиться очень сложно [1]. Решением этой проблемы могло бы стать увеличение мощности процессоров, но даже при нынешней динамике развития, компьютер еще долго не сможет конкурировать с мозгом в скорости решения некоторых задач. Другим решением является кластеризация - распределение нагрузки на несколько машин, объединенных в вычислительную сеть. ИНС, обучающаяся не на персональном компьютере, а на кластере требует значительно меньше временных затрат.


Для того чтобы ИНС могла использовать ресурсы нескольких машин, необходимо создание нейросетевого симулятора поддерживающего кластеризацию, то есть способного локализовать подзадачи и запустить их на разных процессорах. Целью данной работы является разработка параллельных алгоритмов обучения ИНС.

Градиентные методы


Если рассматривать обучение ИНС как минимизацию априори определенной целевой функции, то можно воспользоваться алгоритмами, считающимися наиболее эффективными в теории оптимизации - градиентными. Эти методы связаны с разложением целевой функции в ряд Тейлора в ближайшей окрестности точки имеющегося решения 
[image: image1.wmf]w

r

. В случае целевой функции многих переменных 
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 такое представление связывается с окрестностью ранее определенной точки в направлении 
[image: image3.wmf]p

. Подобное разложение описывается универсальной формулой вида [7,12].
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где 
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 - это градиент, а симметричная квадратная матрица 
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является матрицей производных второго порядка, называемой гессианом. В выражении 
[image: image7.wmf]p

r

 играет роль направляющего вектора, зависящего от фактических значений вектора 
[image: image8.wmf]w

r

. На практике чаще всего рассчитывают три первых члена, а последующие игнорируются [7,12]. В процессе поиска минимального значения целевой функции направление поиска 
[image: image9.wmf]p
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 и шаг 
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 подбираются таким образом, чтобы для каждой очередной точки
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выполнялось условие

 
[image: image12.wmf](

)

(

)

(

)

(

)

k

+

k

w

E

<

w

E

r

r

1


Поиск минимума продолжается до тех пор, пока норма градиента не упадет ниже априори заданного значения допустимой погрешности либо пока не будет превышено максимальное время вычислений.

Универсальный оптимизационный алгоритм обучения ИНС можно представить в следующем виде:

1. Проверка текущего решения 
[image: image13.wmf](
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. Если точка 
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 отвечает условиям остановки процесса – завершение вычислений. В противном случае   перейти к пункту 2.

2. Определение вектора направления оптимизации 
[image: image15.wmf](
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для точки 
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(способы определения значения вектора 
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 описаны ниже).

3. Выбор величины шага 
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 в направлении 
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4. Определение нового решения
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а также соответствующих ему значений 
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, а если потребуется  – то и 
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 и возврат к пункту 1 [4].

Различные градиентные методы по разному вычисляют вектор направления 
[image: image25.wmf](
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: наиболее известный – метод наискорейшего спуска использует следующую формулу
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следовательно 
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Иногда используется модифицированная форма (5).
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Здесь 
[image: image29.emf]q

 - коэффициент момента, принимающий значение в интервале [0, 1].


Предложенный Фальманом алгоритм QuickProp использует другую формулу [6, 11]
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Максимальное значение коэффициента момента 
[image: image32.emf]q

MAX

, предложенное Осовским 1.75 [4].


Другой градиентный алгоритм – разработанный Ридмиллером и Брауном алгоритм RPROP (Resilient back PROPagation) [9, 13] – вычисляет элементы вектора коэффициентов обучения s по следующей формуле
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где 
[image: image34.wmf]MAX
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, 
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q

 – максимальное и минимальное значения коэффициента обучения (в алгоритме RPROP 
[image: image36.wmf]MAX
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 = 50, 
[image: image37.wmf]MIN
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 = 
[image: image38.wmf]-6
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 [13]), 
[image: image39.wmf]a
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, 
[image: image40.wmf]b

q

 – константы (
[image: image41.wmf]a

q

 = 1.2, 
[image: image42.wmf]b

q

 = 0.5) [10]. Особенностью данного метода является то, что значение градиента не учитывается, и вектор направления 
[image: image43.wmf]p
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 определяется исключительно знаком (-1, 0, 1).


Иными словами RPROP работает так: каждый раз, когда частная производная соответствующего веса 
[image: image44.wmf](
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 изменяет свой знак, что обозначает тот факт, что последнее обновление весов было слишком большим и локальный минимум был пройден мимо и значение обновления 
[image: image45.wmf]i
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 уменьшается на величину 
[image: image46.wmf]a

q

. Если производная не меняет знак, то шаг увеличивается на величину 
[image: image47.wmf]b
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 , чтобы быстрее подойти к минимуму [3, 8, 9].

Применение распараллеливания

Если внимательно рассмотреть формулы (2)-(8), то можно сделать вывод, что значение 
[image: image48.wmf]i

-го весового коэффициента на 
[image: image49.wmf]k

-ой итерации рассчитывается по следующим формулам.
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где 
[image: image52.wmf]Γ

 - метод вычисления значения весового коэффициента. Таким образом, для вычисления значения 
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1. значения весовых коэффициентов на (
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2. значения градиента на (
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3. значение соответствующего вычисляемому весовому коэффициенту элемента вектора градиента - 
[image: image58.wmf](
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4. значение коэффициента обучения 
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При этом для вычисления (11) (где 
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 - значение невязки на предыдущей итерации) необходимы только значения вектора 
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, то есть зная значения весовых коэффициентов на 
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-ой итерации можно вычислить значения на 
[image: image63.wmf]k

-ой итерации независимо друг от друга.


[image: image64.wmf](

)

(

)

(

)

(

)

(

)

(

)

(

)

i

k

k

i

k

Δw

i

i

k

i

Δw

ε

Δw

+

w

,

w

E

=

w

w

E

=

w

g

1

1

1

0

lim

-

-

-

®

-

¶

¶

r

r



(11)


Исходя из вышесказанного, при наличии 
[image: image65.wmf]n

 вычислительных узлов можно разделить вектор весовых коэффициентов на 
[image: image66.wmf]n

 частей, которые рассылаются по разным процессорам. Все вектора, за исключением доставшегося ведущему (нулевому) процессору, состоят из 
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Что касается нулевого процессора, то он получает, соответственно, оставшиеся 
[image: image69.wmf](
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 элементов (рис. 1).
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Рисунок 1. Схема разделения вектора весовых коэффициентов по процессорам.

На рисунках 2-3 изображены блок-схемы градиентного алгоритма подбора весовых коэффициентов, запущенного на управляющем и неуправляющем узлах соответственно. Как можно видеть, алгоритм на управляющем узле следующий:

1. Формирование структуры ИНС (включая инициализацию весовых коэффициентов начальными значениями).

2. Передача структуры ИНС на все процессоры.

3. Вычисление 
[image: image71.wmf]элементов вектора весовых коэффициентов, приписанных к ведущему процессору.
4. Получение с ненулевых процессоров вычисленных ими значений.

5. Формирование вектора весовых коэффициентов и рассылка его на все процессоры.

6. Проверка необходимости остановки (количество итераций, значение невязки и т.п.).

7. Отправка флага остановки на все неведущие процессоры.

8. Если обучение не закончено — переход к пункту 3.

Вычислительные процессоры используют другой алгоритм:

1. Получение структуры ИНС с ведущего процессора.

9. Вычисление значений элементов вектора коэффициентов, приписанных к данному процессору.
2. Отправка вычисленных значений на ведущий процессор.

3. Получение полного вектора весовых коэффициентов 
[image: image72.wmf]w

r

.

4. Получение флага окончания обучения.

5. Если обучение не окончено — переход к пункту 2.

[image: image73.emf]
Рисунок 2. Блок-схема параллельного градиентного алгоритма подбора весовых коэффициентов, запущенного на ведущем процессоре.

[image: image74.emf]
Рисунок 3. Блок-схема параллельного градиентного алгоритма подбора весовых коэффициентов, запущенного на ненулевом процессоре.

Априорная оценка эффективности


Следует ожидать, что параллельный градиентный метод, использующий  вычислительных узлов не будет в 
[image: image75.wmf]n

 раз быстрее. Временные затраты можно выразить формулой (13) [2]
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где 
[image: image77.wmf]t

 - время, затраченное на обучение при использовании последовательной версии алгоритма. В этой формуле величина 
[image: image78.wmf]Ψ

 обозначает разницу между идеальными временными затратами (теми, которые можно было бы ожидать при 100\% эффективности распараллеливания) и реальными. Можно рассмотреть, что представляет собой эта величина.


Надо отметить, что большинство алгоритмов содержат участки, которые не могут быть расспараллелены, поэтому почти ни один из алгоритмов не может быть распараллелен с 100 процентной эффективностью. Если определить долю времени алгоритма, которая может быть распараллелена как 
[image: image79.wmf]β

, то временные затраты можно определить следующей формулой
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Здесь 
[image: image81.wmf]Ψ

τ

 - время, затраченное на работу со средством передачи данных. Это время можно определить как максимальное из временных затрат на работу с средством передачи данных каждого процессора.
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[image: image83.wmf]Ψk

t

 - общее время, затраченное на работу с средством передачи данных на 
[image: image84.wmf]k

-ом процессоре. Это время складывается из нескольких составляющих:

· 
[image: image85.wmf]φ

τ

 - время на передачу данных,

· 
[image: image86.wmf]ψ

τ

 - время на подготовку (перевод из одного формата в другой),

· 
[image: image87.wmf]λ

τ

 - время на ожидание других процессоров.

Таким образом, общее время можно выразить по формуле (16).
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где 
[image: image89.wmf]λ

τ

 - неучтенные временные затраты.


Можно подробно рассмотреть каждую из этих составляющих. Время на передачу данных 
[image: image90.wmf]φ

τ

 обуславливается скоростью интерконекта 
[image: image91.wmf]v

, объемом передаваемых данных 
[image: image92.wmf]V

 и количеством операций приема данных 
[image: image93.wmf]R

n

 (при посылке данных время не затрачивается). Следовательно, время на передачу данных (точнее время ожидания передачи данных) можно выразить следующим образом
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Здесь 
[image: image95.emf]T

i

 - время ожидания прихода данных при 
[image: image96.emf]i

-ом получении. Аналогично время подготовки данных 
[image: image97.emf]t



 можно расписать как
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где 
[image: image99.wmf]ψi

T

 - время конвертирования данных при 
[image: image100.wmf]i

-ом получении/отправке, 
[image: image101.wmf]λ

t

 - количество посылок данных на другие процессоры.


Время ожидания одних процессоров другими 
[image: image102.wmf]λ

t

 обуславливается тем, что процессоры выполняют задачу за неодинаковое время (в идеале значение этой величины должно равняться 0). 


Таким образом, формулу (16) можно расписать следующим образом
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а формулу (13)
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где 
[image: image105.wmf]t

 - временные затраты последовательной версии алгоритма, 
[image: image106.wmf]β

 - доля алгоритма, которая может быть распараллелена, 
[image: image107.wmf]v

 - скорость интерконекта, 
[image: image108.wmf]ki

V

 - объем данных, получаемых на 
[image: image109.wmf]k

-ом процессоре при 
[image: image110.wmf]i

-ой операции приема данных, 
[image: image111.wmf]ψ

T

 - время преобразования данных, 
[image: image112.wmf]kj

V

 - объем данных, получаемых на 
[image: image113.emf]k

-ом процессоре при 
[image: image114.wmf]j

-ой операции отправки данных, 
[image: image115.wmf]λk

t

 - время ожидания 
[image: image116.wmf]k

-ым процессором других, 
[image: image117.wmf]γk

t

 - неучтенные временные затраты 
[image: image118.wmf]k

-ого процесса.


Приведенная выше величина  выражает лишь абсолютную разницу между идеальными и реальными временными затратами и не дает представления об эффективности (за исключением знания о том, что ее значение обратнопропорционально эффективности). Следовательно, необходимо ввести величину, которую можно было бы назвать коэффициентом эффективности
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где 
[image: image120.wmf]n

t
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I

 - идеальные временные затраты. Для эффективных алгоритмов значение коэффициента эффективности 
[image: image121.wmf]α

 должна быть в диапазоне 
[image: image122.wmf](
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,

. Объединив формулы (20) и (21) можно получить (22).
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Если обозначить время обучения при использовании последовательного алгоритма 
[image: image124.wmf]c
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, а при использовании параллельного - 
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, где 
[image: image126.wmf]I

 - количество итераций, а 
[image: image127.wmf]c

t

, 
[image: image128.wmf]c

τ

 - время, затраченное на 1 итерацию при использовании последовательного и параллельного алгоритмов, то можно установить однозначное соответствие


[image: image129.wmf](

)

c

c

t

Ψ

=

τ








(23)

В свою очередь время, затрачиваемое последовательным алгоритмом на одну итерацию прямопропорционально количеству весовых коэффициентов: 
[image: image130.wmf]w
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, здесь 
[image: image131.wmf]w

T

 - время, необходимое для подбора одного весового коэффициента, различается в зависимости от используемой формулы подбора. Соответственно, для параллельного алгоритма 
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. Исходя из этого, можно сделать вывод, что выигрыш при каждой эффективность вычисления значений весовых коэффициентов можно выразить
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К сожалению, эффектность одной итерации параллельного алгоритма несколько ниже. Это объясняется тем, что в формуле (24) не учитываются временные затраты на ожидание и конвертирование данных. Если преобразовать формулу (23) к следующему виду
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где 
[image: image135.wmf]γ

t

ˆ

 - временные затраты на конвертирование элементов, ожидания узлов и т.п. на одной итерации, то можно вывести коэффициент эффективности для одной итерации.
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Эмпирическая оценка эффективности


Для определения эффективности параллельных алгоритмов обучения был проведен ряд вычислительных. Результаты некоторых из них описаны ниже. Полученные результаты изображены в таблице 1.


На рисунках 4-5 изображены графики зависимости временных затрат от количества итераций. В данном случае используется метод наискорейшего спуска и кластер ГОУВПО «Тамбовский государственный университет имени Г.Р Державина».

Таблица 1. 
Коэффициенты эффективности параллельных градиентных алгоритмов
	Коэффициент эффективности, %

	Метод
	7 скрытых нейронов
	10 скрытых нейронов
	15 скрытых нейронов

	
	6 cpu
	8 cpu
	6 cpu
	8 cpu
	6 cpu
	8 cpu

	Наискорейшего спуска
	83
	83
	85
	85
	86
	86

	QickProp
	82
	82
	85
	85
	85
	85

	RPROP
	82
	82
	85
	85
	85
	85
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Рисунок 4. Зависимость временных затрат от количества итераций при обучении многослойного персептрона с 7 скрытыми нейронами методом наискорейшего спуска.
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Рисунок 5. Зависимость временных затрат от количества итераций при обучении многослойного персептрона с 10 скрытыми нейронами методом наискорейшего спуска.
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Рисунок 6. Зависимость временных затрат от количества итераций при обучении многослойного персептрона с 15 скрытыми нейронами методом наискорейшего спуска.

Заключение


Таким образом, разработанные параллельные алгоритмы подбора весовых коэффициентов можно признать достаточно эффективными и, следовательно, их можно применять в случаях, когда необходимо обучить ИНС за ограниченное время.
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