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Абстрактный
Оценка причинных эффектов с использованием методов машинного обучения стала активной областью исследований в эконометрике. В этой статье мы изучаем эффективность конечной выборки мета-обучающихся для оценки гетерогенных эффектов лечения при использовании разделения выборки и перекрестной подгонки для уменьшения систематической ошибки переобучения. Как в синтетическом, так и в полусинтетическом моделировании мы обнаруживаем, что эффективность мета-обучающихся в конечных выборках сильно зависит от процедуры оценки. Результаты подразумевают, что разделение выборки и перекрестная подгонка полезны в больших выборках для уменьшения смещения и эффективности мета-обучающихся соответственно, тогда как оценка полной выборки предпочтительнее в небольших выборках. Более того, мы получаем практические рекомендации по применению конкретных мета-обучающих в эмпирических исследованиях в зависимости от конкретных характеристик данных, таких как доля лечения и размер выборки.
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1 [bookmark: bookmark45][bookmark: bookmark46]Введение
В последние годы наблюдается растущий интерес к оценке причинно-следственных связей с использованием алгоритмов машинного обучения, особенно в области экономики (Athey, 2018) . Недавно появившийся синтез методов машинного обучения с причинно-следственным выводом имеет большой потенциал для более всесторонней оценки причинно-следственных связей (Lechner, 2018) . С одной стороны, это позволяет более гибко оценивать средние эффекты, представляющие основной интерес для микроэконометрики (Imbens & Wooldridge, 2009) . С другой стороны, он продвигает оценку за пределы средних эффектов и позволяет проводить систематический анализ неоднородности эффектов (Athey & Imbens, 2017) . Оба этих аспекта способствуют лучшему описанию причинно-следственных механизмов и, следовательно, возможно более эффективному назначению лечения (Zhao, Zeng, Rush, & Kosorok, 2012; Kitagawa & Tetenov, 2018; Athey & Wager, 2021; Nie, Brunskill, & Пари, 2021) . Следовательно, прикладные эмпирические исследователи могут извлечь большую пользу из использования методов машинного обучения, начиная от оценки государственной политики и бизнес-решений и заканчивая разработкой персонализированных вмешательств (Andini, Ciani, de Blasio, D'Ignazio, & Salvestrini, 2018; Bansak et al . , 2018) .
Однако оценщики машинного обучения как таковые в первую очередь предназначены для задач прогнозирования и, следовательно, не могут использоваться непосредственно для причинно-следственных выводов. Поэтому появились новые подходы к оценке причинных параметров с использованием машинного обучения (см. обзор Athey & Imbens, 2019 ). В частности, значительное внимание уделяется развитию так называемых мета-обучающихся (см., например, Kunzel, Sekhon, Bickel, & Yu, 2019; Kennedy , 2020; или Nie & Wager, 2021) . Мета-обучающиеся разбивают причинно-следственную проблему на отдельные задачи прогнозирования, которые могут быть решены с помощью стандартных алгоритмов машинного обучения, а затем объединяются для оценки интересующих причинно-следственных параметров (Curth & van der Schaar, 2021 ) . Такой подход выгоден по нескольким причинам. Во-первых, участники метаобучения не изменяют целевую функцию методов машинного обучения, а комбинируют свои прогнозы, чтобы оценить причинно-следственный эффект. Это позволяет напрямую использовать превосходную способность прогнозирования оценщиков машинного обучения. Во-вторых, мета-обучения представляют собой общие алгоритмы, воздерживающиеся от конкретного использования какого-либо конкретного метода машинного обучения. Это позволяет применять любой подходящий метод обучения с учителем для конкретной задачи прогнозирования. В-третьих, мета-обучения привлекательны из-за простоты реализации с использованием стандартного статистического программного обеспечения. Это позволяет исследователям применять мета-обучение без каких-либо потенциальных ограничений из-за ограниченной доступности в пакетах программного обеспечения и обеспечивает индивидуальную реализацию для определенных типов данных. Несмотря на привлекательные черты мета-обучающихся, для прикладных эмпирических исследователей мало указаний о том, как выбрать из множества предложенных в литературе мета-обучаемых, при отсутствии унифицирующих данных моделирования для оценки эффективности мета-обучения. -учащиеся в прикладных эмпирических условиях.
Сложность мета-обучения для оценки причинных параметров широко варьируется и часто зависит от предварительной оценки условных средних значений результата и лечения, также называемых мешающими функциями, которые не представляют первостепенного интереса (Черножуков). и др., 2018) . Из-за машинного обучения или в целом гибкой оценки таких мешающих функций мета-обучающиеся склонны к предвзятости переобучения, т. е. к предвзятости собственного наблюдения, которая возникает из-за слишком хорошей подгонки данных, что ставит под угрозу эффективность прогнозирования (Hastie, Tibshirani). и Фридман, 2009) . Это смещение затем загрязняет оценку причинных параметров, когда оценщики машинного обучения мешающих функций напрямую подключаются к оценке причинного эффекта с использованием тех же данных (Newey & Robins, 2018 ) . Поэтому в литературе было предложено разделение выборки для уменьшения систематической ошибки переобучения за счет использования одной части выборки для оценки мешающих функций, а другой части выборки для оценки причинного эффекта. Чтобы восстановить полную эффективность размера выборки, перекрестная подгонка повторяет оценку путем замены выборок и усреднения оцененных причинных эффектов (Черножуков и др., 2018 ) . Однако использование разделения выборки и перекрестной подгонки на практике не совсем понятно, и конкретные определения мета-обучающихся существенно различаются по реализации этих процедур. Несмотря на неоднозначность определений, отсутствуют доказательства моделирования, связанные с использованием разделения выборки и перекрестной подгонки в рамках метаобучения, и, таким образом, ограниченные рекомендации за или против конкретных реализаций. Более того, по-видимому, существует ограниченное знание о том, как асимптотические аргументы преобразуются в конечные выборочные свойства мета-обучающихся.
В этой статье мы рассматриваем оба вышеупомянутых вопроса и изучаем свойства конечной выборки мета-обучающихся на основе машинного обучения для оценки причинно-следственных эффектов на основе конкретных реализаций с использованием полной выборки, разделения выборки и перекрестного подбора . процедуры для различных размеров выборки. Мы фокусируемся на оценке разнородных эффектов лечения, поскольку они обеспечивают наиболее подробное описание лежащих в основе причинно-следственных механизмов и, таким образом, позволяют лучше оценить индивидуализированные воздействия вмешательства. С этой целью мы рассматриваем наиболее широко используемые алгоритмы метаобучения вместе с их предположениями в отношении разделения выборки и перекрестной подгонки, а также определяем их сильные и слабые стороны . Мы проводим как синтетические, так и эмпирически обоснованные полусинтетические симуляции, сравнивая эффективность мета-обучающихся в различных условиях с неравными долями лечения, нелинейными функциональными формами и наборами признаков большого размера. Важно отметить, что в рамках моделирования мы подробно изучаем эффективность конвергенции мета-обучающихся на основе увеличения размера выборки до 32 000 наблюдений . Кроме того, мы получаем практические рекомендации по выбору конкретных мета-обучающихся и соответствующих процедур оценки для прикладной эмпирической работы.
Результаты наших экспериментов по моделированию показывают, что выбор процедуры оценки оказывает большое влияние на производительность мета-обучающихся на основе машинного обучения в конечных выборках . Для достаточно больших выборок мы приводим доказательства теоретических аргументов уменьшения систематической ошибки посредством разделения выборки и перекрестной подгонки, в то время как для меньших выборок мы наблюдаем неблагоприятные последствия этих процедур при использовании машинного обучения. Результаты показывают , что, если время вычислений не является ограничением, перекрестная подгонка всегда предпочтительнее разделения выборки, поскольку она поддерживает низкую погрешность и успешно снижает дисперсию оценок даже в небольших выборках. Однако результаты подразумевают разнородное воздействие процедур оценки на успеваемость разных мета-обучающихся. Мы выявляем мета-обучающихся, для которых эффективность стабильна независимо от процедуры оценивания и для которых эффективность более чувствительна к ее выбору . Это относится не только к систематической ошибке и дисперсии, но и к скорости сходимости. Помимо влияния процедур оценки, результаты показывают четкие закономерности в производительности конкретных мета-обучающихся на основе характеристик данных . Таким образом, мы идентифицируем мета-обучающиеся, подходящие для эмпирических условий с крайне несбалансированными долями лечения, независимо от размера выборки, а также мета-обучаемые, которые нестабильны в небольших выборках, но демонстрируют более высокие результаты, когда становятся доступными более крупные выборки. Наконец, мы выделяем мета-обучения с нежелательными статистическими свойствами, которых следует избегать для оценки причинно-следственных связей.
Эта статья вносит свой вклад в литературу по каузальному машинному обучению несколькими способами. Во-первых, мы предоставляем унифицирующие доказательства моделирования алгоритмов метаобучения для оценки разнородных причинных эффектов в многомерных и сильно нелинейных условиях на основе синтетического и полусинтетического моделирования. Во-вторых, мы явно изучаем мета-обучающихся в реализациях полной выборки, разделения выборки и перекрестной подгонки соответственно и тем самым предоставляем доказательства контраста между асимптотическими аргументами и свойствами конечной выборки. В-третьих, мы эмпирически исследуем эффективность конвергенции мета-обучающихся, повторяя эксперименты по моделированию с растущими размерами выборки. Наконец, мы получаем соответствующие практические рекомендации для прикладной эмпирической работы, основанные на конкретных характеристиках наблюдаемых данных.
Остальная часть этой статьи организована следующим образом. Мы кратко обсудим соответствующую литературу в Разделе 1.1 . Раздел 2 вводит обозначения, интересующие параметры и их идентификацию. В разделе 3 рассматриваются рассматриваемые мета-обучения и процедуры оценки. Раздел 4 описывает синтетическое и полусинтетическое моделирование и представляет соответствующие результаты. Основные выводы исследования обсуждаются в Разделе 5 . Раздел 6 завершается. Дополнительные подробности, включая описательную статистику, исчерпывающую сводку основных и дополнительных результатов, а также анализ времени вычислений, представлены в Приложениях A, B и C соответственно.
1.1 [bookmark: bookmark48][bookmark: bookmark49][bookmark: bookmark47]Связанных с работой
предложено множество различных алгоритмов метаобучения различной сложности . Следуя соглашению об именах мета-учащихся, основанных на заглавных буквах, к менее сложным мета-учащимся относятся ученики S и T-учащиеся (см. Lo, 2002, и; Hansotia & Rukstales, 2002, о ранних идеях этих подходов). ; и Kane, Lo, & Zheng, 2014, для приложений в области маркетинга )[footnoteRef:2] которые, кроме функции лечебного эффекта, не требуют оценки каких-либо дополнительных мешающих функций. Однако наиболее известные и широко используемые мета-обучения в литературе состоят из более сложных X-обучающихся (Kunzel et al., 2019) , DR-обучающихся (Kennedy, 2020) и R-обучающихся (Nie & Wager). , 2021) , которые требуют предварительной оценки и комбинации нескольких мешающих функций, таких как условные средние значения результата и лечения, для оценки причинного эффекта. Мы формально определяем мета-обучающихся и обсуждаем их более подробно в разделе 3.2. В этой статье мы сосредоточимся на перечисленных выше мета-обучаемых, чтобы показать контраст между менее и более сложными алгоритмами для оценки причинных эффектов. Более того, эти конкретные мета-обучения были тщательно изучены теоретически, а также применены в различных эмпирических условиях, включая экономику (Knaus, 2020; Джейкоб, 2021; Саллин, 2021; Валенте, 2022 г.) , государственная политика (Кристианполлер, Мичелл и Минутоло, 2021; Шах, Крейф и Джонс, 2021) , маркетинг (Gubela, Lessmann, & Jaroszewicz, 2020; Губела и Лессманн, 2021) , медицина (Лу, Садик, Фистер и Ишваран, 2018; Дуан, Раджпуркар, Лэрд, Нг и Басу, 2019) или спорт (Голлер, 2021) . Некоторые дополнительные примеры мета-обучающихся, предложенные в литературе, включают в себя U-обучающихся и Y-обучающихся (Стади, Кунцель, Вемури и Сехон, 2018) или совсем недавно IF-learner (Curth, Alaa, & van der Schaar, 2020) и RA-learner (Curth & van der Schaar, 2021) , которые, однако, выходят за рамки данной статьи. [2: 	В маркетинговой литературе так называемое моделирование подъема связано с той же целью оценки причинных эффектов и развивается параллельно с классической эконометрической литературой и литературой по причинному машинному обучению. Подробный обзор литературы по моделированию подъема см. в Devriendt, Moldovan, and Verbeke (2018) . Гутьеррес и Джерарди (2016 г.) и Чжан, Ли и Лю (2022 г.) представляют унифицированные обзоры моделирования подъема, согласованные с эконометрической и каузальной литературой по машинному обучению соответственно.] 

Помимо фреймворка метаобучения, также были существенно разработаны конкретные причинно-следственные оценки, основанные на прямых модификациях конкретных алгоритмов машинного обучения. В частности, в этом отношении широко изучались оценщики на основе деревьев. К ним относятся причинно-следственные деревья (Athey & Imbens, 2016) , а также Causal Boosting (Powers et al., 2018) и Causal Forests (Wager & Athey, 2018) с расширениями модифицированных причинно-следственных лесов (Lechner, 2018) и General. Random Forests (Athey, Tibshirani, & Wager, 2019) . Эти методы основаны на базовых алгоритмах прогнозирования деревьев регрессии (Брейман, Фридман, Олшен и Стоун, 1984) , форсированных деревьев (Фридман, 2001) и случайных лесов (Брейман, 2001) соответственно. Кроме того, байесовские версии деревьев регрессии, так называемые BART (Chipman, George, & McCulloch, 1998), также были адаптированы для оценки причинно-следственных связей (Hill, 2011; Taddy, Gardner, Chen, & Draper, 2016; Hahn ). , Мюррей и Карвалью, 2020 г.) . Помимо оценок, основанных на рекурсивном разбиении, важные причинно-следственные поправки были применены к оценкам, основанным на регуляризации, таким как Лассо (Qian & Murphy, 2011; Belloni, Chernozhukov, & Hansen, 2013; Tian, Alizadeh, Gentles, & Tibshirani, 2014 ). ) или машины опорных векторов, дополненные лассо (Imai & Ratkovic, 2013) . Кроме того, дополнительные алгоритмы машинного обучения, такие как ближайшие соседи (Fan, Lv, & Wang, 2018) или нейронные сети (Johansson, Shalit, & Sontag, 2016; Shalit, Johansson, & Sontag, 2017; Schwab, Linhardt, & Karlen, 2018; Shi, Blei, & Veitch, 2019) также были преобразованы в сторону каузального вывода. Для всестороннего обзора многих из этих оценок мы отсылаем заинтересованного читателя к Athey and Imbens (2019) , Kreifand DiazOrdaz (2019) и Jacob (2021) или к Baiardi and Naghi (2021) за многочисленными эмпирическими примерами. Хотя многие из этих методов обладают устоявшимися теоретическими свойствами, они ограничивают исследователя в выборе метода машинного обучения. В этой статье, хотя мы фокусируемся на оценке причинных эффектов с помощью машинного обучения, мы воздерживаемся от анализа этих методов из-за серьезных концептуальных различий со структурой метаобучения и отсутствия сопоставимости с точки зрения использования разделения выборки и кроссфит-процедуры.
В целом литература по свойствам конечных выборок причинно-следственных оценок машинного обучения в унифицированной структуре кажется довольно скудной. Одно из исключений в эконометрической литературе .[footnoteRef:3] Кнаус, Лехнер и Стритматтер (2021 г.) , которые изучают широкий спектр оценок гетерогенных, а также (групповых) средних эффектов лечения, включая прямые оценки, а также некоторых мета-обучающихся в эмпирическом исследовании Монте-Карло, разработанном Хубером, Лехнер и Вунш (2013) и Лехнер и Вунш (2013) . Кнаус и др. (2021) не нашли оценщика, который бы работал одинаково хорошо, но заметил, что оценщики, которые моделируют как результат, так и процесс обработки, значительно более надежны во всех рассмотренных процессах генерации данных, что также можно наблюдать в наших симуляциях. Среди рассматриваемых мета-обучающихся учащиеся DR и учащиеся R особенно хорошо справляются с точки зрения среднеквадратичной ошибки. Более того, использование Random Forest в качестве базового обучающего модуля оказывается более стабильным с лучшими статистическими свойствами по сравнению с использованием Lasso, особенно в небольших выборках, что также мотивирует использование Random Forest в наших симуляциях. Однако, хотя оба мета-обучения реализованы с перекрестной подгонкой, явное рассмотрение различных схем разделения выборки или перекрестной подгонки отсутствует. Недавняя работа Наги и Виртса (2021) также фокусируется на различных каузальных оценках машинного обучения, включая выбранные алгоритмы метаобучения, в эмпирически обоснованном дизайне моделирования. Naghi and Wirths (2021) считают, что байесовские оценщики, в том числе DR-learner с BART в качестве базового учащегося, лучше всего подходят для оценки разнородных эффектов лечения. В дополнение к Knaus et al. (2 021) моделирование Naghi and Wirths (2021) дает результаты статистического вывода с точки зрения коэффициентов охвата и длины доверительных интервалов для предполагаемых причинных эффектов. Тем не менее, хотя Naghi и Wirths (2021) , так же как и Knaus et al. (2021) , реализуют соответствующие оценки с использованием перекрестного подбора, специальная оценка этой процедуры опущена. Curth and van der Schaar (2021) сосредотачиваются непосредственно на алгоритмах метаобучения для оценки эффектов разнородного лечения, но воздерживаются от изучения процедур разделения выборки и перекрестной подгонки и полностью полагаются на оценку полной выборки. В связи с этим Зивич и Брескин (2021) изучают эффективность оценщиков эффекта лечения на основе перекрестной подгонки, включая также некоторые мета-обучения. Аналогично Knaus et al. (2021) они считают, что DR-обучающийся с ансамблем базовых обучающихся машинного обучения вместе с перекрестной подгонкой показывает лучшие результаты среди всех рассмотренных оценщиков как по сравнению со случаями без перекрестной подгонки, так и с параметрическими базовыми обучающимися. Однако Зивич и Брескин (2021) изучают исключительно оценку средних эффектов без изучения характеристик сходимости оценок, рассматривая только одну выборку размером 3000 наблюдений .[footnoteRef:4] Недавно Джейкоб (2020) сосредоточился на оценке разнородных эффектов лечения при различных схемах перекрестной подгонки для выбранных алгоритмов метаобучения. Кроме того, в этом симуляционном исследовании учащийся DR вместе с учащимся R последовательно добиваются наилучших результатов. Джейкоб (2020) подчеркивает разнородное влияние конкретных процедур разделения выборки и перекрестной подгонки на каждого мета-учащегося, что также задокументировано в наших симуляциях. Тем не менее, даже принимая во внимание различные размеры выборки в экспериментах по моделированию, рассматриваемые размеры выборки ограничены 2 000 наблюдений. В целом, ни одно из вышеупомянутых исследований не фокусируется непосредственно на эффективности конвергенции мета-обучающихся при различных процедурах оценки, что до сих пор остается открытым вопросом. Насколько нам известно, это первая статья, в которой эмпирически исследуются свойства конвергенции мета-обучающихся в реализациях полной выборки, разделения выборки и перекрестной подгонки с растущими размерами выборки до нескольких тысяч наблюдений, достигающих 32 ' . 000 в наших симуляциях. [3: 	Wendling, Jung, Callahan, Schuler, Shah и Gallego (2018) проводят аналогичное эмпирически обоснованное симуляционное исследование в медицинском контексте, а McConnell and Lindner (2019) используют синтетические данные.]  [4: 	Многочисленные другие недавние исследования в литературе по эпидемиологии сосредоточены на оценке средних эффектов с использованием DR-learner на основе перекрестного подбора, как правило, в небольших выборках. Подробнее см. Balzer and Westling (2021) , Meng and Huang (2021) , N aimi, Mishler, and Kennedy (2021) , Zhong, Kennedy, Bodnar, and Naimi (2021) и Conzuelo Rodriguez et al. (2022) .] 

2 [bookmark: bookmark51][bookmark: bookmark52][bookmark: bookmark50]Структура и идентификация
Чтобы описать интересующие эффекты и их соответствующие предположения идентификации, мы полагаемся на структуру потенциальных результатов (Rubin, 1974) . Предположим, что имеется популяция [image: ] , из которой задана реализация [image: ] случайных величин, состоящая из случайной выборки [image: ] . Здесь мы рассматриваем бинарную переменную лечения [image: ] i что равно 1 для обработанной группы и равно 0 для контрольной группы соответственно. По статусу лечения определяем возможный исход Y i (1) при лечении для случая, когда [image: ], и соответственно потенциальный исход [image: ] при контроле при [image: ]. Дополнительно определяем p- размерный вектор экзогенных ковариаций предварительной обработки такой, что [image: ]. Учитывая это определение, мы можем охарактеризовать индивидуальный лечебный эффект (ITE) следующим образом:
[image: ]
Однако фундаментальная проблема каузального вывода заключается в том, что мы никогда не наблюдаем оба возможных исхода одновременно (Holland, 1986) . Следовательно, наблюдаемые результаты определяются в соответствии с правилом наблюдения как [image: ]. Тогда наблюдаемые данные состоят из тройки [image: ]. Тем не менее, по-прежнему возможно определить ожидание [image: ] при дополнительных предположениях (сравните Rubin, 1974; или Imbens & Rubin, 2015) . Таким образом, мы смещаем интересующий эффект в сторону условного среднего эффекта лечения (CATE), который принимает ожидание [image: ] , зависящее от ковариат [image: ]i и задается как:
[image: ]
где [image: ] — функции отклика для потенциальных исходов при лечении и под контролем соответственно. В этой статье мы всегда ссылаемся на CATE с учетом всех наблюдаемых экзогенных ковариат и, таким образом, фокусируемся на самом тонком уровне гетерогенности (см., например, Knaus et al., 2021) .[footnoteRef:5] Кунцель и др. (2019) отмечают, что наилучшая оценка для τ (x) также является наилучшей оценкой для C j с точки зрения среднеквадратичной ошибки (MSE). [5: 	В целом термин CATE описывает условные средние эффекты лечения на различных уровнях агрегации (Lechner, 2018) . В нашем случае CATE соответствует индивидуальному среднему лечебному эффекту (IATE). Кроме того, исследователи и особенно лица, определяющие политику, могут быть заинтересованы в низкоразмерном уровне неоднородности, основанном на некоторых заранее заданных ковариатах гетерогенности, представляющих интерес, которые называются среднегрупповыми эффектами лечения (GATE). Однако такие эффекты выходят за рамки нашего исследования, и заинтересованный читатель отсылается к Zimmert and Lechner (2019) , Jacob (2019) и Semenova and Chernozhukov (2021) для теоретического анализа, а также к Knaus et al. (2021) для результатов, основанных на моделировании, или Кокса, Лехнера и Болленса (2019) , Кнауса, Лехнера и Стритматтера (2020) , Ходлера, Лехнера и Рашки (2020) и Голлера, Харрера, Лехнера и Вольфа (2021) для эмпирических приложений, оценивающих важные для политики GATE.] 

[bookmark: bookmark53]Чтобы идентифицировать интересующие эффекты, нам нужен набор допущений для идентификации. Мы работаем в соответствии со стратегией [footnoteRef:6]отбора по наблюдаемым. (см., например, Имбенс и Рубин, 2015) и предположим, что мы наблюдаем все соответствующие вмешивающиеся факторы, т. е. все ковариаты X i которые совместно влияют как на лечение W i и потенциальные результаты Y i (0) и Y i (1). Сформулируем следующие допущения идентификации: [6: 	Для оценки гетерогенных эффектов лечения при различных стратегиях идентификации см., например, Athey et al. (2019) , Bargagli Stoffi and Gnecco (2020) и Biewen and Kugler (2021) для случая инструментальных переменных и Zimmert (2018) , Sant'Anna and Zhao (2020) и Nie, Lu, and Wager (2021) для случая инструментальных переменных. случай различия в различиях.] 

[image: ]
В соответствии с предположением 1, также называемым предположением об условной игнорируемости или несмешанности, мы предполагаем, что потенциальные результаты не зависят от назначенного лечения после того, как они будут обусловлены ковариатами, т. е. мы предполагаем, что нет скрытых искажающих факторов. Допущение 2, также известное как предположение о перекрытии, утверждает, что условная вероятность лечения ограничена значениями 0 и 1, и, таким образом, можно наблюдать как обработанные, так и контрольные единицы для каждой реализации [image: ]. Допущение 3 известно как допущение о стабильной стоимости обработки единицы и указывает на то, что наблюдаемая ценность обработки для единицы не зависит от воздействия обработки на другие единицы, что исключает любое общее равновесие или побочные эффекты между обработанными и контрольными. Наконец, предположение 4 указывает, что ковариаты не зависят от лечения .[footnoteRef:7] При этих предположениях следует, что [7: По аналогии с определением потенциальных исходов мы обозначаем потенциальные ковариаты при контроле и при лечении как X i (0) и X i (1) соответственно.] 

[image: ]
и, таким образом, CATE может быть непараметрически идентифицирован по наблюдаемым данным (Hurwicz, 1950) .
3 [bookmark: bookmark59][bookmark: bookmark60][bookmark: bookmark58]Алгоритмы метаобучения и процедуры оценки
В литературе по машинному обучению метаобучение представляет собой алгоритмы, которые используют знания об обучении для повышения производительности алгоритма, как это обычно определяется Вилалтой и Дрисси (2002) . К ним относятся различные алгоритмы, которые учатся решать новые задачи на основе предыдущего опыта обучения, т. е. обучение, чтобы учиться (Schmidhuber, 1987; Thrun & Pratt, 1998) , алгоритмы, которые учатся на нескольких связанных задачах, т. е. многозадачное обучение (Caruana, 1997) , или алгоритмы, которые обучаются на множестве моделей, решающих одну и ту же задачу, т.е. ансамблевое обучение (Dietterich, 2000) .[footnoteRef:8] Недавно в литературе по причинному машинному обучению была принята структура метаобучения для изучения причинных эффектов из нескольких моделей прогнозирования (см., например, Kunzel et al., 2019 ) , что можно было бы соответственно назвать причинным обучением . [8: Недавний обзор метаобучения см. в Vanschoren (2019) .] 

На высоком уровне мета-обучения для оценки разнородных причинных эффектов представляют собой двухшаговые алгоритмы . На первом этапе они определяют функции регрессии, которые в литературе по каузальному машинному обучению часто обозначаются как мешающие функции (Черножуков и др., 2018; Кеннеди, 2020) , которые могут быть оценены любым методом обучения с учителем, удовлетворяющим подходящим условиям регулярности, т.е. базовый ученик .[footnoteRef:9] На втором этапе они используют оценочные функции помех для построения оценщика причинного эффекта, т. е. мета-обучаемого. Затем различные мета-обучающиеся различаются в определениях мешающих функций и их последующем использовании для получения окончательной оценки причинных эффектов. В зависимости от сложности алгоритма некоторым мета-обучениям требуется оценка только одной модели, тогда как другим требуется оценка нескольких моделей. В связи с этим возникает вопрос об использовании данных в рамках процедуры оценки и, следовательно, о возможной необходимости разделения выборки и перекрестной подгонки соответственно .[footnoteRef:10] [9: Базовыми обучаемыми могут быть, как правило, любые наборы методов черного ящика, если они являются последовательными оценщиками мешающих функций и в достаточной степени минимизируют ошибку прогнозирования с точки зрения MSE (Kunzel et al., 2019; Kennedy , 2020; Nie & Пари, 2021) . Однако, чтобы обеспечить явные границы ошибок и достичь конкретных показателей сходимости при оценке причинного эффекта, базовые обучающиеся должны выполнить ряд условий регулярности, таких как гладкость или разреженность (Alaa & van der Schaar, 2018 ) . Мы обсудим конкретные условия, необходимые для каждого мета-обучения, в разделе 3.2.]  [10:  Недавно Bai et al. обсудили связанный с этим вопрос использования данных алгоритмов метаобучения в отношении разделения на наборы для обучения и проверки для области обучения для обучения. (2021) и Саунши, Гупта и Ху (2021) .] 

В общем случае мешающие функции определяются как условные ожидания различных типов. Наиболее распространенными типами являются функция оценки склонности и функция отклика. Во-первых, показатель склонности определяется как условная вероятность бинарного лечения W i учитывая ковариаты X i следующее:
[image: ]
В литературе по причинно-следственным выводам показатель склонности играет центральную роль (Rosenbaum & Rubin, 1983) во многих методах сопоставления и повторного взвешивания, чтобы сбалансировать распределения леченных и контрольных (см., среди прочего , Hahn, 1998; and Huber et al., 2013 ). . Во-вторых, функция отклика в широком смысле определяется как условное ожидание переменной результата Y i при заданном наборе объясняющих переменных. Затем конкретные определения функции отклика различаются спецификацией обусловливающего набора и подмножества используемых данных. Для мета-обучающихся, изучаемых в этой статье, представляют интерес следующие определения функции отклика:
[image: ]
где уравнение 3.1 определяет функцию отклика с обусловливанием обеих ковариат X i , а также индикатор лечения W i , в то время как ^(x, 1) и ^(x, 0) описывают функции отклика с обусловливанием ковариат X i в субпопуляции, получающей лечение W i = 1 и под управлением W i = 0 соответственно. Точно так же уравнение 3.2 определяет функцию отклика с условием только на ковариатах. Затем мета- обучающиеся используют выбранные мешающие функции вместе с доступными данными в качестве входных данных для оценки функции CATE, которую можно в целом обозначить следующим образом:
[image: ]
где [image: ] — функция соответствующих входных данных, подробно описанная для каждого конкретного алгоритма метаобучения в разделе 3.2 . Проблема возникает при оценке мешающих функций с использованием гибких методов машинного обучения, поскольку они подвержены систематической ошибке переобучения, т. е. «систематической ошибке собственного наблюдения». Смещение переобучения возникает, когда данные в выборке подобраны слишком хорошо, так что производительность вне выборки ставится под угрозу (см., например, Hastie et al., 2009, для общего обсуждения проблемы переобучения в машинном обучении). Следовательно, одно наблюдение i может иметь большое влияние на прогнозы для ковариат X i как указали Атей и Имбенс (2019) . Черножуков и др. (2018) и Newey and Robins (2018), таким образом, предлагают процедуры разделения выборки, которые позволяют устранить такие систематические ошибки переобучения .[footnoteRef:11] [11: Оригинальные идеи использования процедур разделения выборки для устранения систематической ошибки собственных наблюдений берут свое начало из литературы по оценке плотности, восходящей к Bickel (1982) , Bickel and Ritov (1988) и Powell, Stock, and Stoker (1989) и другим.] 

3.1 [bookmark: bookmark63][bookmark: bookmark64]Разделение выборки и перекрестная подгонка
Теоретические аргументы выражают необходимость разделения выборки, когда причинно-следственная оценка включает несколько этапов оценки, таких как оценка мешающих функций. В рамках метаобучения мешающие функции обычно представляют собой очень сложные и потенциально многомерные функции, оцениваемые с помощью контролируемых методов машинного обучения, таких как регрессия со штрафом, древовидные методы, нейронные сети и т. д. Использование той же выборки данных для оценки машинного обучения функции помех, а также для оценки причинного эффекта приводит к переоснащению, которое вызывает смещение в оценке CATE. На высоком уровне погрешность оценки CATE обычно можно разложить на ошибку оценки при изучении самой функции CATE и погрешность оценки при изучении мешающих функций, включая погрешность переобучения (см., например, Kennedy, 2020) .[footnoteRef:12] Черножуков и др. (2018) показывают, что для оценки ATE смещение переобучения можно контролировать с помощью разделения выборки, а Kennedy (2020) и Nie and Wager (2021) расширяют эту концепцию для оценки CATE. В этом случае одна часть выборки используется для оценки мешающих функций, а другая часть используется для оценки причинного эффекта .[footnoteRef:13] В результате можно показать, что член смещения, возникающий из-за переобучения g, ограничен и достаточно быстро сходится к нулю. Опираясь на этот результат, Ньюи и Робинс (2018) предлагают усовершенствованную схему разделения выборки, называемую двойным разделением выборки. В этом случае не только мешающие функции оцениваются вместе на отдельной части выборки, но и каждая отдельная мешающая функция оценивается на своей отдельной части выборки. На практике обучающие данные разбиваются на M + 1 частей одинакового размера, где M — количество мешающих функций для оценки, а оставшаяся часть данных служит для оценки причинного эффекта. Ньюи и Робинс (2018) показывают, что при двойном разделении выборки погрешность сходится к нулю быстрее, чем при стандартном разделении выборки, когда все помехи оцениваются по одной и той же выборке.[footnoteRef:14] Процедура двойного разделения выборки также была недавно реализована Кеннеди (2020) в контексте DR-learner. [12: Оценка машинным обучением мешающих функций может дополнительно вызвать так называемое смещение регуляризации. Это происходит из-за эффективной минимизации MSE, которая ограничивает дисперсию оценщика, но вносит смещение, которое может не уменьшаться достаточно быстро. Обсуждение систематической ошибки регуляризации при оценке эффекта лечения см. в Chernozhukov et al. (2018) .]  [13:  Процедуры разделения выборки часто используются в литературе по каузальному машинному обучению, включая двойное машинное обучение (Черножуков и др., 2018) , каузальные леса (Wager & Athey, 2018; Lechner, 2018 ) или обсуждаемые здесь мета-обучения (Kennedy, 2020 ). ; Ни и Вейджер, 2021) .]  [14: Интуиция для этого результата исходит из наблюдения, что для оценщиков, использующих множественные мешающие функции, таких как дважды устойчивые оценщики, как, например, обсуждаемый здесь DR-learning, ошибка оценки включает в себя продукт смещений от оценки M мешающих функций. Это приводит к дополнительному смещению из-за нелинейности, если все M мешающих функций оцениваются с использованием одних и тех же данных, которые эффективно устраняются с помощью использования отдельных выборок для оценки каждой из M функций. Для получения дополнительной информации см. Newey and Robins (2018) и Kennedy (2020) .] 

В целом, смещение переобучения также можно контролировать, ограничивая сложность мешающих функций, что, однако, предотвратит многомерные настройки, а также использование различных оценок машинного обучения или их ансамблей.[footnoteRef:15] Следовательно, преимущество использования разделения выборки заключается в том, чтобы учесть высокую степень сложности мешающих функций, оцениваемых широким классом оценщиков машинного обучения (Kennedy, 2020 ) . [15: Результаты в контексте оценки Лассо в условиях разреженности см. в Belloni, Chernozhukov, Fernandez-Val, and Hansen ( 2017) .] 

Из этого следует, что теоретически разделение выборки предотвращает переоснащение и, таким образом, снижает погрешность в окончательной причинно-следственной оценке (Черножуков и др., 2018; Wager & Athey, 2018) . Однако в то же время дисперсия оценщика увеличивается, поскольку для оценки эффективно используется меньше данных. В литературе предлагалось перекрестное сопоставление (Черножуков и др., 2018) и, соответственно , двойное перекрестное сопоставление (Newey & Robins, 2018) , чтобы уменьшить потерю дисперсии, вызванную разделением выборки. В этой процедуре роли частей данных меняются таким образом, чтобы каждая часть использовалась как для оценки помех, так и для оценки причинно-следственных связей. Окончательная оценка CATE затем представляет собой среднее значение полученных отдельных оценок эффекта. Этот метод может быть дополнительно расширен для использования более чем M +1 расщеплений, обозначаемых как K-кратная перекрестная подгонка (Черножуков и др., 2018) , с окончательной оценкой CATE, заданной как:
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где [image: ] — оценка CATE, основанная на k-й кратности .[footnoteRef:16] [16: Повышение эффективности оценки на основе разделения выборки путем замены ролей выборок данных и усреднения полученных оценок восходит к Schick (1986) в контексте оценки полупараметрических моделей.] 

Приведенные выше теоретические аргументы имеют прямое влияние на реализацию различных алгоритмов метаобучения. При двойном разделении выборки чем больше моделей необходимо оценивать в рамках алгоритма метаобучения, тем больше разбиений данных неявно индуцируется, в то время как их влияние на конечные выборки априори неясно, как указано Ньюи и Робинс (2018) . Таким образом, исследователь сталкивается с типичным компромиссом между предвзятостью и дисперсией в отношении разделения выборки. Чтобы проиллюстрировать проблему, полезно разложить MSE оценки CATE [image: ]:
[image: ]
[bookmark: bookmark65]Наивное использование полной выборки данных для оценки как мешающих функций, так и функции CATE приводит к более высокому смещению из-за переобучения, но в то же время к более низкой дисперсии, поскольку для оценки используются все доступные данные. Использование разделения выборки устраняет смещение переобучения, но приводит к более высокой дисперсии из-за меньшего количества данных, используемых для оценки. Напротив, перекрестная подгонка устраняет смещение переобучения и уменьшает дисперсию за счет эффективного использования всей доступной информации из данных для оценки. Рисунок 1 иллюстрирует этот теоретический аргумент путем сопоставления распределений параметра CATE при оценке полной выборки, двойном разделении выборки и двойном перекрестном подборе, полученных в результате моделирования методом Монте-Карло на основе большой обучающей выборки из 32 000 наблюдений (дополнительные подробности ) . о мета- обучателе и дизайне моделирования представлены в разделах 3.2 . и 4 соответственно). Мы видим, что теоретические аргументы могут быть задокументированы и в конечных выборках. Таким образом, версия полной выборки демонстрирует существенное смещение из-за переобучения, поскольку ее распределение смещено от истинного значения параметр CATE, но с довольно низкой дисперсией. Напротив, версия с двойным разделением выборки успешно устраняет систематическую ошибку переобучения, поскольку смоделированное распределение сосредоточено вокруг истинного значения CATE, однако с гораздо большей дисперсией. Наконец, версия с двойным перекрестным подбором сохраняет снижение систематической ошибки, но при этом имеет гораздо более низкую дисперсию по сравнению с версией с двойным разделением выборки, поскольку разброс распределения CATE приближается к версии полной выборки, что указывает на повышение эффективности этого метода. процедура.
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Figure 
1: 
CATE distributions under full-sample, sample-splitting and cross-fitting estimation.
)[image: ]
Примечание. Распределения параметра CATE при оценке полной выборки (синий), двойном разделении выборки (красный) и двойном перекрестном подборе (зеленый) в результате моделирования методом Монте-Карло. Распределения CATE сглаживаются ядром Гаусса с использованием полосы пропускания Сильвермана. Пунктирная черная линия определяет истинное значение CATE, а сплошная черная линия отображает нормальное распределение вокруг истинного параметра с дисперсией расчетного распределения CATE. CATE оцениваются учащимся DR на основе обучающей выборки из N T = 32 000 наблюдений с 250 повторениями моделирования и прогнозом вне выборки. Подробное описание дизайна симуляции дано в разделе 4, а подробное описание DR-leaner дано в разделе 3.2.
Помимо иллюстративного примера выше, эмпирический вопрос остается точной количественной оценкой этого компромисса смещения и дисперсии для различных мета-обучающихся и того, в какой степени это может варьироваться в зависимости от размера выборки. Разные участники мета-обучения по-разному используют разные мешающие функции, что может повлиять на эффективность при определенных процедурах оценки. Несмотря на то, что разделение выборки и перекрестная подгонка помогают устранить смещение переобучения, в конечных выборках меньше данных, доступных для оценки, может даже привести к более высокому смещению из-за ошибок в обучении самой функции CATE, особенно для небольших размеров выборки. В этой статье мы решаем этот открытый вопрос с помощью моделирования методом Монте-Карло и сравниваем эффективность различных мета-обучающихся при процедурах полной выборки, двойного разделения выборки и двойного перекрестного подбора для нескольких разных размеров выборки, чтобы пролить больше света на конечные свойства выборки. . Мы следуем Newey and Robins (2018) и выбираем процедуру двойного разделения выборки и, соответственно, двойную перекрестную подгонку из-за ее теоретически более высокой скорости сходимости. Кроме того, мы выбираем настройку с равновеликими складками K = M + 1, как это было предложено Кеннеди (2020) . Кроме того, мы всегда различаем данные обучения и проверки. Мы используем данные обучения для изучения функции помех и функции CATE, включая процедуру двойного разделения выборки и двойного перекрестного подбора, в то время как мы оцениваем CATE на наборе новых данных проверки. Иллюстрация использования данных при оценке полной выборки, двойном разделении выборки и процедуре двойного перекрестного подбора представлена на рисунке 2.
[bookmark: bookmark66]Дальнейшая мотивация использования разделения выборки и перекрестной подгонки проистекает из теоретических аргументов в пользу проведения статистического вывода об интересующих причинных параметрах. Таким образом, разделение выборки играет решающую роль в получении оценок, которые не только приблизительно несмещены, но и нормально распределены, что, в свою очередь, позволяет правильно построить доверительные интервалы. В этом ключе Черножуков и соавт. (2018) предоставляют результаты для оценок среднего эффекта лечения (ATE), которые основаны на процедурах разделения выборки и перекрестной подгонки. Semenova and Chernozhukov (2021) и Zimmert and Lechner (2019) расширяют этот анализ для параметрических и непараметрических оценок групповых средних эффектов лечения (GATE) соответственно. В контексте Causal Forests Wager and Athey (2018) , Lechner (2018) и Athey et al. (2019 ) также полагаются на процедуры разделения выборки, называемые «честностью», чтобы сделать вывод о причинно-следственных связях на различных уровнях агрегирования. Тем не менее, в контексте оценки причинных эффектов с помощью метаобучения до сих пор отсутствует унифицирующая теория без моделей для проведения статистических выводов. Единственным исключением является исследование Kunzel et al. (2019) , в котором анализируются различные варианты начальной загрузки для оценки стандартных ошибок для CATE. Недавно Джейкоб (2021) делает
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Рисунок 2: Иллюстрация полной выборки, процедуры разделения выборки и перекрестной подгонки.

Примечание. Иллюстрация процедур полной выборки (слева), двойного разделения выборки (в центре) и двойного перекрестного подбора (справа) с K = 3 раза. Функция оценки склонности определяется как e(x), функции отклика в целом обозначаются как p-( x ) , а функция CATE характеризуется т (x). Нижние индексы для мешающих функций и функции CATE соответствуют кратности, используемой для оценки, а цвета указывают на комбинацию оцененных функций в разных кратностях.
использование таких процедур начальной загрузки для построения доверительных интервалов в эмпирическом приложении. Однако, помимо вычислительной нагрузки, ни одна из процедур начальной загрузки, изученных Kunzel et al. (2019), по-видимому, надежно обеспечивает точные показатели охвата. Однако мета-обучающиеся, проанализированные в Kunzel et al. (2019) не используют разбиение выборки, которое потенциально могло бы повысить эффективность бутстрэппинга для оценки стандартных ошибок, учитывая выводы из соответствующей литературы. Хотя мы изучаем свойства распределения CATE в экспериментах по моделированию в разделе 4, мы не анализируем оценку стандартных ошибок в основном из-за вычислительных причин и сосредоточиваемся в первую очередь на точечных оценках. Однако, помимо вычислительных аспектов, мы отмечаем, что сочетание разделения выборки и перекрестной подгонки с начальной загрузкой для статистического вывода о причинно-следственных эффектах в рамках метаобучения может быть многообещающим направлением для будущих исследований.
3.2 [bookmark: bookmark68][bookmark: bookmark69][bookmark: bookmark67]Мета-обучающиеся
Далее мы рассмотрим алгоритмы метаобучения для оценки разнородных эффектов лечения и обсудим их преимущества и недостатки в конкретных эмпирических условиях.
3.2.1 [bookmark: bookmark70][bookmark: bookmark71]S-учащийся
Первый алгоритм метаобучения, который мы исследуем, — это алгоритм S-обучения, обозначенный Kunzel et al. (2019) . Ранние представления о S-обучаемом проистекают из маркетинговой литературы по моделированию подъема (Lo, 2002) и литературы по эпидемиологии, где S-обучаемый также упоминается как g-вычисление (Robins, 1986; Snowden, Rose, & Мортимер, 2011) . Совсем недавно S-learner был предложен для оценки разнородных эффектов лечения на основе деревьев регрессии (Athey & Imbens, 2015) и случайные леса (Lu et al., 2018) а также их байесовские версии, т.е. BART (Hill, 2011 г.; Грин и Керн, 2012) . Согласно соглашению об именах Kunzel et al. (2019) , S- означает Single , поскольку этот мета-обучение включает только одну единственную модель, а именно функцию отклика ^ (x, w), которую необходимо оценить. Окончательный причинный эффект в этом случае получается как разница между предсказаниями функции отклика при установке индикатора воздействия на W i = 1 и W i = 0 соответственно .[footnoteRef:17] Алгоритм можно описать следующим образом :[footnoteRef:18] [17:  Аналогичное понятие предсказанной разницы в объеме интерпретации модели было предложено Кингом, Томцем и Виттенбергом ( 2000) .]  [18:  Для обозначения мы ссылаемся на обучающие данные, используемые для оценки модели, с верхним индексом T как { (X i , я , Вт я ) } Т и данные проверки, используемые для предсказания эффекта с верхним индексом V как { (X i ) } V .] 

[image: ]
Как видно из Алгоритма 1, S-обучаемый не отводит особой роли показателю воздействия W i в рамках процедуры оценивания и использует его только апостериорно при расчете причинного эффекта. Таким образом, если показатель лечения не позволяет точно прогнозировать результат, учащийся S будет склонен оценивать нулевой эффект лечения .[footnoteRef:19] Тем не менее, S-обучаемый будет работать особенно хорошо, если истинная функция CATE действительно равна нулю, т. е. если τ (x) = 0, что также было задокументировано в экспериментах по моделированию Kunzel et al. (2019) . Кунцель (2019) предлагает для S-обучающегося в лесу модификацию алгоритма таким образом, чтобы он уменьшался до ATE вместо нуля, выполняя регрессию хребта в последних листьях деревьев в лесу.[footnoteRef:20] В наших симуляциях мы изучаем более простую модификацию S-learner на основе леса, всегда включая индикатор обработки в случайное подмножество ковариат при определении разделения. Поступая таким образом, мы всегда даем учащимся S возможность разделить показатель лечения, который потенциально может облегчить проблему нулевого смещения. В дальнейшем мы будем обозначать такого учащегося как учащегося SW, где W отражает применение индикатора лечения в наборе расщепления ковариат. Мы более подробно обсуждаем поведение SW-leaner в результатах моделирования в разделе 4.3 . Кроме того, обратите внимание, что Алгоритм 1 состоит только из одной мешающей функции, которую необходимо оценить, и, таким образом, не требует разделения выборки или перекрестной подгонки в обучающей выборке, вызванной несколькими мешающими функциями, поэтому он всегда имеет доступ к полной выборке. обучающих данных.[footnoteRef:21] Однако с теоретической точки зрения Алаа и ван дер Шаар (2018) показывают, что моделирование CATE как одной функции ответа, как в S-обучающемся, не является оптимальным с точки зрения достижения максимальной скорости сходимости, поскольку это зависит от сложности, определяемой как отношение разреженности к гладкости функций отклика в обработанном, p (x, 1), и контрольном образце, p (x, 0), и объединение их в единую функцию отклика усиливает сложность для обработанного и управление должно быть одинаковым. [19: Кунцель и др. (2019) утверждают, что учащийся S на самом деле склонен к нулю.]  [20:  Подробное объяснение этой процедуры см. в Kunzel (2019) .]  [21: Тем не менее, необязательное дополнительное разделение выборки или перекрестная подгонка потенциально могут улучшить производительность S-обучаемого за счет уменьшения возможной переобучения базового обучаемого как такового. Однако это выходит за рамки нашего анализа и оставлено для будущих исследований.] 

3.2.2 [bookmark: bookmark73][bookmark: bookmark74]T-учащийся
T-обучаемый — еще один распространенный и широко используемый мета-обучаемый, который мы исследуем в нашем исследовании. Подобно S-обучаемому, его раннее применение появилось в маркетинговой литературе по моделированию подъема (Hansotia & Rukstales, 2002; Radcliffe, 2007) , а совсем недавно его предложили для оценки разнородных эффектов лечения в областях медицины. Foster, Taylor, & Ruberg, 2011) и эконометрики (Athey & Imbens, 2015) . В эконометрической литературе его иногда также называют базовой ( Lechner, 2018) , подключаемой (Kennedy, 2020) или наивной (Nie & Wager, 2021) оценкой CATE. По данным Kunzel и соавт. (2019) , T- означает два, поскольку этот мета-обучающий метод включает две модели, которые необходимо оценить, определяемые индикатором лечения W i . Это именно функция отклика в обработанном образце, р,(х, 1), и функция отклика в контрольном образце, р,(х, 0). Это отличается от описанного выше S-learner, который объединяет две функции ответа в одну. Однако, аналогично S-обучаемому, причинный эффект вычисляется как разница в прогнозах двух функций отклика, которая мотивируется результатом идентификации, как в уравнении (2.4) . Алгоритм можно обобщить следующим образом:[footnoteRef:22] [22: 	С точки зрения записи, мы ссылаемся на подмножество данных, определяемое конкретным значением переменной, например, W i = 1, с помощью нижнего индекса as s { (X i , Y i ) } W i =1 .] 
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Следовательно, учащийся T использует индикатор лечения, чтобы разделить оценку функции отклика на две части. Ожидается, что эта процедура будет работать особенно хорошо, если функция CATE сложна и в функциях отклика нет общих тенденций. Это явление находит подтверждающие доказательства в нескольких исследованиях моделирования (см., например, Kunzel et al., 2019; Jacob, 2020; Curth & van der Schaar, 2021; или Nie & Wager, 2021) . Тем не менее ожидается, что она будет работать довольно плохо, если функция CATE проста, поскольку функции отклика не обучаются совместно, и поэтому их различие может быть нестабильным (Lechner, 2018; Kennedy, 2020; Nie & Wager, 2021) . С точки зрения оценки мешающих функций учащийся T ведет себя так же, как учащийся S, поскольку для вычисления CATE необходимо оценивать только функции отклика. Таким образом, не требуется дополнительного разделения выборки, вызванного множественными мешающими функциями, поскольку сами функции отклика оцениваются на отдельных выборках, определяемых обработанной и контрольной .[footnoteRef:23] Теоретически скорость сходимости базовых обучаемых для оценки функций отклика напрямую переводится в скорость оценки CATE (Kunzel et al., 2019; Kennedy, 2020) и, таким образом, зависит от сложности, т. е. размерности и гладкости, функции отклика (Alaa & van der Schaar, 2018) .[footnoteRef:24] [23: 	Опять же, это не исключает того, что необязательное разделение выборки или перекрестная подгонка могут быть полезными по той же причине, что и в случае с учащимся S (Jacob, 2020, приводит некоторые результаты по этому вопросу для учащегося T). Использование честного леса в качестве базового обучающего модуля также добавит неявную процедуру разделения выборки, однако здесь это не анализируется.]  [24: 	Для подробного анализа оптимальных минимаксных показателей для учащегося T мы ссылаемся на Alaa and van der Schaar (2018) и Kunzel et al. (2019) .] 

3.2.3 [bookmark: bookmark75][bookmark: bookmark76]X-ученик
Вышеупомянутые проблемы T-обучаемого усугубляются, если назначение лечения сильно несбалансировано, а это означает, что подавляющее большинство наблюдений в выборке относится только к одному статусу лечения. Кунцель и др. (2019) поэтому предлагают X-learner, который решает эту проблему. X-обучаемый строится на Т-обучаемом и, как таковой, сначала оценивает две функции отклика p, (x, 1) и p, (x, 0). Затем он использует эти оценки для условного исчисления ненаблюдаемых индивидуальных эффектов лечения для пролеченных, Q, и контрольных, £ ° . Вмененные эффекты, в свою очередь, используются в качестве псевдорезультатов для оценки эффектов лечения в обработанной выборке, τ (x, 1), и в контрольной выборке, τ (x, 0) соответственно. Окончательная оценка CATE τ (x) затем представляет собой средневзвешенное значение этих оценок эффекта лечения, взвешенных по показателю склонности, e(x).[footnoteRef:25] Таким образом, X-learner дополнительно использует информацию от обработанного, чтобы узнать об элементах управления, и наоборот в стиле перекрестной регрессии, отсюда и термин X в его метке имени. Алгоритм обучения можно детализировать следующим образом: [25: В исходном определении X-learner оценка показателя склонности точно не указана, поскольку это может быть вообще любая весовая функция. Однако на практике рекомендуется оценка показателя склонности (Kunzel et al., 2019) .] 

[image: ]

 (
Algorithm 
3: 
X-learner
)
Согласно Алгоритму 3, X-обучаемый, в отличие от T-обучаемого, сначала использует функции отклика для условного исчисления ненаблюдаемых индивидуальных эффектов лечения вместо прямой оценки CATE. Во-вторых, эти вмененные индивидуальные эффекты лечения используются для оценки CATE и повторно взвешиваются с помощью показателей склонности. Повторное взвешивание помогает придать больший вес эффектам лечения, которые были оценены более точно, т. е. тем эффектам, которые были получены, соответственно, в большей экспериментальной или контрольной выборке. По этой причине ожидается, что X-обучаемый будет особенно хорошо работать в несбалансированных условиях, что часто имеет место на практике, поскольку доля пролеченных может быть ограничена финансово или иным образом (см. Arceneaux, Gerber, & Green, 2006; Gerber, Green ) . , & Larimer, 2008; Broockman & Kalla, 2016; или Goller, Lechner, Moczall, & Wolff, 2020, для таких несбалансированных эмпирических условий). Кроме того, прямая оценка эффектов лечения на втором этапе позволяет оценщику изучить структурные свойства функции CATE из данных и, таким образом, ожидается, что она будет хорошо работать, если функция CATE приблизительно линейна или разрежена (Kunzel et al., 2019) . ) . Теоретически Kunzel et al. (2019) действительно доказывают, что ученик X достигает более высокой скорости конвергенции, чем ученик T, в случаях, когда назначение лечения сильно несбалансировано или когда функция CATE является линейной. Даже если никаких предположений о функции CATE не налагается, можно доказать, что ученик X достигает той же скорости, что и ученик T. Это зависит от условий регулярности, таких как непрерывность Липшица функций отклика .[footnoteRef:26] В моделировании Kunzel et al. (2019) X-learner показывает достаточно хорошие результаты даже в других неблагоприятных условиях. Обратите внимание, что Алгоритм 3 требует больше шагов оценки, чем два предыдущих мета-обучения. В дополнение к оценке функций отклика X-learner требует оценки функций эффекта лечения, а также функции оценки склонности. Это поднимает вопрос о возможной переподгонке и, следовательно, о необходимости разделения выборки и перекрестной подгонки соответственно. Однако теоретически нет явных требований к разделению выборки в случае X-learnner при оценке мешающих функций, за исключением разделения данных обучения и проверки (Kunzel et al., 2019 ) . Тем не менее, вполне может быть, что разделение выборки и дальнейшая перекрестная подгонка оказывают существенное влияние на производительность учащегося в конечных выборках. Мы решаем эту проблему, применяя версию X-learner с двойным разделением выборки и двойной перекрестной подгонкой в моделирующем исследовании. В случае оценки полной выборки мы используем готовые прогнозы лежащего в основе леса в качестве оценок мешающих функций, как это рекомендовано Lu et al. (2018) и Ати и Имбенс (2019) . Неожиданные прогнозы основаны на наблюдениях, которые были опущены «вне мешка» при составлении бутстреп-выборок для оценки деревьев в лесу (Hastie et al., [26: Более конкретно, Kunzel et al. (2019) доказывают, что X-learner действительно может достичь параметрической скорости ä /N, если функция CATE оценивается с помощью OLS, в то время как мешающие функции могут быть оценены с любой непараметрической скоростью. Кроме того, они доказывают, что X-обучаемый достигает минимаксной оптимальной скорости, если и мешающие функции, и функция CATE оцениваются с помощью регрессии k-NN.] 

 (
16
)
2009) . Такие наблюдения, однако, случайным образом появляются как в качестве обучающих, так и в качестве проверочных наблюдений на деревьях леса, и, таким образом, такие внеплановые прогнозы не являются ни классическими подобранными значениями в выборке, ни правильными прогнозами вне выборки и не должны путать с «честными» предсказаниями. Мы используем готовые прогнозы для всех мета-обучающихся в рамках нашего анализа.
3.2.4 [bookmark: bookmark78][bookmark: bookmark79]DR-ученик
Хотя X-learner использует оценку множественных мешающих функций, он не обеспечивает свойства двойной устойчивости, которое использует тот факт, что оценщик остается непротиворечивым, если либо функция отклика, либо функция оценки склонности заданы неверно (Kennedy, Ma. , Макхью и Смолл, 2017 г.; Ли, Окуи и Ванг, 2017 г.) . Недавно Кеннеди (2020) предложил DR-learner, где DR символизирует свойство Double Robustness учащегося. Учащийся DR строит двойную надежную оценку на первом этапе оценки и оценивает CATE на втором этапе. В литературе было предложено много других версий DR-leaner, но они были ограничены конкретным оценщиком, используемым на втором этапе, и, таким образом, не являются частью метаобучения. Например, Semenova and Chernozhukov (2021) предлагают линейную оценку функции CATE, тогда как Zimmert and Lechner (2019) и Fan, Hsu, Lieli, and Zhang (2020) предлагают локально-константную оценку, которая хорошо работает для оценка GATEs, т.е. для низкоразмерного обусловливающего множества. Основное преимущество DR-leaner по сравнению с другими версиями заключается в общей безмодельной оценке второго этапа функции CATE. Однако общим для всех версий в литературе является оценка дважды робастной оценки e[footnoteRef:27] методами машинного обучения на первом этапе, также известном как двойное машинное обучение (Черножуков и др., 2018) . Подробный обзор оценок CATE, основанных на двойной надежной оценке, см. в Knaus (2020) . Затем конкретный алгоритм для DR-leaner определяется следующим образом: [27:  В литературе также называется эффективной оценкой или функцией эффективного влияния (Robins & Rotnitzky, 1995; Hahn, 1998) .] 
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Как видно из Алгоритма 4 выше, ученик DR оценивает те же мешающие функции, p,(x, 0),p,(x, 1) и e(x), что и ученик X, но использует их в совершенно иной манере. Он объединяет мешающие функции, а также данные исхода и лечения в двойном надежном способе для построения псевдоисхода ^ i , т. е. двойного надежного показателя. Затем оценка регрессируется по ковариатам для оценки окончательной функции CATE. Следовательно, обучающийся DR также может адаптироваться к структурным свойствам CATE, таким как гладкость или разреженность. По этой причине ожидается, что DR-обучаемый будет хорошо работать в тех же ситуациях, что и X-обучающийся, с более сбалансированным назначением лечения, поскольку слишком высокие оценки склонности могут привести к нестабильности оценщика (Huber et al., 2013; Powers et al . , 2018) , особенно в больших размерах (D’Amour, Ding, Feller, Lei, & Sekhon, 2021) . Более того, он должен иметь дополнительное преимущество перед X-learner благодаря свойству двойной робастности. Теоретический анализ Кеннеди (2020) использует процедуру двойного разделения выборки, чтобы получить точную границу ошибки, которая основывается только на условиях стабильности для оценки функции CATE. Затем в теоретических результатах используется двойная устойчивость по скорости, которая позволяет повысить частоту ошибок для оценки CATE второго этапа при более слабых условиях скорости для оценки мешающих функций на первом этапе. Симуляторы Кеннеди (2020) также предполагают более быструю скорость конвергенции DR-обучаемого по сравнению с X- и T-обучаемым. Для достижения оптимальной скорости s[footnoteRef:28] DR-обучающийся явно требует двойного разделения выборки, как это определено Newey and Robins (2018) , в то время как процедура двойного перекрестного подбора остается необязательной. Теоретически неясно, насколько важна роль факультативного перекрестного подбора для DR-обучающегося в конечных выборках и какую часть потери эффективности из-за разделения выборки можно таким образом восстановить. Чтобы пролить свет на этот вопрос, мы исследуем реализации DR-learner с двойным разделением выборки, двойным перекрестным подбором, а также версию с оценкой полной выборки. [28:  Кеннеди (2020) показывает, что обучающийся DR достигает минимаксной оптимальной скорости в условиях гладкости или разреженности для мешающих функций и функций CATE.] 

3.2.5 [bookmark: bookmark81][bookmark: bookmark82]R-учащийся
Еще один подход, предусматривающий сначала оценку мешающих функций, а затем их использование для изучения эффектов лечения, вытекает из литературы о частично линейной модели, первоначально разработанной Робинсоном (1988) . Nie and Wager (2021) опираются на эти идеи для гибкой оценки разнородных эффектов лечения и разработки R-обучаемого, где R означает признание вклада Робинсона (1988) , а также подход резидуализации . На первом этапе учащийся R оценивает функцию отклика ^(x) аналогично учащемуся S, но без учета индикатора лечения, а также функции оценки склонности e(x) . Затем он оставит результат и лечение с помощью прогнозов ответа и функции оценки склонности, соответственно, чтобы построить модифицированный результат. На втором этапе учащийся R регрессирует модифицированный результат по ковариатам, взвешенным по квадрату остаточного лечения t [footnoteRef:29], т. е. (W i — e ( X i )') для оценки функции CATE (Schuler, Baiocchi, Tibshirani, & Shah, 2018) . Аналогичное преобразование результата также используется в Causal Forest Athey et al. (2019) , названной локальным центрированием, или в G -оценке для последовательных испытаний Робинса (2004) . Полную процедуру оценки R-обучаемого можно резюмировать следующим образом: [29: Процедура оценки без взвешивания в литературе называется U-learnner (Stadie et al., 2018; Kunzel et al., 2019; Nie & Wager, 2021) . Однако такая оценка оказалась весьма нестабильной в экспериментах по моделированию в Nie and Wager (2021) , а также в экспериментах Kunzel et al. (2019) и, следовательно, не будут рассматриваться далее в нашем анализе.] 
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Как следует из Алгоритма 5, R-learner разделяет оценивание на два шага. Во-первых, он устраняет ложные корреляции между функцией отклика ^(x) и функцией оценки склонности e(x), а во-вторых, оптимизирует CATE-функцию t r ( X ). С этой точки зрения R-обучаемый следует той же схеме оценки, что и DR-обучаемый, и ожидается, что он будет хорошо работать в аналогичных условиях, где мешающие функции, а также функция CATE могут иметь высокую степень сложности. Возможное преимущество R-обучаемого над DR-обучаемым может быть связано с дополнительным взвешиванием, которое снижает влияние оценок крайней склонности, как указал Джейкоб (20 21) . В своих симуляционных экспериментах Nie and Wager (2021) продемонстрировали хорошие результаты R-обучаемого в условиях со сложными мешающими функциями и довольно простой функцией CATE. Теоретический анализ Nie and Wager (2021) показывает, что скорость сходимости R-обучаемого зависит от сложности функции CATE и не зависит от сложности мешающих функций, если они оцениваются с достаточно высокой скоростью .[footnoteRef:30] Кроме того, для этих теоретических результатов Nie and Wager (2021) явно требуют разделения выборки и перекрестной подгонки соответственно. В частности, они выступают за 5- или 10-кратную процедуру перекрестной подгонки, как это определено Chernozhukov et al. (2018) . Чтобы изучить важность перекрестной подгонки в конечных выборках, мы сравниваем производительность R-обучаемого, как и в приведенных выше случаях, с оценкой полной выборки, двойным разделением выборки и двойным перекрестным подбором соответственно. [30: 	В случае оценки функции CATE с помощью ядерной регрессии со штрафом Nie and Wager (2021) доказывают, что ученик R достигает минимаксной оптимальной скорости, и дополнительно показывают, что ученик X не достигает оптимальной скорости в целом, если только лечение задание не очень несбалансированное.] 

4 [bookmark: bookmark85][bookmark: bookmark86][bookmark: bookmark84]Исследование моделирования
Мы изучаем эффективность конечной выборки мета-обучающихся для оценки эффектов разнородного лечения на основе случайных лесов (Брейман, 2001 г.; см. также Биау и Скорнет, 2 016, для всестороннего ознакомления). Основное внимание в исследовании Монте-Карло уделяется оценке влияния разделения выборки и перекрестной подгонки на оценку причинно-следственных связей. Для этой цели мы сравниваем обсуждавшихся выше мета- обучающихся, оцененных с полной выборкой, двойным разделением выборки и двойным перекрестным подбором.
Мы полагаемся на Random Forest как на базовый метод обучения для всех мета-обучения по нескольким причинам. Во-первых, разным участникам метаобучения требуется оценка различных мешающих функций, которые включают разные типы переменных результата. Таким образом, функции отклика в основном включают непрерывную переменную результата, тогда как функция оценки склонности включает бинарный результат. Следовательно, при использовании случайных лесов не требуется никаких дополнительных корректировок с точки зрения оценки, поскольку он автоматически оценивает вероятности в случае бинарного результата и ожидаемые значения в случае непрерывных результатов соответственно. Это в отличие от линейных учеников, таких как Лассо (Тибширани, 1996) , Ридж (Hoerl & Kennard, 1970) или эластичная сетка (Zou & Hastie, 2005) где оценщик необходимо изменить, используя соответствующую функцию связи для правильной оценки вероятности (см., например, Hastie et al., 2009 г., для логит-лассо). Во-вторых, случайный лес — это локальный непараметрический метод, который не требует предварительной обработки данных для гибкого изучения базовой функциональной формы из данных (Hastie et al., 2009) . Таким образом, Random Forest может аппроксимировать любую функцию с различной степенью сложности, что часто имеет место при оценке эффекта лечения, когда мешающие функции имеют тенденцию быть довольно сложными сложными функциями, в то время как сама функция CATE часто считается простой и разреженной (Kunzel). и др., 2019; Кеннеди, 2020; Сехон и Шем-Тов, 2021) . Это снова является преимуществом по сравнению с упомянутыми выше линейными обучаемыми, которые становятся более гибкими после создания расширенного набора ковариатов, состоящего из полиномов и взаимодействий, и, таким образом, могут рассматриваться как глобальные непараметрические методы (Hastie et al., 2009 ) . В-третьих, в отличие от других гибких современных средств машинного обучения, таких как нейронные сети, теоретические свойства случайных лесов лучше понятны, что делает их менее подходящими для метода «черного ящика» (см. Athey et al., 2019; Biau ) . , 2012; Meinshausen, 2006; Mentch & Hooker, 2016; Scornet, Biau, & Vert, 2015; Wager, 2014; Wager & Athey, 2018; Wager, Hastie, & Efron, 2014, за обсуждение статистических свойств случайных лесов. ). В частности, Скорнет и соавт. (2015) доказывают непротиворечивость оригинального алгоритма случайного леса, разработанного Брейманом (2001) , который мы используем в наших симуляциях, не полагаясь на условие «честности».[footnoteRef:31] Это важно, поскольку постоянство базового ученика является фундаментальным условием, общим для всех рассматриваемых мета-учащихся. Скорнет и др. (2015) также показывают, что случайные леса могут эффективно адаптироваться к разреженности базовой модели, которую мы явно используем в нашем дизайне моделирования. Кроме того, еще одна причина, по которой мы не используем Лассо и линейных обучающихся как таковые, связана со значительным увеличением дисперсии, поскольку они склонны к выбросам, как задокументировано в исследованиях моделирования Джейкоба (2020), а также Кнаус и др . (2021) . Кроме того, Random Forests являются популярным выбором в качестве базового обучения в эмпирических исследованиях с использованием мета-обучения (Duan et al., 2019; Knaus, 2020) . Наконец, с практической точки зрения существует множество быстрых и надежных программных реализаций Random Forests, которые упрощают использование для практиков. [footnoteRef:32] [31: 	Результат согласованности (в MSE) сохраняется при условии, что количество листьев меньше, чем количество наблюдений. В наших симуляциях мы обеспечиваем это, выращивая деревья с минимальным размером листа больше 1 (см. Таблицу 1) . Мы воздерживаемся от признака честности, чтобы избежать дополнительного разделения выборки, которое еще больше уменьшило бы эффективный размер выборки.]  [32: 	В наших симуляциях мы используем R-package ranger, который обеспечивает быстрый C ++. реализация случайных лесов, особенно подходящих для многомерных данных (Wright & Ziegler, 2017) . Другие варианты языка R (R Core Team, 2021 г.) включают пакет grf, написанный Тибширани, Атей, Вагером, Фридбергом, Майнером и Райтом (2018 г.) , пакет для лесного хозяйства, созданный Кунзелем, Лю, Саариненом, Тангом и Секоном ( 2020) или пакет randomForest от Liaw and Wiener (2002) .] 

Чтобы объективно оценить производительность и надежность различных мета-обучающихся при оценке гетерогенных эффектов лечения в отношении двойного разделения выборки и двойного перекрестного подбора, мы разрабатываем несколько сценариев моделирования. С одной стороны, для каждого мета-ученика мы создаем такой процесс генерации данных (DGP), который соответствует конкретным преимуществам соответствующего мета-ученика, т. е. мы разрабатываем сценарий моделирования, в котором ожидается, что каждый мета-ученик будет работать лучше всего. Следовательно, мы можем проверить, превосходит ли конкретный мета-ученик других и насколько велики расхождения в производительности других мета-учеников по сравнению с ожидаемым лучшим мета-учеником. С другой стороны, мы разрабатываем сценарий симуляции со сложной DGP, в которой ни один из участников метаобучения априори не имеет явного преимущества, что служит нашим основным интересующим дизайном симуляции. Таким образом, мы можем объективно сравнить эффективность мета-обучающихся и количественно оценить отклонения от их соответствующих лучших случаев производительности. Кроме того, общим для всех DGP является наблюдательный дизайн исследования, т. е. всегда есть выбор для лечения, и, таким образом, все рассматриваемые мета-обучающиеся должны иметь дело с путаницей, а не только с моделированием самого эффекта лечения. Более того, в отличие от многих исследований с помощью моделирования, в которых мешающие факторы представляют собой простые низкоразмерные функции (Wager & Athey, 2018; Kunzel et al., 2019; Kennedy, 2020) , мы моделируем все мешающие функции как крайне нелинейные, но разреженные функции с многомерное ковариантное пространство для проверки потенциала методов машинного обучения, хотя все еще в значительной степени подчиняется ограничениям, наложенным теорией. О других сложных схемах моделирования см. также Jacob (2020) или Zivich and Breskin (2021) , а также Lechner (2018) и Knaus et al. (2021) для эмпирических исследований методом Монте-Карло. Важно отметить, что для изучения приблизительных показателей сходимости мета-обучающихся мы повторяем каждый сценарий моделирования несколько раз с увеличением размера обучающей выборки с использованием N T = { 500, 2 000 , 8 000 , 32 000 } . Подчеркнем, что рассматриваемые размеры выборки существенно превышают размеры предыдущих исследований по моделированию, посвященных анализу методов разделения выборки, которые были ограничены 2 000 ( Jacob, 2020) и 3 000 (Zivich & Breskin, 2021) наблюдений. соответственно. Кроме того, большие выборки позволяют нам изучать эффективность мета-обучающихся в условиях, в которых применение методов машинного обучения, возможно, более актуально. Мы решили всегда увеличивать размер выборки в четыре раза, что позволяет нам легко сопоставить результаты с параметрической скоростью VW, и в этом случае ожидается, что ошибка оценки будет уменьшаться вдвое с каждым увеличением размера выборки. Затем мы оцениваем показатели производительности на проверочном наборе с размером выборки N V = 10 000 , чтобы уменьшить шум предсказания, как это обычно делается во многих исследованиях методом Монте-Карло (Janitza, Tutz, & Boulesteix, 2016; Hornung, 2019; Lechner & Okasa, 2019; Jacob, 2020; Knaus et al., 2021) . Наконец, с точки зрения параметров настройки для базового обучающего модуля Random Forest, мы придерживаемся значения по умолчанию, в обычно используемых в литературе настройках, соответствующих 1 000 деревьев, количество случайно выбранных разделенных переменных устанавливается равным квадратному корню из числа признаков, а минимальный размер листа равен 5 .[footnoteRef:33] Наконец, для каждого DGP мы моделируем обучающие данные R = { 2 000,1 000 , 500, 250 } раз, где мы используем 2 000 повторений для наименьшего размера выборки и уменьшаем количество повторений до 250. для наибольшего размера выборки из-за вычислительных причин .[footnoteRef:34] [33: 	Мы воздерживаемся от перекрестной проверки или других процедур оптимизации параметров настройки из-за вычислительных ограничений. Мы рекомендуем такую оптимизацию в прикладной работе, поскольку она может значительно улучшить производительность оценщика (см. Curth & van der Schaar, 2021, доказательства, основанные на нейронных сетях), однако для целей исследования моделирования это не будет изменить относительный рейтинг мета-обучающихся, поскольку каждый из них использует одного и того же базового обучаемого.]  [34: Обратите внимание, однако, что мы только вдвое уменьшаем количество повторений при четырехкратном увеличении размера выборки, и поэтому мы можем ограничить возможное ухудшение производительности с точки зрения ошибки моделирования. Аналогичная стратегия балансировки точности и вычислительной нагрузки использовалась в моделировании Lechner (2018) , Lu et al. (2018) или Knaus et al. (2021) . Подробные результаты по ошибке моделирования представлены в Приложении B.2.] 

4.1 [bookmark: bookmark88][bookmark: bookmark89][bookmark: bookmark87]Показатели эффективности
Для детальной оценки эффективности рассматриваемых мета-обучающихся в отношении разделения выборки и перекрестной подгонки мы используем несколько мер оценки. Во-первых, чтобы оценить общую производительность оценщика, мы вычисляем среднеквадратичную ошибку для каждого наблюдения i из проверочной выборки по повторениям моделирования R :[footnoteRef:35] [35: Мы берем квадратный корень из MSE, чтобы иметь ту же шкалу, что и для других показателей эффективности, т.е. абсолютная погрешность и стандартное отклонение.] 

[image: ]
Затем мы разлагаем среднеквадратичную ошибку и отдельно оцениваем компонент смещения и дисперсии, чтобы сопоставить теоретически ожидаемое асимптотическое поведение разделения выборки и перекрестного подбора с конечные свойства выборки. Следовательно, мы дополнительно вычисляем среднее абсолютное смещение:
[image: ]а также стандартное отклонение эффектов лечения:
[image: ]
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Кроме того, вдохновленные исследованием моделирования Knaus et al. (2021) мы также рассчитываем статистику Харка-Бера (Jarque & Bera, 1980; Bera & Jarque, 1981) для проверки нормальности предсказаний эффекта лечения :[footnoteRef:36] [36: См. Thadewald and Buning (2007) для обсуждения теста Харка-Бера и его сравнения с другими тестами на нормальность.] 

[image: ]
где [image: ] и [image: ] — асимметрия и эксцесс предсказаний эффекта обработки R для наблюдения i соответственно. В качестве представления для CATE мы сообщаем средние значения RMSE , абсолютное смещение, стандартное отклонение и статистика Харка-Бера по N V проверочные наблюдения.[footnoteRef:37] Кроме того, мы предоставляем оценку дальнейших показателей эффективности в Приложении B.2 . [37: Таким образом, мы определяем среднюю RMSE как RMSE = N y { ==1 RMSE (r( X i)) и аналогично для остальных показателей эффективности. Кроме того, для статистики Харке-Бера мы также сообщаем о доле CATE из проверочной выборки, для которой нормальность отвергается на уровне достоверности 5%. Подробнее см. Приложение B.2.] 

4.2 [bookmark: bookmark90][bookmark: bookmark91]Дизайн моделирования
В общем дизайне моделирования мы следуем Kunzel et al. (2019) и указать функции отклика для потенциальных результатов лечения, ^ i (x), и контроля, p, 0 (x), показатель склонности, e(x), и функцию эффекта лечения, т (x), соответственно. Во-первых, мы моделируем p-мерную матрицу ковариатов X i е р р рисунок из равномерного распределения, который ранее использовался в моделировании Wager and Athey (2018) , Kunzel et al. (2019) или Nie and Wager (2021) , в том числе:
[image: ]
и определение корреляционной структуры в соответствии с Фальком (1999) с использованием случайной корреляционной матрицы, сгенерированной методом Джо (2006) .[footnoteRef:38] Во-вторых, мы определяем функции отклика и моделируем потенциальные результаты как: [38: Подробную тепловую карту корреляции ковариат и описательную статистику смоделированных наборов данных см. в Приложении A.] 

[image: ]
с ошибками e i (0), e i (1) — N (0,1), не зависящими от ковариат X i . В-третьих, мы определяем функцию оценки склонности и моделируем назначение лечения в соответствии с:
[image: ]
и используйте правило наблюдения, чтобы установить наблюдаемые результаты таким образом, что:
[image: ]
для завершения наблюдаемой тройки { ( X i , Y i , W i ) } . Затем последующие схемы моделирования отличаются только тем, как задаются соответствующие функции, а именно ^ 0 (x), ^ 1 (x), e (x) и τ (x). Для всех наших симуляций мы определяем функцию отклика при отсутствии лечения в соответствии с известной функцией Фридмана (1991), чтобы создать сложную, но стандартизированную настройку, которая также использовалась в симуляциях Биау (2012) и Ни и Вейгера. (2021) следующим образом:
[image: ]
, следовательно, эффективно создает сильно нелинейную, но разреженную функцию отклика, которую трудно оценить самостоятельно .[footnoteRef:39] Тогда функция отклика при лечении определяется просто как: [39: Обратите внимание, что n относится к математической константе, т.е. n w 3.14.] 

[image: ]
в то время как мы варьируем спецификацию функции лечебного эффекта τ (x) во всех наших схемах моделирования. Наконец, мы моделируем функцию оценки склонности аналогично Wager and Athey (2018) и Kunzel et al. (2019) с использованием распределения в с параметрами 2 и 4 такими, что:
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в то время как параметр шкалы а контролирует долю пролеченных в выборке и в то же время помогает отделить результирующие вероятности от 0 и 1 и, таким образом, избежать экстремальных показателей склонности, которые могут привести к тому, что некоторые мета-учащиеся используют такие склонности для повторного взвешивания нестабильных ( Хубер и др., 2013; Пауэрс и др., 2018) . Мы дополнительно делаем показатель склонности зависимым от признаков X i размерности p e нелинейным образом, используя спецификацию функциональной формы Ни и Вейджера (2021) и установив:
[bookmark: bookmark94][image: ]
что создает нелинейную настройку, которую трудно смоделировать, в отличие, например, от одних только полиномиальных преобразований. Точно так же такие нелинейные преобразования для показателей склонности с использованием функции синуса также использовались в моделировании Lechner (2018) и Knaus et al. (2021) .
Таблица 1: Обзор исследования моделирования
	общие настройки

	Количество ДГП
Количество повторений R Обучающая выборка N T Проверочная выборка N V
	6
{ 2 000,1 000 , 500, 250 } { 500, 2 000 , 8 000 , 32 000 }
10 000 _

	Настройки DGP
	

	Ковариатное пространственное измерение p
	100

	Ковариаты сигнала в функции отклика p M
	5

	Сигнальные ковариаты в функции оценки склонности p e
	4

	Ковариаты сигнала в функции лечения p T
	{ 0,1,2,3 }

	Настройки леса
	

	Количество деревьев
	1 ' 000

	Случайное подмножество разделенных ковариат
	ВП

	Минимальный размер листа
	5



[image: ]

Для обозначения мы ссылаемся на p как на размерность ковариативного пространства, p M , p e и р Т поскольку размерность сигнала ковариантна в функции отклика, функции оценки склонности и функции CATE соответственно. Зададим указанные размерности следующим образом: p = 100, p M = 5, р е = 4, а p T варьируется в зависимости от будущих моделей моделирования. Мы отмечаем, что такой многомерный набор ковариатов совершенно уникален, поскольку большинство исследований по моделированию основаны на низкоразмерных наборах ковариатов (см., например, Kunzel et al., 2019; Jacob, 2020; или Nie & Wager, 2021) .[footnoteRef:40] Далее определим наборы ковариат, такие что X p C X p СХ р СХ стр . Поступая таким образом, мы усложняем для мета-обучающихся точную подгонку функций и устраняем ложные корреляции между функциями ответа и оценки склонности. Более того, также становится нетривиальной задачей отделить смешанные эффекты от фактической неоднородности лечебного эффекта, для которой специально разработаны обсуждаемые здесь мета-обучения. Наконец, общий обзор исследования моделирования представлен в Таблице 1 . [40: Исключением является имитационное исследование Powers et al. (2018) , которые подробно изучают оценку гетерогенных эффектов лечения в больших измерениях.] 

Первый план моделирования включает в себя наши сложные разреженные нелинейные мешающие функции, определенные выше в уравнениях (4.1). и (4.2) в отличие от очень простой функции CATE. Фактически лечебный эффект здесь определяется как постоянный и равный нулю:
[image: ]
со сбалансированным назначением лечения с коэффициентом масштабирования [image: ] , что дает примерно 50% обработанных и 50% контрольных единиц. Такой DGP с нулевым CATE служит эталоном и должен имплицитно подходить S-обучаемому, поскольку показатель лечения не позволяет прогнозировать результат. Тем не менее, другие участники метаобучения, за исключением Т-обучаемого, также должны быть способны уловить истинный нулевой эффект, поскольку это часто является показательным примером при мотивации конкретных метаобучаемых, а также при моделировании их результатов (см. , 2019; Kennedy, 2020; и Nie & Wager, 2021, подробнее).
[bookmark: bookmark95][bookmark: bookmark96]4.2.2 Моделирование 2: сбалансированная обработка и сложная нелинейная CATE
Во втором дизайне моделирования мы сохраняем сбалансированное распределение обработки, но используем очень сложную и нелинейную функцию CATE, являющуюся результатом полностью непересекающихся DGP для функции отклика при обработке и под контролем. Таким образом, управляемая функция отклика определяется в соответствии с уравнением (4.1) , а обрабатываемая функция отклика определяется как ненулевая константа, т. е. [image: ]. Тогда CATE определяется как:
[image: ]
Такие установки моделирования ранее также использовались Kunzel et al. (2019) или в Ни и Вейджер (2021) . В этом случае функции отклика [image: ] и [image: ] некоррелированы, и, таким образом, объединение этих двух функций не дает никаких преимуществ. Скорее, оценка этих двух функций по отдельности является наилучшей стратегией, так как нет ничего дополнительного, чему можно было бы научиться у другой экспериментальной группы. По этой причине T-обучаемый должен показывать лучшие результаты, однако ожидается, что мета-обучающиеся, которые также оценивают функции отклика отдельно, такие как X-обучаемый и DR-обучаемый, также будут хорошо работать. Ясно, что другие мета-обучающиеся, такие как S- и R-обучающиеся, которые оценивают объединенную функцию отклика, имеют недостаток, поскольку им сначала необходимо изучить непересекающуюся структуру.
[bookmark: bookmark97][bookmark: bookmark98]4.2.3 Моделирование 3: сильно несбалансированная обработка и постоянный ненулевой CATE
В нашей третьей модели моделирования мы меняем коэффициент масштабирования в функции оценки склонности на a = ii2 , так что мы получаем примерно 15% обработанных единиц .[footnoteRef:41] Затем мы моделируем эффект лечения как константу, как, например, в Kennedy (2020) или Nie and Wager (2021) и, таким образом, создаем сценарий с очень сложными мешающими функциями и очень простой функцией CATE, заданной как: [41: В отличие от Kunzel и соавт. (2019) мы не указываем крайний дисбаланс лечения, равный 1%, который рассматривается в основном по вычислительным причинам. Из-за нашего наименьшего размера выборки N = 500, используемого в моделировании, и процедуры двойного разделения выборки иногда может случиться так, что оценочные показатели склонности будут точно равны нулю, что помешает оценить DR-обучающегося, а также R- ученика из-за деления на ноль при построении псевдоисходов. В нашей спецификации, даже при ожидаемой доле пролеченных 16,77%, вышеупомянутая проблема с нулевой оценкой предрасположенности все еще может возникнуть. В таких случаях мы перерисовываем пробу, чтобы гарантировать не менее 15% лечения. Однако это происходит всего несколько раз из 2000 розыгрышей в целом и только для наименьшего рассматриваемого размера выборки. Nie and Wager (2021) также используют аналогичные ограничения на показатели склонности в своих симуляциях по той же причине.] 

[image: ]
Соответственно, X-leaner должен работать лучше всего в этом сценарии, учитывая высокий дисбаланс в назначении лечения и разреженную функцию CATE в то же время. Напротив, другие мета-обучающиеся, использующие показатель склонности для повторного взвешивания, такие как DR- и R-обучающийся, могут работать хуже из-за потенциально экстремальных показателей склонности, близких к границам {0 , 1 } . Кроме того, учащийся T находится в явно невыгодном положении в этом сценарии из-за высокого дисбаланса лечения, а также из-за простой функции CATE, тогда как учащийся S не должен работать особенно хорошо из-за относительно большего размера ограниченного эффекта. с нуля.

В нашем четвертом дизайне моделирования мы моделируем функцию CATE аналогично приведенному выше проекту как простую ненулевую константу и комбинируем ее с индикаторной функцией, которая также используется Kunzel et al. (2019) , чтобы добавить больше структуры в CATE. Таким образом, мы определяем лечебный эффект как:
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а в остальном сохранить DGP таким же, как в третьем плане, только увеличив долю обработанных примерно до 25%, как в случае моделирования Nie and Wager ( 2021) , установив a = 8 . Поступая таким образом, мы теоретически должны переместить преимущество от X-обучаемого в большей степени к DR-обучаемому, поскольку оба метаобучаемых мотивированы сложными неприятными функциями и простой функцией CATE, с той разницей, что Х-обучаемый разработан специально для крайне несбалансированного лечения. распределение. Кроме того, ожидается, что учащийся R будет работать относительно хорошо в этом сценарии из-за менее несбалансированных долей лечения, тогда как учащийся S и T не будет хорошо работать по тем же причинам, что и в вышеуказанных ситуациях.
[bookmark: bookmark100][bookmark: bookmark99]4.2.5 Моделирование 5: несбалансированная обработка и линейный CATE
Пятый план моделирования имеет те же мешающие функции и долю лечения, что и четвертый план, однако здесь вместо индикаторной функции мы моделируем эффект лечения как низкоразмерное обучение функции как:

[image: ]
как это использовалось в одном из симуляционных проектов Ни и Вейджера (2021) , где учащийся R показал лучшие результаты, и поэтому ожидается, что он также будет иметь здесь преимущество. И снова X- и DR-обучающиеся должны показывать сравнительно хорошие результаты в этих условиях, в то время как S- и T-обучающиеся не так хороши по тем же причинам, которые указаны выше.
[bookmark: bookmark101][bookmark: bookmark102]4.2.6 Основное моделирование: несбалансированная обработка и нелинейная CATE
В последнем дизайне симуляции мы создаем наиболее сложный сценарий, в котором ни один из мета-обучающихся не имеет априорного преимущества, и, таким образом, представляет интерес для нашего основного дизайна симуляции. В этом случае не только помехи, но и сама АТЭ моделируется гладкой нелинейной функцией несколько большей размерности, чем в предыдущих настройках, т.е. p T = 3. Следуя Wager and Athey (2018) , мы определяем функцию CATE следующим образом:
[image: ]
Кроме того, мы сохраняем долю лечения равной примерно 25%, а мешающие функции также указаны ранее. Следовательно, участники метаобучения должны, во-первых, учесть умеренно несбалансированные доли лечения, во-вторых, точно оценить сложные мешающие функции и распутать их корреляцию, а в-третьих, отделить неоднородность эффекта лечения от эффектов отбора, точно оценив нелинейную функцию CATE.
4.3 [bookmark: bookmark104][bookmark: bookmark105][bookmark: bookmark103]Результаты симуляции
 (
4.2.1 
Simulation 
1: 
balanced treatment and constant zero CATE
)
 (
4.2.4 
Simulation 
4: 
unbalanced treatment and simple CATE
)
Для анализа результатов моделирования мы сосредоточимся на дизайне основного моделирования, поскольку это наиболее сложный дизайн моделирования, который априори не создает условий, которые были бы выгодными для любого из рассматриваемых мета-обучающихся. Кроме того, мы утверждаем, что интуитивно производительность в самых сложных настройках может быть обобщена и для более простых настроек. Затем мы суммируем результаты для остальных планов моделирования, для которых мы предоставляем подробные результаты в Приложении B.1 . Дополнительные результаты, обеспечивающие дополнительные измерения, включая ошибку моделирования, систематическую ошибку, асимметрию, эксцесс, долю CATE, для которых нормальность была отклонена, а также соотношение корреляции и дисперсии расчетных и истинных CATE, представлены в Приложении B.2 . .
 (
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)
 (
28
)
[bookmark: bookmark106]Результаты мета-обучающихся в основной симуляции представлены в таблице. 2. Мы сообщаем результаты для средних значений RMSE, абсолютной систематической ошибки, стандартного отклонения и статистики теста Харка-Бера по NV . = 10 000 предсказанных CATE из проверочной выборки. На рис . 3 показана производительность мета-обучающихся, реализованных в версиях с полной выборкой, двойным разделением выборки и двойной перекрестной подгонкой.
Таблица 2: Результаты CATE для основного моделирования
[image: ]
[bookmark: bookmark107]Примечание. Результаты для RMSE , | BIAS | , SD и JB показывают средние значения среднеквадратичной ошибки, абсолютной погрешности, стандартного отклонения и статистики критерия Жарка-Бера для всех 10 000 оценок CATE из проверочной выборки. Критические значения для статистики теста JB составляют 5,991 и 9,210 на уровне 5% и 1% соответственно. Кроме того, XF, DR-F, RF обозначают версии мета-обучающихся с полной выборкой, а XS, DR-S, RS и XC, DR-C, RC обозначают версии с разделением выборки и перекрестной подгонкой соответственно. Цифры, выделенные жирным шрифтом, указывают на наиболее результативного мета-обучения для данной меры и размера выборки.

Рисунок 3: Результаты CATE для основного моделирования
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Примечание. Результаты для RMSE , | BIAS | и SD показывают средние значения среднеквадратичной ошибки, абсолютной систематической ошибки и стандартного отклонения всех 10 000 оценок CATE из проверочной выборки. На рисунке показаны результаты, основанные на возрастающих обучающих выборках { 500 , 2 000,8 000 , 32 000 } наблюдений, отображаемых на логарифмической шкале. Кроме того, XF, DR-F, RF обозначают версии мета-обучающихся с полной выборкой, а XS, DR-S, RS и XC, DR-C, RC обозначают версии с разделением выборки и перекрестной подгонкой соответственно.
 (
4.3.1 
Results of Main Simulation: unbalanced treatment and nonlinear CATE
)
Начиная с самого простого S-learner, мы наблюдаем конкурентоспособность с точки зрения средней RMSE для меньших размеров выборки, которая, однако, исчезает для больших размеров выборки. При более внимательном рассмотрении результатов видно, что конкурентоспособность учащихся S-класса обусловлена, главным образом, очень низким стандартным отклонением, но при этом существенно предвзятой. Действительно, дисперсия S-обучающегося является наименьшей среди всех мета-обучающихся для всех размеров выборки. В основном это связано с его тенденцией предсказывать
 (
29
)
эффекты близки к нулю, если показатель лечения не дает строгого прогноза исхода, как указано Kunzel et al. (2019) . Это также объясняет высокое смещение этой оценки, поскольку смоделированные CATE варьируются от -1 до 3, при этом лишь небольшая доля этих CATE равна нулю ( подробности см. на рис. 10 в приложении A ). Аналогичная картина с высоким смещением S-обучаемого с Random Forest в качестве базового обучающегося также задокументирована в моделировании Lu et al. (2018) . Тем не менее, критерий Харка-Бера не свидетельствует о нормальности прогнозируемого распределения CATE в среднем.
Рассматривая модифицированную версию S-обучаемого с применением индикатора обработки в наборе разделения леса, т.е. SW-обучаемого, мы замечаем почти идентичную производительность с T-обучаемым. Этот результат можно объяснить наблюдением, что как только SW-обучаемый находит разделение на основе индикатора обработки на ранней стадии внутри деревьев, он имитирует непересекающуюся структуру T-обучаемого. Остальная часть рекурсивного разделения тогда очень похожа на разбиение T-обучаемого, которое также было задокументировано для случая S-обучаемого в экспериментах по моделированию, проведенных Kunzel et al. (2019) . В результате кажется, что включение индикатора лечения в разделяющий набор помогает в некоторой степени смягчить высокую погрешность S-обучающегося, однако в то же время увеличивает дисперсию оценщика. Тем не менее, компромисс между смещением и дисперсией в этом случае приводит к более низкому среднему значению RMSE по сравнению с учеником S, и поэтому ученик SW может быть предпочтительнее простого ученика S при использовании случайного леса в качестве базового ученика. В целом, SW- и T-обучаемый очень конкурентоспособны в меньших размерах выборки как с точки зрения среднего RMSE, так и с точки зрения среднего абсолютного смещения. Тем не менее, имея доступ к большему количеству обучающих данных, эти два ученика недостаточно быстро совершенствуются и уступают более опытным ученикам в самой большой выборке, состоящей из 32 000 наблюдений . Что касается распределения прогнозируемых CATE, в среднем, похоже, нет статистических доказательств против нормальности ни для SW-обучаемого, ни для T-обучаемого.
В отличие от вышеупомянутых мета-обучающихся, X-обучающийся использует дополнительную оценку мешающих функций. В версии с полной выборкой X-learner показывает лучшие результаты с точки зрения среднего RMSE для всех размеров выборки, кроме самой большой. Хорошие показатели среднеквадратичной ошибки частично связаны с относительно низким смещением и частично с относительно низкой дисперсией оценщика, поскольку X-learnner демонстрирует наименьшее среднее абсолютное смещение для меньших размеров выборки (500 и 2 000), имея при этом один из самые низкие средние стандартные отклонения для всех размеров выборки. Интересно, что мы лишь частично документируем теоретические свойства, касающиеся процедур разделения выборки и перекрестной подгонки. Таким образом, версия полной выборки является наиболее эффективной с точки зрения среднего среднеквадратичного отклонения, а также с точки зрения среднего абсолютного смещения для всех размеров выборки, что также наблюдается в экспериментах по моделированию Джейкоба (2020) . . Соответственно версия с разделением выборки демонстрирует не только более высокие значения среднего стандартного отклонения, но и более высокие значения среднего абсолютного смещения. Тем не менее, мы наблюдаем, что версия перекрестной подгонки успешно восстанавливает эффективность, утраченную из-за разделения выборки, поскольку она демонстрирует устойчиво более низкую дисперсию, чем версия с разделением выборки, и даже более низкую дисперсию, чем версия полной выборки, имея примерно такое же смещение. величина как вариант разделения выборки. Что касается распределения предсказанных CATE, то в среднем мы не наблюдаем признаков отклонения от нормальности ни для одной из версий X-learner. Кроме того, мы не наблюдаем каких-либо существенных различий в скорости сходимости между различными версиями, как это видно на рисунке 3 . Более того, абсолютные различия в показателях производительности между разными версиями невелики по сравнению с другими мета-обучаемыми, использующими мешающие функции. Хотя на первый взгляд это довольно удивительно, объяснение этого явления, по-видимому, связано с различным использованием показателя склонности X-обучаемым по сравнению с R- и DR-обучаемым. Таким образом, R- и DR-обучаемый использует показатель склонности вместе с функциями ответа для создания нового псевдорезультата, который впоследствии используется для оценки CATE. Напротив, X- leaner использует только функции отклика для создания псевдорезультата, в то время как оценка склонности используется только для повторного взвешивания окончательных оценок CATE и, таким образом, не входит в какой-либо дополнительный этап оценки. Следовательно, X-learnner может быть менее склонен к систематической ошибке переобучения, что частично оправдывает оценку полной выборки, как описано в Kunzel et al. (2019) .[footnoteRef:42] [42:  Тем не менее, это понимание может по-прежнему обосновывать необходимость разделения выборки, хотя и только с двумя сгибами вместо трех, как здесь используется.] 

Оценка эффективности DR-обучающегося позволяет сделать некоторые интересные выводы. Первое наблюдение заключается в том, что версия с перекрестной подгонкой работает лучше всех мета-обучающихся с точки зрения среднего RMSE для наибольшего размера выборки из 32 000 наблюдений . Это происходит в основном из-за низкого смещения этой оценки, поскольку среднее абсолютное смещение является самым низким среди всех учащихся для двух самых больших размеров выборки, в то время как среднее стандартное отклонение относительно велико. Тем не менее, просмотр среднего значения статистики Харке-Бера свидетельствует о том, что предсказанные CATE не являются нормальными для всех, кроме самого большого размера выборки. Более внимательное изучение результатов показывает, что проблема связана с тяжелыми хвостами распределений CATE. Экстремальные значения прогнозируемых CATE в основном вызваны показателями склонности, близкими к границам { 0, 1 } . Подобные проблемы обучающегося DR из-за экстремальных оценок склонности также были задокументированы в экспериментах по моделированию Knaus et al. (2021) а также в эмпирическом применении Knaus (2020) . Второе наблюдение заключается в том, что для изучающего DR мы ясно видим, как теоретические аргументы разделения выборки и перекрестной подгонки преобразуются в свойства конечной выборки оценщика. Однако они могут быть задокументированы только для больших размеров выборки. Таким образом, смещение версии с разделением выборки меньше, чем смещение версии с полной выборкой при наибольшем размере выборки, в то время как смещение версии с перекрестным подбором даже немного ниже, чем версия с разделением выборки, и ниже чем систематическая ошибка в версии полной выборки как для самой большой (32 000 ), так и для второй по величине (8 000 ) рассматриваемой выборки. Для меньших размеров выборки (500 и 2 000 ) мы видим, что снижение смещения переобучения недостаточно велико по сравнению со смещением, возникающим при оценке функции CATE. Таким образом, для небольших размеров выборки дополнительное разделение выборки не оставляет достаточного количества наблюдений для изучения нелинейной структуры CATE. Рассматривая дисперсию оценщика, мы также наблюдаем теоретически ожидаемую закономерность. Версия DR-Learner с полной выборкой демонстрирует наименьшее среднее стандартное отклонение для всех размеров выборки, в то время как стандартное отклонение для версии с разделением выборки примерно в два раза выше. Тем не менее, версия перекрестной подгонки успешно снижает стандартное отклонение для всех размеров выборки и приближается к версии полной выборки, эффективно восстанавливая утраченную эффективность оценки из-за разделения выборки. В целом, с точки зрения средней среднеквадратичной ошибки этот компромисс дисперсии смещения приводит к более благоприятным результатам версии с разделением выборки в самой большой и версии перекрестной подгонки в двух самых больших выборках по сравнению с версией полной выборки. Рассматривая распределение предсказанных CATE, мы видим, что проблема тяжелых хвостов из-за экстремальных показателей склонности является наихудшей для версии с разделением выборки, где даже во второй по величине выборке из 8 000 наблюдений нормальность отвергается более чем для 50% предсказанных CATE из проверочной выборки (сравните дополнительные результаты в Приложении B.2) . Это связано с меньшими выборками, используемыми для оценки показателей склонности, которые с большей вероятностью дадут экстремальные значения при несбалансированном назначении лечения. Мы также заметили, что эта проблема менее выражена для полной версии. Третье и последнее наблюдение, вероятно, является наиболее заметной закономерностью во всех показателях эффективности, а именно быстрой конвергенцией версии DR-обучающегося с разделением выборки и перекрестной подгонкой, которая значительно быстрее по сравнению со всеми другими мета-обучаемыми как можно увидеть на рисунке 3. Таким образом, DR-обучаемый работает почти хуже всех, как с точки зрения среднего среднеквадратичного отклонения, так и среднего абсолютного смещения для наименьшего размера выборки в 500 наблюдений, но почти лучше всего для наибольшего размера выборки из 500 наблюдений. 32 000 наблюдений. Это свидетельствует о том, что учащийся DR может изучить очень сложную функцию CATE, как только станет доступным достаточно данных, и дополнительно подчеркивает необходимость разделения выборки и перекрестной подгонки для достижения теоретически описанной оптимальной производительности (Kennedy, 2020 ) .
Производительность R-обучаемого конкурентоспособна с другими мета-обучаемыми, особенно в меньших выборках, особенно в версии с полной выборкой. В наименьшем размере выборки из 500 наблюдений R-обучаемый превосходит DR-обучаемый с точки зрения среднего RMSE, независимо от процедуры оценки. Однако с ростом размера выборки показатели выравниваются, и, в конце концов, для наибольшего размера выборки в 32 000 наблюдений учащийся R отстает от большинства оценщиков. Это контрастирует с предыдущими результатами моделирования Jacob (2020) и Knaus et al. (2021) , где учащийся R демонстрирует довольно хорошие результаты, хотя и изучались только в небольших выборках. Разложение среднеквадратичной ошибки показывает, что, хотя полная выборка версии R-learner демонстрирует довольно низкую систематическую ошибку, она страдает от более высокой дисперсии, как видно на рисунке 3. Тем не менее, распределения предсказанных CATE не показывают в среднем отклонения от нормального распределения. Это противоречит DR-обучающему и иллюстрирует преимущество дополнительного шага взвешивания. Таким образом, даже несмотря на то, что учащийся R использует оценки склонности для повторного взвешивания для построения модифицированного результата, ему успешно удается понизить вес измененных результатов на основе оценок экстремальной склонности, чтобы облегчить проблемы с тяжелыми хвостами, наблюдаемые в случае DR-обучаемый. В частности, даже для версии R-learner с разделением выборки доля предсказанных CATE, для которых отклонена нормальность, на порядок ниже по сравнению с DR-learner (подробности см. в Приложении B.2 ) . Что касается процедуры оценки, мы наблюдаем ту же картину, что и для X-learnner, в том смысле, что версия полной выборки работает лучше по отношению к среднему среднеквадратичному отклонению и абсолютному смещению, в то время как версия с перекрестной подгонкой помогает уменьшить дисперсию. оценки не только по сравнению с версией с разделением выборки, но даже по сравнению с версией с полной выборкой. Версия с разделением выборки демонстрирует более высокие значения среднего абсолютного смещения и стандартного отклонения для всех рассматриваемых размеров выборки, в то время как скорость сходимости примерно такая же, как для полной выборки и версии перекрестного подбора. Следовательно, нет никаких указаний на то, что тип уменьшения систематической ошибки с переобучением может стать актуальным в больших выборках. Как и для DR-обучаемого, также и для R-обучаемого различия между различными процедурами оценивания кажутся более значительными, чем
те для X-обучающегося, что опять-таки предположительно связано с различным использованием оценок предрасположенности.
Изучение результатов для остальных планов моделирования позволяет получить дополнительные сведения и помогает обобщить результаты основного и наиболее сложного плана моделирования, описанного выше.
4.3.2 [bookmark: bookmark108][bookmark: bookmark109]Результаты моделирования 1: сбалансированная обработка и постоянный нуль CATE
В рамках эталонного моделирования 1 с нулевой константой CATE учащийся S, как и ожидалось, показывает лучшие результаты по всем показателям производительности при всех размерах выборки (см. Таблицу 5 в Приложении B.1) . Тем не менее, результаты показывают плохие статистические свойства S-learner, поскольку они кажутся существенно предвзятыми и непоследовательными, поскольку абсолютная погрешность, а также стандартное отклонение увеличиваются с увеличением размера выборки .[footnoteRef:43] В целом, эффективность S-обучаемого во всех схемах моделирования страдает от существенно более высокого смещения, чем у всех других метаобучающихся, что частично сопровождается проблемами согласованности. На учащегося SW влияют те же проблемы, что и на учащегося S в моделировании 1, но ему удается существенно снизить погрешность для остальных моделей моделирования, и в целом он близок к показателям учащегося T, как видно из основной части. Моделирование. [43:  Более пристальный взгляд на результаты оценки показывает причину этого явления. При небольших размерах выборки базовые деревья леса S-учащегося довольно неглубокие и едва разделены по индикатору обработки, что приводит к довольно однородным прогнозам CATE, которые очень близки к фактическому нулевому эффекту. Однако по мере увеличения размера выборки вероятность разделения на основе индикатора лечения увеличивается, что приводит к более разнородным прогнозам эффекта, разбросанным около нуля. Соответственно, смещение, а также стандартное отклонение увеличиваются. Подобные проблемы согласованности S-обучающегося на основе леса, по-видимому, возникают и в симуляциях Kunzel et al. (2019) , где MSE увеличивается с увеличением размера выборки для некоторых планов и стабилизируется только при очень больших размерах выборки.] 

4.3.3 [bookmark: bookmark110][bookmark: bookmark111]Результаты моделирования 2: сбалансированная обработка и сложная нелинейная CATE
В моделировании 2 со сбалансированной обработкой и сложной нелинейной CATE мы также наблюдаем, как и ожидалось, очень хорошие показатели среднеквадратичной ошибки T-learn для всех размеров выборки (см. Таблицу 6 в Приложении B.1 ) . Однако он демонстрирует довольно высокую дисперсию, что в основном связано с тем, что он оценивает две совершенно непересекающиеся функции отклика для оценки CATE. Кроме того, в этом плане R-обучаемый в его версии с полной выборкой работает особенно хорошо, что довольно неожиданно, поскольку он объединяет две непересекающиеся функции отклика в рамках процедуры оценки. Тем не менее, учащийся R достигает даже меньшей систематической ошибки, чем учащийся T, для больших выборок, но с довольно высокой дисперсией, которая является закономерностью, наблюдаемой во всех схемах моделирования.
4.3.4 [bookmark: bookmark112][bookmark: bookmark113]Результаты моделирования 3: сильно несбалансированная обработка и постоянная ненулевая CATE

Моделирование 3 характеризуется сильно несбалансированным назначением лечения и постоянным CATE, для которого X-learner показывает наилучшие результаты, как и ожидалось, для всех размеров выборки и независимо от процедуры оценки (см. Таблицу 7 в Приложении B.1 ) . Действительно, различия между отдельными версиями, т. е. полной выборкой, выборочной выборкой и перекрестной подгонкой, довольно малы, в отличие от R- и DR-обучающихся, подтверждающих выводы из основного моделирования. В этом крайне несбалансированном плане оценка функции оценки склонности играет ключевую роль, поскольку в этом случае оценочные оценки склонности могут очень часто приближаться к нулю. Это, однако, не влияет на производительность X-learnner, поскольку он использует баллы склонности принципиально другим способом, и даже самые крайние баллы { 0, 1 } будут действительно допустимыми, как указано Kunzel et al. (20 1 9) .[footnoteRef:44] Напротив, результаты показывают, что такие экстремальные показатели склонности теперь делают как ученика R, так и ученика DR нестабильным, причем нестабильность особенно выражена у последнего мета-учащегося. В случае DR-обучающегося проблема тяжелого хвоста распределения CATE усугубляется более несбалансированным назначением лечения, что можно увидеть на основе статистики Харка-Бера, а также на более высокой дисперсии оценщика. В то время как учащемуся R удается избежать этой проблемы, уменьшая вес наблюдений с экстремальными показателями склонности в менее несбалансированных условиях, он не может полностью сделать это, когда дисбаланс очень высок и потенциально существует большая доля показателей склонности, близких к 1. Это приводит к более высоким значениям статистики Харка-Бера, а также к более высокой дисперсии и более высокому смещению. Эти проблемы в конечном итоге приводят к плохой успеваемости с точки зрения среднего RMSE как для R-, так и для DR-учащегося. [44: Это, однако, нарушило бы предположение об идентификации общей опоры.] 

 (
33
)
В симуляции 4 дисбаланс в назначении лечения менее выражен, что должно частично уменьшить проблемы с оценкой склонности для R- и DR-обучающихся. В этом дизайне моделирования мы наблюдаем те же закономерности, что и в основном моделировании. Для выборок малого и среднего размера X-обучаемый в версии с полной выборкой показывает лучшие результаты с точки зрения среднего RMSE, в то время как обучающийся DR уступает ему в кросс -подгоночной версии при наибольшем размере выборки. В то время как производительность R-learner вполне конкурентоспособна в небольших выборках, она отстает в больших выборках, как это наблюдается в других схемах моделирования. Как правило, X-learner остается довольно стабильным по отношению к процедуре оценки, тогда как DR-learner в его версии с разделением выборки и перекрестной подгонкой демонстрирует значительно более быструю сходимость, чем конкурирующие оценщики. Тем не менее, согласно статистике Харке-Бера, проблема тяжелого хвоста менее выражена, но все же присутствует, как видно из Таблицы 8 Приложения B.1.
[bookmark: bookmark114][bookmark: bookmark115]4.3.6 Результаты моделирования 5: несбалансированная обработка и линейный CATE
Наконец, в моделировании 5 функция CATE становится более активной, в то время как назначение лечения остается неизменным. Результаты снова напоминают общую картину (подробнее см. Таблицу 9 в Приложении B.1) . Таким образом, R-обучаемый конкурентоспособен в основном при меньших размерах выборки, в этом случае лучше всего работает кросс-фиттинговая версия. DR-learner в версии с разделением выборки и перекрестной подгонкой демонстрирует более высокую скорость сходимости, однако в этом случае рассматриваемые размеры выборки недостаточно велики, чтобы превзойти X-learner. X-learnner снова демонстрирует небольшие различия в отношении процедуры оценки и превосходит других мета-обучающихся по всем показателям производительности при всех размерах выборки.
4.4 [bookmark: bookmark116][bookmark: bookmark117]Полусинтетическое моделирование
Чтобы сравнить эффективность мета-обучающихся за пределами полностью синтетического дизайна вышеупомянутых симуляций, мы применяем оценки в, возможно, более реалистичных условиях с использованием дополненного реального набора данных. Для этой цели мы используем набор данных из задачи данных Атлантической конференции по выводам о причинно-следственных связях 2018 года ( далее ACIC 2018 года). Этот набор данных особенно подходит для сравнения мета-обучающихся по двум причинам. Во-первых, набор данных основан на рандомизированном контрольном исследовании в сфере образования, а именно на Национальном исследовании образа мышления (NSLM), проведенном Yeager et al. (2019) и , таким образом, дает нам пример с реальными данными. Во-вторых, набор данных был дополнен наблюдательными данными с измеренными искажающими факторами и известными эффектами лечения (Карвалью, Феллер, Мюррей, Вуди и Йегер, 2019) что позволяет нам оценить эффективность мета-обучающихся для оценки CATE.
Набор данных включает в общей сложности 10 391 наблюдение с 10 ковариатами, смоделированный непрерывный результат и бинарную обработку, при этом доля обработанных составляет примерно 25% .[footnoteRef:45] Переменные описаны в Таблице 4 Приложения A.2. Кроме того, чтобы создать разреженную многомерную настройку, аналогичную синтетическому моделированию, мы дополнительно дополняем набор данных p = 90 равномерно распределенными ковариатами, т. е. [image: ] с той же структурой корреляции, которая использовалась в синтетическом моделировании .[footnoteRef:46] На высоком уровне мы заинтересованы в оценке терапевтических эффектов вмешательства, направленного на формирование убеждения в необходимости развития интеллекта у учащихся, по показателю успеваемости учащихся, обусловленному наблюдаемыми ковариатами. CATE были созданы в соответствии со следующей спецификацией: [45:  Набор данных можно получить онлайн с GitHub. Мы пренебрегаем здесь информацией о дополнительном идентификаторе школы из соображений неявности и сопоставимости.]  [46:  Для получения более подробной описательной статистики расширенного набора реальных данных, включая тепловую карту корреляции ковариат, см. Приложение A.2.] 

[image: ]
 и хотя предположение об условной независимости выполнено по построению, смешение имеет сложную функциональную форму. Подробное описание процесса генерации данных, используемого для аугментации, см. в Carvalho et al. (2019) .
 (
4.3.5 
Results of Simulation 
4: 
unbalanced treatment and simple CATE
)
Точно так же, как и в синтетическом моделировании, мы оцениваем CATE для всех мета-обучающихся и оцениваем их эффективность в отношении точечных оценок. Для этой цели мы проводим эмпирически обоснованное полусинтетическое имитационное исследование, вдохновленное, в частности, Lechner (2018) , Kunzel et al. (2019) и Naghi and Wirths (2021) , где мы сначала выделили проверочный набор размером N = 1 000 наблюдений,
 (
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)
, выборка R = { 2 000,1 000 , 500 } обучающих наборов каждого размера N = { 500 , 2 000 , 8 000 } наблюдений из оставшихся данных. Мы опускаем самую большую выборку из N = 32 000 наблюдений из-за ограничений размера набора данных. Мы сообщаем о средних показателях производительности так же, как и в предыдущих экспериментах по моделированию.
[bookmark: bookmark118][bookmark: bookmark119]4.4.1 Результаты полусинтетического моделирования
[bookmark: bookmark120]Результаты CATE полусинтетического моделирования для всех мета-обучающихся представлены в таблице 3, а на рис . 4 представлены подробные сведения о мета-обучаемых в версиях с полной выборкой, двойным разделением выборки и двойным перекрестным подбором.
Таблица 3: Результаты CATE для полусинтетического моделирования
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[bookmark: bookmark121]абсолютная систематическая погрешность, стандартное отклонение и статистика критерия Жарка-Бера для всех 1 000 оценок CATE из проверочной выборки. Критические значения для статистики теста JB составляют 5,991 и 9,210 на уровне 5% и 1% соответственно. Кроме того, XF, DR-F, RF обозначают версии мета-обучающихся с полной выборкой, а XS, DR-S, RS и XC, DR-C, RC обозначают версии с разделением выборки и перекрестной подгонкой соответственно. Цифры, выделенные жирным шрифтом, указывают на наиболее результативного мета-обучения для данной меры и размера выборки.

Рисунок 4: Результаты CATE для полусинтетического моделирования
[image: ]


Примечание. Результаты для RMSE , | BIAS | и SD показывают средние значения среднеквадратичной ошибки, абсолютной систематической ошибки и стандартного отклонения всех 1 000 оценок CATE из проверочной выборки. На рисунке показаны результаты, основанные на возрастающих обучающих выборках {500, 2 000,8 000 } наблюдений , отображаемых на логарифмической шкале . Кроме того, XF, DR-F, RF обозначают версии мета-обучающихся с полной выборкой, а XS, DR-S, RS и XC, DR-C, RC обозначают версии с разделением выборки и перекрестной подгонкой соответственно.


Результаты показывают схожую картину с синтетическим моделированием в целом, с наибольшим сходством с моделированием 3 и 5 в частности. Соответственно, X-learner достигает наилучших результатов с точки зрения среднего RMSE, а также среднего абсолютного смещения во всех рассматриваемых размерах выборки, независимо от процедуры оценки. Это подчеркивает хорошую производительность X-learner в условиях несбалансированного назначения лечения и разреженной функции CATE со структурными свойствами. В самой большой выборке из 8 000 наблюдений учащиеся DR и R приближаются к показателям учащегося X с точки зрения среднего RMSE, в то время как более простые учащиеся SW и T конкурентоспособны в основном в меньшие размеры выборки. Мы также наблюдаем немного более быструю сходимость версии DR-learner с разделением выборки и перекрестной подгонкой, как и в синтетических симуляциях, однако ограниченный размер выборки в этом случае не позволяет добиться достаточно большого улучшения, чтобы превзойти X- ученик. Учитывая меньшие размеры выборки в полусинтетическом моделировании, мы не можем обнаружить компромисс между смещением и дисперсией, а версии с разделением выборки всегда демонстрируют более высокие значения среднего среднеквадратичного отклонения, среднего абсолютного смещения и среднего стандартного отклонения. Это особенно заметно для наименьшего размера выборки из 500 наблюдений, поскольку после разделения остается недостаточно данных для изучения правильной функции CATE. Для всех мета-обучающихся версии с перекрестной подгонкой всегда работают лучше с точки зрения уменьшения дисперсии и даже приводят к меньшему смещению по сравнению с версиями с разделением выборки. Эти результаты подчеркивают тот факт, что преимущества разделения выборки при устранении систематической ошибки переобучения становятся очевидными только для достаточно больших выборок. Кроме того, мы видим большие расхождения между оценочными версиями DR- и R-learnner по сравнению с очень стабильной производительностью X-learnner, как и в синтетических симуляциях. Наконец, результаты распределения предсказанных CATE напоминают результаты синтетического моделирования с проблемой тяжелого хвоста DR-обучаемого в его версии с разделением выборки, а также отклонениями от нормальности S- и SW-обучаемого.
5 [bookmark: bookmark123][bookmark: bookmark124][bookmark: bookmark122]Обсуждение
Учитывая результаты наших синтетических и полусинтетических симуляций, можно сделать несколько важных выводов для оценки разнородных причинных эффектов мета-обучающимися и связанного с этим использования разделения выборки и перекрестной подгонки, которые имеют отношение к прикладной эмпирической работе.
5.1 [bookmark: bookmark125][bookmark: bookmark126]Мета-обучающиеся
В целом результаты показывают, что мета-обучающиеся, которые напрямую моделируют как уравнения результатов, так и процесс отбора, работают лучше, особенно в больших выборках, что согласуется с выводами из предыдущей литературы (см., например, Knaus et al., 2021) . . Мета-обучающиеся, моделирующие только уравнения результатов, конкурентоспособны только в небольших выборках и, как правило, плохо работают в больших выборках, поскольку они не могут должным образом учитывать выбор для лечения.
В частности, мы не рекомендуем использовать S-learnner для оценки разнородных причинных эффектов из-за эмпирически задокументированных нежелательных статистических свойств, таких как высокая систематическая ошибка и проблемы согласованности. Эти результаты согласуются с результатами моделирования Lu et al. (2018) , где учащийся S демонстрирует наибольшую предвзятость во всех настройках моделирования. Исследуемая здесь модификация S-обучаемого, SW-обучаемого, устраняет высокую предвзятость S-обучаемого, однако не решает проблемы согласованности. Следовательно, включение переменной обработки в набор разбиения леса не является привлекательным вариантом для оценки причинных эффектов. Напротив, T-leaner не страдает от высокого смещения или каких-либо проблем с согласованностью и имеет стабильную производительность, поскольку использует полную выборку данных без необходимости разделения выборки из-за потенциального переобучения. Следовательно, T-learn может быть интересным вариантом, если большая выборка недоступна для эмпирического анализа. Алаа и ван дер Шаар (2018) аналогичным образом обнаружили, что учащийся T всегда превосходит учащегося S в оценке разнородных эффектов лечения. Связанные исследования моделирования (Jacob, 2020; Knaus et al., 2021) также обнаруживают относительно конкурентоспособную производительность T-learn, особенно с Random Forest в качестве базового ученика.
Среди мета-обучающихся, основанных на оценке мешающих функций, X-обучаемый очень хорошо работает не только в условиях сильно несбалансированного, но и при менее несбалансированном взаимодействии с простыми CATE и демонстрирует теоретически обоснованную способность изучать такие CATE-структуры (Kunzel). и др., 2019) . Кроме того, X-learner демонстрирует довольно стабильную производительность во всех схемах моделирования с низким смещением и очень низкой дисперсией даже в небольших выборках. Кроме того, из-за особого использования показателей склонности X-learner не слишком чувствителен к выбору процедуры оценки. Таким образом, как версия полной выборки, так и версия X-learner с перекрестной подгонкой являются жизнеспособными вариантами, независимо от размера выборки. По этим причинам мы рекомендуем использовать X-learner для оценки CATE, если исследователь сталкивается с ситуацией с очень небольшим количеством обработанных единиц, а также в менее несбалансированных условиях с потенциально ограниченным размером выборки. В отличие от X-learner, DR-learner особенно хорошо работает в условиях с нелинейными и сложными CATE, если доступны достаточно большие выборки. Однако он имеет тенденцию быть нестабильным в небольших выборках с несбалансированным назначением лечения из-за экстремальных показателей склонности, что связано с результатами Джейкоба (2020). и Кнаус и др. (2021) . Кроме того, для учащегося DR выбор процедуры оценки имеет решающее значение, поскольку его версия с разделением выборки и перекрестной подгонкой демонстрирует самые высокие скорости сходимости среди всех мета-учащихся, что подчеркивает теоретические аргументы, представленные в Kennedy (2020) . Согласно данным моделирования, мы рекомендуем использовать перекрестную версию DR-learner для оценки CATE в условиях с довольно сбалансированным назначением лечения и при наличии большой выборки. Недавно Кнаус (2020) предложил нормализованный DR-обучающий, который решает проблему нестабильных прогнозов CATE из-за экстремальных оценок склонности, что может быть жизнеспособным вариантом для меньших размеров выборки и условий с несбалансированными долями лечения. Наконец, данные моделирования показывают, что учащийся R по сравнению с учащимся DR менее склонен к нестабильной работе из-за экстремальных показателей склонности. Однако его производительность конкурентоспособна только в небольших выборках, в то время как эмпирически аппроксимированная скорость сходимости ниже, чем у DR-обучаемого, и, по-видимому, зависит от сложности CATE, как теоретически утверждают Nie and Wager (2021) . Что касается процедуры оценки, мы не находим четких доказательств в пользу той или иной версии, поскольку как полная выборка, так и версия с перекрестной подгонкой демонстрируют сравнительно хорошие характеристики. Основываясь на этих данных, R-обучаемый может быть привлекательным вариантом для оценки CATE, если назначение лечения не слишком несбалансированное и если доступна только небольшая выборка. Для сопоставимых размеров выборки Knaus et al. (2021) также считают, что учащиеся R демонстрируют хорошие результаты в различных условиях.
В целом, мы отмечаем, что, основываясь на данных моделирования, для всех мета-обучающихся приблизительная скорость сходимости оказывается существенно ниже, чем параметрическая скорость vN. Это ожидается, учитывая выводы из предыдущей литературы о том, что оценка более детальных разнородных эффектов является более сложной задачей по сравнению с оценкой средних эффектов (сравните, например, Lechner, 2018; или Knaus et al., 2021) . Тем не менее, мы отмечаем, что приблизительные скорости сходимости значительно различаются среди мета-обучающихся и их конкретных реализаций, как задокументировано в наших экспериментах по моделированию.
5.2 [bookmark: bookmark127][bookmark: bookmark128]Процедуры оценки
Данные нашего моделирования показывают, что использование полной выборки для оценки как мешающих функций, так и функции CATE приводит к удивительно хорошей производительности с точки зрения как систематической ошибки, так и дисперсии в конечных выборках. Недавно Curth and van der Schaar (2021) также отмечают, что оценка полной выборки на практике работает лучше, особенно для небольших выборок. Теоретически мы могли бы ожидать более низкую дисперсию, но более высокое смещение из-за переобучения (Черножуков и др., 2018) . Возможная причина этого явления в нашем случае может быть связана с нестандартными предсказаниями леса, которые мы используем в экспериментах по моделированию. Несмотря на то, что эти прогнозы не выходят за пределы выборки сами по себе, они не основаны непосредственно на наблюдениях, используемых для оценки, и поэтому могут помочь решить проблему переобучения при использовании полной выборки (сравните Athey & Imbens, 2019 , обсуждение нестандартные прогнозы в Random Forests). В литературе по каузальному машинному обучению такие нестандартные прогнозы, например, также используются в случае обобщенного случайного леса для остаточной обработки (Athey et al., 2019), аналогично тому, который используется в R-learner. В отличие от оценки полной выборки, используя двойное разделение выборки для оценки мешающих функций, мы эффективно используем только одну треть доступных данных. Теоретически мы должны наблюдать меньшее смещение, но более высокую дисперсию оценок. Однако почти во всех случаях мы наблюдаем как более высокую систематическую ошибку, так и более высокую дисперсию, особенно для небольших размеров выборки. Тем не менее, мы документируем ожидаемый компромисс смещения и дисперсии для самых больших размеров выборки. Это связано в основном с тем, что использование только трети меньших выборок не позволяет разумно оценивать машинным обучением сильно нелинейные мешающие функции, представленные в наших симуляциях. Однако, особенно для учащихся DR, мы наблюдаем более высокие скорости сходимости для версии с разделением выборки, что совместимо с теоретическими аргументами сходимости (Newey & Robins, 2018; Kennedy, 2020) . Следовательно, похоже, что для того, чтобы извлечь выгоду из двойного разделения выборки, обучающая выборка должна быть достаточного размера, в противном случае оценка полной выборки обеспечивает лучшую производительность. Наконец, двойная перекрестная подгонка для оценки мешающих компонентов эффективно использует всю доступную информацию из данных и существенно снижает дисперсию оценок, в то же время сохраняя низкую погрешность. Это происходит за счет более длительного времени вычислений по сравнению с процедурой разделения выборки, поскольку оценка повторяется несколько раз. Тем не менее, время вычисления процедуры кросс-фитинга в среднем сравнимо с оценкой полной выборки ( подробности см. в Приложении C ).
Основываясь на приведенных выше данных моделирования, кажется разумным всегда использовать оценку полной выборки вместе с предсказаниями «из коробки» (если они доступны), когда исследователю-прикладнику доступна относительно небольшая выборка, в то время как использовать метод двойного перекрестного анализа. процедура подгонки, когда доступен относительно большой объем данных, независимо от выбора мета-обучаемого. Напротив, моделирование не дает никаких доказательств преимуществ использования двойного разделения выборки по сравнению с двойным перекрестным подбором, за исключением вычислительных аспектов.
6 [bookmark: bookmark130][bookmark: bookmark131][bookmark: bookmark129]Заключение
Мы исследуем конечную выборочную производительность мета-обучающихся на основе машинного обучения для оценки разнородных причинно-следственных эффектов с акцентом на конкретные процедуры оценки, связанные с использованием данных. В частности, мы изучаем свойства двойного разделения выборки и двойного перекрестного подбора, как они определены Ньюи и Робинсом (2018) , в отличие от использования полной выборки для оценки. С этой целью мы рассмотрим несколько алгоритмов метаобучения для оценки причинных эффектов и обсудим их преимущества и недостатки в конкретных эмпирических условиях. Мы проводим обширное симуляционное исследование с процессами генерации данных, включающими сильно нелинейные функциональные формы и многомерное пространство признаков, сохраняя при этом хорошо структурированные спецификации лечебных эффектов. Кроме того, мы выполняем полусинтетическое моделирование на основе дополненного набора реальных данных, чтобы отразить фактические эмпирические условия. Кроме того, мы повторяем эксперименты по моделированию для увеличения размера выборки, чтобы эмпирически изучить свойства конвергенции мета-обучающихся. Основываясь на наших данных моделирования, мы предоставляем руководство для прикладных эмпирических исследователей и практиков, чтобы лучше информировать решения о применении определенного метода и процедуры оценки для их конкретных исследовательских целей.
Результаты нашего исследования моделирования показывают, что выбор процедуры оценки действительно может в значительной степени повлиять на производительность мета-обучающихся в конечных выборках. С одной стороны, мы приводим доказательства моделирования для теоретических аргументов компромисса смещения и дисперсии, связанных с разделением выборки и перекрестной подгонкой, которые, однако, становятся очевидными только при использовании достаточно больших выборок. С другой стороны, мы документируем неблагоприятные последствия этих процедур на небольших выборках при использовании машинного обучения. Поэтому мы утверждаем, что в эмпирических исследованиях, основанных на небольших выборках, прикладные эмпирические исследователи должны использовать полную выборку для оценки машинного обучения как мешающих функций, так и функции эффекта лечения, поскольку систематическая ошибка переобучения в таких случаях имеет второстепенное значение. Однако для эмпирического анализа с доступом к большим выборкам данных мы выступаем за использование двойного перекрестного подбора для оценки эффектов лечения, поскольку здесь первостепенное значение приобретает систематическая ошибка переобучения. Процедура двойного перекрестного подбора затем эффективно уменьшает это смещение переобучения и успешно сохраняет эффективность полной выборки оценщика. Более того, если время вычислений не является ограничением, мы не рекомендуем эмпирическим исследователям использовать процедуру двойного разделения выборки из-за значительного увеличения дисперсии, при этом не имея преимуществ по сравнению с двойной перекрестной подгонкой с точки зрения уменьшения систематической ошибки.
В отличие от типичных недостатков симуляционных исследований, конкретный план наших симуляционных экспериментов с различным размером выборки и различными долями лечения позволяет нам делать соответствующие выводы, которые не зависят исключительно от конкретной спецификации процессов генерации данных, но опираются на характеристики данных, которые прикладной эмпирический исследователь может наблюдать, не навязывая произвольных предположений. В частности, симуляционное доказательство предполагает явное преимущество X-leaner, когда исследователь сталкивается с крайне несбалансированными долями лечения. Этот вывод сохраняется независимо от размера выборки, и поэтому мы рекомендуем использовать X-learner для оценки разнородных эффектов лечения, когда доля леченных или контрольных составляет около 15% или меньше. При менее несбалансированных долях лечения, составляющем около 25% обработанных или контрольных, размер доступной выборки становится решающим. Для небольших выборок с несколькими сотнями наблюдений (500 и 2 000 ) данные моделирования снова благоприятствуют использованию X-learner. Однако для более крупных выборок с несколькими тысячами наблюдений (8 000 и 32 000 ) наши результаты благоприятствуют обучению DR, поскольку он может успешно изучить очень сложную функцию лечебного эффекта, если доступно достаточно данных. Наконец, при идеально сбалансированных долях лечения размер выборки имеет меньшее значение. В таких случаях как DR-обучаемый, так и R-обучаемый являются предпочтительными оценщиками. Однако мы не советуем использовать эти два метода в крайне несбалансированных условиях, поскольку их эффективность становится нестабильной из-за экстремальных показателей предрасположенности. Наконец, что касается более простых мета-обучающихся,
мы явно возражаем против использования S-обучаемого исследователями-прикладниками для оценки разнородных эффектов лечения из-за задокументированных здесь нежелательных статистических свойств, в то время как T-обучаемый может быть разумным выбором в небольших выборках со сбалансированными долями лечения.

Несмотря на то, что мы пролили свет на некоторые проблемы с конечными выборками, связанные с применением различных процедур оценки при использовании мета-обучающихся для оценки разнородных причинных эффектов, наши выводы поднимают новые актуальные вопросы. Что наиболее важно, вопрос о проведении статистических выводов о предполагаемых эффектах гетерогенного лечения заслуживает дальнейшего изучения. Основываясь на выводах, изложенных в этой статье, было бы интересно исследовать эффективность бутстрэппинга для оценки стандартных ошибок, как это изучалось Kunzel et al. (2019) для мета-обучающихся на основе процедур двойного разделения выборки и двойного перекрестного подбора. Кроме того, сравнение такой процедуры вывода с бутстрэпом для мета-обучающихся и подходов, используемых в литературе по каузальному лесу, таких как бутстрап маленьких мешочков в обобщенном случайном лесу (Athey et al., 2019) или вывод на основе веса, как в модифицированном причинном лесу (Lechner, 2018) . Кроме того, разница в производительности при точечной оценке с использованием прогнозов вне пакета по сравнению с прогнозами в выборке может дать дополнительное представление о преимуществах процедур разделения выборки и перекрестной подгонки и, следовательно, оценить устойчивость наших результатов к различным типам. базовых учащихся. Наконец, представляет интерес дальнейшее сравнение моделирования между X-learner, DR-learner и его нормализованной версией, предложенной Knaus (2020) для сильно несбалансированных настроек.
 (
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[bookmark: bookmark284][bookmark: bookmark285][bookmark: bookmark283]Описательная статистика
A. [bookmark: bookmark286][bookmark: bookmark287]1 Синтетическое моделирование
В этом приложении представлена описательная статистика для данных, полученных в шести схемах синтетического моделирования, обсуждаемых в основном тексте. Для каждого плана моделирования мы строим распределение наблюдаемых реализованных результатов Y i , а также потенциальных результатов Y i (0) и Y i (1). Кроме того, мы предоставляем распределение индикатора лечения, Wi вместе с распределением оценки склонности при лечении и под контролем, чтобы визуализировать условие перекрытия . Наконец, мы наносим на график распределение истинных эффектов лечения, т (X i ). Кроме того, графики включают карту интенсивности корреляции для ковариат X i . Соответствующие цифры для каждого проекта моделирования перечислены ниже.
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Рисунок 5: Описательная статистика для данных проверки в моделировании 1
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A.1.2 Simulation 
2: 
balanced treatment and complex nonlinear CATE
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Рисунок 6: Описательная статистика для данных проверки в моделировании 2
Наблюдаемые результаты
Возможные результаты
Y Y0vsY1
ПО
Уход
Показатели склонности
Вт ПС
КЕЙТ
тау
Корреляционная структура
Икс
Корреляция
1,00
0,75
0,50
0,25
Y0
Y1
Уход
Ч В0
П1
[image: ][image: ][image: ][image: ]






























 (
A.1.3 Simulation 
3: 
highly unbalanced treatment and constant non-zero CATE
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Рисунок 7: Описательная статистика для данных проверки в моделировании 3
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A.1.4 Simulation 
4: 
unbalanced treatment and simple CATE
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Рисунок 8: Описательная статистика для данных проверки в моделировании 4
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A.1.5 Simulation 
5: 
unbalanced treatment and linear CATE
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Рисунок 9: Описательная статистика для данных проверки в моделировании 5
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A.1.6 Main Simulation: unbalanced treatment and nonlinear CATE
)
Рисунок 10: Описательная статистика для данных проверки в основном моделировании
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[bookmark: bookmark289][bookmark: bookmark290][bookmark: bookmark288]A.2 Полусинтетическое моделирование
В этом приложении представлен всесторонний обзор переменных в расширенном наборе реальных данных, а также их описательная статистика. Подобно результатам синтетического моделирования, мы строим распределение наблюдаемых реализованных результатов, Y i , а также распределение показателя обработки W i . Аналогичным образом мы строим распределение истинных эффектов лечения, т (X i ) вместе с картой корреляции для ковариат X i . Соответствующие цифры для распределений потенциальных исходов и показателей склонности при лечении и под контролем опущены из-за отсутствия данных для этих величин. Соответствующие рисунки и таблицы приведены ниже.
[bookmark: bookmark291]Таблица 4: Описание переменных набора данных ACIC 2018 года. Источник: Карвалью, Феллер, Мюррей, Вуди и Йегер (2019 г.) .
	| Переменная | Описание 	|

	Y
	| итоговая мера достижения, зарегистрированная после лечения (непрерывная переменная) 	|

	W
	| лечение, указывающее на получение вмешательства (бинарная переменная) 	|



	S3
С1
С2
С3
	ожидания учащегося в отношении успеха в будущем, показатель предшествующих достижений, измеренный до случайного распределения (упорядоченная категориальная переменная) расовая/этническая принадлежность учащегося (неупорядоченная категориальная переменная)
идентифицированный пол учащегося (бинарная переменная)
статус студента в первом поколении, т. е. первым в семье, кто поступил в колледж (бинарная переменная)

	ХС
	урбанистичность школы, т.е. сельская, пригородная и т. д. (неупорядоченная категориальная переменная)

	Х1
	Среднее значение фиксированного мышления учащихся на школьном уровне, сообщаемое до случайного распределения (непрерывная переменная)

	Х2
	уровень успеваемости в школе, измеряемый результатами тестов и подготовкой к поступлению в колледж для предыдущих 4 групп учащихся (непрерывная переменная)

	Х3
	состав школьного расового/этнического меньшинства, т.е. процент чернокожих, латиноамериканцев или коренных американцев среди учащихся (непрерывная переменная)

	Х4
	концентрация школьной бедности, т. е. процент учащихся из семей, доходы которых ниже федеральной черты бедности (непрерывная переменная)

	Х5
	Размер школы, т. е. общее количество учащихся во всех четырех классах школы (непрерывная переменная).




 (
56
)
плотность счета
Рисунок 11: Описательная статистика для данных проверки в полусинтетическом моделировании
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[bookmark: bookmark293][bookmark: bookmark294][bookmark: bookmark292]B Результаты моделирования
B. [bookmark: bookmark296][bookmark: bookmark297][bookmark: bookmark295]1 Основные результаты
[bookmark: bookmark299][bookmark: bookmark300][bookmark: bookmark298]B.1.1 Моделирование 1: сбалансированная обработка и постоянный нуль CATE
Таблица 5: Результаты CATE для моделирования 1
RMSE 	\ BIAS \ 	SD 	JB
	
	500
	2000 г.
	8000
	32000
	500
	2000 г.
	8000
	32000
	500
	2000 г.
	8000
	32000
	500
	2000 г.
	8000
	32000

	С
	0,008
	0,009
	0,013
	0,018
	0,005
	0,006
	0,010
	0,014
	0,007
	0,008
	0,012
	0,016
	21102.232
	3656.421
	285,128
	12.451

	SW
	0,037
	0,038
	0,049
	0,059
	0,023
	0,025
	0,036
	0,047
	0,033
	0,032
	0,040
	0,047
	20410.604
	4973.704
	364.501
	12.494

	Т
	0,225
	0,168
	0,128
	0,101
	0,180
	0,135
	0,103
	0,082
	0,206
	0,149
	0,109
	0,083
	2,071
	2.280
	2.000
	1,912

	XF
	0,160
	0,111
	0,080
	0,059
	0,128
	0,089
	0,065
	0,048
	0,142
	0,095
	0,067
	0,048
	1,689
	2.442
	2,068
	2.002

	XS
	0,186
	0,127
	0,091
	0,067
	0,149
	0,103
	0,074
	0,055
	0,162
	0,106
	0,073
	0,053
	1,916
	2,152
	2.180
	2,125

	ХС
	0,152
	0,106
	0,075
	0,054
	0,123
	0,087
	0,062
	0,045
	0,120
	0,075
	0,052
	0,036
	1293
	2393
	2023
	1982

	ДР-Ф
	0,209
	0,146
	0,105
	0,079
	0,167
	0,117
	0,084
	0,064
	0,196
	0,135
	0,095
	0,070
	4677
	18 496
	17 015
	7978

	ДР-С
	0,343
	0,241
	0,170
	0,122
	0,272
	0,191
	0,135
	0,097
	0,335
	0,235
	0,166
	0,119
	5.548
	15.737
	30.661
	41.289

	ДР-С
	0,207
	0,147
	0,103
	0,074
	0,166
	0,118
	0,082
	0,059
	0,194
	0,137
	0,097
	0,070
	2.606
	3,632
	9.329
	13.029

	РФ
	0,261
	0,192
	0,145
	0,114
	0,208
	0,153
	0,116
	0,092
	0,249
	0,180
	0,132
	0,102
	5.911
	23.800
	26.134
	14.008

	РС
	0,334
	0,243
	0,181
	0,137
	0,265
	0,193
	0,144
	0,109
	0,321
	0,232
	0,168
	0,124
	3.192
	5.140
	15.179
	15.980

	RC
	0,208
	0,156
	0,118
	0,092
	0,166
	0,125
	0,096
	0,075
	0,186
	0,135
	0,098
	0,072
	2.117
	2,586
	3.209
	3,779


Примечание. Результаты для RMSE , | СМЕЩЕНИЕ | , SD и JB показывают средние значения среднеквадратичной ошибки, абсолютной погрешности, стандартного отклонения и статистики критерия Жарка-Бера для всех 10 000 оценок CATE из проверочной выборки. Критические значения для статистики теста JB составляют 5,991 и 9,210 на уровне 5% и 1% соответственно. Кроме того, XF, DR-F, RF обозначают версии мета-обучающихся с полной выборкой, а XS, DR-S, RS и XC, DR-C, RC обозначают версии с разделением выборки и перекрестной подгонкой соответственно. Цифры, выделенные жирным шрифтом, указывают на наиболее результативного мета-обучения для данной меры и размера выборки.

Рисунок 12: Результаты CATE для моделирования 1
Среднеквадратическая ошибка 	| BIAS | SD
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Примечание. Результаты для RMSE , | СМЕЩЕНИЕ | и SD показывают средние значения среднеквадратичной ошибки, абсолютной систематической ошибки и стандартного отклонения всех 10 000 оценок CATE из проверочной выборки. На рисунке показаны результаты, основанные на возрастающих обучающих выборках { 500 , 2 000,8 000 , 32 000 } наблюдений, отображаемых на логарифмической шкале. Кроме того, XF, DR-F, RF обозначают версии мета-обучающихся с полной выборкой, а XS, DR-S, RS и XC, DR-C, RC обозначают версии с разделением выборки и перекрестной подгонкой соответственно.
RMSE 	\ BIAS \ 	SD 	JB
	
	500
	2000 г.
	8000
	32000
	500
	2000 г.
	8000
	32000
	500
	2000 г.
	8000
	32000
	500
	2000 г.
	8000
	32000

	С
	0,527
	0,442
	0,374
	0,326
	0,522
	0,434
	0,366
	0,317
	0,055
	0,068
	0,066
	0,064
	711,571
	17.960
	4.186
	2,537

	SW
	0,463
	0,357
	0,303
	0,265
	0,431
	0,328
	0,280
	0,246
	0,177
	0,151
	0,120
	0,099
	268,394
	2.900
	2.520
	2.207

	Т
	0,434
	0,358
	0,303
	0,265
	0,392
	0,328
	0,280
	0,246
	0,204
	0,154
	0,120
	0,099
	2.206
	2.464
	2,466
	2.250

	XF
	0,432
	0,377
	0,331
	0,296
	0,407
	0,361
	0,318
	0,285
	0,143
	0,103
	0,083
	0,072
	1,915
	2,167
	1,936
	1.906

	XS
	0,460
	0,411
	0,362
	0,321
	0,432
	0,393
	0,349
	0,310
	0,160
	0,110
	0,085
	0,073
	2.048
	2.046
	2,156
	1,957

	ХС
	0,443
	0,400
	0,356
	0,317
	0,424
	0,389
	0,347
	0,309
	0,119
	0,082
	0,068
	0,062
	1,417
	2.139
	1,955
	1.900

	ДР-Ф
	0,439
	0,366
	0,312
	0,276
	0,399
	0,338
	0,291
	0,259
	0,197
	0,144
	0,113
	0,095
	3392
	2919
	2104
	1936

	ДР-С
	0,534
	0,439
	0,355
	0,297
	0,461
	0,388
	0,318
	0,270
	0,328
	0,236
	0,173
	0,136
	5134
	8959
	4011
	2371

	ДР-С
	0,451
	0,388
	0,322
	0,276
	0,413
	0,361
	0,302
	0,259
	0,193
	0,146
	0,114
	0,095
	2.498
	2,525
	2,158
	1.980

	РФ
	0,458
	0,373
	0,307
	0,266
	0,404
	0,333
	0,277
	0,241
	0,251
	0,188
	0,146
	0,122
	4.201
	4.206
	2.437
	2.021

	РС
	0,529
	0,439
	0,356
	0,298
	0,458
	0,389
	0,319
	0,269
	0,318
	0,236
	0,178
	0,140
	2,989
	3.550
	4.630
	3.400

	RC
	0,449
	0,388
	0,322
	0,274
	0,413
	0,361
	0,301
	0,256
	0,187
	0,145
	0,116
	0,097
	2.195
	2.280
	2.107
	1.940


Примечание. Результаты для RMSE , | СМЕЩЕНИЕ | , SD и JB показывают средние значения среднеквадратичной ошибки, абсолютной погрешности, стандартного отклонения и статистики критерия Жарка-Бера для всех 10 000 оценок CATE из проверочной выборки. Критические значения для статистики теста JB составляют 5,991 и 9,210 на уровне 5% и 1% соответственно. Кроме того, XF, DR-F, RF обозначают версии мета-обучающихся с полной выборкой, а XS, DR-S, RS и XC, DR-C, RC обозначают версии с разделением выборки и перекрестной подгонкой соответственно. Цифры, выделенные жирным шрифтом, указывают на наиболее результативного мета-обучения для данной меры и размера выборки.

Рисунок 13: Результаты CATE для моделирования 2
 (
B.1.2 Simulation 
2: 
balanced treatment and complex nonlinear CATE
) (
Table 
6: 
CATE Results for Simulation 
2
)
 (
B.1.3 Simulation 
3: 
highly unbalanced treatment and constant non-zero CATE
) (
Table 
7: 
CATE Results for Simulation 
3
)
 (
RMSE
) (
|BIAS|
) (
SD
)
 (
57
)
 (
58
)
[image: ][image: ][image: ]
 (
log(N)
)журнал (N)
XF 	DR-FR-F
Ученик XS DR-S RS
XC 	DR-CR-C
Примечание. Результаты для RMSE , | СМЕЩЕНИЕ | и SD показывают средние значения среднеквадратичной ошибки, абсолютной систематической ошибки и стандартного отклонения всех 10 000 оценок CATE из проверочной выборки. На рисунке показаны результаты, основанные на возрастающих обучающих выборках { 500 , 2 000,8 000 , 32 000 } наблюдений, отображаемых на логарифмической шкале. Кроме того, XF, DR-F, RF обозначают версии мета-обучающихся с полной выборкой, а XS, DR-S, RS и XC, DR-C, RC обозначают версии с разделением выборки и перекрестной подгонкой соответственно.

RMSE 	\ BIAS \ 	SD 	JB
	
	500
	2000 г.
	8000
	32000
	500
	2000 г.
	8000
	32000
	500
	2000 г.
	8000
	32000
	500
	2000 г.
	8000
	32000

	С
	0,645
	0,475
	0,359
	0,279
	0,638
	0,468
	0,352
	0,272
	0,099
	0,084
	0,072
	0,062
	2.888
	2,667
	2.111
	1,981

	SW
	0,246
	0,191
	0,146
	0,111
	0,197
	0,154
	0,119
	0,091
	0,233
	0,163
	0,121
	0,090
	4.611
	2,281
	2,385
	1,993

	Т
	0,244
	0,191
	0,146
	0,111
	0,195
	0,154
	0,119
	0,091
	0,227
	0,164
	0,121
	0,090
	2.806
	2,271
	2,243
	1,964

	XF
	0,180
	0,123
	0,090
	0,068
	0,144
	0,098
	0,072
	0,054
	0,175
	0,118
	0,085
	0,061
	3,663
	2,552
	4.441
	2.820

	XS
	0,226
	0,149
	0,110
	0,078
	0,180
	0,119
	0,087
	0,062
	0,219
	0,143
	0,104
	0,072
	2,367
	2,678
	3.058
	3.192

	ХС
	0,159
	0,102
	0,073
	0,054
	0,127
	0,081
	0,059
	0,043
	0,150
	0,092
	0,064
	0,046
	6.541
	1,969
	2,263
	1,994

	ДР-Ф
	0,287
	0,202
	0,146
	0,110
	0,222
	0,158
	0,116
	0,089
	0,279
	0,188
	0,129
	0,093
	3060,536
	812 294
	244,0
	38 545

	ДР-С
	0,649
	0,502
	0,334
	0,218
	0,475
	0,365
	0,250
	0,168
	0,645
	0,498
	0,329
	0,213
	1276 433
	1496 545
	795 711
	258 858

	ДР-С
	0,364
	0,290
	0,197
	0,131
	0,282
	0,223
	0,153
	0,104
	0,359
	0,283
	0,189
	0,124
	112.249
	149.500
	126.268
	43.274

	РФ
	0,441
	0,366
	0,293
	0,243
	0,348
	0,287
	0,232
	0,195
	0,435
	0,354
	0,273
	0,215
	14.590
	27.616
	19.045
	8.171

	РС
	0,573
	0,461
	0,366
	0,285
	0,453
	0,363
	0,288
	0,227
	0,570
	0,454
	0,353
	0,264
	7,887
	12.474
	18.638
	11.149

	RC
	0,295
	0,262
	0,220
	0,184
	0,235
	0,208
	0,176
	0,150
	0,289
	0,249
	0,199
	0,152
	2.822
	3.570
	4.324
	3.162


Примечание. Результаты для RMSE , | СМЕЩЕНИЕ | , SD и JB показывают средние значения среднеквадратичной ошибки, абсолютной погрешности, стандартного отклонения и статистики критерия Жарка-Бера для всех 10 000 оценок CATE из проверочной выборки. Критические значения для статистики теста JB составляют 5,991 и 9,210 на уровне 5% и 1% соответственно. Кроме того, XF, DR-F, RF обозначают версии мета-обучающихся с полной выборкой, а XS, DR-S, RS и XC, DR-C, RC обозначают версии с разделением выборки и перекрестной подгонкой соответственно. Цифры, выделенные жирным шрифтом, указывают на наиболее результативного мета-обучения для данной меры и размера выборки.

Рисунок 14: Результаты CATE для моделирования 3
Среднеквадратичная ошибка |СМЕЩЕНИЕ| SD
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Примечание. Результаты для RMSE , | СМЕЩЕНИЕ | и SD показывают средние значения среднеквадратичной ошибки, абсолютной систематической ошибки и стандартного отклонения всех 10 000 оценок CATE из проверочной выборки. На рисунке показаны результаты, основанные на возрастающих обучающих выборках { 500 , 2 000,8 000 , 32 000 } наблюдений, отображаемых на логарифмической шкале. Кроме того, XF, DR-F, RF обозначают версии мета-обучающихся с полной выборкой, а XS, DR-S, RS и XC, DR-C, RC обозначают версии с разделением выборки и перекрестной подгонкой соответственно.
RMSE 	\ BIAS \ 	SD 	JB
	
	500
	2000 г.
	8000
	32000
	500
	2000 г.
	8000
	32000
	500
	2000 г.
	8000
	32000
	500
	2000 г.
	8000
	32000

	С
	0,834
	0,616
	0,472
	0,370
	0,825
	0,606
	0,462
	0,361
	0,105
	0,090
	0,078
	0,069
	1,935
	2.120
	2,075
	1,951

	SW
	0,443
	0,336
	0,258
	0,206
	0,390
	0,300
	0,233
	0,187
	0,229
	0,162
	0,120
	0,093
	2,575
	2.330
	2.124
	1,957

	Т
	0,443
	0,335
	0,258
	0,206
	0,390
	0,300
	0,233
	0,187
	0,229
	0,163
	0,120
	0,093
	2,552
	2,278
	2.130
	1,938

	XF
	0,428
	0,329
	0,247
	0,191
	0,394
	0,308
	0,233
	0,180
	0,171
	0,114
	0,083
	0,064
	3.731
	2.312
	2.210
	1,978

	XS
	0,501
	0,399
	0,307
	0,232
	0,456
	0,375
	0,291
	0,220
	0,213
	0,136
	0,097
	0,073
	6.602
	2,762
	2.298
	2.113

	ХС
	0,477
	0,385
	0,300
	0,227
	0,453
	0,374
	0,292
	0,220
	0,148
	0,091
	0,068
	0,055
	5.617
	2.026
	2,023
	1,898

	ДР-Ф
	0,510
	0,369
	0,275
	0,214
	0,454
	0,334
	0,251
	0,196
	0,249
	0,165
	0,117
	0,088
	116 949
	156 252
	41 933
	5158

	ДР-С
	0,728
	0,537
	0,339
	0,230
	0,591
	0,445
	0,279
	0,190
	0,549
	0,377
	0,247
	0,171
	497 136
	530 045
	407 510
	97 233

	ДР-С
	0,565
	0,435
	0,269
	0,182
	0,493
	0,388
	0,236
	0,159
	0,308
	0,215
	0,145
	0,104
	51,595
	50,726
	42.424
	15.770

	РФ
	0,537
	0,426
	0,349
	0,293
	0,454
	0,364
	0,303
	0,258
	0,337
	0,250
	0,192
	0,151
	8.764
	13.754
	7,349
	2.839

	РС
	0,653
	0,521
	0,412
	0,338
	0,539
	0,438
	0,352
	0,294
	0,460
	0,332
	0,245
	0,184
	7.025
	6.592
	7.512
	5.029

	RC
	0,524
	0,440
	0,361
	0,303
	0,469
	0,402
	0,333
	0,282
	0,246
	0,185
	0,142
	0,113
	2.700
	2.900
	2,732
	2,318


Примечание. Результаты для RMSE , | СМЕЩЕНИЕ | , SD и JB показывают средние значения среднеквадратичной ошибки, абсолютной погрешности, стандартного отклонения и статистики критерия Жарка-Бера для всех 10 000 оценок CATE из проверочной выборки. Критические значения для статистики теста JB составляют 5,991 и 9,210 на уровне 5% и 1% соответственно. Кроме того, XF, DR-F, RF обозначают версии мета-обучающихся с полной выборкой, а XS, DR-S, RS и XC, DR-C, RC обозначают версии с разделением выборки и перекрестной подгонкой соответственно. Цифры, выделенные жирным шрифтом, указывают на наиболее результативного мета-обучения для данной меры и размера выборки.

Рисунок 15: Результаты CATE для моделирования 4
Среднеквадратическая ошибка 	| BIAS | SD
[image: ][image: ][image: ]
	XF
	ДР-Ф
	
	РФ

	Ученик
	XS
	—
	ДР-С
	—
	РС

	-±-
	ХС
	
	ДР-С
	-±-
	RC



Примечание. Результаты для RMSE , | СМЕЩЕНИЕ | и SD показывают средние значения среднеквадратичной ошибки, абсолютной систематической ошибки и стандартного отклонения всех 10 000 оценок CATE из проверочной выборки. На рисунке показаны результаты, основанные на возрастающих обучающих выборках { 500 , 2 000,8 000 , 32 000 } наблюдений, отображаемых на логарифмической шкале. Кроме того, XF, DR-F, RF обозначают версии мета-обучающихся с полной выборкой, а XS, DR-S, RS и XC, DR-C, RC обозначают версии с разделением выборки и перекрестной подгонкой соответственно.

RMSE 	\ BIAS \ 	SD 	JB
	
	500
	2000 г.
	8000
	32000
	500
	2000 г.
	8000
	32000
	500
	2000 г.
	8000
	32000
	500
	2000 г.
	8000
	32000

	С
	0,823
	0,606
	0,461
	0,358
	0,817
	0,599
	0,454
	0,351
	0,101
	0,087
	0,075
	0,066
	1,796
	2.150
	2,057
	1,986

	SW
	0,305
	0,244
	0,196
	0,164
	0,255
	0,209
	0,170
	0,145
	0,222
	0,159
	0,117
	0,089
	2,457
	2.189
	2.054
	1,957

	Т
	0,305
	0,244
	0,196
	0,164
	0,255
	0,209
	0,171
	0,145
	0,222
	0,159
	0,117
	0,089
	2.497
	2,173
	2.026
	1,936

	XF
	0,237
	0,178
	0,137
	0,109
	0,200
	0,154
	0,120
	0,097
	0,164
	0,110
	0,078
	0,058
	3,329
	2,228
	2.102
	2.022

	XS
	0,276
	0,210
	0,163
	0,126
	0,230
	0,181
	0,143
	0,112
	0,202
	0,130
	0,092
	0,067
	6.639
	2.811
	2.296
	2.421

	ХС
	0,231
	0,182
	0,144
	0,114
	0,200
	0,165
	0,132
	0,105
	0,139
	0,086
	0,061
	0,046
	4.474
	2,014
	2.004
	2.037

	ДР-Ф
	0,314
	0,248
	0,203
	0,166
	0,258
	0,212
	0,179
	0,148
	0,237
	0,159
	0,112
	0,084
	123 780
	364 063
	249 515
	26 116

	ДР-С
	0,556
	0,413
	0,298
	0,215
	0,428
	0,322
	0,239
	0,176
	0,515
	0,362
	0,242
	0,167
	453 484
	685 910
	651 725
	174 087

	ДР-С
	0,354
	0,280
	0,217
	0,162
	0,287
	0,232
	0,185
	0,140
	0,289
	0,205
	0,140
	0,099
	50.509
	61,849
	72.770
	22.771

	РФ
	0,392
	0,312
	0,254
	0,223
	0,314
	0,253
	0,211
	0,190
	0,339
	0,253
	0,187
	0,146
	12.888
	28.931
	17.700
	4.568

	РС
	0,500
	0,388
	0,305
	0,248
	0,398
	0,311
	0,248
	0,206
	0,457
	0,336
	0,246
	0,179
	9.107
	10.173
	16.684
	12.581

	RC
	0,311
	0,262
	0,222
	0,194
	0,256
	0,219
	0,191
	0,172
	0,241
	0,185
	0,139
	0,104
	2,925
	3,617
	3.874
	3.072


Примечание. Результаты для RMSE , | СМЕЩЕНИЕ | , SD и JB показывают средние значения среднеквадратичной ошибки, абсолютной погрешности, стандартного отклонения и статистики критерия Жарка-Бера для всех 10 000 оценок CATE из проверочной выборки. Критические значения для статистики теста JB составляют 5,991 и 9,210 на уровне 5% и 1% соответственно. Кроме того, XF, DR-F, RF обозначают версии мета-обучающихся с полной выборкой, а XS, DR-S, RS и XC, DR-C, RC обозначают версии с разделением выборки и перекрестной подгонкой соответственно. Цифры, выделенные жирным шрифтом, указывают на наиболее результативного мета-обучения для данной меры и размера выборки.

Рисунок 16: Результаты CATE для моделирования 5
Среднеквадратическая ошибка 	| BIAS | SD
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 (
B.1.4 Simulation 
4: 
unbalanced treatment and simple CATE
) (
Table 
8: 
CATE Results for Simulation 
4
)
 (
B.1.5 Simulation 
5: 
unbalanced treatment and linear CATE
) (
Table 
9: 
CATE Results for Simulation 
5
)
Примечание. Результаты для RMSE , | СМЕЩЕНИЕ | и SD показывают средние значения среднеквадратичной ошибки, абсолютной систематической ошибки и стандартного отклонения всех 10 000 оценок CATE из проверочной выборки. На рисунке показаны результаты, основанные на возрастающих обучающих выборках { 500 , 2 000,8 000 , 32 000 } наблюдений, отображаемых на логарифмической шкале. Кроме того, XF, DR-F, RF обозначают версии мета-обучающихся с полной выборкой, а XS, DR-S, RS и XC, DR-C, RC обозначают версии с разделением выборки и перекрестной подгонкой соответственно.
 (
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)
 (
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)
[bookmark: bookmark301][bookmark: bookmark302][bookmark: bookmark303]B.2 Дополнительные результаты
В этом приложении представлены дополнительные результаты, основанные на дополнительных показателях производительности, дополняющих результаты из раздела 4.1. Чтобы понять шум моделирования и, следовательно, точность, с которой измеряется среднее среднеквадратичное отклонение, мы вычисляем стандартную ошибку среднего среднеквадратичного отклонения, следуя Knaus et al. (2021) как:
[image: ]
Кроме того, помимо абсолютного смещения, мы также оцениваем смещение без абсолютного значения, определяемое как:
[image: ]

мы также оцениваем отдельно компоненты статистики Харка-Бера, а именно асимметрию, т. е. [image: ] и эксцесс, т. е. [image: ], определяемый формулой:
[image: ]


Как и в основных результатах моделирования, мы сообщаем о средних значениях вышеуказанных показателей по проверочной выборке [image: ]. В дополнение к средним значениям статистики Харке-Бера, представленным в основном тексте, здесь мы сообщаем долю CATE, для которых нормальность отвергается на уровне 5%. Чтобы дополнительно оценить производительность на уровне репликации, мы вычисляем корреляцию между истинным и предполагаемым эффектами лечения, определяемую следующим образом:
[image: ]
где т является вектором размера [image: ] содержащий истинные эффекты лечения из проверочной выборки, а [image: ] является вектором размера [image: ] содержащий предполагаемые эффекты лечения для контрольной выборки при повторении r, а p( - ) обозначает корреляционную функцию. Точно так же мы вычисляем также отношение дисперсии истинного и предполагаемого эффектов лечения следующим образом:
[image: ]
где [image: ] обозначает дисперсию. Полные результаты, включая основные и дополнительные показатели эффективности, перечислены в таблицах 10–16 ниже .

СКО	 	SE (среднеквадратичное отклонение)	 	\ПРЕДВЗЯТОСТЬ\	 	ПРЕДВЗЯТОСТЬ	 	SD
	
	500
	2000 г.
	8000
	32000
	500
	2000 г.
	8000
	32000
	500
	2000 г.
	8000
	32000
	500
	2000 г.
	8000
	32000
	500
	2000 г.
	8000
	32000

	С
	0,008
	0,009
	0,013
	0,018
	0,005
	0,005
	0,006
	0,004
	0,005
	0,006
	0,010
	0,014
	-0,003
	-0,004
	-0,006
	-0,008
	0,007
	0,008
	0,012
	0,016

	SW
	0,037
	0,038
	0,049
	0,059
	0,028
	0,024
	0,024
	0,015
	0,023
	0,025
	0,036
	0,047
	-0,017
	-0,020
	-0,028
	-0,033
	0,033
	0,032
	0,040
	0,047

	Т
	0,225
	0,168
	0,128
	0,101
	0,046
	0,024
	0,013
	0,007
	0,180
	0,135
	0,103
	0,082
	-0,087
	-0,072
	-0,060
	-0,048
	0,206
	0,149
	0,109
	0,083

	XF
	0,160
	0,111
	0,080
	0,059
	0,054
	0,026
	0,014
	0,006
	0,128
	0,089
	0,065
	0,048
	-0,074
	-0,055
	-0,041
	-0,029
	0,142
	0,095
	0,067
	0,048

	XS
	0,186
	0,127
	0,091
	0,067
	0,071
	0,034
	0,018
	0,008
	0,149
	0,103
	0,074
	0,055
	-0,090
	-0,071
	-0,053
	-0,037
	0,162
	0,106
	0,073
	0,053

	ХС
	0,152
	0,106
	0,075
	0,054
	0,068
	0,034
	0,018
	0,008
	0,123
	0,087
	0,062
	0,045
	-0,092
	-0,074
	-0,052
	-0,036
	0,120
	0,075
	0,052
	0,036

	ДР-Ф
	0,209
	0,146
	0,105
	0,079
	0,044
	0,021
	0,011
	0,006
	0,167
	0,117
	0,084
	0,064
	-0,072
	-0,055
	-0,043
	-0,032
	0,196
	0,135
	0,095
	0,070

	ДР-С
	0,343
	0,241
	0,170
	0,122
	0,071
	0,029
	0,013
	0,006
	0,272
	0,191
	0,135
	0,097
	-0,069
	-0,045
	-0,030
	-0,017
	0,335
	0,235
	0,166
	0,119

	ДР-С
	0,207
	0,147
	0,103
	0,074
	0,046
	0,020
	0,009
	0,004
	0,166
	0,118
	0,082
	0,059
	-0,072
	-0,050
	-0,029
	-0,015
	0,194
	0,137
	0,097
	0,070

	РФ
	0,261
	0,192
	0,145
	0,114
	0,039
	0,020
	0,012
	0,006
	0,208
	0,153
	0,116
	0,092
	-0,077
	-0,066
	-0,058
	-0,048
	0,249
	0,180
	0,132
	0,102

	РС
	0,334
	0,243
	0,181
	0,137
	0,073
	0,032
	0,018
	0,010
	0,265
	0,193
	0,144
	0,109
	-0,089
	-0,072
	-0,064
	-0,055
	0,321
	0,232
	0,168
	0,124

	RC
	0,208
	0,156
	0,118
	0,092
	0,050
	0,026
	0,015
	0,008
	0,166
	0,125
	0,096
	0,075
	-0,092
	-0,077
	-0,065
	-0,054
	0,186
	0,135
	0,098
	0,072

	
	
	СКОС
	
	
	КУРТ
	
	
	JB %
	
	
	ИСПРАВЛЕНИЕ
	
	
	V ARR
	

	
	500
	2000 г.
	8000
	32000
	500
	2000 г.
	8000
	32000
	500
	2000 г.
	8000
	32000
	500
	2000 г.
	8000
	32000
	500
	2000 г.
	8000
	32000



	С
	2,638
	1.809
	0,929
	0,307
	17.334
	10.674
	5.654
	3,539
	1.000
	1.000
	1.000
	0,539

	SW
	2,744
	2.171
	1.150
	0,339
	17.212
	12.179
	6.003
	3.493
	1.000
	1.000
	1.000
	0,586

	Т
	0,005
	-0,009
	-0,004
	-0,008
	3.016
	3.038
	3.006
	2,983
	0,058
	0,075
	0,052
	0,044

	XF
	0,010
	-0,030
	-0,001
	-0,022
	2.990
	3.058
	3.002
	2,985
	0,028
	0,091
	0,055
	0,051

	XS
	0,017
	-0,023
	0,003
	-0,008
	2.951
	3.023
	3.029
	3.003
	0,036
	0,066
	0,063
	0,060

	ХС
	0,002
	-0,040
	0,003
	-0,018
	2,985
	3.061
	3.006
	2986
	0,010
	0,086
	0,052
	0,049

	ДР-Ф
	-0,008
	-0,031
	-0,020
	-0,010
	3112
	3235
	3196
	3100
	0,211
	0,253
	0,154
	0,086

	ДР-С
	-0,009
	-0,040
	-0,0
	-0,040
	3150
	3308
	3410
	3359
	0,271
	0,359
	0,274
	0,164

	ДР-С
	-0,013
	-0,031
	-0,039
	-0,019
	3.054
	3.099
	3.158
	3.128
	0,102
	0,158
	0,152
	0,099

	РФ
	0,017
	0,015
	0,013
	0,007
	3,145
	3.296
	3.256
	3.147
	0,275
	0,296
	0,181
	0,104

	РС
	0,027
	0,009
	0,014
	0,012
	3.077
	3.161
	3.251
	3.222
	0,150
	0,216
	0,211
	0,132

	RC
	0,003
	0,003
	0,001
	0,008
	3.024
	3.065
	3.081
	3.067
	0,065
	0,092
	0,104
	0,083





Примечание: результаты для RMSE, | СМЕЩЕНИЕ | , BIAS, SD, SKEW и KURT показывают средние значения среднеквадратичной ошибки, абсолютного смещения, смещения, стандартного отклонения, асимметрии и эксцесса для всех 10 000 оценок CATE из проверочной выборки. SE(RMSE) отображает стандартную ошибку среднего RMSE, а JB% представляет долю CATE, для которых критерий Харке-Бера был отклонен на уровне 5%. Результаты для CORR и V ARR показывают значения корреляции и коэффициента дисперсии между истинным и предполагаемым CATE для всех повторений. Кроме того, XF, DR-F, RF обозначают версии мета-обучающихся с полной выборкой, а XS, DR-S, RS и XC, DR-C, RC обозначают версии с разделением выборки и перекрестной подгонкой соответственно.
 (
61
)
 (
63
)
СКО	 	SE (среднеквадратичное отклонение)	 	\ПРЕДВЗЯТОСТЬ\	 	ПРЕДВЗЯТОСТЬ	 	SD
	
	500
	2000 г.
	8000
	32000
	500
	2000 г.
	8000
	32000
	500
	2000 г.
	8000
	32000
	500
	2000 г.
	8000
	32000
	500
	2000 г.
	8000
	32000

	С
	0,527
	0,442
	0,374
	0,326
	0,114
	0,092
	0,075
	0,064
	0,522
	0,434
	0,366
	0,317
	-0,369
	-0,258
	-0,190
	-0,143
	0,055
	0,068
	0,066
	0,064

	SW
	0,463
	0,357
	0,303
	0,265
	0,084
	0,050
	0,045
	0,041
	0,431
	0,328
	0,280
	0,246
	-0,159
	-0,036
	-0,029
	-0,023
	0,177
	0,151
	0,120
	0,099

	Т
	0,434
	0,358
	0,303
	0,265
	0,056
	0,049
	0,045
	0,041
	0,392
	0,328
	0,280
	0,246
	-0,040
	-0,034
	-0,029
	-0,023
	0,204
	0,154
	0,120
	0,099

	XF
	0,432
	0,377
	0,331
	0,296
	0,069
	0,066
	0,061
	0,056
	0,407
	0,361
	0,318
	0,285
	-0,031
	-0,022
	-0,017
	-0,012
	0,143
	0,103
	0,083
	0,072

	XS
	0,460
	0,411
	0,362
	0,321
	0,071
	0,071
	0,067
	0,061
	0,432
	0,393
	0,349
	0,310
	-0,041
	-0,029
	-0,021
	-0,015
	0,160
	0,110
	0,085
	0,073

	ХС
	0,443
	0,400
	0,356
	0,317
	0,076
	0,075
	0,070
	0,063
	0,424
	0,389
	0,347
	0,309
	-0,042
	-0,032
	-0,022
	-0,014
	0,119
	0,082
	0,068
	0,062

	ДР-Ф
	0,439
	0,366
	0,312
	0,276
	0,058
	0,053
	0,048
	0,044
	0,399
	0,338
	0,291
	0,259
	-0,032
	-0,026
	-0,021
	-0,016
	0,197
	0,144
	0,113
	0,095

	ДР-С
	0,534
	0,439
	0,355
	0,297
	0,059
	0,050
	0,044
	0,038
	0,461
	0,388
	0,318
	0,270
	-0,027
	-0,017
	-0,013
	-0,008
	0,328
	0,236
	0,173
	0,136

	ДР-С
	0,451
	0,388
	0,322
	0,276
	0,060
	0,057
	0,050
	0,044
	0,413
	0,361
	0,302
	0,259
	-0,030
	-0,021
	-0,013
	-0,006
	0,193
	0,146
	0,114
	0,095

	РФ
	0,458
	0,373
	0,307
	0,266
	0,052
	0,045
	0,039
	0,034
	0,404
	0,333
	0,277
	0,241
	-0,039
	-0,034
	-0,030
	-0,027
	0,251
	0,188
	0,146
	0,122

	РС
	0,529
	0,439
	0,356
	0,298
	0,060
	0,050
	0,043
	0,038
	0,458
	0,389
	0,319
	0,269
	-0,042
	-0,036
	-0,033
	-0,030
	0,318
	0,236
	0,178
	0,140

	RC
	0,449
	0,388
	0,322
	0,274
	0,061
	0,058
	0,050
	0,044
	0,413
	0,361
	0,301
	0,256
	-0,045
	-0,040
	-0,034
	-0,028
	0,187
	0,145
	0,116
	0,097

	
	
	СКОС
	
	
	КУРТ
	
	
	JB %
	
	
	ИСПРАВЛЕНИЕ
	
	
	ВАРР
	

	
	500
	2000 г.
	8000
	32000
	500
	2000 г.
	8000
	32000
	500
	2000 г.
	8000
	32000
	500
	2000 г.
	8000
	32000
	500
	2000 г.
	8000
	32000

	С
	-1,172
	-0,282
	-0,138
	-0,087
	4.608
	3.106
	3.021
	3.003
	1.000
	0,832
	0,206
	0,087
	0,430
	0,737
	0,850
	0,890
	772.103
	31.143
	11.674
	6.871

	SW
	-0,820
	-0,054
	-0,003
	0,003
	3.494
	3.015
	3.027
	2,999
	1.000
	0,116
	0,075
	0,058
	0,490
	0,728
	0,846
	0,896
	51.036
	5.794
	4.379
	3.494

	Т
	0,000
	-0,007
	0,002
	0,004
	3.030
	3.043
	3.025
	3.002
	0,070
	0,085
	0,072
	0,057
	0,465
	0,722
	0,846
	0,896
	6.865
	5.692
	4.382
	3.492

	XF
	0,001
	-0,012
	0,007
	0,001
	3.010
	3.026
	2,984
	2,971
	0,045
	0,067
	0,045
	0,043
	0,458
	0,723
	0,847
	0,891
	20.826
	14.657
	8.854
	5.962

	XS
	0,008
	-0,014
	0,011
	-0,007
	2.931
	3.022
	3.006
	2,981
	0,043
	0,058
	0,062
	0,050
	0,266
	0,553
	0,785
	0,868
	25.303
	22.204
	13.868
	8.249

	ХС
	0,000
	-0,022
	0,007
	-0,006
	2,993
	3.029
	2,983
	2,975
	0,015
	0,065
	0,045
	0,045
	0,391
	0,677
	0,835
	0,886
	55.123
	33.303
	15.678
	8.554

	ДР-Ф
	-0,003
	-0,013
	-0,000
	0,000
	3.082
	3.054
	3.002
	2,976
	0,151
	0,100
	0,052
	0,046
	0,429
	0,707
	0,842
	0,891
	7946
	6991
	5202
	4024

	ДР-С
	-0,002
	-0,021
	-0,009
	-0,010
	3135
	3199
	3090
	3016
	0,247
	0,249
	0,113
	0,063
	0,224
	0,455
	0,718
	0,841
	3595
	4565
	4468
	3649

	ДР-С
	-0,006
	-0,017
	-0,005
	0,001
	3057
	3047
	3.005
	2,978
	0,099
	0,087
	0,056
	0,051
	0,359
	0,628
	0,828
	0,895
	9.232
	8.713
	5.869
	4.112

	РФ
	0,012
	0,006
	0,015
	0,010
	3.107
	3.086
	3.018
	2,986
	0,200
	0,132
	0,064
	0,050
	0,398
	0,668
	0,824
	0,884
	4.473
	4.449
	3,642
	3.005

	РС
	0,014
	0,003
	0,017
	0,011
	3.072
	3.108
	3.073
	3.008
	0,130
	0,151
	0,097
	0,059
	0,227
	0,456
	0,716
	0,840
	3.805
	4.558
	4.304
	3.512

	RC
	0,001
	0,002
	0,013
	0,017
	3.033
	3.033
	3.000
	2,983
	0,069
	0,074
	0,053
	0,048
	0,363
	0,630
	0,828
	0,897
	9.803
	8.713
	5.702
	3.970


Примечание: результаты для RMSE, | СМЕЩЕНИЕ | , BIAS, SD, SKEW и KURT показывают средние значения среднеквадратичной ошибки, абсолютного смещения, смещения, стандартного отклонения, асимметрии и эксцесса для всех 10 000 оценок CATE из проверочной выборки. SE(RMSE) отображает стандартную ошибку среднего RMSE, а JB% представляет долю CATE, для которых критерий Харке-Бера был отклонен на уровне 5%. Результаты для CORR и V ARR показывают значения корреляции и коэффициента дисперсии между истинным и предполагаемым CATE для всех повторений. Кроме того, XF, DR-F, RF обозначают версии мета-обучающихся с полной выборкой, а XS, DR-S, RS и XC, DR-C, RC обозначают версии с разделением выборки и перекрестной подгонкой соответственно.


СКО	 	SE (среднеквадратичное отклонение)	 	\ПРЕДВЗЯТОСТЬ\	 	ПРЕДВЗЯТОСТЬ	 	SD
	
	500
	2000 г.
	8000
	32000
	500
	2000 г.
	8000
	32000
	500
	2000 г.
	8000
	32000
	500
	2000 г.
	8000
	32000
	500
	2000 г.
	8000
	32000

	С
	0,645
	0,475
	0,359
	0,279
	0,077
	0,043
	0,025
	0,014
	0,638
	0,468
	0,352
	0,272
	0,638
	0,468
	0,352
	0,272
	0,099
	0,084
	0,072
	0,062

	SW
	0,246
	0,191
	0,146
	0,111
	0,059
	0,025
	0,015
	0,009
	0,197
	0,154
	0,119
	0,091
	-0,045
	-0,050
	-0,042
	-0,032
	0,233
	0,163
	0,121
	0,090

	Т
	0,244
	0,191
	0,146
	0,111
	0,053
	0,025
	0,015
	0,008
	0,195
	0,154
	0,119
	0,091
	-0,057
	-0,050
	-0,041
	-0,032
	0,227
	0,164
	0,121
	0,090

	XF
	0,180
	0,123
	0,090
	0,068
	0,060
	0,024
	0,012
	0,006
	0,144
	0,098
	0,072
	0,054
	-0,041
	-0,033
	-0,025
	-0,016
	0,175
	0,118
	0,085
	0,061

	XS
	0,226
	0,149
	0,110
	0,078
	0,095
	0,040
	0,019
	0,007
	0,180
	0,119
	0,087
	0,062
	-0,058
	-0,042
	-0,034
	-0,021
	0,219
	0,143
	0,104
	0,072

	ХС
	0,159
	0,102
	0,073
	0,054
	0,074
	0,031
	0,015
	0,007
	0,127
	0,081
	0,059
	0,043
	-0,053
	-0,043
	-0,033
	-0,021
	0,150
	0,092
	0,064
	0,046

	ДР-Ф
	0,287
	0,202
	0,146
	0,110
	0,058
	0,022
	0,012
	0,007
	0,222
	0,158
	0,116
	0,089
	-0,049
	-0,040
	-0,029
	-0,017
	0,279
	0,188
	0,129
	0,093

	ДР-С
	0,649
	0,502
	0,334
	0,218
	0,204
	0,093
	0,039
	0,018
	0,475
	0,365
	0,250
	0,168
	-0,052
	-0,038
	-0,025
	-0,007
	0,645
	0,498
	0,329
	0,213

	ДР-С
	0,364
	0,290
	0,197
	0,131
	0,075
	0,032
	0,016
	0,008
	0,282
	0,223
	0,153
	0,104
	-0,048
	-0,036
	-0,026
	-0,005
	0,359
	0,283
	0,189
	0,124

	РФ
	0,441
	0,366
	0,293
	0,243
	0,048
	0,028
	0,022
	0,020
	0,348
	0,287
	0,232
	0,195
	0,032
	0,040
	0,043
	0,048
	0,435
	0,354
	0,273
	0,215

	РС
	0,573
	0,461
	0,366
	0,285
	0,141
	0,057
	0,034
	0,025
	0,453
	0,363
	0,288
	0,227
	0,032
	0,038
	0,042
	0,044
	0,570
	0,454
	0,353
	0,264

	RC
	0,295
	0,262
	0,220
	0,184
	0,044
	0,022
	0,017
	0,019
	0,235
	0,208
	0,176
	0,150
	0,030
	0,041
	0,043
	0,046
	0,289
	0,249
	0,199
	0,152

	
	
	СКОС
	
	
	КУРТ
	
	
	JB %
	
	
	ИСПРАВЛЕНИЕ
	
	
	V ARR
	

	
	500
	2000 г.
	8000
	32000
	500
	2000 г.
	8000
	32000
	500
	2000 г.
	8000
	32000
	500
	2000 г.
	8000
	32000
	500
	2000 г.
	8000
	32000

	С
	0,060
	0,062
	0,037
	0,027
	2,991
	3.007
	2,999
	2,983
	0,113
	0,101
	0,059
	0,052
	
	
	
	
	
	
	
	

	SW
	-0,070
	-0,005
	-0,011
	-0,003
	3.102
	3.039
	3.028
	2,988
	0,277
	0,075
	0,067
	0,049
	
	
	
	
	
	
	
	

	Т
	-0,024
	-0,007
	-0,009
	-0,003
	3.062
	3.042
	3.024
	2,987
	0,121
	0,076
	0,067
	0,046
	
	
	
	
	
	
	
	

	XF
	-0,055
	-0,015
	-0,023
	-0,004
	3.080
	3.069
	3.111
	3.035
	0,186
	0,095
	0,123
	0,068
	
	
	
	
	
	
	
	

	XS
	-0,017
	0,030
	-0,012
	-0,010
	3.085
	3.074
	3.095
	3.083
	0,084
	0,107
	0,110
	0,091
	
	
	
	
	
	
	
	

	ХС
	-0,101
	-0,014
	-0,025
	-0,001
	3.127
	3.020
	3.021
	2,998
	0,430
	0,053
	0,067
	0,049
	
	
	
	
	
	
	
	

	ДР-Ф
	-0,006
	-0,035
	-0,041
	-0,020
	5349
	4944
	3984
	3340
	0,949
	0,674
	0,337
	0,147
	
	
	
	
	
	
	
	

	ДР-С
	-0,011
	-0,070
	-0,096
	-0,095
	6502
	7416
	6268
	4523
	1000
	0,995
	0,817
	0,397
	
	
	
	
	
	
	
	

	ДР-С
	-0,033
	-0,047
	-0,056
	-0,055
	4033
	4.468
	4.258
	3,538
	0,996
	0,928
	0,557
	0,229
	
	
	
	
	
	
	
	

	РФ
	-0,026
	-0,025
	-0,012
	0,006
	3,325
	3.511
	3,375
	3.159
	0,658
	0,542
	0,282
	0,121
	
	
	
	
	
	
	
	

	РС
	0,035
	-0,003
	-0,018
	-0,005
	3.222
	3,382
	3.464
	3.292
	0,468
	0,520
	0,378
	0,183
	
	
	
	
	
	
	
	

	RC
	-0,015
	-0,011
	-0,006
	0,009
	3.067
	3.129
	3.159
	3.086
	0,117
	0,173
	0,178
	0,105
	
	
	
	
	
	
	
	


Примечание: результаты для RMSE, | СМЕЩЕНИЕ | , BIAS, SD, SKEW и KURT показывают средние значения среднеквадратичной ошибки, абсолютного смещения, смещения, стандартного отклонения, асимметрии и эксцесса для всех 10 000 оценок CATE из проверочной выборки. SE(RMSE) отображает стандартную ошибку среднего RMSE, а JB% представляет долю CATE, для которых критерий Харке-Бера был отклонен на уровне 5%. Результаты для CORR и V ARR показывают значения корреляции и коэффициента дисперсии между истинным и предполагаемым CATE для всех повторений. Кроме того, XF, DR-F, RF обозначают версии мета-обучающихся с полной выборкой, а XS, DR-S, RS и XC, DR-C, RC обозначают версии с разделением выборки и перекрестной подгонкой соответственно.
 (
B.2.2 Simulation 
2: 
balanced treatment and complex nonlinear CATE
) (
Table 
11: 
CATE Results for Simulation 
2
)
 (
B.2.3 Simulation 
3: 
highly unbalanced treatment and constant non-zero CATE
) (
Table 
12: 
CATE Results for Simulation 
3
)

 (
64
)
 (
65
)
	
	
	СКО
	
	
	SE ( среднеквадратическая ошибка )
	
	
	| СМЕЩЕНИЕ |
	
	
	ПРЕДВЗЯТОСТЬ
	
	
	SD
	

	
	500
	2000 г.
	8000
	32000
	500
	2000 г.
	8000
	32000
	500
	2000 г.
	8000
	32000
	500
	2000 г.
	8000
	32000
	500
	2000 г.
	8000
	32000

	С
	0,834
	0,616
	0,472
	0,370
	0,121
	0,106
	0,091
	0,076
	0,825
	0,606
	0,462
	0,361
	0,825
	0,605
	0,458
	0,354
	0,105
	0,090
	0,078
	0,069

	SW
	0,443
	0,336
	0,258
	0,206
	0,049
	0,032
	0,024
	0,020
	0,390
	0,300
	0,233
	0,187
	-0,077
	-0,071
	-0,059
	-0,048
	0,229
	0,162
	0,120
	0,093

	Т
	0,443
	0,335
	0,258
	0,206
	0,049
	0,033
	0,024
	0,020
	0,390
	0,300
	0,233
	0,187
	-0,076
	-0,071
	-0,059
	-0,048
	0,229
	0,163
	0,120
	0,093

	XF
	0,428
	0,329
	0,247
	0,191
	0,040
	0,026
	0,017
	0,011
	0,394
	0,308
	0,233
	0,180
	-0,061
	-0,052
	-0,038
	-0,027
	0,171
	0,114
	0,083
	0,064

	XS
	0,501
	0,399
	0,307
	0,232
	0,052
	0,031
	0,020
	0,014
	0,456
	0,375
	0,291
	0,220
	-0,077
	-0,064
	-0,050
	-0,034
	0,213
	0,136
	0,097
	0,073

	ХС
	0,477
	0,385
	0,300
	0,227
	0,033
	0,021
	0,015
	0,010
	0,453
	0,374
	0,292
	0,220
	-0,079
	-0,067
	-0,048
	-0,034
	0,148
	0,091
	0,068
	0,055

	ДР-Ф
	0,510
	0,369
	0,275
	0,214
	0,046
	0,033
	0,020
	0,013
	0,454
	0,334
	0,251
	0,196
	-0,064
	-0,055
	-0,038
	-0,027
	0,249
	0,165
	0,117
	0,088

	ДР-С
	0,728
	0,537
	0,339
	0,230
	0,122
	0,059
	0,030
	0,016
	0,591
	0,445
	0,279
	0,190
	-0,055
	-0,050
	-0,034
	-0,014
	0,549
	0,377
	0,247
	0,171

	ДР-С
	0,565
	0,435
	0,269
	0,182
	0,043
	0,035
	0,021
	0,012
	0,493
	0,388
	0,236
	0,159
	-0,069
	-0,054
	-0,030
	-0,010
	0,308
	0,215
	0,145
	0,104

	РФ
	0,537
	0,426
	0,349
	0,293
	0,046
	0,030
	0,021
	0,015
	0,454
	0,364
	0,303
	0,258
	-0,029
	-0,022
	-0,012
	-0,005
	0,337
	0,250
	0,192
	0,151

	РС
	0,653
	0,521
	0,412
	0,338
	0,092
	0,049
	0,032
	0,023
	0,539
	0,438
	0,352
	0,294
	-0,035
	-0,032
	-0,019
	-0,014
	0,460
	0,332
	0,245
	0,184

	RC
	0,524
	0,440
	0,361
	0,303
	0,032
	0,026
	0,018
	0,015
	0,469
	0,402
	0,333
	0,282
	-0,039
	-0,030
	-0,018
	-0,011
	0,246
	0,185
	0,142
	0,113

	
	
	СКОС
	
	
	КУРТ
	
	
	JB %
	
	
	ИСПРАВЛЕНИЕ
	
	
	ВАРР
	

	
	500
	2000 г.
	8000
	32000
	500
	2000 г.
	8000
	32000
	500
	2000 г.
	8000
	32000
	500
	2000 г.
	8000
	32000
	500
	2000 г.
	8000
	32000

	С
	0,015
	0,028
	0,030
	0,019
	3.010
	3.000
	2,993
	2,976
	0,050
	0,056
	0,056
	0,047
	0,598
	0,816
	0,904
	0,942
	24.819
	10.142
	5.669
	3,726

	SW
	-0,027
	-0,003
	-0,001
	-0,005
	3.047
	3.026
	3.002
	2,982
	0,101
	0,076
	0,058
	0,044
	0,507
	0,763
	0,878
	0,926
	4,538
	3.298
	2,466
	2.002

	Т
	-0,027
	-0,005
	-0,002
	-0,006
	3.044
	3.025
	3.003
	2,977
	0,094
	0,076
	0,060
	0,044
	0,509
	0,764
	0,878
	0,927
	4.528
	3.295
	2,467
	1,994

	XF
	-0,064
	-0,017
	-0,010
	-0,013
	3,065
	3.020
	3.006
	2,966
	0,192
	0,076
	0,068
	0,048
	0,644
	0,877
	0,952
	0,977
	9.886
	5.412
	3.200
	2.330

	XS
	-0,071
	-0,027
	-0,009
	-0,014
	3.185
	3.066
	3.038
	2,992
	0,426
	0,112
	0,073
	0,057
	0,337
	0,734
	0,909
	0,963
	14.543
	9.199
	4.845
	2,973

	ХС
	-0,103
	-0,029
	-0,017
	-0,010
	3.089
	2,962
	2,996
	2,959
	0,374
	0,049
	0,052
	0,042
	0,496
	0,850
	0,945
	0,975
	31,636
	11.894
	5.217
	3.047

	ДР-Ф
	-0,058
	-0,059
	-0,034
	-0,011
	3.848
	3,745
	3.319
	3.054
	0,798
	0,443
	0,200
	0,073
	0,242
	0,717
	0,894
	0,949
	4993
	4567
	3159
	2400

	ДР-С
	-0,067
	-0,115
	-0,101
	-0,076
	5197
	5478
	4775
	3768
	0,999
	0,933
	0,587
	0,267
	0,061
	0,324
	0,742
	0,892
	1351
	1832
	1821
	1578

	ДР-С
	-0,026
	-0,054
	-0,059
	-0,047
	3,683
	3,762
	3,578
	3.234
	0,958
	0,710
	0,371
	0,146
	0,107
	0,498
	0,870
	0,948
	3.482
	4.144
	2,451
	1,768

	РФ
	-0,018
	-0,007
	-0,002
	0,001
	3.215
	3.280
	3.152
	3.031
	0,443
	0,342
	0,165
	0,067
	0,251
	0,524
	0,712
	0,825
	2,355
	2.844
	2.901
	2,686

	РС
	0,049
	0,024
	0,010
	0,003
	3.182
	3.217
	3.212
	3.106
	0,412
	0,314
	0,211
	0,110
	0,105
	0,308
	0,564
	0,739
	1,873
	2.403
	2,835
	2.879

	RC
	-0,028
	0,000
	0,002
	-0,004
	3.053
	3.076
	3.060
	3.016
	0,110
	0,118
	0,098
	0,066
	0,174
	0,476
	0,731
	0,846
	5.354
	5.714
	4.761
	3,722

	Примечание: результаты для RMSE, | СМЕЩЕНИЕ | , BIAS, SD, SKEW и KURT показывают средние значения среднеквадратичной ошибки, абсолютного смещения, смещения, стандартного отклонения, асимметрии и эксцесса для всех 10 000 оценок CATE из проверочной выборки. SE(RMSE) отображает стандартную ошибку среднего RMSE, а JB% представляет долю CATE, для которых критерий Харке-Бера был отклонен на уровне 5%. Результаты для CORR и V ARR показывают значения корреляции и коэффициента дисперсии между истинным и предполагаемым CATE для всех повторений. Кроме того, XF, DR-F, RF обозначают версии мета-обучающихся с полной выборкой, а XS, DR-S, RS и XC, DR-C, RC обозначают версии с разделением выборки и перекрестной подгонкой соответственно.




СКО	 	SE (среднеквадратичное отклонение)	 	\ПРЕДВЗЯТОСТЬ\	 	ПРЕДВЗЯТОСТЬ	 	SD
	
	500
	2000 г.
	8000
	32000
	500
	2000 г.
	8000
	32000
	500
	2000 г.
	8000
	32000
	500
	2000 г.
	8000
	32000
	500
	2000 г.
	8000
	32000

	С
	0,823
	0,606
	0,461
	0,358
	0,069
	0,043
	0,031
	0,028
	0,817
	0,599
	0,454
	0,351
	0,817
	0,599
	0,454
	0,351
	0,101
	0,087
	0,075
	0,066

	SW
	0,305
	0,244
	0,196
	0,164
	0,046
	0,029
	0,021
	0,017
	0,255
	0,209
	0,170
	0,145
	-0,076
	-0,067
	-0,054
	-0,044
	0,222
	0,159
	0,117
	0,089

	Т
	0,305
	0,244
	0,196
	0,164
	0,046
	0,029
	0,021
	0,017
	0,255
	0,209
	0,171
	0,145
	-0,076
	-0,068
	-0,055
	-0,044
	0,222
	0,159
	0,117
	0,089

	XF
	0,237
	0,178
	0,137
	0,109
	0,044
	0,026
	0,017
	0,014
	0,200
	0,154
	0,120
	0,097
	-0,062
	-0,052
	-0,038
	-0,028
	0,164
	0,110
	0,078
	0,058

	XS
	0,276
	0,210
	0,163
	0,126
	0,068
	0,032
	0,021
	0,015
	0,230
	0,181
	0,143
	0,112
	-0,074
	-0,065
	-0,050
	-0,034
	0,202
	0,130
	0,092
	0,067

	ХС
	0,231
	0,182
	0,144
	0,114
	0,049
	0,030
	0,022
	0,017
	0,200
	0,165
	0,132
	0,105
	-0,078
	-0,067
	-0,048
	-0,034
	0,139
	0,086
	0,061
	0,046

	ДР-Ф
	0,314
	0,248
	0,203
	0,166
	0,041
	0,025
	0,023
	0,020
	0,258
	0,212
	0,179
	0,148
	-0,064
	-0,054
	-0,038
	-0,027
	0,237
	0,159
	0,112
	0,084

	ДР-С
	0,556
	0,413
	0,298
	0,215
	0,136
	0,053
	0,024
	0,016
	0,428
	0,322
	0,239
	0,176
	-0,053
	-0,051
	-0,034
	-0,014
	0,515
	0,362
	0,242
	0,167

	ДР-С
	0,354
	0,280
	0,217
	0,162
	0,054
	0,024
	0,019
	0,016
	0,287
	0,232
	0,185
	0,140
	-0,068
	-0,053
	-0,030
	-0,010
	0,289
	0,205
	0,140
	0,099

	РФ
	0,392
	0,312
	0,254
	0,223
	0,038
	0,023
	0,020
	0,019
	0,314
	0,253
	0,211
	0,190
	-0,021
	-0,016
	-0,009
	-0,003
	0,339
	0,253
	0,187
	0,146

	РС
	0,500
	0,388
	0,305
	0,248
	0,105
	0,042
	0,024
	0,020
	0,398
	0,311
	0,248
	0,206
	-0,023
	-0,024
	-0,014
	-0,010
	0,457
	0,336
	0,246
	0,179

	RC
	0,311
	0,262
	0,222
	0,194
	0,037
	0,022
	0,021
	0,023
	0,256
	0,219
	0,191
	0,172
	-0,028
	-0,021
	-0,013
	-0,007
	0,241
	0,185
	0,139
	0,104

	
	
	СКОС
	
	
	КУРТ
	
	
	JB %
	
	
	ИСПРАВЛЕНИЕ
	
	
	V ARR
	

	
	500
	2000 г.
	8000
	32000
	500
	2000 г.
	8000
	32000
	500
	2000 г.
	8000
	32000
	500
	2000 г.
	8000
	32000
	500
	2000 г.
	8000
	32000

	С
	0,004
	0,030
	0,027
	0,026
	2,981
	2,998
	2,991
	2,984
	0,034
	0,062
	0,054
	0,050
	0,211
	0,415
	0,561
	0,672
	6.435
	4.582
	4.002
	3.502

	SW
	-0,024
	-0,005
	-0,007
	-0,012
	3.045
	3.023
	3.000
	2,988
	0,087
	0,067
	0,054
	0,048
	-0,035
	0,115
	0,332
	0,524
	1,094
	1,571
	2.232
	2,654

	Т
	-0,024
	-0,005
	-0,006
	-0,008
	3.045
	3.025
	2,996
	2,981
	0,091
	0,065
	0,053
	0,047
	-0,034
	0,115
	0,331
	0,524
	1,093
	1,573
	2.230
	2,652

	XF
	-0,056
	-0,015
	-0,008
	-0,012
	3.061
	3.020
	3.015
	2,987
	0,163
	0,067
	0,059
	0,051
	0,202
	0,481
	0,728
	0,849
	2,966
	3.413
	3.225
	2,767

	XS
	-0,063
	-0,025
	-0,013
	-0,016
	3.202
	3.087
	3.032
	3.009
	0,442
	0,120
	0,075
	0,063
	0,093
	0,270
	0,563
	0,780
	3.071
	3.496
	3.862
	3.255

	ХС
	-0,081
	-0,026
	-0,011
	-0,021
	3.101
	2.960
	2,999
	2,983
	0,260
	0,047
	0,051
	0,054
	0,154
	0,400
	0,713
	0,861
	7.940
	7,788
	6.045
	3.922

	ДР-Ф
	-0,064
	-0,072
	-0,047
	-0,026
	3.874
	4.167
	3,685
	3.167
	0,803
	0,500
	0,250
	0,101
	-0,038
	0,013
	0,159
	0,442
	0,965
	1702
	2879
	3695

	ДР-С
	-0,073
	-0,121
	-0,132
	-0,113
	5095
	5798
	5324
	4050
	0,998
	0,933
	0,601
	0,285
	-0,012
	0,016
	0,101
	0,345
	0,251
	0,361
	0,691
	1205

	ДР-С
	-0,029
	-0,062
	-0,077
	-0,061
	3678
	3.871
	3.805
	3,335
	0,957
	0,750
	0,407
	0,167
	-0,012
	0,030
	0,167
	0,515
	0,664
	1,013
	1,885
	2,627

	РФ
	-0,028
	-0,017
	-0,002
	-0,007
	3.282
	3.454
	3.273
	3.069
	0,563
	0,445
	0,203
	0,082
	0,004
	0,055
	0,114
	0,150
	0,400
	0,631
	1,037
	1,510

	РС
	0,043
	0,020
	0,004
	-0,010
	3.234
	3.309
	3,373
	3.229
	0,525
	0,438
	0,302
	0,154
	-0,014
	0,016
	0,063
	0,124
	0,310
	0,419
	0,680
	1,134

	RC
	-0,029
	-0,002
	-0,002
	-0,001
	3.064
	3.117
	3.124
	3.055
	0,129
	0,165
	0,146
	0,081
	-0,027
	0,024
	0,102
	0,193
	0,923
	1,223
	1.840
	2,659


Примечание: результаты для RMSE, | СМЕЩЕНИЕ | , BIAS, SD, SKEW и KURT показывают средние значения среднеквадратичной ошибки, абсолютного смещения, смещения, стандартного отклонения, асимметрии и эксцесса для всех 10 000 оценок CATE из проверочной выборки. SE(RMSE) отображает стандартную ошибку среднего RMSE, а JB% представляет долю CATE, для которых критерий Харке-Бера был отклонен на уровне 5%. Результаты для CORR и V ARR показывают значения корреляции и коэффициента дисперсии между истинным и предполагаемым CATE для всех повторений. Кроме того, XF, DR-F, RF обозначают версии мета-обучающихся с полной выборкой, а XS, DR-S, RS и XC, DR-C, RC обозначают версии с разделением выборки и перекрестной подгонкой соответственно.
 (
B.2.4 Simulation 
4: 
unbalanced treatment and simple CATE
) (
Table 
13: 
CATE Results for Simulation 
4
)
 (
B.2.5 Simulation 
5: 
unbalanced treatment and linear CATE
) (
Table 
14: 
CATE Results for Simulation 
5
)

 (
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)
 (
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)
Таблица 15: Результаты CATE для основного моделирования
СКО	 	SE (среднеквадратичное отклонение)	 	\ПРЕДВЗЯТОСТЬ\	 	ПРЕДВЗЯТОСТЬ	 	SD
	
	500
	2000 г.
	8000
	32000
	500
	2000 г.
	8000
	32000
	500
	2000 г.
	8000
	32000
	500
	2000 г.
	8000
	32000
	500
	2000 г.
	8000
	32000

	С
	0,878
	0,749
	0,651
	0,570
	0,203
	0,169
	0,142
	0,121
	0,867
	0,739
	0,641
	0,560
	0,578
	0,413
	0,305
	0,229
	0,108
	0,096
	0,091
	0,088

	SW
	0,765
	0,634
	0,533
	0,462
	0,123
	0,107
	0,093
	0,082
	0,717
	0,602
	0,508
	0,443
	-0,135
	-0,121
	-0,099
	-0,081
	0,261
	0,190
	0,149
	0,125

	Т
	0,766
	0,634
	0,533
	0,462
	0,123
	0,107
	0,093
	0,081
	0,719
	0,602
	0,509
	0,442
	-0,139
	-0,121
	-0,099
	-0,081
	0,260
	0,190
	0,149
	0,125

	XF
	0,743
	0,618
	0,517
	0,442
	0,128
	0,111
	0,095
	0,082
	0,711
	0,597
	0,500
	0,427
	-0,124
	-0,102
	-0,077
	-0,060
	0,200
	0,141
	0,117
	0,103

	XS
	0,820
	0,707
	0,591
	0,499
	0,137
	0,127
	0,109
	0,093
	0,779
	0,684
	0,574
	0,484
	-0,147
	-0,123
	-0,096
	-0,073
	0,244
	0,164
	0,125
	0,107

	ХС
	0,794
	0,693
	0,582
	0,494
	0,144
	0,132
	0,112
	0,095
	0,770
	0,680
	0,571
	0,482
	-0,151
	-0,126
	-0,095
	-0,072
	0,171
	0,114
	0,097
	0,092

	ДР-Ф
	0,817
	0,659
	0,542
	0,463
	0,126
	0,112
	0,097
	0,085
	0,764
	0,627
	0,518
	0,443
	-0,116
	-0,095
	-0,067
	-0,049
	0,285
	0,194
	0,149
	0,126

	ДР-С
	1053
	0,825
	0,579
	0,445
	0,133
	0,097
	0,076
	0,064
	0,906
	0,731
	0,521
	0,403
	-0,102
	-0,085
	-0,053
	-0,021
	0,640
	0,433
	0,281
	0,206

	ДР-С
	0,880
	0,727
	0,523
	0,409
	0,118
	0,112
	0,088
	0,072
	0,809
	0,680
	0,490
	0,383
	-0,118
	-0,088
	-0,049
	-0,017
	0,359
	0,255
	0,179
	0,143

	РФ
	0,815
	0,679
	0,590
	0,529
	0,112
	0,101
	0,095
	0,090
	0,746
	0,632
	0,554
	0,499
	-0,115
	-0,100
	-0,081
	-0,066
	0,346
	0,251
	0,201
	0,172

	РС
	0,932
	0,788
	0,659
	0,580
	0,120
	0,110
	0,100
	0,095
	0,833
	0,721
	0,613
	0,546
	-0,126
	-0,117
	-0,095
	-0,081
	0,468
	0,333
	0,243
	0,195

	RC
	0,825
	0,725
	0,621
	0,554
	0,130
	0,123
	0,110
	0,102
	0,779
	0,694
	0,597
	0,533
	-0,131
	-0,115
	-0,094
	-0,077
	0,261
	0,196
	0,155
	0,136

	
	
	СКОС
	
	
	КУРТ
	
	
	JB %
	
	
	ИСПРАВЛЕНИЕ
	
	
	V ARR
	

	
	500
	2000 г.
	8000
	32000
	500
	2000 г.
	8000
	32000
	500
	2000 г.
	8000
	32000
	500
	2000 г.
	8000
	32000
	500
	2000 г.
	8000
	32000

	С
	0,115
	0,071
	0,047
	0,024
	3.006
	2,966
	2.990
	2,968
	0,466
	0,115
	0,062
	0,045
	0,624
	0,831
	0,904
	0,934
	92.890
	27.182
	12.760
	7.598

	SW
	-0,024
	-0,016
	-0,011
	-0,026
	3.004
	2,999
	2,988
	2,967
	0,055
	0,056
	0,054
	0,044
	0,524
	0,798
	0,891
	0,922
	13.575
	8.180
	5.033
	3,633

	Т
	-0,035
	-0,017
	-0,014
	-0,027
	3.035
	2,996
	2,986
	2,967
	0,097
	0,055
	0,051
	0,044
	0,514
	0,798
	0,891
	0,922
	13.471
	8.176
	5.034
	3,626

	XF
	-0,060
	-0,030
	-0,017
	-0,023
	3.054
	2,984
	2,985
	2.950
	0,171
	0,064
	0,049
	0,040
	0,664
	0,894
	0,950
	0,967
	24.558
	11.070
	6.021
	4.070

	XS
	-0,067
	-0,030
	-0,028
	-0,019
	3.143
	3.047
	3.002
	2,964
	0,323
	0,106
	0,060
	0,045
	0,367
	0,754
	0,919
	0,957
	38,577
	21.499
	9.669
	5.561

	ХС
	-0,079
	-0,042
	-0,021
	-0,021
	3.064
	2,953
	2,987
	2.944
	0,209
	0,066
	0,049
	0,037
	0,530
	0,852
	0,946
	0,966
	79.900
	27.087
	10.181
	5.644

	ДР-Ф
	-0,106
	-0,073
	-0,034
	-0,022
	3.915
	3.381
	3.081
	2,982
	0,827
	0,366
	0,119
	0,052
	0,317
	0,770
	0,912
	0,948
	13 371
	10 505
	6196
	4273

	ДР-С
	-0,143
	-0,216
	-0,148
	-0,084
	5350
	5320
	4033
	3317
	1000
	0,947
	0,526
	0,189
	0,095
	0,406
	0,812
	0,918
	3696
	4807
	3992
	2940

	ДР-С
	-0,080
	-0,111
	-0,075
	-0,044
	3,678
	3,629
	3.243
	3.034
	0,960
	0,668
	0,243
	0,085
	0,162
	0,580
	0,899
	0,950
	9.167
	9.660
	4.855
	3.102

	РФ
	-0,009
	-0,006
	-0,013
	-0,018
	3.126
	3.077
	3.012
	2,982
	0,233
	0,128
	0,063
	0,049
	0,368
	0,692
	0,832
	0,890
	7,963
	7,751
	6.147
	4.980

	РС
	0,031
	0,018
	0,002
	-0,009
	3.107
	3.097
	3.048
	2,992
	0,207
	0,151
	0,082
	0,054
	0,166
	0,449
	0,732
	0,846
	6.605
	7,982
	7.305
	6.036

	RC
	-0,021
	-0,006
	-0,014
	-0,020
	3.043
	3.018
	3.003
	2,966
	0,088
	0,063
	0,052
	0,042
	0,271
	0,624
	0,843
	0,902
	17.941
	15.725
	9,647
	6.705


 (
B.2.6 Main Simulation: unbalanced treatment and nonlinear CATE
)
Примечание: результаты для RMSE, | СМЕЩЕНИЕ | , BIAS, SD, SKEW и KURT показывают средние значения среднеквадратичной ошибки, абсолютного смещения, смещения, стандартного отклонения, асимметрии и эксцесса для всех 10 000 оценок CATE из проверочной выборки. SE(RMSE) отображает стандартную ошибку среднего RMSE, а JB% представляет долю CATE, для которых критерий Харке-Бера был отклонен на уровне 5%. Результаты для CORR и V ARR показывают значения корреляции и коэффициента дисперсии между истинным и предполагаемым CATE для всех повторений. Кроме того, XF, DR-F, RF обозначают версии мета-обучающихся с полной выборкой, а XS, DR-S, RS и XC, DR-C, RC обозначают версии с разделением выборки и перекрестной подгонкой соответственно.
 (
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[bookmark: bookmark304][bookmark: bookmark305]B.2.7 Полусинтетическое моделирование
Таблица 16: Результаты CATE для полусинтетического моделирования
	
	СКО
	SE ( среднеквадратическая ошибка )
	\ПРЕДВЗЯТОСТЬ\
	ПРЕДВЗЯТОСТЬ
	SD

	
	500
	2000 г.
	8000
	500
	2000 г.
	8000
	500
	2000 г.
	8000
	500
	2000 г.
	8000
	500
	2000 г.
	[bookmark: bookmark306]8000

	С
	0,175
	0,127
	0,093
	0,025
	0,015
	0,009
	0,171
	0,121
	0,090
	0,171
	0,119
	0,085
	0,035
	0,035
	0,023

	SW
	0,131
	0,109
	0,078
	0,031
	0,014
	0,011
	0,106
	0,090
	0,070
	-0,011
	-0,050
	-0,043
	0,121
	0,084
	0,037

	Т
	0,150
	0,111
	0,079
	0,027
	0,014
	0,011
	0,122
	0,092
	0,071
	-0,063
	-0,053
	-0,044
	0,127
	0,084
	0,037

	XF
	0,112
	0,082
	0,056
	0,029
	0,014
	0,011
	0,092
	0,069
	0,052
	-0,056
	-0,045
	-0,036
	0,089
	0,056
	0,021

	XS
	0,129
	0,093
	0,069
	0,041
	0,019
	0,011
	0,105
	0,078
	0,060
	-0,065
	-0,054
	-0,043
	0,104
	0,067
	0,040

	ХС
	0,103
	0,077
	0,055
	0,035
	0,018
	0,013
	0,087
	0,067
	0,052
	-0,065
	-0,054
	-0,043
	0,072
	0,044
	0,017

	ДР-Ф
	0,147
	0,105
	0,070
	0,026
	0,014
	0,010
	0,119
	0,087
	0,063
	-0,061
	-0,051
	-0,042
	0,125
	0,078
	0,033

	ДР-С
	0,256
	0,180
	0,123
	0,055
	0,023
	0,011
	0,201
	0,143
	0,101
	-0,066
	-0,056
	-0,047
	0,242
	0,162
	0,097

	ДР-С
	0,159
	0,116
	0,078
	0,031
	0,015
	0,011
	0,128
	0,096
	0,071
	-0,068
	-0,057
	-0,046
	0,135
	0,088
	0,037

	РФ
	0,183
	0,131
	0,089
	0,022
	0,011
	0,009
	0,146
	0,107
	0,078
	-0,051
	-0,043
	-0,034
	0,167
	0,109
	0,051

	РС
	0,237
	0,174
	0,123
	0,046
	0,021
	0,011
	0,189
	0,140
	0,100
	-0,058
	-0,049
	-0,042
	0,224
	0,158
	0,099

	RC
	0,144
	0,109
	0,076
	0,026
	0,013
	0,010
	0,117
	0,091
	0,068
	-0,058
	-0,050
	-0,040
	0,123
	0,084
	0,037

	
	
	СКОС
	
	
	КУРТ
	
	
	JB %
	
	
	ИСПРАВЛЕНИЕ
	
	
	V ARR
	

	
	500
	2000 г.
	8000
	500
	2000 г.
	8000
	500
	2000 г.
	8000
	500
	2000 г.
	8000
	500
	2000 г.
	8000

	С
	0,671
	0,178
	0,031
	3.310
	2,998
	2,988
	1.000
	0,511
	0,051
	0,050
	0,135
	0,328
	10.481
	2,315
	1,666

	SW
	0,394
	0,014
	0,007
	2,838
	2,979
	2,984
	1.000
	0,049
	0,040
	0,061
	0,162
	0,359
	0,562
	0,331
	0,448

	Т
	0,002
	0,007
	0,001
	3.001
	2,986
	2,995
	0,055
	0,056
	0,058
	0,058
	0,158
	0,357
	0,200
	0,323
	0,447

	XF
	0,007
	0,013
	0,007
	3.006
	2,981
	2,999
	0,053
	0,049
	0,055
	0,103
	0,223
	0,458
	0,542
	0,748
	0,912

	XS
	0,020
	0,022
	0,007
	3.024
	3.045
	2,993
	0,063
	0,100
	0,045
	0,058
	0,134
	0,297
	0,544
	0,716
	0,981

	ХС
	0,009
	0,011
	0,007
	2,987
	2,964
	2,982
	0,028
	0,027
	0,049
	0,094
	0,197
	0,393
	1,327
	1,527
	1,665

	ДР-Ф
	0,012
	0,008
	0,001
	3.100
	3.025
	2,986
	0,209
	0,105
	0,054
	0,059
	0,139
	0,372
	0,209
	0,388
	0,645

	ДР-С
	0,013
	0,016
	0,006
	3678
	3476
	3130
	0,906
	0,472
	0,161
	0,031
	0,066
	0,161
	0,065
	0,110
	0,220

	ДР-С
	0,018
	0,014
	-0,009
	3158
	3095
	3055
	0,318
	0,190
	0,098
	0,053
	0,113
	0,251
	0,185
	0,309
	0,564

	РФ
	-0,012
	-0,009
	-0,006
	3.068
	3.042
	2.990
	0,179
	0,125
	0,047
	0,072
	0,145
	0,306
	0,105
	0,188
	0,320

	РС
	-0,002
	-0,015
	-0,006
	3.090
	3.083
	3.052
	0,166
	0,154
	0,109
	0,040
	0,080
	0,174
	0,074
	0,116
	0,212

	RC
	0,002
	-0,006
	-0,007
	3.004
	2,987
	3.023
	0,053
	0,060
	0,062
	0,068
	0,139
	0,275
	0,219
	0,333
	0,545



Примечание: результаты для RMSE, | СМЕЩЕНИЕ | , BIAS, SD, SKEW и KURT показывают средние значения среднеквадратичной ошибки, абсолютного смещения, смещения, стандартного отклонения, асимметрии и эксцесса для всех 1 000 оценок CATE из проверочной выборки. SE(RMSE) отображает стандартную ошибку среднего RMSE, а JB% представляет долю CATE, для которых критерий Харке-Бера был отклонен на уровне 5%. Результаты для CORR и V ARR показывают значения корреляции и коэффициента дисперсии между истинным и предполагаемым CATE для всех повторений. Кроме того, XF, DR-F, RF обозначают версии мета-обучающихся с полной выборкой, а XS, DR-S, RS и XC, DR-C, RC обозначают версии с разделением выборки и перекрестной подгонкой соответственно.
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[bookmark: bookmark308][bookmark: bookmark309][bookmark: bookmark307]C Время вычисления
Чтобы оценить вычислительные компромиссы между различными схемами оценки, а также различными мета-обучаемыми, мы оцениваем время вычислений для каждого мета-обучаемого и каждой схемы оценки для каждого размера выборки в течение 10 повторений основного моделирования, чтобы проиллюстрировать производительность . Результаты сведены в таблицу 17 и рис. 17 ниже.
C. [bookmark: bookmark311][bookmark: bookmark312][bookmark: bookmark310]1 Основное моделирование: несбалансированная обработка и нелинейная CATE
Таблица 17: Результаты времени вычислений для основного моделирования
СРЕДНЕЕ SD МИН. МАКС.
	
	500
	2000 г.
	8000
	32000
	500
	2000 г.
	8000
	32000
	500
	2000 г.
	8000
	32000
	500
	2000 г.
	8000
	32000

	С
	1,492
	8.786
	53,385
	252,165
	0,039
	0,991
	9,777
	0,551
	1.440
	7.110
	43.000
	251.050
	1,560
	9.860
	67.790
	252.810

	SW
	1,416
	6.730
	39.117
	263,195
	0,051
	1,015
	5.804
	4.636
	1.330
	4.890
	31.920
	250.630
	1.500
	8.050
	49.950
	267,140

	Т
	1.203
	6.168
	38.933
	238,932
	0,043
	0,880
	5.982
	26.988
	1.110
	4.460
	29.530
	162.260
	1.260
	7.540
	47.340
	249.560

	XF
	2.894
	16.512
	92.803
	658,892
	0,081
	1.303
	10.148
	49.316
	2.770
	14.070
	80.950
	531.960
	2.980
	17.590
	106.570
	687.320

	XS
	0,915
	4.233
	28.863
	185,232
	0,074
	0,380
	3.061
	21.873
	0,760
	3.500
	25.830
	145.250
	1.000
	4.640
	35.250
	215.630

	ХС
	3.027
	14.353
	89,644
	627,236
	0,265
	0,657
	9,687
	91.057
	2.790
	13.300
	79.280
	405.540
	3.470
	15.720
	103.810
	721.920

	ДР-Ф
	2,262
	15.998
	94,615
	576.230
	0,129
	0,696
	16.618
	120.102
	2.080
	14.920
	57.130
	323.300
	2490
	17 040
	113 820
	676 650

	ДР-С
	0,836
	4292
	30 218
	214 072
	0,189
	0,345
	5321
	36 595
	0,580
	3780
	26 640
	160 380
	1200
	4940
	42 280
	277 320

	ДР-С
	2684
	17 272
	105 261
	664 728
	0,596
	3941
	14 058
	60 375
	2150
	12.770
	88.690
	572.030
	4.300
	22.850
	128.400
	744.670

	РФ
	2,058
	10.588
	78.830
	530,529
	0,594
	1.430
	18.923
	78,864
	0,840
	8.750
	28.900
	354.890
	2.450
	13.020
	91.270
	603.520

	РС
	0,919
	6.514
	31.234
	208.910
	0,429
	2.084
	7,845
	49.782
	0,530
	4.420
	21.340
	154.770
	2.100
	10.440
	43.750
	308.480

	RC
	2,177
	11.934
	72,912
	435.450
	0,080
	1.230
	23.239
	140.374
	2.020
	9.240
	53.290
	312.420
	2.250
	12.970
	134.670
	780.560


[bookmark: bookmark313]Примечание. Результаты для MEAN, SD, MIN и MAX показывают значения среднего, стандартного отклонения, минимума и максимума для времени вычисления в секундах на основе 10 повторений моделирования. Время вычислений включает в себя как оценку, так и задачу прогнозирования. Многопоточность не используется при оценке мета-обучающихся. Кроме того, XF, DR-F, RF обозначают версии мета-обучающихся с полной выборкой, а XS, DR-S, RS и XC, DR-C, RC обозначают версии с разделением выборки и перекрестной подгонкой соответственно.

Рисунок 17: Результаты расчета времени для основного моделирования
СРЕДНЕЕ SD МИН. МАКС.
[image: ][image: ][image: ][image: ]
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Примечание. Результаты для MEAN, SD, MIN и MAX показывают значения среднего, стандартного отклонения, минимума и максимума для времени вычисления в секундах на основе 10 повторений моделирования. На рисунке показаны результаты, основанные на возрастающих обучающих выборках { 500, 2 000 , 8 000 , 32 000 } наблюдений , отображаемых на логарифмической шкале. Кроме того, XF, DR-F, RF обозначают версии мета-обучающихся с полной выборкой, а XS, DR-S, RS и XC, DR-C, RC обозначают версии с разделением выборки и перекрестной подгонкой соответственно.
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Algorithm 1: S-LEARNER

Input: Training Data: {(X;,Y;, W;)}7, Validation Data: {(X;)}V

Output: CATE: 75(z) = E[Y;(1) — Y;(0) | X; = 2]
begin
RESPONSE FUNCTION;
estimate: u(z,w) = E[Y; | X; = 2, W; = w| in {(X;,Y;, W)}T;
CATE FUNCTION;
define: 75(x) = fi(z, ) iz, )
predict: 75(X;) = (X4, 1) — a(X;,0) in {(X,)}Y
end
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Algorithm 2: T-LEARNER
Input: Training Data: {(X;,Y, W)}, Validation Data: {(X;)}V
Output: CATE: 7r(X,;) = F[Y;(1) — Y;(0) | X; = z]

begin

RESPONSE FUNCTIONS;

estimate: p(z,1) = E[Y; | X; = o, W; = 1] in {(X;, )}, _1;
estimate: p(x,0) = E[Y; | X; =z, W; = 0] in {(X3, Y3)}y. _o;
CATE FUNCTION;

define: 7p(z) = (x 1) fi(z,0);
predict: 77(X;) = a(X;, 1) — (X, 0) in {(X)}Y
end
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Algorithm 3: X-LEARNER

Input: Training Data: {(X;,Y;, W;)}7, Validation Data: {(X;)}V

Output: CATE: 7x(X;) = E[Vi(1) — Y;(0) | X; = 2]

begin

RESPONSE FUNCTIONS;

estimate: p(x,1) = E[Y; | X; =2, W; = 1] in {(Xh}/;)}jv;/i:l;
estimate: p(x,0) = E[Y; | X; =z, W; = 0] in {(X3, Y3)}y. _o;
IMPUTED EFFECTS;

predict: £ = Yi — 4(X;,0) in {(X;, Vi), _y;

predict: & =Y; — (X, 1) in {(X;, i)y, o}

TREATMENT EFFECTS;

estimate: 7(z,1) = &} | X; = 2, W; = 1] in {(X;, Y)Y _ 3
estimate: 7(z,0) = B[&) | X; = 2, W; = 0] in {(X4, Y1)}y, _o;
PROPENSITY SCORE;

estimate: e(z) = P[W; = 1| X; = 2] in {(X;, W)} 7;

CATE FuNcCTION;
define: 7x (z) = é(z) -

\]>
8
S
+
—~
—
|
5
~—
~»
8
—

end

predict: 7x (X;) = e(X;) - 7(X3,0) + (1 — é(Xy)) - 7(Xs, 1) in {(X:)}Y
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Algorithm 4: DR-LEARNER

Input: Training Data: {(X;,Y, W)}, Validation Data: {(X;)}V
Output: CATE: 7pr(z) = E[Y;(1) — Y;(0) | X; = z]

begin

RESPONSE FUNCTIONS;

estimate: p(x,1) = E[Y; | X; =z, W; = 1] in {(X3, i)}y, _y;
estimate: p(x,0) = E[Y; | X, = 2, W, = 0] in {(X;, Y\ _o;
PROPENSITY SCORE;

estimate: e(z) = P[W; = 1| X; = 2] in {(X;, W)},

PseEuno OUTCOME;

W\ Yi—p(X;,1) (=W Y;—4(X;,0) A A .
( 25X, ) 1(,é(Xi) ) +M(Xi7 1) _M(Xho) m {(X“}/;?Wl)}Tv

predict: zﬂl =

e(X,

CATE FUNCTION;

estimate: Tpr(x) = E[¢; | X5 = =] in {(X;,Y;, W) 7
predict: 7pp(X;) = E[; | X; = =] in {(X3)}V

end
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Algorithm 5: R-LEARNER
Input: Training Data: {(X;,Y, W)}, Validation Data: {(X;)}V
Output: CATE: 7g(z) = E[Y;(1) — Y;(0) | X; = z]
begin
RESPONSE FUNCTION;
estimate: u(z) = E[Y; | X; = 2] in {(X;, Y3)}T;
PROPENSITY SCORE;
estimate: e(z) = P[W; = 1| X; = 2] in {(X;, W)} 7;
MoDIFIED OUTCOME;
e (vax)

redict: ¢; — (7 in {(X;, Y, Wy T:
p ¢ (Wi—é(Xi)) {( )}
CATE FUNCTION;
estimate: Tr(z) = F[¢; | Xi = ] weighted by (W, — é(Xi))2 in {(Xy,Y;, W)}
predict: 7(X;) = Elgs | X; = 2] in {(X;)}V
end
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General Settings

Number of DGPs
Number of Replications R
Training Sample N7

6
{2000, 1/000, 500, 250}
{500, 2'000, 8’000, 32'000}

Validation Sample NV 10’000
DGP Settings

Covariate Space Dimension p 100

Signal Covariates in Response Function p* 5

Signal Covariates in Propensity Score Function p°© 4

Signal Covariates in Treatment Function p™ {0,1,2,3}
Forest Settings

Number of Trees 1000

Random Subset of Split Covariates
Minimum Leaf Size

N/
5
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RMSE |BIAS| SD JB

500 2000 8000 32000 500 2000 8000 32000 500 2000 8000 32000 500 2000 8000 32000
s 0.878 0.749 0.651 0570  0.867 0.739 0.641 0560 0.108 0.096 0.091 0.088  7.140 2.888 2.173 1.936
S-W  0.765 0.634 0.533 0462  0.717 0.602 0508 0443 0261 0190 0149 0125  2.086 2106 2019 1.931
T 0.766 0.634 0.533 0.462  0.719 0.602 0509 0442 0260 0.190 0.149 0.125  2.603 2.085 2016 1.924
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X-S 0820 0.707 0591 0499 0.779 0.684 0574 0484 0244 0.164 0125 0.107 5146 2680 2.157 1.929
X-C 0794 0.693 0582 0494 0770 0.680 0.571 0482 0171 0.114 0.097 0.092 3984 2322 1.964 1.827
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BMSE |[BIAS| SD JB

500 2000 8000 500 2000 8000 500 2000 8000 500 2000 8000
S 0.175 0.127 0.093 0.171 0.121 0.090 0.035 0.035 0.023 165.803 7.372 2.054
S-W 0.131 0.109 0.078 0.106 0.090 0.070 0.121 0.084 0.037 57.438 2.065 1.903
T 0.150 0.111 0.079 0.122 0.092 0.071 0.127 0.084 0.037 2.050 2.047 2.082
X-F 0.112 0.082 0.056 0.092 0.069 0.052 0.089 0.056 0.021 2.043 1.941 2.078
X-S 0.129 0.093 0.069 0.105 0.078 0.060 0.104 0.067 0.040 2.129 2.594 2.004
X-C 0.103 0.077 0.055 0.087 0.067 0.052 0.072 0.044 0.017 1.652 1.794 1.935
DR-F 0.147 0.105 0.070 0.119 0.087 0.063 0.125 0.078 0.033 7.134 3.377 2.001
DR-S 0.256 0.180 0.123 0.201 0.143 0.101 0.242 0.162 0.097 68.837 46.173 6.196
DR-C 0.159 0.116 0.078 0.128 0.096 0.071 0.135 0.088 0.037 6.334 5.329 2.969
R-F 0.183 0.131 0.089 0.146 0.107 0.078 0.167 0.109 0.051 3.819 3.862 2.027
R-S 0.237 0.174 0.123 0.189 0.140 0.100 0.224 0.158 0.099 3.490 3.494 3.117
R-C 0.144 0.109 0.076 0.117 0.091 0.068 0.123 0.084 0.037 2.060 2.222 2.225
Note: The results for the RMSE, |BIAS|, SD and JB show the mean values of the root mean squared error,
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