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Нейронные сети (и больше!)
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Традиционная ЦОС базируется на алгоритмах, которые изменяют данные из одной формы в другую через пошаговые процедуры. Большинству этих методов также требуются параметры для работы. Например, рекурсивный фильтр использует коэффициенты рекурсии, обнаружение может быть выполнено с помощью корреляции или с помощью пороговой схемы, отображение образа зависит от яркости и контрастности и т.д. Алгоритмы описывают, что надо делать, параметры позволяют сравнивать данные. Правильный выбор параметров часто бывает более важен, чем сами алгоритмы. Нейронные сети доводят эту идею до предела, используя очень простые алгоритмы, но много высоко оптимизированных параметров. Это революционный отход от традиционных основ науки и техники – математическая логика и теория следуют за экспериментом. Нейронные сети для решения задачи используют стратегию проб и ошибок, практическое решение, и метод «это работает лучше, чем то». Эта глава представляет ряд выводов относительно выбора параметров, как в нейронных сетях, так и в традиционных алгоритмах ЦОС.
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Обнаружение цели

Ученым и инженерам часто требуется определить наличие какого-либо объекта или условия. Например, геофизические исследования на нефть, обследование пациента на наличие болезни, астрономические поиски космического разума и т.д. Для решения этих задач обычно используется сравнение полученных данных с порогом. Если порог превышен, цель (объект или искомое условие) считается присутствующей.

Например, предположим, что вы изобретаете прибор для обнаружения ракового заболевания внутренних органов. Аппарат качается над пациентом, и числа между 0 и 30 вспыхивают на экране. Маленькие числа соответствуют здоровому субъекту, большие числа свидетельствуют о присутствии раковых тканей. Вы определяете, что прибор работает хорошо, но не идеально, и изредка делает ошибки. Возникает вопрос, как вы используете эту систему при обследовании пациента?

Рисунок 26-1 иллюстрирует системный подход к анализу этой ситуации. Предположим, что прибор был протестирован на двух группах, на группе из несколько сотен здоровых добровольцев (нет цели) и на группе из несколько сотен раковых больных (есть цель). Рисунки (а) и (b) показывают результаты тестов в виде гистограмм. Тест на здоровых людях дает, в основном, более низкие числа, чем тест на больных (хорошо), но имеется некоторое перекрытие этих гистограмм (плохо).

Как обсуждалось в главе 2, гистограмма может быть использована для оценки функции плотности вероятности (probability distribution function – pdf), которые показаны в (с). Например, представьте, что прибор используется на случайно выбранном здоровом субъекте. Из кривой (с) следует, что с вероятностью около 8% тест даст результат равный 3, с вероятностью около 1% даст 18 и т.д. (Для этого примера не важно, какой сигнал на выходе, реальные числа, когда требуется функция плотности вероятности – pdf, или целые числа, когда требуется функция вероятностной меры – pmf; не беспокойтесь об этом).

Теперь подумаем, что случится, когда обследуется пациент, состояние здоровья которого неизвестно. Например, если получена величина равная 15, какое можно сделать заключение? Есть у него рак или нет? Мы знаем, что вероятность здорового состояния для 15 равна 2,1%. Соответственно вероятность того, что у больного пациента получится 15, равна 0,7%. Если никакой другой информации нет, мы можем сделать заключение, что вероятность отсутствия рака у пациента в три раза выше, чем вероятность наличия рака. То есть, результат тестирования равный 15 подразумевает 25% вероятность того, что субъект из целевой группы. Этот метод может быть обобщен в виде кривой (d), вероятность наличия ракового заболевания в зависимости от числа, полученного этим прибором (в математической форме pdft/[pdft + pdfnt]).

Если мы остановим анализ на этом этапе, мы сделаем одну из наиболее распространенных (и серьезных) ошибок при обнаружении цели. Другой источник информации должен обычно приниматься в расчет, чтобы сделать значащей кривую (d). Это отношение числа целей, к числу отсутствия целей в тестируемой группе. Например, мы можем определить, что только один из тысячи людей имеет заболевание, которое мы пытаемся найти. Учитывая это в анализе, необходимо обеспечить амплитуду кривой плотности вероятности отсутствия цели (non-target) такую, что бы площадь под этой кривой в (c) равнялась 0,999. Аналогично, площадь под кривой плотности вероятности наличия цели (target) должна быть 0,001. Кривая на рисунке (d) затем вычисляется, как и раньше для получения вероятности того, что пациент имеет раковое заболевание.

Пренебрежение этой информацией есть серьезная ошибка потому, что она очень сильно воздействует на интерпретацию результатов. Другими словами, кривая на рисунке (d) радикально меняется, когда учитывается широко распространенная информация. Например, если часть популяции, имеющая раковое заболевание, составляет 0,001, то результат тестирования равный 15 соответствует только 0,025% вероятности того, что пациент болен. Это очень отличается от 25% вероятности, рассчитанной по одному выходному сигналу прибора.

Этот метод преобразования выходного сигнала в вероятность может быть полезен для понимания проблемы, но это не главный способ обнаружения цели. Большинство приложений требует решение типа да/нет при обнаружении цели, поскольку да приводит к одним действиям, а нет – к другим. Это осуществляется сравнением выходной величины тестирования с порогом. Если выход превышает порог, тест считается положительным, свидетельствуя о наличии цели. Если выход ниже порога, тест считается негативным, свидетельствуя об отсутствии цели. В нашем примере негативный результат тестирования означает, что пациент здоров и может отправляться домой. Когда результат теста положительный, необходимо выполнить добавочные проверки, такие как исследование тканей, включая биопсию.

[image: image20.png]



РИСУНОК 26-1

Вероятность обнаружения цели. Рисунки (а) и (b) гистограммы наличия цели и отсутствия цели в зависимости от величины некоторого параметра. По этим гистограмма может быть сделана оценка функции плотности вероятности, которая показана в (с). Используя только эту информацию, можно вычислить кривую (d), которая дает вероятность обнаружения цели на основе величины данного параметра.

Поскольку распределение наличия цели и отсутствия цели перекрываются, некоторые результаты тестирования будут не корректны. То есть, некоторые пациенты отправятся домой, будучи больными, а некоторые здоровые пациенты будут направлены на дополнительное обследование. На жаргоне обнаружения цели правильная классификация называется истина (true), а неправильная классификация называется ложь (false). Например, если пациент болен, и тест правильно определил условие, то это называется истинная положительность (true-positive). Аналогично, если пациент здоров и тест свидетельствует об отсутствии болезни, это называется истинной негативностью (true-negative). Ложная положительность (false-positive) - когда пациент не болен, но тест ошибочно свидетельствует о болезни. Это ситуация ненужных беспокойств и тревог, и плата за нее цена дополнительных тестов. Худшая ситуация соответствует ложной негативности (false-negative), когда болезнь присутствует, но тест свидетельствует, что пациент здоров. Как известно, необнаруженный рак может причинить много проблем здоровью, включая преждевременную смерть.

Человеческие страдания, получающиеся в результате этих двух типов ошибок, делают выбор порога деликатной проблемой. Как много ложной позитивности можно допустить для уменьшения числа ложной негативности? Рисунок 26-2 показывает графический способ оценки этой проблемы, ROC кривую (сокращение Receiver Operating Characteristic – приемная управляемая характеристика). ROC кривая отображает процент наличия цели (target), оцениваемый как положительный (чем выше, тем лучше), против процентов отсутствия цели (non-target), ошибочно оцениваемый как положительный (чем ниже, тем лучше), для различных величин порога. Другими словами, каждая точка на ROC кривой представляет один возможный компромисс между истинной положительностью и ложной положительностью.

Рисунки от (а) до (d) показывают четыре установки порога для нашего примера обнаружения рака. Например, посмотрите на (b), где порог выбран равным 17. Вспомните, каждый тест, который дает выходную величину большую, чем порог, считается положительным результатом. Около 13% площади, находящейся под кривой, которая соответствует отсутствию цели, превышает порог (находится справа от порога). Из всех пациентов, которые не больны, 87% будут иметь отрицательный результат тестирования (истинная отрицательность), и 13% - положительный (ложная положительность). Для сравнения, около 80% площади, находящейся под кривой, которая соответствует наличию цели, превышает порог. Это означает, что у 80% больных пациентов будет положительный результат тестирования (истинная положительность). У других 20% больных пациентов будет ошибочный отрицательный результат тестирования (ложная отрицательность). Как показано на ROC кривой в (b), этот порог соответствует точке на кривой, для которой вероятность положительного результата по кривой отсутствия цели (non-target positive) равна 13%, и вероятность положительного результата по кривой наличия цели (target positive) равна 80%.

Чем более эффективен процесс обнаружения, тем более ROC кривая сдвигается в левый верхний угол графика. Чистая Гауссова кривая отображается прямой линией под 45( по диагонали. При более низкой установке порога, как показано в (а), почти все целевые сигналы будут обнаружены. Но это достигается ценой увеличения ложных тревог (ложная положительность). Как показано в (d), при более высокой установке порога возникает обратная ситуация, мало фальшивых тревог, но много пропущенных целей.

Эти аналитические методы полезны для понимания условий выбора порога, но окончательное решение основывается на выборе человека. Предположим, что вы установили порог для определения рака на некоторую величину, которая, по вашему мнению, является подходящей. После обследования многих пациентов вы говорите с дюжиной или около того пациентов, которые попали в группу ложной положительности. Разговоры о ненужности вашей системы и ее разрушительном действии на жизнь этих людей так глубоко воздействуют на вас, что вы решаете увеличить порог. В конечном счете, вы сталкиваетесь с ситуацией, которая воздействует на вас еще хуже. Вы говорите с пациентами, которые больны раком в последней стадии, но которых ваша система не обнаружила. Вы отвечаете на этот жизненный опыт сильным снижением порога. Со временем эти случаи повторяются много раз, и порог постепенно смещается к равновесию. Таким образом, уровень ложной положительности, умноженный на некоторый значащий множитель (снижающий порог), сбалансируется уровнем ложной негативностью, умноженной на другой значащий множитель (поднимающий порог).
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РИСУНОК 26-2

Соотношение между ROC кривой и кривыми pdf.
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РИСУНОК 26-3

Пример пространства из двух параметров. Наличие цели (() и отсутствие цели (() группируются совершенно раздельно в двумерной плоскости; однако они перекрываются по каждому отдельному параметру. Это перекрытие показано на одномерной pdf по каждой оси.

Этот анализ может быть распространен на устройства, имеющие более чем один выход. Например, Предположим, что система использует рентген и алгоритмы автоматического распознавания опухоли. Алгоритмы определяют подозрительную область и, затем, измеряют ключевые характеристики, помогающие сделать оценку. Предположим, что мы измеряем диаметр подозрительной области (параметр 1) и ее яркость (параметр 2). Далее предположим, что наши исследования показали, что опухоль, в целом, больше и ярче, чем обычная ткань. Как первая попытка, мы можем использовать ранее представленный ROC анализ для каждого параметра и найти приемлемый порог для каждого. Мы можем затем классифицировать тест как положительный, если только выполнятся два критерия: параметр 1 больше, чем порог, и параметр 2 больше, чем другой порог.

Эта методика отдельного сравнения параметров с порогом и, затем, использования логических функций (И, ИЛИ и т.д.) очень распространена. Однако она очень неэффективная, существую значительно лучшие методы. Рисунок 26-3 показывает, почему это так. На этом рисунке каждый треугольник представляет наличие цели (пациент, больной раком), на плане показано расположение величин двух параметров. Каждый квадрат представляет отсутствие цели (здорового пациента). Как показано на графике pdf по сторонам каждой оси, оба параметра имеют большое перекрытие по кривым распределения наличия цели и отсутствия цели. Другими словами, каждый параметр, взятый отдельно, является плохим предсказателем заболевания. Комбинация двух параметров простой логикой даст незначительное улучшение. Это особенно интересно, так как эти два параметра содержат информацию, совершенно разделяющую наличие цели от отсутствия цели. Делается это проведением диагональной линии между двумя группами, как показано на рисунке.

На жаргоне этой области, этот тип координатной системы называется пространством параметров. Например, двумерный план на этом рисунке может быть назван пространством диаметр-яркость. Идея заключается в том, что цель будет оказываться в одной области пространства, а ее отсутствие в другой. Разделение двух областей может быть таким простым, как прямая линия, или сложным, как замкнутые области с произвольными границами. Рисунок 26-4 показывает следующий уровень сложности, пространство из трех параметров, представленных по осям x, y, z. Например, это может соответствовать системе для определения ракового заболевания, которая измеряет диаметр, яркость и некоторый третий параметр, скажем, резкость краев. Также как и в двумерном случае, смысл в том, что случаи, связанные с обнаружением цели и отсутствием цели, будут группироваться (надеемся на это) в разных областях пространства, что позволит их разделить. В трехмерном пространстве области разделяются плоскостями и кривыми поверхностями. Термин гиперпространство (выше или сверх нормального пространства) часто используется для описания более чем трехмерного пространства. С математической точки зрения, гиперпространство не отличается от одно-, двух- и трехмерного пространств, однако его нельзя отобразить в графической форме или в нашем трехмерном мире.
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РИСУНОК 26-4

Пример пространства из трех параметров. Также как два параметра формируют плоскую поверхность, пространств из трех параметров может быть представлено обычными осями x, y, z. Разделение на области пространства из трех параметров производится плоскостями или кривыми поверхностями.

Проблема выбора порога для одного параметра обычно не может быть определена как правильная или как ошибочная. Это связано с тем, что каждая величина порога обеспечивает уникальную комбинацию ложной положительности и ложной негативности, то есть, некоторую точку на ROC кривой. Здесь происходит обмен одного требования на другое, и нет абсолютно правильного ответа. С другой стороны, пространство параметров из двух или более параметров может иметь ошибочное деление на области. Например, представьте увеличение числа точек на рисунке 26-3, показывающих маленькое перекрытие между целевой группой  и нецелевой группой. Это, возможно, переместит пороговую линию между группами для компромиссного выбора между ложной положительностью и ложной негативностью. То есть, диагональная линия переместится или в верхний правый угол или в левый нижний угол. Однако, было бы ошибочно вращать эту линию потому, что это увеличит оба типа ошибок.

Как напоминание об том примере, обычный подход для обнаружения цели (иногда называемый шаблон опознавания) состоит из обработки в два шага. Первый шаг называется извлечение признаков (feature extraction). Здесь используется алгоритм, уменьшающий необработанные данные до нескольких параметров, таких как диаметр, яркость, резкость краев и т.д. Эти параметры часто называются признаками или классификаторами. Извлечение признаков необходимо для уменьшения количества данных. Например, рентгеновский снимок может содержать более чем миллион пикселей. Задача извлечения признаков заключается в очищении информации и представлении ее в более концентрированном и управляемом виде. Этот тип алгоритмического развития более относится к искусству, чем к науке. Он заключается в выполнении громадного числа экспериментов, умении мастерски рассмотреть проблему и сказать: «Этот классификатор больше всех содержит информации». Существенную роль играет метод проб и ошибок.

На втором шаге делается оценка признаков для определения наличия или отсутствия цели. Другими словами, используются некоторые методы для разделения пространства параметров на области, которые соответствуют наличию цели, и на области, которые соответствуют отсутствию цели. Это достаточно просто для пространства из одного или двух параметров; мы знаем точки, нарисованные на графике (как на рисунке 26-3), и можем глазом отделить области. Деление затем записывается в компьютерной программе как формулы, или каким либо другим способом. В принципе, тот же самый метод может быть применен и для трехмерного пространства. Но проблема заключается в том, что трехмерная графика очень трудна для человеческого восприятия (рисунок 26-4). Предупреждение: не пытайтесь сделать этого в гиперпространстве, ваша голова лопнет!

Короче, нам необходима машина, которая могла бы выполнить разделение пространства из многих параметров на области соответствующие и не соответствующие наличию цели. Эта идея системы для обнаружения цели в высшей степени приближает нас к главной теме этой главы, к нейронным сетям.

Архитектура нейронной сети

Люди и другие животные обрабатывают информацию в нейронных сетях. Они формируются из триллионов нервных ячеек (нейронов), обменивающихся короткими электрическими импульсами, называющимися действующими потенциалами. Компьютерные алгоритмы, которые подражают этим биологическим структурам, формально называются искусственная нейронная сеть для отличия их от внутренностей животных. Однако большинство ученых и инженеров не такие формалисты и используют термин нейронные сети, как для биологических, так и для небиологических систем.

Исследование нейронных сетей обусловлено двумя намерениями: лучше понять устройство человеческого мозга, и усовершенствовать компьютеры до возможности их работы с абстрактными и нечетко определенными проблемами. Например, в обычных компьютерах затруднительно добиться распознавания речи и человеческого лица, хотя человек это делает предельно легко.

Имеется много различий в исследованных структурах нейронных сетей, некоторые связаны с тем, что увидели биологи под микроскопом, некоторые больше базируются на математическом анализе проблемы. Наиболее распространенная структура показана на рисунке 26-5. Эта нейронная сеть сформирована из трех слоев, которые называются входной слой, скрытый слой и выходной слой. Каждый слой состоит из одного или более узлов, представленных на этом рисунке маленькими кружками. Линии между кружками показывают потоки информации от одного узла к другому. В этом частном типе нейронной сети информация передается от входа на выход (слева на право). Другие типы нейронных сетей имеют более запутанные соединения, такие как обратные связи.

Узлы входного слоя пассивные, это означает, что они не модифицируют данные. Они принимают сигнальную величину на свой вход и размножают ее на свои многократные выходы. Узлы скрытого слоя и выходного слоя активные. Это означает, что они модифицируют данные, как показано на рисунке 26-6. Переменные X11, X12, … X115 содержат данные для оценки (см. рис. 26-5). Например, они могут быть пикселями какого-нибудь образа, отсчеты аудио сигнала, список цен на следующий день и т.д. Они могут быть также выходами некоторых других алгоритмов, таких как классификаторы в нашем примере ракового детектора: диаметр, яркость, резкость краев и т.д.
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РИСУНОК 26-5

Архитектура нейронной сети. Это наиболее распространенная структура: три слоя с полными соединениями. Узлы входного (input) слоя пассивные, только размножают данные. Узлы скрытого (hidden) и выходного (output) слоя активные, они модифицируют сигнал (см. рис. 26-6). Действие этой нейронной сети определяется весовыми коэффициентами в узлах скрытого и выходного слоя.

Каждая величина из входного слоя размножается и посылается на все узлы скрытого слоя. Это называется структурой полных связей. Как показано на рисунке 26-6, величины, поступающие на узлы скрытого слоя, умножаются на весовые коэффициенты, набор предопределенных чисел, записанных в программе. Взвешенные входы суммируются и производят сигнальное число. Это показано на диаграмме символом (. Перед тем, как покинуть узел, это число проходит через нелинейную математическую функцию, называемую сигмоид. Это кривая S-образной формы, которая ограничивает выход узла. То есть, на входе сигмоида величина может быть от -( до +(, в то время как выход может быть только между 0 и 1.

Выход скрытого слоя представлен на рисунке 26-5 переменными X21, X22, X23, X24. Также как и раньше, каждая из этих величин используется в следующем слое. Активные узлы выходного слоя комбинируют и модифицируют данные и производят две выходные величины этой сети, X31 и X32.

Нейронные сети могут иметь любое число слоев и любое число узлов в слое. Большинство приложений используют три слоя с максимальным числом входных узлов в несколько сотен. Скрытый слой обычно составляет 10% от входного слоя. В случае обнаружения цели, в выходном слое требуется только один узел. Выход этого узла есть порог, обеспечивающий положительную или негативную индикацию наличия или отсутствия цели во входных данных.

В таблице 26-1 приведена программа, выполняющая алгоритм по рисунку 26-5. Основная идея заключается в том, что эта архитектура очень проста и очень обобщена. Этот же алгоритм может быть использован для решения многих проблем, не считаясь с его частными особенностями. Способность нейронных сетей обеспечить полезную манипуляцию данными лежит в правильном выборе весовых коэффициентов. Это революционный отход от обычной обработки информации, где решение описывается пошаговыми процедурами.

В качестве примера рассмотрим нейронную сеть для распознавания объекта в сигнале сонара. Предположим, что 1000 отсчетов сигнала содержатся в компьютере. Как компьютер определит, представляют ли эти данные субмарину, кита, подводную гору или вообще ничего? Традиционная ЦОС будет подходить к этой проблеме с математических или алгоритмических позиций, таких как корреляция и спектральный анализ. В нейронных сетях эти 1000 отсчетов просто поступят на входной слой, и результирующая величина выскочит из выходного слоя. Правильным выбором весов, выход может быть сконфигурирован для представления широкого уровня информации. Например, может быть выход для субмарины (да/нет), кита (да/нет), подводной горы (да/нет) и т.д.

С другими весами, выход может классифицировать объекты так: металл или не металл, биологический объект или небиологический, враг или союзник и т.д. Нет алгоритмов, нет правил, нет процедур; только взаимоотношение между входом и выходом диктуются выбором весовых коэффициентов.
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РИСУНОК 26-6

Активный узел нейронной сети. Они используются в скрытом и выходном слоях. Каждый вход умножается на весовой коэффициент (wN) и суммируется. Далее эта величина поступает на S-образную нелинейную функцию (сигмоид). Эта функция более подробно показана на рисунке 26-7.

100 'НЕЙРОННАЯ СЕТЬ (ПО РИСУНКУ 26-5)

110 '

120 DIM X1[15]                                           'содержит входные величины

130 DIM X2[4]                                             'содержит величины скрытого слоя

140 DIM X3[2]                                             'содержит величины выходного слоя

150 DIM WH[4,15]                                      'содержит веса скрытого слоя

160 DIM WO[2,4]                                        'содержит веса выходного слоя

170 '

180 GOSUB XXXX                                     'подпрограмма загрузки в X1[ ] входных данных

190 GOSUB XXXX                                     'подпрограмма загрузки весов в WH[ , ] & W0[ , ]

200 '

210 '                                                               'НАХОЖДЕНИЕ ВЕЛИЧИН СКРЫТОГО СЛОЯ X2[ ]

220 FOR J% = 1 TO 4                                  'цикл через каждый узел скрытого слоя

230 ACC = 0                                                 'очистка аккумулятора ACC
240 FOR I% = 1 TO 15                                 'взвешивание и суммирование входных узлов

250 ACC = ACC + X1[I%] * WH[J%,I%]

260 NEXT I%

270 X2[J%] = 1 / (1 + EXP(-ACC) )            'пропускание сумму через сигмоид

280 NEXT J%

290 '

300 '                                                               'НАХОЖДЕНИЕ ВЕЛИЧИН ВЫХОДНОГО СЛОЯ X3[ ]

310 FOR J% = 1 TO 2                                   'цикл через каждый узел выходного слоя

320 ACC = 0                                                  'очистка аккумулятора ACC
330 FOR I% = 1 TO 4                                   'взвешивание и суммирование скрытых узлов

340 ACC = ACC + X2[I%] * WO[J%,I%]

350 NEXT I%

360 X3[J%] = 1 / (1 + EXP(-ACC) )            'пропускание сумму через сигмоид 

370 NEXT J%

380 '

390 END

ТАБЛИЦА 26-1
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РИСУНОК 26-7

Сигмовидная функция и ее производная. Формулы 26-1 и 26-2 определяют эти кривые.

Рисунок 26-7а показывает вид сигмовидной функции, которая математически описывается следующей функцией:
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Точная форма сигмовидной функции не важна, важно только, что она есть сглаженный порог. Для сравнения, простой порог вырабатывает величину единица, когда х(0, и величину ноль, когда х(0. Сигмовидная функция выполняет ту же самую базовую пороговую функцию, но является также способной к дифференцированию, как показано на рисунке 26-7b. Хотя производная не используется в диаграмме на рисунке 25-5, она является критическим моментом для нахождения правильных весовых коэффициентов. Подробнее об этом позже. Преимущество сигмовидной функции заключается в том, что имеются кратчайший способ вычисления величины ее производной:
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Например, если х = 0, тогда s(x) = 0,5 (см. формулу 26-1), и первая производная s((x) = 0,5 (1 - 0,5) = 0,25. Это не критическая концепция, а всего лишь прием, делающий алгебру короче.

Будет ли нейронная сеть более гибкой, если сигмовидная функция будет перенаправлена слева на право и ее центр будет перемещен в другую величину, чем х = 0? Ответ да, и большинство нейронных сетей позволяют это сделать. Это очень просто выполнить; дополнительные узлы добавляются во входной слой, с единицами на всех входах. Когда они умножаются на весовые коэффициенты среднего слоя, то обеспечивается смещение постоянного уровня в каждом сигмоиде. Эти добавки называются смещающие узлы. Они обрабатываются точно так же, как и другие узлы, за исключением того, что у них постоянные входы.

Можно ли выполнить нейронную сеть без сигмоидов и подобных нелинейностей? Для ответа на этот вопрос посмотрите на трехслойную сеть, показанную на рисунке 26-5. Если сигмоидов не будет, то три слоя схлопнутся в два слоя. Другими словами, суммирование и взвешивание в среднем слое и в выходном слое могут быть скомбинированы в один слой. Это приводит к двухслойной сети.

Почему это работает?

Весовые коэффициенты, которые требуются в нейронных сетях для выполнения практических задач, находятся с помощью обучающихся алгоритмов совместно с примерами, показывающими как система должна работать. Например, в проблеме сонара примеры будут создавать базу данных из нескольких сотен (или больше) сегментов по 1000 отсчетов. Некоторые их них будут соответствовать субмарине, некоторые киту, некоторые случайному шуму и т.д. Обучающиеся алгоритмы используют эти примеры, чтобы вычислить набор весовых коэффициентов для этой задачи. Термин обучающийся  широко используется в области нейронных сетей для описания этого процесса. Однако самое хорошее описания может быть такое: определение оптимального набора весовых коэффициентов, который базируется на экспериментальной статистике. Как бы этот метод не назывался, получающиеся весовые коэффициенты фактически недоступны человеческому пониманию. Система в наборе весовых коэффициентов может быть различима в отдельных случаях, но, в основном, веса проявляются как набор случайных чисел. Нейронная сеть, использующая эти весовые коэффициенты, может иметь правильное соотношение между входом и выходом, но почему эти практические весовые коэффициенты работают, остается загадкой. Это мистическое свойство нейронных сетей является причиной, по которой многие ученые и инженеры избегают их. Вспомните все те научные фикции, которые распространяют компьютерные ренегаты.

Несмотря на это, часто можно слышать от адвокатов нейронных сетей высказывания такого типа: «нейронные сети хорошо поняты». Исследуя это утверждение, мы, во-первых, покажем, что возможный выбор весовых коэффициентов для нейронных сетей осуществляется через обычные методы ЦОС. Во-вторых, мы продемонстрируем, что обучающиеся алгоритмы обеспечивают лучшее решение задачи, чем традиционные методы. Хотя это и не объясняет, почему частные наборы весовых коэффициентов работают, но это обеспечивает уверенность в этих методах.

На искушенный взгляд, нейронные сети есть метод маркировки различных областей пространства параметров. Например, рассмотрим нейронную сеть системы сонара с 1000 входами и одним выходом. При правильном выборе весовых коэффициентов, выход будет близок к единице, если эхо сигнал от субмарины, и будет близок к нулю, если на входе только шум. Это формирует гиперпространство с размерностью равной 1000. Нейронная сеть есть метод назначения величины каждому месту в гиперпространстве. То есть, 1000 входных величин определяют место в гиперпространстве, в то время как выход нейронной сети обеспечивает величину в этом месте. Справочная таблица может вполне выполнить эту задачу, имея выходную величину для каждого возможного входного адреса. Различие заключается в том, что нейронная сеть вычисляет эту величину для каждого места (адреса), вместо того, что бы хранить невозможно большое число задач для каждой величины. Фактически, архитектура нейронных сетей часто оценивается тем, насколько хорошо она разделяет гиперпространство для данных значений весовых коэффициентов.

Этот подход также дает ключ к выбору числа узлов, которое требуется в скрытом слое. Пространство параметров размерностью N требует N чисел для точного определения места. Идентификация области в гиперпространстве требует 2N величин (минимальная и максимальная величина по каждой оси определяет жесткий прямоугольник в гиперпространстве). Например, это простое вычисление означает, что нейронная сеть с 1000 входов требует 2000 весовых коэффициентов для отождествления одной области гиперпространства от другой. В полностью взаимосвязанной сети, для этого потребуется два скрытых узла. Число необходимых областей зависит от частной проблемы, но можно ожидать, что оно будет много меньше, чем размерность пространства параметров. Хотя это только грубая аппроксимация, она, в основном, объясняет, почему большинство нейронных сетей могут работать со скрытым слоем размером от 2% до 30% от входного слоя.

Совершенно другой подход к пониманию нейронных сетей заключается в использовании корреляции, одной из концепций ЦОС. Как обсуждалось в главе 7, корреляция есть оптимальный способ обнаружения, если известна форма сигнала. Она выполняется перемножением сигнала на шаблон и сложением результатов перемножения. Чем больше сумма, тем больше сигнал похож на шаблон. Теперь рассмотрим рисунок 26-5, полагая, что каждый скрытый узел есть специальный шаблон входных данных. То есть, каждый скрытый узел осуществляет корреляцию входных данных с набором весовых коэффициентов, соответствующих этому узлу. Если совпадение с шаблоном наблюдается, то сумма, поступающая на сигмоид, будет больше, если нет – меньше.

С этой точки зрения значение сигмоида очень интересно. Давайте снова посмотрим на рисунок 26-1d и заметим, что вероятностная кривая, разделяющая две  в форме колокола плотности вероятности, похожа на сигмоид. Если мы в ручную создаем нейронную сеть, мы можем сделать так, чтобы выход каждого скрытого узла был частной вероятностью, которая определяет соответствие шаблона входным данным. Выходной слой повторяет эту операцию, делая в целом трехслойную структуру корреляцией корреляций, а сеть похожую на шаблоны шаблонов.

Традиционная ЦОС основывается на двух методах свертке и анализе Фурье. Это утешает, что нейронные сети могут выполнять обе эти операции плюс много больше. Представьте сигнал из N отсчетов, который фильтруется для получения другого сигнала из N отсчетов. Согласно взгляду на свертку со стороны выхода, каждый отсчет выходного сигнала есть сумма взвешенных отсчетов из входа. Теперь представьте двухслойную нейронную сеть с N узлами в каждом слое. Величина, вырабатываемая каждым узлом выходного слоя, есть также взвешенная сумма входных величин. Если каждый узел выходного слоя использует те же самые веса, что и все остальные выходные узлы, сеть будет выполнять линейную свертку. Подобным образом ДПФ может быть вычислено двухслойной нейронной сетью с N узлами в каждом слое. Каждый узел выходного слоя находит амплитуду одной частотной компоненты. Это обеспечивается весовыми коэффициентами каждого узла выходного слоя такими, как для искомой синусоиды. В результате сетевой корреляции входного сигнала с каждой синусоидой базовой функции также вычисляется ДПФ. Конечно, двухслойная нейронная сеть значительно менее мощная, чем стандартная трехслойная архитектура. Это означает, что нейронные сети могут выполнять нелинейные операции также хорошо, как и линейные.

Предположим, что одна из этих стратегий традиционной ЦОС используется для определения весовых коэффициентов нейронной сети. Можно ли утверждать, что сеть будет оптимальной? Традиционные алгоритмы ЦОС обычно основываются на предположениях о характеристиках входного сигнала. Например, фильтр Винера оптимален для получения максимального отношения сигнала к шуму в предположении, что известны спектр сигнала и шума. Корреляция оптимальна для обнаружения целей в предположении, что шум белый. Обратная корреляция (декорреляция) нейтрализует корреляцию в предположении, что ядро обратной корреляции инверсно исходной корреляции и т.д. Проблема в том, что ученые и инженеры редко имеют полные знания о входных сигналах, с которыми они встречаются. Хотя лежащая в основе математика может быть элегантной, общее выполнение задачи лимитируется тем, как хорошо понимаются исходные данные.

Например, представьте тестирование алгоритмов традиционной ЦОС реальным входным сигналом. Далее, повторите тест с алгоритмами слегка измененными, скажем, увеличив один из параметров на один процент. Если второй тест даст лучшие результаты, чем первый, то исходный алгоритм не оптимален для этой задачи. Примерно все традиционные алгоритмы ЦОС могут быть значительно улучшены методом проб и ошибок, оценивая маленькие изменения в параметрах алгоритмов и процедур. Это и есть стратегия нейронных сетей.

Обучение нейронных сетей
Разработку нейронных сетей лучше всего показать на примере. Рисунок 26-8 показывает проблему, которую мы будем решать, распознавание букв в тексте. Этой шаблонной задаче распознавания  было уделено много внимания. Достаточно легко многие попытки достигают практического успеха, но достаточно трудно получить совершенное решение. Многие успешные коммерческие разработки решают эту задачу: чтение адреса на письме, ввод документа в текстовый процессор и т.д.

Первый шаг в разработке нейронных сетей заключается в создании базы данных из примеров. В случае задачи распознавания текста, печатается 26 заглавных букв: A, B, C, D…Y, Z пятьдесят раз на листе бумаги. Далее эти 1300 букв преобразуются в цифровой образ с помощью одного из многих сканирующих устройств, совместимых с персональным компьютером. Этот большой цифровой образ затем разделяется на маленькие области 10 ( 10 пикселей, в каждом из которой содержится одна буква. Эта информация записывается как 1,3 Мбайт база данных: 1300 образов по 100 пикселей по 8 бит на пиксель. Мы будем использовать первые 260 образов из базы данных для обучения нейронной сети, то есть определение весовых коэффициентов, и остаток для тестирования. База данных должна также содержать способ идентификации букв, содержащихся в каждом образе. Например, дополнительные биты могут быть добавлены к каждому 10 ( 10 образу, содержащему буквенный ASCII код. По другой схеме, позиция каждого 10 ( 10 образа в базе данных может быть означать, что буква есть. Например, все образы от 0 до 49 есть буква «А», образы 50-99 – «B» и т.д.
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Пример изображения текста. Идентификация букв один из классических распознавательных задач. В этом примере каждая буква представлена изображением 10 ( 10 пикселей с 256 градациями уровня серого на пиксель. База данных, используемая для обучения и тестирования нейронной сети, содержит 26  заглавных букв, всего 1300 изображений. Изображения, показанные здесь, составляют часть базы данных.

Для этого примера будем разрабатывать нейронную сеть для произвольной задачи: определение изображения, содержащего гласную, то есть, A, E, I, O или U. Это не всегда имеет практическую ценность, но это иллюстрирует возможность нейронной сети узнавать очень абстрактные образы в распознавательных проблемах. Путем включения десяти примеров каждой буквы в обучающий набор, нейронная сеть (надеемся) изучит ключевые черты, которые различают ситуацию присутствия цели от ситуации отсутствия цели.

Нейронная сеть, используемая для этого примера, традиционно состоит из трех слоев, и имеет полностью связанную архитектуру, как показано на рисунках 26-5 и 26-6. Имеется 101 узел во входном слое (100 пиксельных величин плюс узел смещения), 10 узлов в скрытом слое и 1 узел в выходном слое. Когда 100 пиксельный образ поступает на вход сети, мы хотели бы, что бы выходная величина была близка к единице, если гласная присутствует, и близка к нулю, если гласной нет. Не беспокойтесь о том, что входная величина получается как двухмерная область (10 ( 10), поскольку вход нейронной сети рассматривается как одномерный массив. В этом заключается ваше понимание о взаимосвязи пиксельных величин; нейронная сеть будет соотноситься сама с собой.

Таблица 26-2 показывает главную программу для вычисления весовых коэффициентов нейронной сети. В таблице 26-3 содержатся три подпрограммы, вызываемые из главной программы. Массив элементов от X1[1] до X1[100] содержит величины входного слоя. Добавочный элемент X1[101] всегда содержит 1, обеспечивая во входном слое узел смещения. Выходные величины скрытого слоя содержатся в массиве от X2[1] до X2[10]. Переменная X3 содержит выходную величину сети. Весовые коэффициенты скрытого слоя содержатся в массиве WH[ , ], где первый индекс определяет узел скрытого слоя (от 1 до 10), а второй индекс есть узел входного слоя (от 1 до 100). Весовые коэффициенты содержатся в массиве от WO[1] до WO[10]. Всего получается 1020 весовых коэффициентов, которые определяют работу сети.

100 'ОБУКЧЕНИЕ НЕЙРОННОЙ СЕТИ (Определение весовых коэффициентов)

110 '

120                                                                          'ИНИЦИАЛИЗАЦИЯ 

130 MU = .000005                                                 'размер шага итераций

140 DIM X1[101]                                        'содержит сигнал входного слоя + смещенные термины

150 DIM X2[10]                                                    'содержит сигнал скрытого слоя

160 DIM WH[10,101]                                           'содержит веса скрытого слоя

170 DIM WO[10]                                                  'содержит веса выходного слоя

180 '

190 FOR H% = 1 TO 10                                        'УСТАНОВКА СЛУЧАЙНЫХ ВЕСОВ

200 WO[H%] = (RND-0.5)                                   'веса выходного слоя: -0.5 to 0.5

210 FOR I% = 1 TO 101                                       'веса скрытого слоя: -0.0005 to 0.0005

220 WH[H%,I%] = (RND-0.5)/1000

230 NEXT I%

240 NEXT H%

250 '

260                                                                         'ИТЕРАЦИОННЫЙ ЦИКЛ

270 FOR ITER% = 1 TO 800                                'цикл через 800 итераций

280 '

290 ESUM = 0                                                       'очистка аккумулятора ошибок, ESUM
300 '

310 FOR LETTER% = 1 TO 260                          'цикл через каждую букву в обучающем наборе

320 GOSUB 1000                                                  'загрузка X1[ ] с обучающим набором

330 GOSUB 2000                                                  'нахождение ошибки для этой буквы, ELET
340 ESUM = ESUM + ELET^2                            'аккумуляция ошибки для этой итерации

350 GOSUB 3000                                                  'нахождение новых весов

360 NEXT LETTER%

370 '

380 PRINT ITER% ESUM                                    'вывод результатов на экран

390 '

400 NEXT ITER%

410 '

420 GOSUB XXXX                                               'подпрограмма запоминания весов

430 END

ТАБЛИЦА 26-2

Первое действие программы заключается в первоначальной установке значения каждого весового коэффициента произвольным образом с помощью генератора случайных чисел. Как показано в линиях 190-240, весовые коэффициенты скрытого слоя приравниваются величинам между -0,0005 и 0,0005, в то время как весовые коэффициенты выходного слоя устанавливаются между -0,5 и 0,5. Эти уровни выбраны, исходя из порядка величины весовых коэффициентов, которые должны получится в финале. Этот выбор базируется на: (1) уровне величин входного сигнала; (2) числе входов сумматора в каждом узле; (3) уровне величин, с которыми имеет дело сигмоид, вход, примерно, от -5 до 5, выход от 0 до 1. Например, когда 101 вход с типичной величиной 100 умножаются на типичный весовой коэффициент 0,0002, в сумме получится около 2, что и будет активным уровнем входного сигмоида.

Если мы оцениваем работу сети, используя эти случайные веса, то нас ожидает что-то типа случайного угадывания. Обучающийся алгоритм улучшает работу сети, постепенно изменяя каждый весовой коэффициент в правильном направлении. Это называется итерационной процедурой, которая представлена в программе циклом EOR-NEXT в линиях 270-400. Каждая итерация делает весовые коэффициенты немного более эффективными для различения примера с целью от примера без цели. Итерационный цикл обычно выполняется до тех пор, пока наблюдается улучшение. В типичной нейронной сети число итераций может быть от десяти до десяти тысяч, но обычно оно равняется нескольким сотням. В этом примере выполняется 800 итераций.

Для того, что бы эта итерационная стратегия могла работать, должен быть один параметр, который определяет насколько хорошо текущее выполнение системы. Переменная ESUM (сумма ошибок) выполняет эту функцию в программе. Первое действие внутри цикла заключается в установке ESUM в ноль (линия 290), что бы она могла быть использована как аккумулятор. В конце каждой итерации величина ESUM выводится на экран, что бы оператор мог убедиться в наличии прогресса. Величина ESUM первоначально будет большой, но постепенно будет уменьшаться по мере того, как нейронная сеть будет обучаться распознавать цель. Рисунок 26-9 показывает пример уменьшения ESUM в процессе итераций.
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Схождение нейронной сети. Этот график показывает как ошибка нейронной сети (ESUM) уменьшается в процессе итераций. Показаны три раздельные пробы, каждая со своей начальной установкой весовых коэффициентов.

Все 260 изображений обучающего набора оцениваются в процессе каждой итерации, что обеспечивается циклом EOR-NEXT в линиях 310-360. Подпрограмма 1000 используется для нахождения изображения из базы данных примеров. Поскольку она не представляет здесь какого-либо особого интереса, то мы будем ее описывать только входными и выходными параметрами. На вход подпрограммы 1000 поступает параметр LETTER% величиной от 1до 260. Вспомните, величины узлов входного слоя, X1[1]….X1[100], содержат пиксельную величину изображения из базы данных, соответствующую параметру LETTER%. Величина добавочного узла, X1[101], всегда находится в состоянии единица. Подпрограмма 1000 возвращает другой параметр, CORRECT. В нем содержится желаемая выходная величина сети для данной конкретной буквы. То есть, если буква в изображении гласная, CORRECT будет возвращен с величиной единица. Если буква не гласная, CORRECT будет возвращен с величиной ноль.

После обработки изображения для загрузки в X1[1]…X1[100], подпрограмма 2000 пропускает эти данные через эту текущую нейронную сеть для получения величины выходного узла, X3. Другими словами, подпрограмма 2000 та же самая программа, что и в таблице 26-1, за исключением разного числа узлов в каждом слое. Эта подпрограмма также вычисляет, насколько хорошо текущая нейронная сеть идентифицирует букву как цель или не цель. В линии 2210 переменная ELET (ошибка буквы) вычисляется как разность между реальной величиной, X3, и желаемой величиной, CORRECT. Величина ELET будет между -1 и 1. Все эти величины ELET комбинируются (линия 340) для формирования ESUM, общего квадрата ошибки нейронной сети для всего обучающего набора.

Линия 2220 показывает опцию, которая часто используется при вычислении ошибки, назначенное значение важности ошибки для ситуации присутствия цели по сравнению с важностью ошибки в ситуации отсутствия цели. Например, вспомните пример обнаружения ракового заболевания, представленный ранее в этой главе, и последствия ошибок ложной позитивности и ложной негативности. В этом примере мы произвольно декларируем, что ошибка в обнаружении цели в пять раз хуже, чем ошибка обнаружения отсутствия цели. В сущности, это предполагает, что сеть лучше работает в ситуации наличии цели, даже если это приносит ущерб в ситуации отсутствия цели.

Подпрограмма 3000 есть сердце стратегии нейронных сетей, алгоритм для изменения весовых коэффициентов при каждой итерации. Мы будем использовать аналогию для объяснения лежащей в его основе математики. Представьте затруднения парашютиста-десантника заброшенного за линию вражеского фронта. Он приземлился на незнакомой территории, темнота, видеть он может только на несколько футов. Ему приказано спустится на дно ближайшей долины для продолжения миссии. Проблема заключается в том, как он, при способности видеть только на несколько футов, найдет дорогу на дно долины? Таким образом, ему необходим алгоритм, который выбирает координаты X и Y на поверхности земли таким образом, что бы минимизировать свою высоту. Это и есть аналог проблемы выбора весовых коэффициентов нейронной сети так, что бы ошибка сети, ESUM, была минимальной.

Мы будем рассматривать два алгоритма для решения этой проблемы: эволюция (evolution) и кратчайший спуск (steepest descent). При эволюционном алгоритме парашютист перемещается в какое-нибудь случайное направление. Если новая высота выше, чем предыдущая, он возвращается в начальное положение и делает новую попытку. Если новая высота ниже, он чувствует меру успеха и повторяет процесс в новом направлении. В конце концов, он достигнет дна долины, хотя очень неэффективным и случайным путем. Этот метод называется эволюционным потому, что он тот же самый алгоритм, что употребляется природой в биологической эволюции. Каждая новая генерация вида есть случайная вариация предыдущего. Если эти отличия помогают виду, они более вероятно сохранятся и подойдут к следующей генерации. Эти улучшения позволят животным получить больше пищи, убежать от врагов, произвести больше потомков и т.д. Если новые особенности вредны, ущербное животное становится обедом хищника, и изменения отбрасываются. С этой точки зрения, каждая новая генерация есть итерация эволюционной оптимизации.

1000 'ПОДПРОГРАММА ЗАГРУЗКИ X1[ ] С ИЗОБРАЖЕНИЕМ ИЗ БАЗЫ ДАННЫХ
1010 'Входная переменная: LETTER%

1020 'Выходные переменные: X1[1] to X1[100], X1[101] = 1, CORRECT
1030 '

1040 'LETTER% между 1 и 260, означает изображение из базы данных, загруженное
1050 'в X1[1] - X1[100]. Узел смещения, X1[101], всегда равен единице. Переменная,

1060 'CORRECT, имеет величину единица, если изображение определяется как гласная, иначе – 0.

1070 '(Детали подпрограммы не важны и не показаны).

1900 RETURN
2000 'ПОДПРОГРАММА ВЫЧИСЛЕНИЯ ОШИБКИ ТЕКУЩИХ ВЕСОВ
2010 'Входные переменные: X1[ ], X2[ ], WI[ , ], WH[ ], CORRECT
2020 'Выходные переменные: ELET

2030 '

2040 '                                                            'НАХОЖДЕНИЕ ВЕЛИЧИН СКРЫТЫХ УЗЛОВ X2[ ]

2050 FOR H% = 1 TO 10                                   'цикл через каждый скрытый узел
2060 ACC = 0                                                      'очистка аккумулятора
2070 FOR I% = 1 TO 101                                   'взвешивание и суммирование каждого входного узла
2080 ACC = ACC + X1[I%] * WH[H%,I%]

2090 NEXT I%

2100 X2[H%] = 1 / (1 + EXP(-ACC) )               'пропускание суммы через сигмоид
2110 NEXT H%

2120 '

2130 '                                                                   'НАХОЖДЕНИЕ ВЫХОДНЫХ ВЕЛИЧИН: X3

2140 ACC = 0                                                      'очистка аккумулятора
2150 FOR H% = 1 TO 10                                    'взвешивание и суммирование каждого скрытого узла
2160 ACC = ACC + X2[H%] * WO[H%]

2170 NEXT H%

2180 X3 = 1 / (1 + EXP(-ACC) )                         'пропускание суммы через сигмоид
2190 '

2200 '                                                                'ОПРЕДЕЛЕНИЕ ОШИБКИ ДЛЯ ЭТОЙ БУКВЫ, ELET
2210 ELET = (CORRECT - X3)                                        'определение ошибки
2220 IF CORRECT = 1 THEN ELET = ELET*5             'устанавливаются новые веса для цели
2230 '

2240 RETURN
3000 'ПОДПРОГРАММА НАХОЖДЕНИЯ НОВЫХ ВЕСОВ
3010 'Входные переменные: X1[ ], X2[ ], X3, WI[ , ], WH[ ], ELET, MU
3020 'Выходные пременные: WI[ , ], WH[ ]

3030 '

3040 '                                                  'ОПРЕДЕЛЕНИЕ НОВЫХ ВЕСОВ ДЛЯ СКРЫТОГО СЛОЯ
3050 FOR H% = 1 TO 10

3060 FOR I% = 1 TO 101

3070 SLOPEO = X3 * (1 - X3)

3080 SLOPEH = X2(H%) * (1 - X2[H%])

3090 DX3DW = X1[I%] * SLOPEH * WO[H%] * SLOPEO

3100 WH[H%,I%] = WH[H%,I%] + DX3DW * ELET * MU

3110 NEXT I%

3120 NEXT H%

3130 '

3140 '                                                  'ОПРЕДЕЛЕНИЕ НОВЫХ ВЕСОВ ДЛЯ ВЫХОДНОГО СЛОЯ
3150 FOR H% = 1 TO 10

3160 SLOPEO = X3 * (1 - X3)

3170 DX3DW = X2[H%] * SLOPEO

3180 WO[H%] = WO[H%] + DX3DW * ELET * MU

3190 NEXT H%

3200 '

3210 RETURN

ТАБЛИЦА 26-3

Когда эволюционный алгоритм используется как обучающийся, каждый весовой коэффициент в нейронной сети слегка изменяется добавлением величины от генератора случайных чисел. Если измененные весовые коэффициенты улучшают сеть, то есть снижают величину ESUM, то изменения сохраняются, иначе они отбрасываются. Хотя все это работает, но очень медленно сходится. Это жаргон, используемый для описания непрерывных улучшений в направлении оптимального решения (достижения дна долины). В упрощенных пределах программа выполняется в течение нескольких дней для нахождения решения, вместо минут или часов.

К счастью алгоритм кратчайшего спуска работает много быстрее. Он работает так же, как будет действовать парашютист-десантник, оценивать направление склона, и двигаться в этом направлении. Представим себе такую ситуацию. Парашютист может сделать шаг на север и записать изменения высоты. Затем вернутся в исходное положение, и сделать шаг на восток и опять записать изменения высоты. Используя эти две величины, он может определить направление склона. Предположим, парашютист спустился на 10 см, когда он сместился на один шаг на север, и спустился на 20 см, когда он сделал один шаг на восток. Двигаясь в направлении склона, он вынужден двигаться вдоль каждой оси пропорционально ее наклону. В этом случае, он может сделать десять шагов на север и 20 шагов на восток. Самая короткая часть дистанции по склону будет 
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 шага. В качестве альтернативы он может двигаться по этому направлению, сделав 22,4 шага по диагонали. Ключевой смысл заключается в следующем: кратчайший спуск достигается движением вдоль каждой оси на дистанцию пропорциональную наклону вдоль этой оси.

Подпрограмма 3000 выполняет этот алгоритм кратчайшего спуска для определения весовых коэффициентов сети. Перед запуском подпрограммы 3000 один из примеров подается на входной слой, и информация передается на выход. Это означает, что величины X1[ ], X2[ ] и X3[ ] определяются также как и текущие величины весовых коэффициентов WH[ ] и WO[ ]. Кроме того, мы знаем, что вырабатывается ошибка нейронной сети, ELET, для этого частного примера (изображения). Весовые коэффициенты скрытого слоя изменяются в линиях 3150-3120, весовые коэффициенты выходного слоя модифицируются в линиях 3150-3190. Так вычисляется наклон для каждого весового коэффициента, и затем изменяется каждый весовой коэффициент на величину пропорциональную этому наклону. В случае с парашютистом-десантником, наклон по координатной оси определяется небольшим перемещением вдоль этой оси (скажем, (х), измерением изменения высоты (скажем, (Е), и их делением ((Е/(х). Наклон весовых коэффициентов может быть найден тем же способом, немного увеличит величину весового коэффициента ((w), найти результирующее изменение выходной величины ((Х3), и разделить их ((Х3/(w). Позже в этой главе мы рассмотрим пример вычисления наклона таким способом. Однако в рассматриваемом примере мы будем использовать более эффективный метод.

Ранее мы упоминали, что нелинейный элемент (сигмоид) должен быть дифференцируемым. Здесь мы будем использовать это свойство. Если мы знаем наклон в каждой точке этой нелинейности, мы можем прямо написать формулу для оценки наклона каждого весового коэффициента ((Х3/(w) без его реальных пробных смещений. Рассмотрим конкретный весовой коэффициент в этом примере, WO[1], соответствующий первому входу выходного узла. Посмотрим на структуру, показанную на рисунках 26-5 и 26-6, и зададим вопрос: как будет воздействовать на выход (Х3) небольшое изменение частного весового коэффициента при неизменности остальных весовых коэффициентов? Ответ следующий:
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Здесь SLOPEO есть первая производная сигмоида выходного слоя, определяемая рабочей точкой на его кривой. Другими словами, SLOPEO описывает, как меняется выход сигмоида в ответ на изменение его входа. По формуле 26-2 SLOPEO может быть вычислена для текущей величины выхода Х3. Это вычисление показано в линии3160. В линии 3170 вычисляется наклон этого весового коэффициента по формуле 26-3, и сохраняется в переменной DX3DW, то есть, (Х3/(w.

Используя тот же подход, может быть найден наклон весовых коэффициентов скрытого слоя таких, как WH[1,1]:
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SLOPEH1 есть первая производная сигмоида скрытого слоя, определяемая рабочей точкой на его кривой. Другие величины X1[1] и WO[1] есть просто константы, которые позволяют реализовать этот способ. В линиях 3070-3080 наклон сигмоида вычисляется по формуле 26-2. Наклон весовых коэффициентов срытого слоя, DX3DW, вычисляется в линии 3090 по формуле 26-4.

Теперь, когда мы знаем наклон каждого весового коэффициента, мы можем рассмотреть, как весовой коэффициент изменяется при следующей итерации. Новая величина коэффициента находится путем взятия текущего коэффициента и добавлением к нему величины пропорциональной его наклону:
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Это вычисление выполняется в линии 3100 для скрытого слоя и в линии 3180 для выходного слоя. Пропорциональная константа состоит из двух множителей, ELET, ошибки сети для этого конкретного входа, и MU, постоянной устанавливаемой в начале программы. Для понимания необходимости ELET при этих вычислениях, представьте, что изображение на входе дает маленькую ошибку в выходном сигнале. Далее, представьте, что другое изображение на входе дает большую выходную ошибку. Когда выбираются веса, мы хотим слегка подтолкнуть сеть больше ко второму образу, чем к первому.  Если что-то плохо работает, мы хотим это изменить, если – хорошо, мы хотим это сохранить. Это выполняется изменением каждого весового коэффициента пропорционально текущей ошибки, ELET.

Что бы понять, как MU действует на систему, вспомните пример с парашютистом-десантником. Однажды определив направление склона, он должен решить, как далеко он может переместиться до следующей оценке уклона местности. Сделав эту дистанцию короче, один метр, например, он будет способен точно следовать по контуру местности и всегда двигаться в оптимальном направлении. Проблема в том, что большую часть времени он потратит на оценку уклона вместо самого спуска с холма. Для сравнения, он может выбрать дистанцию больше, скажем 1000 метров. Хотя это позволит ему двигаться быстрее по местности, но он может промахнуться и не попасть на путь, ведущий вниз. Слишком большая дистанция оставляет его прыжки во все стороны без желаемого прогресса.

В нейронных сетях MU контролирует изменение весовых коэффициентов на каждой итерации. Эта величина используется в зависимости от практических проблем, и может лежать в пределах от 10-6 до 0,1. По аналогии с парашютистом можно ожидать, Что слишком маленькая величина будет приводить к слишком медленной сходимости сети. Слишком большая величина будет приводить к неустойчивой сходимости, и хаотическому колебанию вокруг финального решения. К несчастью, реакция нейронной сети на различные величины MU может быть трудной для понимания или предсказаний. Это делает критичным требование вывода на монитор ошибки нейронной сети (ESUM) для ее отображения в конце каждой итерации. Если система сходится неправильно, остановите программу и попытайтесь выбрать другую величину для MU.

Оценка результатов
Итак, как это работает? Испытательная программа для распознавания гласной была запущена три раза с разными случайными весовыми коэффициентами при начальной инициализации. Около одного часа потребовалось для завершения 800 итераций для компьютера Pentium с частотой 100 МГц. Рисунок 26-9 показывает, как ошибка сети, ESUM, меняется во времени. Постепенный наклон показывает, что нейронная сеть обучается этой задаче, и что весовые коэффициенты приближаются к оптимальному значению после нескольких сотен итераций. Каждая проба дает различные решения проблемы, с различным финальным  выполнением. Это аналогично парашютисту, стартующему из разных мест, и поэтому заканчивающему на дне различных долин. Также как некоторые долины глубже, чем другие, также и некоторые решения нейронной сети лучше, чем другие. Это означает, что обучающийся алгоритм должен быть запущен несколько раз, с самыми лучшими решениями из группы, полученными как финальное решение.
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РИСУНОК 26-10

Пример весовых коэффициентов нейронной сети. На этом рисунке весовые коэффициенты скрытого слоя для трех решений показаны как изображения. Все три решения воспринимаются человеческим глазом как случайные.

На рисунке 26-10 в виде изображения показаны весовые коэффициенты скрытого слоя по трем решениям. Это означает, что первая акция, выполняемая нейронной сетью, есть корреляция (перемножение и суммирование) этих изображений с входным сигналом. Они выглядят как случайный шум! Можно показать, как работают эти величины весовых коэффициентов, но почему они работают, в этом есть что-то мистическое. Здесь есть еще что обдумывать. Человеческий мозг состоит из 100 триллионов нейронов, каждый из которых имеет в среднем 10 000 связей. Если мы не можем понять простую нейронную сеть в этом примере, как мы сможем изучить что-то, что по крайне мере в 100 000 000 000 000 раз сложнее? Это задача 21 столетия.

Рисунок 26-11а показывает гистограмму выхода нейронной сети для 260 букв в обучающем наборе. Вспомните, весовые коэффициенты были выбраны так, чтобы выходная величина была близка к единице для изображения гласной буквы, и близка к нулю, если это не гласная. Разделение совершенно успешно, так как нет перекрытия между двумя распределениями. Также отметим, что распределение гласных (vowel) уже, чем распределение негласных (nonvowel). Это оттого, что мы декларируем важность ошибки при определении цели в пять раз больше, чем важность ошибки при определении отсутствия цели (см. линию 2220).

Для сравнения, рисунок 26-11b показывает гистограмму для изображений от 261 до 1300 базы данных. Поскольку целевое и нецелевое распределения не четко отличаются, они не совершенно разделяются. Почему нейронная сеть работает лучше по первым 260 буквам, чем по последним 1040? Рисунок (а) обманчив! Легко выполнить тест, если вы уже знаете ответы. Другими словами, нейронная сеть распознает конкретные образы в обучающем наборе, а не общий шаблон идентификации гласных от негласных.

Рисунок 26-12 показывает выполнение трех решений в виде ROC кривой. Проба (b) обеспечивает лучшую сеть, чем две другие. Это есть случай случайного выбора, определяемого первоначальной инициализацией весовых коэффициентов. При данной установке порога нейронная сеть, созданная в пробе «b» может обнаруживать 24 из 25 целей (96% из всех гласных изображений), с уровнем фальшивых тревог только 1 из 25 нецелевых ситуаций (4% из всех негласных изображений). Не плохо рассмотреть абстрактную природу этой проблемы, и общий подход к решению.
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РИСУНОК 26-11

Выполнение нейронной сети. Здесь представлены гистограммы выходных величин нейронной сети (а) для обучающих данных и (b) для оставшихся изображений. Нейронная сеть лучше выполнена с обучающими данными потому, что ответ для них уже известен.


РИСУНОК 26-12

Пример ROC анализа нейронной сети. Эти кривые сравнивают три нейронные сети, созданные для обнаружения изображения гласных. Попытка (b) самое хорошее решение, кривая ближе всего к верхнему левому углу графика. Эта сеть может правильно обнаружить 24 из 25 целей при ложной тревоге 1 из 25 нецелевых ситуаций. То есть, на ROC кривой имеется точка с х = 4% и у = 96%.

Некоторые финальные замечания по нейронным сетям. Полученная нейронная сеть может очень не просто сходиться. Если ошибка сети (ESUM) не имеет тенденции к устойчивому уменьшению, программа должна быть остановлена, изменена и затем перезапущена. Три вещи могут быть изменены для воздействия на сходимость: (1) MU, (2) величина весовых коэффициентов при случайной начальной инициализации, (3) число узлов в скрытом слое (в этом заказе они должны быть изменены).

Большинство критических вопросов в развитии нейронных сетей обоснованы обучающими примерами. Например, когда новый коммерческий продукт развивается, тестирующие данные доступны только из прототипов, имитаторов, тренировок в угадывании и т.д. Если нейронная сеть обучается на этой предварительной информации, она может работать неправильно в финальном приложении. Любая разница между обучающей базой данных и окончательными данными будет ухудшать выполнение нейронной сети (закон Мэрфи для нейронных сетей). Не пытайтесь второй раз угадать нейронную сеть по этому выходу, вы не сможете!

Создание рекурсивного фильтра

Главы 19 и 20 показывают, как создавать рекурсивные фильтры со стандартным частотным откликом: высокочастотным, низкочастотным, полосовым и т.д. Вам необходимо сделать что-то на заказ? Для этого необходимо создавать рекурсивный фильтр так же, как нейронные сети: начните с общего набора рекурсивных фильтров и используйте итерации для медленного приближения к желаемому результату. Эта техника важна по двум причинам. Во-первых, это позволяет создавать заказной рекурсивный фильтр без использования сложной математики z-преобразований. Во-вторых, это показывает, что идеи из традиционной ЦОС и идеи из нейронных сетей могут быть скомбинированы в великолепные алгоритмы.

Главная программа этого метода показана в таблице 26-4, с двумя подпрограммами в таблице 26-5. Массива T[ ] содержит желаемый частотный отклик, некоторого вида кривую, которую мы создаем. Поскольку эта программа основана на БПФ, длины сигналов должны быть удвоены. Как сказано, эта программа использует БПФ длиной 256, это определяется переменной N% в линии 130. Это означает, что массив от T[0] до T[128] соответствует частотам от 0 до 0,5 отсчетного уровня (частоты дискретизации). Только амплитуды содержатся в этом массиве; фаза не контролируется в этой схеме, она получается, что бы с ней не делалось. 

Первоначальные величины рекурсивных коэффициентов устанавливаются в линиях 270-310, обычно их выбирают идентично системе. Не используйте здесь случайные числа, иначе первоначальный фильтр будет нестабилен. Рекурсивные коэффициенты хранятся в массивах A[ ] и B[ ]. Переменная NP% устанавливает число полюсов в создаваемом фильтре. Например, если NP% равен 5, коэффициент “а” меняется от A[0] до A[5], коэффициент “b” от B[1] до B[5].

Как упоминалось выше, повторяющаяся (итеративная) процедура требует одну величину, которая описывала бы, насколько хорошо функционирует текущая система. Эту функцию выполняет переменная ER (for error), которая вычисляется в подпрограмме 3000. Линии 3040-3080 загружает импульс в массив IMX[ ]. Далее, линии 3100-3150 используют этот импульс, как входной сигнал для рекурсивного фильтра, определяемого текущими величинами A[ ] и B[ ]. Выход этого фильтра есть импульсный отклик текущей системы и хранится в массиве REX[ ]. Частотный отклик системы затем находится применением БПФ к импульсному отклику, как показано в линии 3170. Подпрограмма 1000 есть программа БПФ, приведенная в таблице 12-4 главы 12. Эта подпрограмма БПФ возвращает частотный отклик в прямоугольной системе координат, перезаписывая REX[ ] и IMX[ ].

100 'ИТЕРАЦИОННОЕ СОЗДАНИЕ РЕКУРСИВНОГО ФИЛЬТРА
110 '

120                                                                           'ИНИЦИАЛИЗАЦИЯ
130 N% = 256                                                          'число точек в БПФ
140 NP% = 8                                                            'число полюсов фильтра
150 DELTA = .00001                                              'шаг инкремента (возрастания)
160 MU = .2                                                             'размер шага итераций (iteration step size)
170 DIM REX[255]                                                 'реальная часть сигнала для БПФ
180 DIM IMX[255]                                                 'мнимая часть сигнала для БПФ
190 DIM T[128]                                                       'желаемый частотный отклик (только амплитуда)
200 DIM A[8]                                                           'рекурсивные коэффициенты "a"

210 DIM B[8]                                                           'рекурсивные коэффициенты "b"

220 DIM SA[8]                                                         'наклон для коэффициентов "a"
230 DIM SB[8]                                                         'наклон для коэффициентов "b"
240 '

250 GOSUB XXXX                                                 'загрузка T[ ]

260 '

270 FOR P% = 0 TO NP%                          'инициализация коэффициентов для идентичной системы
280 A[P%] = 0

290 B[P%] = 0

300 NEXT P%

310 A[0] = 1

320 '

330                                                                            'ИТЕРАЦИОННЫЙ ЦИКЛ
340 FOR ITER% = 1 TO 100                                   'цикл по желаемому числу итераций
350 GOSUB 2000                                                     'вычисление новых коэффициентов
360 PRINT ITER% ENEW MU                               'вывод текущего статуса на экран
370 IF ENEW > EOLD THEN MU = MU/2            'регулировка величины MU

380 NEXT ITER%

390 '

400 '

410 FOR P% = 0 TO NP%                                        'ПЕЧАТЬ КОЭФФИЦИЕНТОВ
420 PRINT A[P%] B[P%]

430 NEXT P%

440 '

450 END

ТАБЛИЦА 26-4

Линии 3200-3250 затем вычисляют ER, среднеквадратичную ошибку, между амплитудами текущего частного отклика и амплитудами желаемого частного отклика. Обратите особое внимание на то, как эта ошибка находится. Повторяющиеся действия этой программы оптимизируют эту ошибку, делая способ ее определения очень важным. Цикл FOR-NEXT пробегает через каждую частоту в частотном отклике. Для каждой частоты линия 3220 вычисляет амплитуду текущего частотного отклика в прямоугольной системе координат. В линии 3230 ошибка для этой частоты находится вычитанием желаемой амплитуды T[ ] из текущей амплитуды MAG. Эта ошибка возводится в квадрат и суммируется в аккумулирующей переменной ER. После цикла через каждую частоту, в линии 3250 завершается вычисление и получается среднеквадратическая ошибка, ER, по всему частотному отклику.

Линии 340-380 контролируют итерационный цикл программы. В подпрограмме 2000 изменяются рекурсивные коэффициенты. Первым действием этой подпрограммы является определение текущей величины ER и хранение ее в другой переменной, EOLD (линии 2040 и 2050). После изменения коэффициентов в подпрограмме, величина ER снова определяется, и ее величина присваивается переменной ENEW (линии 2270 и 2280).

Переменная MU определяет размер итерационного шага, также как в предыдущей программе для нейронной сети. В программе используется автоматическая регулировка величины MU. Для этого имеются две переменные EOLD и ENEW. Когда программа стартует, MU присваивается относительно высокая величина – 0,2 (линия 160). Это обеспечивает быструю сходимость процедуры, но ограничивает приближение к оптимальному решению. При каждом итерационном процессе свидетельством отсутствия прогресса в решении является превышение величиной ENEW величины EOLD. Каждый раз, когда это происходит, в линии 370 уменьшается величина MU.

Подпрограмма 2000 для модификации рекурсивных коэффициентов использует самый подходящий метод: вычисляет наклон каждого коэффициента и затем изменяет коэффициент пропорционально его наклону. Линии 2080-2130 вычисляется наклон коэффициентов “a” и сохраняет их в массиве SA[ ]. Подобным образом, линии 2150-2200 вычисляют наклон коэффициентов “b” и сохраняют их в массиве SB[ ]. Линии 2220-2250 затем модифицируют каждый рекурсивный коэффициент пропорционально его наклону. В этой программе константа пропорциональности есть просто размер шага, MU. Величину ошибки не требуется вводить в константу пропорциональности, так как здесь только один пример для сравнения, желаемый частотный отклик.

Последнее замечание заключается в способе вычисления наклона рекурсивных коэффициентов. В примере с нейронной сетью формула для определения наклона представляла собой деление. Эта процедура не может использоваться здесь потому, что это потребует применение деления через БПФ. Вместо этого применяется силовой метод: реальное изменение рекурсивных коэффициентов с помощью малых приращений (инкремент) и затем прямого вычисления новой величины ER. Наклон затем находится как изменение ER деленное на значение инкремента. Текущая величина ER находится в линиях 2040-2130 и сохраняется в переменной EOLD. Цикл в линиях 2080-2130 проходит через каждый коэффициент “a”. Первое действие внутри этого цикла есть прибавление маленького приращения (инкремента) DELTA к рекурсивному коэффициенту (линия 2090). Подпрограмма 3000 подключается в линии 2100 для нахождения величины ER с модифицированным коэффициентом. Линия 2110 затем вычисляет наклон этого коэффициента как (ER – EOLD)/DELTA. Линия 2120 затем восстанавливает модифицированный коэффициент вычитанием величины DELTA.

2000 'ПОДПРОГРАММА ДЛЯ ВЫЧИСЛЕНИЯ НОВЫХ РЕКУРСИВНЫХ КОЭФФИЦИЕНТОВ
2010 'Входные переменные:                A[ ], B[ ], DELTA, MU
2020 'Выходные переменные:             A[ ], B[ ], EOLD, ENEW
2030 '

2040 GOSUB 3000                                        'НАХОЖДЕИЕ ТЕКУЩЕЙ ОШИБКИ
2050 EOLD = ER                                           'хранится текущая ошибка, EOLD
2060 '

2070                                                                'НАХОЖДЕНИЕ СПАДА ОШИБКИ
2080 FOR P% = 0 TO NP%                           'цикл через каждый коэффициент "a"

2090 A[P%] = A[P%] + DELTA                    'добавление инкремента к коэффициенту
2100 GOSUB 3000                                         'нахождение новой ошибки
2110 SA[P%] = (ER-EOLD)/DELTA            'вычисление спада ошибки, хранится в SA[ ]

2120 A[P%] = A[P%] – DELTA                    'возвращение исходной величины коэффициентам
2130 NEXT P%

2140 '

2150 FOR P% = 1 TO NP%                           'повторение процедуры для "b"

2160 B[P%] = B[P%] + DELTA

2170 GOSUB 3000

2180 SB[P%] = (ER-EOLD)/DELTA            'вычисление спада ошибки, хранится вSB[ ]

2190 B[P%] = B[P%] - DELTA

2200 NEXT P%

2210                                                                'ВЫЧИСЛЕНИЕ НОВЫХ КОЭФФИЦИЕНТОВ
2220 FOR P% = 0 TO NP%                           'цикл через каждый коэффициент
2230 A[P%] = A[P%] - SA[P%] * MU          'регулировка коэффициентов для движения по «склону»
2240 B[P%] = B[P%] - SB[P%] * MU

2250 NEXT P%

2260 '

2270 GOSUB 3000                                         'НАХОЖДЕНИЕ НОВОЙ ОШИБКИ
2280 ENEW = ER                                           'хранение новой ошибки в переменной ENEW
2290 '

2300 RETURN

3000 'ПОДПРОГРАММА ДЛЯ ВЫЧИСЛЕНИЯ ОШИБКИ ЧАСТОТНОЙ ОБЛАСТИ
3010 'Входные переменные:                    A[ ], B[ ], T[ ]

3020 'Выходные переменные:                 ER

3030 '

3040 FOR I% = 0 TO N%-1                           'ЗАГРУЗКА СДВИНУТОГО ИМПУЛЬСА В IMX[ ]

3050 REX[I%] = 0

3060 IMX[I%] = 0

3070 NEXT I%

3080 IMX[12] = 1

3090                                                                 'ВЫЧИСЛЕНИЕ ИМПУЛЬСНОГО ОТКЛИКА
3100 FOR I% = 12 TO N%-1

3110 FOR J% = 0 TO NP%

3120 REX[I%] = REX[I%] + A[J%] * IMX[I%-J%] + B[J%] * REX[I%-J%]

3130 NEXT J%

3140 NEXT I%

3150 IMX[12] = 0

3160                                                                 'ВЫЧИСЛЕНИЕ БПФ
3170 GOSUB 1000                                          'Таблица 12-4, применение REX[ ], IMX[ ], N%

3180 '

3190                                                                 'НАХОЖДЕНИЕ ОШИБКИ ЧАСТОТНОЙ ОБЛАСТИ
3200 ER = 0                                                     'обнуление ER, для аккумуляции
3210 FOR I% = 0 TO N%/2                            'цикл через каждую положительную частоту
3220 MAG = SQR(REX[I%]^2 + IMX[I%]^2)                    'прямоугольную --> полярную
3230 ER = ER + ( MAG - T[I%] )^2               'вычисление и аккумуляция квадрата ошибки
3240 NEXT I%

3250 ER = SQR( ER/(N%/2+1) )                    'завершение вычисления ошибки, ER

3260 '

3270 RETURN

ТАБЛИЦА 26-5
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РИСУНОК 26-13

Итерационное создание фильтров. Рисунок (а) показывает 8 полюсный низкочастотный фильтр с ошибкой, равномерно распределенной между 0 и 0,5. В (b) ошибка взвешена для улучшения характеристик в полосе блокировки частот за счет полосы пропускания. Рисунок (с) показывает 2 полюсный фильтр вида 1/sinc(x), примеряемый для коррекции цифро-аналогового преобразования. Частотная характеристика в (d) специальная. На каждом рисунке желаемая частная характеристика показана пунктирной линией, полученная характеристика показана сплошной линией.

Рисунок 26-13 показывает несколько примеров схем фильтра использующих эту программу. Пунктирная линия есть желаемый частотный отклик, сплошная линия есть частотный отклик создаваемого фильтра. Каждый из этих фильтров требует несколько минут для сходимости на 100 МГц Pentium. Рисунок (а) есть 8 полюсный низкочастотный фильтр, в котором ошибка равномерно распределена по всему частотному спектру (как написано в программе). Рисунок (b) есть тот же самый фильтр за исключением того, что ошибка в полосе блокировки умножается на восемь при вычислении ER. Это уменьшает рябь в полосе блокировки ценой увеличения ряби в полосе пропускания.

Рисунок (с) показывает 2 полюсный фильтр 1/sinc(x). Как обсуждалось в главе 3, он может быть использован для нейтрализации удержания нулевого порядка при цифро-аналоговом преобразовании (смотри рисунок 3-6). Ошибка в этом фильтре суммировалась только между 0 и 0,45, что обеспечивало лучшее соответствие в этой области за счет ухудшения соответствия между 0,45 и 0,5. Последний (d) есть специфический 6 полюсный фильтр с глубоким провалом в частотном спектре. Для достижения сходимости, рекурсивные коэффициенты были инициализированы набором, соответствующим полосовому фильтру (notch filter).
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ФОРМУЛА 26-1


Сигмовидная функция. Она используется в нейронных сетях как сглаженный порог. Эта функция показана на рисунке 26-7а.





ФОРМУЛА 26-2


Первая производная сигмовидной функции.


Она вычисляется с использованием величины самой функции.





ФОРМУЛА 26-3


Наклон весового коэффициента выходного слоя. Эта формула написана для весового коэффициента WO[1].





ФОРМУЛА26-4


Наклон весовых коэффициентов скрытого слоя. Эта формула написана для весового коэффициента WH[1,1].





ФОРМУЛА 26-5


Уточнение весовых коэффициентов. Каждый коэффициент регулируется добавлением величины пропорциональной его наклону.
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