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Введение
Выбор признака часто - важный шаг в применениях методов машинного обучения и есть серьезные основания для этого. Современные наборы данных часто описываются слишком многими переменными для практического создания модели. Обычно большинство этих переменных не важно для классификации, и очевидно их уместность не известны заранее. Есть несколько недостатки контакта с огромными наборами функций. Каждый - просто технический контакт с большие наборы функций замедляют алгоритмы, берут слишком много ресурсов и просто неудобны.
Другой даже более важен, много алгоритмов машинного обучения показывают уменьшение точности, когда число переменных значительно выше, чем оптимальный (Кохэви и Джон 1997). Поэтому выбор небольшого (возможно минимального) набора признаков, дающих самые лучшие результаты классификации, требуется по практическим причинам. Эта проблема, известная как проблема минимального оптимума (Нильсон, Pe~na, Bjffiorkegren, и Tegnffier 2007), была интенсивно изучена и есть много разработанных алгоритмов, чтобы уменьшить набор признаков к управляемому размеру.
Однако, эти очень практические цели заслоняет другая очень интересная проблема идентификация всех атрибутов, которые находятся при некоторых обстоятельствах, важных для классификации, так называемой проблемы все-релевантности. Обнаружение всех соответствующих атрибутов, вместо только безызбыточных, может быть очень полезным само по себе. В частности, это необходимо, когда каждый интересуется пониманием механизмов, связанных с предметом исследования, вместо того, чтобы просто создать прогнозирующую модель черного квадрата. Например, имея дело с результатами измерений экспрессии гена в контексте рака, идентификация всех генов, которые связаны с раком, необходима для полного понимания процесса, тогда как минимально-оптимальное множество генов могло бы быть более полезным как генетические маркеры. Хорошее обсуждения по выделению причин обнаружение всех соответствующих атрибутов важно, дано Нильсоном и др. (2007).
Все-релевантная задача выбора предиктора более трудная, чем обычно минимально-оптимальная. Одна из причин состоит в том, что мы не можем положиться на точность классификации как на критерий для выбора предиктора, как важного (или отклонить его как незначительного). Ухудшение точности классификации после удаления предиктора из набора предикторов, является достаточным, чтобы объявить предиктор важным, но нехватка этого эффекта не достаточна, чтобы объявить его незначительным. Поэтому необходим другой критерий для объявления предиктора важным или незначительным. Кроме того нельзя использовать методы фильтрования, потому что нехватка положительной корреляции между данным предиктором и решением не является доказательством, что этот предиктор не важен в конъюнкции с другими предикторами (Guyon и Elissee 2003). Поэтому имеются ограничения алгоритма обертки, которые в вычислительном отношении более требовательны, чем фильтры.
В методе обертки классификатор используется в качестве черного квадрата, возвращая ранжирование предикторов, поэтому можно использовать любой классификатор, который может обеспечить ранжирование предикторов. По практическим причинам классификатор, используемый в этой проблеме, должен быть и в вычислительном отношении эффективным и простым, возможно без определяемых пользователем параметров.
Пакет Boruta
Данная статья представляет реализацию алгоритма для вычисления всех релевантных предикторов в информационной системе R  пакетом Boruta. Алгоритм использует подход обертки, созданный вокруг классификатора случайного леса (Breiman 2001) (Boruta - бог леса в славянской мифологии). Алгоритм - расширение идеи, представленной Stoppiglia, Dreyfus, Дюбуа и Уссэром (2003), для определения релевантности методом сравнения релевантности реальных предикторов к их случайным пробам. 
Устанавливаются пороги, ниже которых предикторы отбрасываются. В результате по каждому предиктору получаем фактор со значениями Confirmed, Rejected или Tentative. Отвергнутые атрибуты помечаются.
Устанавливаются параметры типа классификации. По умолчанию – случайный лес из пакета randomForest. в результате выдается индекс Gini.
Пакет varSelRF
Пакет для выбора переменных в случайном лесе объект randomforest
Выбор переменных случайных лесов, используя как обратное удаление переменных (для выбора небольших множеств безызбыточных переменных) и выбора, основанного на спектре значимости (что-то похожее рисункам каменистой осыпи; для выбора больших, потенциально чрезвычайно коррелированных переменных). Главные применения в высоко-мерных данных (например, применение для данных микромассива, геномике и протеомики). Вы можете использовать rpvm вместо Rmpi, если Вы хотите, но я только проверил с Rmpi.
## This is a small example, but can take some time.
 
x <- matrix(rnorm(25 * 30), ncol = 30)
x[1:10, 1:2] <- x[1:10, 1:2] + 2
cl <- factor(c(rep("A", 10), rep("B", 15)))  
 
rf.vs1 <- varSelRF(x, cl, ntree = 200, ntreeIterat = 100,
                   vars.drop.frac = 0.2)
rf.vsb <- varSelRFBoot(x, cl,
                       bootnumber = 10,
                       usingCluster = FALSE,
                       srf = rf.vs1)
selProbPlot(rf.vsb, k = c(5, 10), legend = TRUE,
            xlegend = 8, ylegend = 0.8)
Пакет FSelector
В Анализе данных Выбор Признаков - задача, где мы намереваемся сократить размерность набора данных, анализируя и понимая воздействие ее признаков на модели. Рассмотрим, например, прогнозирующую модель C1A1 + C2A2 + C3A3 = S, где Ci - константы, Аi признаки, и S - результирующий предиктор. Интересно понять, насколько важно использованные признаков (A1, A2 и A3) и каково их отношение к модели и их корреляция с S. Такой анализ позволяет нам выбирать подмножество исходных функций, уменьшая размерность и сложность будущих шагов в процессе Анализа данных. Во время выбора подмножества мы пытаемся идентифицировать и удалить так много несоответствующей и избыточной информации насколько возможно.
Методы для Выбора Функции могут быть разделены на два подхода: ранжирование признаков и выбор подмножества. В первом подходе признаки упорядочены по некоторым критериями, а затем выбираются признаки выше определенного порога. Во втором подходе каждый ищет промежуток между подмножествами признаков для оптимального подмножества. Кроме того второй подход может быть разделен в три части:
1.	Подход фильтра: сначала выбираются признаки, а затем используется это подмножество, чтобы выполнить алгоритм классификации;
2.	Встроенные подходы к выбору признаков выполняются при выполнении алгоритм классификации;
3.	Подход с оберткой алгоритма для классификации применяется к набору данных для идентификации лучших функций.
Пакет FSelector для R предлагает алгоритмы для фильтрации атрибутов (например, cfs, хи-квадрат, прирост информации, линейная корреляция) и алгоритмы с оберткой классификаторов и поиск разделения атрибутов на подмножества (например, поиск по первому наилучшему совпадению, обратный поиск, поиск вперед, поиск восхождения на вершину). Пакет также позволяет выбрать подмножества функций, основанных на весах атрибутов, выполняя различные способы отсечения.
Пакет caret
Проверь пакет caret в R. Поможет пошаговая регрессионная модель перекрестной проверки (cross-validate)  (используй   method='lmStepAIC' или method='glmStepAIC'), и это может помочь понять как этот вид моделей ведет к моделям с плохими характеристиками. Далее можно использовать функцию findCorrelation в caret для идентификации и удаления коллиниарных переменных, и функцию rfe  в caret для удаления переменных с низкой t-статистикой (используй rfeControl=rfeControl(functions=lmFuncs)).
Однако, как упомянуто в предыдущих ответах, эти методы переменного выбора, вероятно, приведут к проблеме, особенно если сделать их многократно. Сделайте абсолютно бесспорными, что Вы оцениваете свою производительность на, ПОЛНОСТЬЮ тестовый набор вне выборки. Даже не смотрите на тестовый набор, пока Вы не будете довольны своим алгоритмом!
Наконец, это могло бы быть лучше (и более простым) использовать прогнозирующую модель со "встроенным" выбором предикторов, таким как регрессия ребра (ridge regression), лассо или эластичная сеть. Определенно, попробуйте method=glmnet аргумент из caret и сравните перекрестную проверенную точность той модели с аргументом  method=lmStepAIC. Мое предположение, что прежний даст выше точность вне выборки, и Вы не должны волноваться о реализации и утверждении Вашего пользовательского переменного алгоритма выбора.
[bookmark: _GoBack]Пакет ‘CORElearn’
Имеет большое число критериев упорядочения предикторов по их важности. Особое место занимают критерии, которые основаны на Relief, что позволяет оценивать предикторы, имеющие корреляцию между собой. Учет этой корреляции позволяет строить модели случайного леса, дающие устойчивые характеристики вне выборки.
Пакет SPLS
Подгонка регрессионной модели spls
spls( x, y, K, eta, kappa=0.5, select="pls2", fit="simpls",
scale.x=TRUE, scale.y=FALSE, eps=1e-4, maxstep=100, trace=FALSE)
SPLS непосредственно налагает разреженность на шаг приведения размерности PLS, чтобы достигнуть точного прогноза и одновременного отбора переменных. Опция  select ссылается на алгоритм PLS для отбора переменных. Опции fit обращается к алгоритму PLS для подгонки модели, и spls использует алгоритмы, предлагаемые пакетом pls с этой целью. См. справочные файлы функции plsr в пакете pls для получения дополнительной информации. Пользователь должен установить пакет pls перед использованием функций spls. Варианты для select и fit независимы.
# SPLS with eta=0.7 & 8 hidden components
f <- spls( yeast$x, yeast$y, K=8, eta=0.7 )
print(f)
# Print out coefficients
coef.f <- coef(f)
coef.f[,1]
# Coefficient path plot
plot( f, yvar=1 )
Подгонка модели классификации SPLSDA
splsda( x, y, K, eta, kappa=0.5,
classifier=c(’lda’,’logistic’), scale.x=TRUE, ... )

SPLSDA обеспечивает подход  в два шага для PLS на основе классификация с выбором переменных непосредственно внушительной разреженностью на шаге уменьшения размерности PLS, используя прореженные частные наименьшие квадраты (SPLS). Предполагается, что y имеет численные значения, 0, 1...,  G, где G - число классов без одного. Опция classifier ссылается на классификатор, используемый во втором шаге SPLSDA, и splsda использует алгоритмы, предлагаемые пакетами MASS и nnet с этой целью. Если classifier="logistic", то или регрессия логистической регрессии или многочлена используется. Линейный дискриминантный анализ (LDA) используется, если classifier = "lda". splsda также использует алгоритмы, предлагаемые пакетом pls для подгонки spls. Пользователь должен установить пакеты pls, MASS и nnet перед использованием функций splsda.
# SPLSDA with eta=0.8 & 3 hidden components
f <- splsda( prostate$x, prostate$y, K=3, eta=0.8, scale.x=FALSE )
print(f)
# Print out coefficients
coef.f <- coef(f)
coef.f[ coef.f!=0, ]
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